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ABSTRAKT

SUBOVA, Emilia: Priestorova analyza dat v softvéri R. — Ekonomicka univerzita
v Bratislave. Fakulta hospodarskej informatiky, Katedra operacného vyskumu
a ekonometrie. — Veduci zaverecnej prace: doc. Ing. Andrea Furkova, PhD. — Bratislava:
FHI EU, 2019, 65s.

Zamerom prezentovanej diplomovej prace je predstavit’ problematiku priestorovej
zavislosti, historiu a vyvoj priestorovej ekonometrie, metodologiu na tvorbu modelov
priestorovej ekonometrie a jej naslednu aplikaciu pri modelovani prijmovej konvergencie
Clenskych $tatov Eurdpskej unie. V praci uvadzame metodologické aspekty priestorovej
ekonometrie, ktoré suvisia aj s konStrukciou matice priestorovych vah, testovanim
priestorovej autokorelacie, $pecifikaciou a odhadom modelov a problematikou heterogenity.
Pracu sme rozdelili do Styroch kapitol. Prvi kapitolu sme venovali problematike suc¢asného
stavu, popisana je historia, vyvoj a aktualny stav. Druhd kapitola podrobne opisuje ciel’
prace. Vtretej Kkapitole sme sa zaoberali teoretickou strankou problematiky
a metodologickymi aspektami popisujucimi formulovanie a odhad modelov s priestorovo
autoregresnym procesom. Stvrta a zarovei zaverecna kapitola obsahuje aplika¢nu &ast’, kde
sme testovali hypotézy priestorovej prijmovej beta konvergencie ¢lenskych Statov Eurdpske;

unie s pouzitim modelov a metodologickych aspektov z predoslych casti.

KPacové slova: priestorova ekonometria, priestorova autokorelacia, odhad modelov,

prijmova beta konvergencia



ABSTRACT

SUBOVA, Emilia: Spatial analysis of data in software R. - University of Economics in
Bratislava. Faculty of Economic Informatics, Department of Operations Research and
Econometrics. — Thesis supervisor: doc. Ing. Andrea Furkova, PhD. - Bratislava: FHI EU,
2019, 65 p.

The aim of the presented thesis is to introduce the issue of spatial dependence, history and
development of spatial econometrics, methodology for creating models of spatial
econometrics and its subsequent application in modeling income convergence of the
European Union countries. We present methodological aspects of spatial econometrics,
which are also related to the construction of the matrix of spatial weights, testing of spatial
autocorrelation, specification and estimation of models and problems of heterogeneity. The
work is divided the work into four chapters. The first chapter is devoted to the issue of the
current state, there is describing history, development and the actual state. The second
chapter describes the aim of the work in detail. In the third chapter we deal with the
theoretical aspect of the issue and methodological aspects describing the formulation and
estimation of models with spatially autoregressive process. The fourth and final chapter
contains the application part, where we tested the hypotheses of spatial income beta
convergence of the European Union countries using models and methodological aspects of

previous parts.

Keywords: spatial econometrics, spatial autocorrelation, model estimation, income beta

convergence
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Uvod

V dnesnom rychlo sa rozvijajicom svete je velmi dolezité zaoberat' sa meranim
vykonnosti ekonomiky. Kazdy rozvoj je ovplyvneny istymi parametrami, ktoré moézeme
povazovat’ za vyznamné alebo za menej vyznamné. Vsetky tieto parametre sa musia dat’
kvantifikovat’, v opa¢nom pripade nevieme vylacit’ vyznamnost’ parametrov. Nasim cielom
je zamerat’ sa na vyznamné miery, ktoré vieme kvantifikovat, atak ur¢it’ zavery bez
domnienok a s presnymi dokazmi. Vyvoj ekonomik vieme merat’ prostrednictvom hrubého
domaceho produktu vyprodukovaného v danej krajine, ktory odraza vykon danej
ekonomiky. Je to presne kvantifikovana miera, s Ktorou d’alej vieme pracovat’ a pouzit’ ju na
rozne vypocty ukazovatelov. Ddlezité je, aby vSetky ukazovatele, na ktoré je pouzity hruby
domaci produkt, mali ekonomicku vypovednu hodnotu.

Ako je zname prostrednictvom hrubého domaceho produktu sa dé urcit’ rast
ekonomiky, za predpokladu, Ze mame k dispozicii historické data. Takze takzvany rast
ekonomiky je pre naSu pracu velmi dolezity, pretoZze v naSom zaujme je zistit' a skimat’
spravanie sa ekonomik vzhl'adom na ich priestorové umiestnenie a potvrdenie znamej
hypotézy o prijmovej beta konvergencii, ktora v skratke hovori o ,, catch-up *“ efekte. Znenie
hypotézy je vel'mi jednoduché, jej predpokladom je, Ze prijem chudobnej ekonomiky na
obyvatel'a ma tendenciu rast’ a postivat’ sa rychlejsie ako rozvinuté ekonomiky. V dosledku
toho by sa mali nakoniec vSetky ekonomiky zbliZit’ z hl'adiska prijmu na obyvatel'a. Jednym
z predpokladov pre€o tento jav nastava je to, Ze rozvojova krajina ma potencial rychlejsie
rast’ ako rozvinuté krajina, a to z dovodu zniZujucich sa vynosov (najmi na kapital), ktoré
nie st také silné ako v krajine bohatej na kapital. Okrem toho chudobnejsia krajina moze
reprodukovat’ vyrobné postupy, technoldégie a inStiticie rozvinutej krajiny. Ako bolo
spomenuté, zaoberat’ sa budeme aj priestorovym umiestnenim ekonomik, ¢o zahfiia vplyv
ekonomiky vzhl'adom na priestorova zavislost. Ide o analyzu dat, ktord budeme skiimat’
z geodetického hl'adiska, na ¢o budeme potrebovat’ data definované zemepisnou Sirkou
a dizkou. Pomocou nich vieme uréit’ maticu susednosti a vzajomny vplyv pozorovani, a tak
preskumat’ problematiku prijmovej beta konvergencie vzhl’'adom na priestorovych susedov.

Vybrané ekonomiky st v rdmci Eur6pskej unie, teda dvadsat'osem ¢lenskych Statov
Eurdpskej unie, ked’Zze je nutné vybrat' ekonomiky, ktoré maju aspon jednu spolo¢nu
charakteristiku. V tomto pripade, st $taty ¢lenmi Eurdpskej tnie, atym spliiaju tato
podmienku. Dant problematiku budeme skumat’ v softvéri R, ktory je volne Siritelny

a okrem Statistickych vypoctov vieme v softvéri zobrazit’ vSetko graficky. Tento si dalej

10



predstavime podrobnejSie v nasledujucich kapitolach, rovnako ako problematiku

priestorovej ekonometrie a metodologiu pre tvorbu a odhad modelov.
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1. Sucasny stav

V tejto kapitole sa budeme snazit’ priblizit’ problematiku priestorovej analyzy dat
v ekonometrii. Najskor predstavime historiu vzniku a skiimania priestorovej analyzy dat,
teda zistime, kam az siahaju korene pojmu priestorova zavislost. Definujeme podstatu
a vyuzitie priestorovej zavislosti a uvedieme do povedomia, kde vSade je vyuzitelna tato

oblast’.

1.1 Historia vzniku priestorovej zavislosti a ekonometrie

Priestorova autokorelacia je koncept, ktory pomaha definovat’ oblast’ priestorovej
analyzy. Zameriava sa na S$tidie vyuzivajice priestorové Statistiky a priestorovia
ekonometriu. V tejto praci budeme sledovat’ vyvoj konceptu a posnazime sa vysvetlit’
akademické suvislosti, ktoré tento koncept priniesli do popredia koncom 60-tych rokov. V
geografii je zdorazneny vyznam prace Michaela F. Daceyho, Andrewa D. Cliffa a J. Keitha
Orda. Neskor, s vydanim zvézku Priestorova ekonometria (Luc Anselin,1988), priestorovy
vyskum a pouzitie konceptu priestorovej autokorelacie ziskali znaény narast. Tento vyvoj
sme nacrtli spolu s pripomienkami k najnov§im a moznym buducim trendom vyskumu
zalozeného na priestorovej autokorelacii.

Do roku 1968 sa priestorova autokorelacia nazyvala ,,priestorova zavislost™,
,priestorova interakcia®, ,,priestorovd vzijomna zavislost*. V pitdesiatych rokoch
minulého storocia pri§la motivujica sila, ktord oZivila geograficka disciplinu, ktora bola
zamerana na blizke susedstvo medzi v§etkymi druhmi 'udskych javov. Socialny fyzik, John
Q. Stewart a jeho kolega a privrZzenec na Princetone, geograf William Warntz, urobili vela
preto, aby vysvetlili hypotézu o blizkosti. Po 200 rokov, od zaciatku roku 1800, uéenci
identifikovali efekt upadku vzdialenosti, ktory George Kingsley Zipf, v roku 1949 spomenul
v knihe Uvod do ekolégie cloveka.

V roku 1966 Jean H. P. Paelinck diskutoval o novej oblasti, ktorti v roku 1974
pomenoval priestorovd ekonometria (Paelinck a Klaassen 1979). Oblast’ priestorovej
ekonometrie bola spolu s roznymi testami priestorovej autokorelacie spominana, avsak
v danom obdobi nebola znama a Casto sklonovana medzi vyskumnikmi. Do popredia sa
v tom c¢ase dostavala uzitoCnost’ testov typu Moran, ktoré naértli Cliff a Ord. Paelinck
a Klaassen pre zmenu opisali testy priestorovych parametrov, ktoré stelesiiuju priestorové

autokorelacné efekty. Tieto parametre st zikladom pre vytvorenie priestorovych
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autoregresivnych modelov a stcasnych zakladov priestorovej ekonometrie. Pojem
priestorova autokorelacia sa vSak dostala do lexikénu fraz pouzivanych priestorovymi
analytikmi az v regionalnom vedeckom konferen¢nom dokumente Cliffa a Orda z roku
1968. Cliff a Ord (1973, 1981) si uvedomili, tak ako ini pred nimi, ze osobitny pripad
korelacie vo vesmire, teda ked’ existuje vzt'ah medzi blizkymi priestorovymi jednotkami tej
istej premennej, by bolo potrebné identifikovat, ak by sa odpovede na vyskumné otdzky
mali detailne zodpovedat. Konferenény dokument z roku 1968 bol publikovany v roku 1969
pod nazvom ,,Problém priestorovej autokorelacie. Uviedli pojem nespecifikovand
problémova inspekcna analyza, ktory hovori, Ze modely, ktoré vyzadovali tradi¢nu Statistiku
pre ich hodnotenie, boli ne$pecifikované, ak nebrali v ivahu priestorovi autokorelaciu.
Dalsi z vyznamnych prispievatelov bol Luc Anselin, ktory $tudoval ekondémiu,
ekonometriu, urbanistické a regionalne planovanie v Belgicku a ktory bol ovplyvneny spismi
Tinbergena a Theila. Prisiel do Spojenych Statov v roku 1977, aby vykonal M.A. pracu v
regionalnej vede na Cornelli. Jeho dizertatna a vyskumna praca na Cornelli na zaciatku 80.
rokov, za pritomnosti Waltera Isarda a jeho regionalnych vedeckych kolegov, inSpirovala
Anselina k priprave knihy ,,Priestorova ekonometria: Metody a modely* (1988). Anselin tak
priniesol rozne Studie priestorovych analytikov o skimani priestorovych ekonometrickych
sustred'uje na koncepciu priestorovej autokorelacie. Anselinove neskorSie prispevky do
oblasti priestorovej ekonometrie a jeho prace na sofistikovanom softvéri mali obrovsky
vplyv na teoretickych vedcov a odbornikov, ktori maji zaujem o lepSie pochopenie
odliSnosti konceptu. Zakladnym ciel'om knihy je vytvorit’ komplexny pristup k pochopeniu
priestorovych efektov obsiahnutych v druhoch ekonometrickych modelov, ktoré na ich
odhad vyZaduju georeferencované udaje. Anselin vyvinul typologiu priestorovych
autoregresivnych modelov a potom sa zaoberal poZiadavkou, aby boli spravne odhadnuté a
testované. V procese vysvetl'ovania charakteristik priestorovych ekonometrickych modelov
skiamal subjekty priestorovej zavislosti a priestorovej heterogenity. Vo svojej diskusii
nacrtava jasné charakteristiky, ktoré priestorova autokorelacia prinaSa do priestorového
modelovania a zdoraznil dolezitost’ matice priestorovych vah a réznych Statistik priestorovej
autokorelacie. V knihe Anselin podrobne vysvetl'uje ekonometricky pohl'ad na priestorové

efekty.
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1.2 Definovanie priestorovej zavislosti

Koncepcia priestorovej zavislosti, hoci ju mozno vnimat’ ako Specialnu koncepciu,
ma svoj vlastny vyznam. Zatial’ Co korela¢né Statistiky boli rozdelené tak, aby zobrazovali
vztahy medzi premennymi, priestorové zavislosti ukazuji korelaciu medzi premennymi v
georeferencovanom priestore. Z niekol’kych definicii priestorovej autokorelacie v literatare,
ktoré Hubert a kol. (1981) uverejnili je mozno najpresnejSia prave tato: "Vzhl'adom na
mnozinu, ktora obsahuje N geografickych jednotiek, priestorova autokorelacia odkazuje na
vztah medzi niektorymi premennymi pozorovanymi v kazdej z tychto situdcii. Miera
geografickej blizkosti je definovana pre vsetky N (N - 1) pary vybrané z N."

Literatira na tuto tému obsahuje mnoho Statistik, opatreni a parametrov, ktoré
vystizne vyjadruji tento vztah pre rozne typy vyskumnych otazok. Statistiky boli pdvodne
uréené na identifikédciu teoretického stavu, v ktorom nie je pritomna Ziadna priestorova
autokorelacia. V praxi sa vSak Statistika pouziva nielen na testovanie hypotéz bez
priestorovej autokorelacie, ale aj na meranie stupna priestorovej autokorelacnej existencie v
georeferencovanych udajoch. Pre jednu priestorovo rozdelenti premennu sa tieto Statistiky
zvy€ajne skladaju z dvoch casti: (1) vyraz predstavujuci Specifikovant, predpokladant
pri¢inn(l  svislost medzi uréenymi parmi pozorovani (autokoreldcia) a (2) vyraz
reprezentujuci geometricky (priestorovy) vzt'ah tych istych parov pozorovani. Cim viésia je
koreSpondencia alebo nesulad medzi oboma castami, tym véc¢Sia je miera pozitivnej
respektive negativnej priestorovej autokoreldcie. Ked matice predstavujice dve Ccasti
nevykazuji Ziadne znamky podobnosti, potom nie je dokazovand Ziadna priestorova
autokorelacia. Medzi mnohymi mierami priestorovej asociacie je Moranova Statistika I,
ktora je najrozsirenejSim meradlom a testom priestorovej autokorelécie.

Koncept priestorovej autokorelacie zohrava kI'i¢ovu tlohu medzi priestorovymi
modelarmi. Jeho vysvetlenie od zaciatku 70. rokov zodpoveda stale rasticemu poctu a typu
modelov, ktoré boli pouzit¢ na skimanie javov v mnohych akademickych oblastiach.
Vzhl'adom na to, ze vyuZitie georeferencovanych dat sa zvysilo, tak aj poznanie, Ze
priestorova autokorelacia v jednej alebo druhej forme je zdkladnym prvkom vSetkych
priestorovych modelov.

Koncepcia vo svojich mnohych formach poskytuje testy chybného uréenia modelu;
urcuje silu priestorovych efektov na l'ubovol'nii premennt v modeli; umoziuje testovanie
predpokladov priestorovej stacionarity a priestorovej heterogenity; najde mozny zavisly

vzt'ah, ktory méze mat’ realizcia premennej na inych realizaciach; identifikuje ulohu, ktora
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moze mat distancny rozpad alebo priestorova interakcia na akykol'vek autoregresny
priestorovy model; pomaha rozpoznat' vplyv, ktory moze mat geometria priestorovych
jednotiek, ktoré su predmetom $tudie, na realizaciu premennej; umoziuje identifikovat’ silu
asociacii medzi realizaciami premennej medzi priestorovymi jednotkami; ddva nam
prostriedky na testovanie hypotéz o priestorovych vztahoch; dava nam prilezitost’ zvazit
dolezitost’ Casovych ucinkov; poskytuje zameranie na priestorova jednotku, aby lepsie
porozumel ucinku, ktory by mohol mat’ na iné jednotky a naopak (,,Jokdlna priestorova
autokorelacia®); pomaha pri $tadiu odlahlych hodnét. Ziadna ina koncepcia v empirickom
priestorovom vyskume nie je takd centralna pre budovanie modelu, ako je priestorova

autokorelacia.

1.3 Vyvoj koncepcie priestorovej zavislosti a ekonometrie

Predmet priestorovej zavislosti sa vyvijal dlho predtym, ako bol pomenovany.
Statistick4 korel4cia siaha tak d’aleko ako Sir Francis Galton (bratranec Charlesa Darwina),
ktory bol v roku 1850 zodpovedny za vytvorenie korelaéného koeficientu. Matematicky
ramec pre korelaciu, ktory dnes pouzivame, poskytol Karl Pearson v 80. rokoch 19. storocia
a opit’ v 20. rokoch R. A. Fisher. Priestorovy zvrat pri korelacii nastal naymd z potreby
porovnavania map apreto, ze georeferencované pozorovania nie st vo vSeobecnosti
nezavislé. Takéto dobre zname priestorové koncepty ako diStancna a priestorova interakcia
maju bohatu histériu, ale nie takt, ktora mdze byt’ priamo spojend s koncepciou priestorove;j
autokorelacie. Priestorova autokoreldcia je viac prepojend so Statistickou tedriou nez s
priestorovou teériou. To neznamena, Ze ti isti ucenci, ktori sa zaoberali priestorovou tedriou,
si neboli vedomi myslienky priestorovej korelacie. Prave oni, ktori su citlivi na zvlaStnosti
priestorového hladiska, prijali a roz§irili pouZivanie konceptu tejto teorie.

Sériova autokorelacia je uz dlho predmetom studia ekonometrie. V skorych 50-tych
rokoch Durbin a Watson predstavili svoj test na autokorelaciu ¢asovych radov. Je to
jednoduchy test, ktory odpoveda na otazku: ,.Je pozorovanie na premennej t (kde t je
Specificky Cas alebo Casové obdobie) korelované s pozorovanim (t-1)?“ Normalne sa test
aplikuje na chyby v modeli ¢asovych radov. Je zrejmé, Ze ide o jednorozmerny test,
pohybujuci sa z jedného ¢asového obdobia do druhého. Priestorové autokorelacia sa nesmie
povazovat za priestorové rozSirenie Durbin-Watsonovho testu. Pre priestorovi
autokorelaciu, je potrebné identifikovat’ korelaciu vo vSetkych geografickych smeroch, ako

protiklad k ¢asovému smeru, toto vel'mi komplikuje a robi jeho stidiu Specidlnou. Rozne

15



operacie potrebné na Stadium priestorove] autokorelacie su vSak podobné casovej
autokorelacii. V obidvoch pripadoch je potrebné identifikovat’ odchylky, trendy (¢asové /
priestorové), stupne asociacie, Statisticki vyznamnost’ a relevantné modely. Kazdy z nich je
vsak vypocitany a chapany vel'mi odliSne a je to priestorova autokorelacia, ktora je
zlozitejSia a mnohostrannejsia.

V akademickom svete, najst’ prvii osobu, ktora objavila a zaoberala sa priestorovymi
konceptmi je mozné hl'adat’ az v renesancii. Niektoré koncepty sa stale pouzivaju a stavia sa
na nich a niektoré z nich st na ceste rozvoja. Aj myslienky, na ktoré sa na mnoho rokov
zabudlo su pripravené na ozivenie, ked’ sa ¢asom spolo¢nost’ a technoldgie menia. V pripade

priestorovych konceptov sa ucenci venuju myslienke efektov uz vel'mi dlho.

1.4 Ekonomické modely rastu a konvergencia

Analyza hospodarskeho rastu a konvergencie je jednym z hlavnych cielov
ekonomiky. Preto nie je prekvapujlce, Ze existuje mnoho modelov rastu a konvergencie,
ktorych Struktiry sa lisia od jednoduchych az po zlozité. Slavnym a jednoduchym modelom
je rastovy model Solowa (1956). Tento pristup vysvetl'uje zivotnl iroven len s dvoma alebo
v rozsirenej verzii troma premennymi. Pretoze Mankiw a kol. (1992), uverejnili svoj
seminarny dokument, rastové modely sa dostdvaji aj do zamerania ekonometrie. Autori
poskytuju empirické dokazy o klasickom rastovom modeli Solowa (1956). Okrem toho
Mankiw analyzuje rozsirent verziu modelu pomocou l'udského kapitalu a skima otazku
konvergencie. V tejto kapitole su prezentované klasické koncepcie rastu a konvergencie,
ktoré st dolezité pre nasledujuce cCasti tejto prace, ked'ze sa zaoberdme rastom HDP na
obyvatela a vplyvom priestorovej autokorelécie na tento rast.

Solow (1956) navrhuje jeden z najpopulérnejSich modelov ekonomického rastu,
ktory vysvetl'uje Zivotni uroven iba dvomi kovariantmi. Hoci tento jednoduchy model ma
asi 55 rokov, stéle je to téma v sucasnej literature. Niekol’ko d’al§ich poskytuje ekonomické
roz$irenie modelu a stcasne je jeho empiricka platnost’ analyzovana v ekonometrii (napr.
Mankiw et al., 1992; Barro, 1991; Barro & Sala-i Martin, 2004). Nasledujtca Cast’ sa teda
zaobera Solowovym modelom, jeho rozsireniami a empirickym obsahom. V ¢asti 1.4.1 je
opisany Solowov model a jeho odvodenie. Cast’ 1.4.2 nadrtava rozsirenie Solowovho
modelu o T'udsky kapital, ktory navrhol Mankiw et al. (1992). Nakoniec, v ¢asti 1.4.3 je
priestorovo rozsireny Solow prezentovany model Ertur & Koch (2007), ktory zachytava

priestorovu zavislost’ a vedl'ajSie ucinky.
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1.4.1 Neoklasicky model rastu

Klasicky rastovy model Solow (1956) moze byt odvodeny za predpokladu Cobb-

Douglasovej produkénej funkcie
Y:F(Kp,L):AKng’“, O<a<l. (1.1)

Celkovy vykon Y zavisi od faktorov vyrobného kapitalu (akumulovana zasoba kapitalu) Ky
a prace (pocet obyvatel'ov v produktivnom veku) L, kde a dava ¢iasto¢nu elasticitu vyroby
pre kapital a A je faktor konstantnej mierky merajuci technoldgie. Pri hodnoteni rastu prace
sa predpoklada, ze rast populacie je exogénny pri konsStantnej rychlosti n, takze L sa moze
vyjadrit’ ako:
L(t) = L,e™. (1.2)

Dalej sa predpoklada, Ze celkovy vykon Y mozno rozdelit’ na hrubé investicie a spotrebu.
Hrubé investicie sa interpretuju ako miera Uspor, uspor v tom zmysle, ze ide o podiel
celkovej uspory na zvy$ovani buducej produkcie. Cista investicia vyplyva z rozdielu medzi

hrubou investiciou a odpismi
K, =8 Y-5K, (1.3)

kde 0 je odpisova sadzba, ktora meria podiel na celkovej produkcii, ktora sa musi investovat’
na udrZanie skuto¢nej trovne produkcie. Cielom Solowovho modelu je vysvetlit' Zivotn(i

uroven aproximovanu vystupom na obyvatel'a

ayl-a a
Y _AGLT K
L LaLlfa La

= Ak (1.4)

Produkcia na obyvatela tak zavisi od pomeru kapitalu a pracovne;j sily kp, ktory meria vzt'ah
medzi nakladmi na kapital a pracovnu silu vyrobnych faktorov. Z rovnice (1.2) a (1.3)

nasleduje Kp IK, = S, (Y /K,) - respektive L/L=n. Tempo rastu pomeru kapitalu a

préce je teda dané

k
L =5, L—5—n (1.5)
kp P K,

a vedie k

kp=skpy—kp(5+n) (1.6)
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Z rovnice (1.4) vyplyva, Ze rovnovaha pomeru kapitalu a prace pozitivne suvisi s mierou
uspor a negativne s rastom obyvatel'stva v produktivnom veku. Vystup na ustaleny stav na

obyvatel'a mozno odvodit’ nahradenim (1.4) do (1.5),

‘o A l_aw—Aa i (54 n)is 1.7
y = o+n - p(+n)— (L.7)
alebo
log(y") = © g( A Iog(sk )——Iog(5+n) (1.8)
- 1

Pri analyze tohto modelu empiricky odvodime, Ze Mankiw zodpoveda logaritmu regresnej
formulacie (y) = X'b (X je matica vysvetl'ujucich premennych) za predpokladu
E(log(y)IX)=4, + B, 109(s,, ;) + S5 10g(6 +ny), (1.9)

log(A) o« a
o B a

kde log (i) je pozorovany vystup v ekonomike i, S, = 1.
a

Pri hodnoteni empirickej vykonnosti modelu sa t-testy pouzivaju na kontrolu spravnych
znakov parametrov empirickych tdajov. Preto prva kontrola je, ¢i 2 je vyznamne pozitivny

a ¢i je B3 negativny. Okrem toho by mali mat’ obidva parametre priblizne rovnaka velkost’

ato |——|. Pouzitie niekol’kych suborov prierezovych udajov a existujicich empirickych

-«

dokazov (napr. Jorgenson et al., 1987) Mankiw naznacuje, Ze podiel kapitalu na produkcii a
je priblizne konStantny v ¢ase a ekonomiky na urovni priblizne jednej tretiny. Predpoklada

sa teda, Ze S5z a 3 budl v absolutnej hodnote priblizne polovi¢né.

1.4.2 Rozsireny model neoklasického rastu

Rozsirenie Mankiwa spociva v pridani l'udského kapitalu do klasického modelu
Solowa. Vyuzivanie I'udského kapitalu ako determinant ekonomického rastu je v literatire
skor bezné (napr. Lucas, 1988). Opit sa pouziva a generalizuje Cobb-Douglasova
produk¢nd funkcia

Y = AK;‘KrYLl"H O<v<l (1.10)
kde Kn oznacuje nahromadeny l'udsky kapital. Analogicky k bodu (1.4) je dana hodnota na
obyvatela

Y ayv
y=1=Akgk; (1.11)
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kde kn oznacuje T'udsky kapital na pracovnika a n je podiel I'udského kapitalu na vyrobe.
Podobne ako v bode (1.3), ¢isté investicie do I'udského kapitalu vyplyvaju z rozdielu medzi
hrubymi investiciami a odpismi

ky =5, Y — K. (1.12)

V upravenom modeli predstavuju dve rozne miery Uspor, napriklad Skp @ Skh, hrubti investiciu

pre Kp a Kn. Potom, analogicky k (1.6), rast 'udského kapitalu moze byt napisany ako

Ky =5, Y= (5 +n)k. (1.13)
Rovnovazna podmienka v tomto modeli je taka, Ze kp aj kn st konstantné, t.j. kp =0ak,=0.

Riesenie tohto systému diferencialnych rovnic pre kp a kn je dané

1
| 2 1 (1.14)
Pl S+n :
1
K, As, 'S, |- (1.15)
Vystup v rovnovaznom stave na obyvatela sa teda rovna
1 a a+v a
y = AreV sk 4 (§4n)te 4 sley, (1.16)
alebo
log(y") = 1o9(A) F— log(s.,) - aty log(s +n) + v log(s, ). (1.17)
l-aa-v l-a-v l-a-v l-a-v

Regresna reprezentacia modelu (1.17) je dana logom (yi) =~ X'b za predpokladu
Elog(y;)IX)=4,+ B, log(s, ;) + B; 10g(5 + 1) + B, log(s, ;). (1.18)
Podl'a (1.17) sa ocakéva, ze f2 a fs buda pozitivne, zatial’ co f3 by malo byt negativne.
Velkost' parametrov samozrejme zavisi od empirického ekvivalentu podielu T'udského
kapitalu n. Mankiw predpoklada n = a = 1/3. 2 a 4 by preto mali byt priblizne rovné jednej

a f3 by mali byt priblizne rovné minus dve.
1.4.3 Priestorovy model neoklasického rastu

Opit, na zaklade Cobb-Douglasovej produkénej funkcie (1.4) Ertur & Koch (2007)
navrhol priestorovo rozsireny model Solowa (1956). Autori predpokladaji, Ze globéalna
technologickd uroven A nie je v Case a krajinach konStantna a Ze medzi krajinami alebo

regionmi st zavislosti. V doésledku prelievania poznatkov st tieto vzdjomné zavislosti
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ovplyvnené priestorovym faktorom. Susediace ekonomiky sa navzajom ovplyviiuju viac ako
priestorovo vzdialené ekonomiky.

Ertur & Koch (2007) modeluju vzdjomné zavislosti pomocou tzv. Arrow-
Romerovych externalit (Arrow, 1962; Romer, 1986). Predpoklada sa troven logaritmicke;j
urovne A

log(A) =1log(Q2) +glog(k,) + W log(A). (1.19)

A zavisi od spoloc¢nej technologickej urovne W s konStantnym exogénnym rastom, ktory je
dostupny pre vSetky ekonomiky. Okrem toho uroven technologie narastd s kapitdlom na
pracovnika (prelievanie znalosti), zatial’ ¢o ¢ meria vel'kost efektu. Existuje aj priestorovy
efekt: predpoklada sa, ze A zavisi od geometricky vazeného priemeru technologickych
zdrojov susedov. Vahy sl uvedené v nesingularnej vahovej matici W a y oznacuje mieru

zavislosti od celosvetovej Grovne technoldgie. Riesenie rovnice (1.19)

log(A) = (I —yW) " log(Q) + (1 —yW)™* log(k,). (1.20)
Pre vytvorenie rovnovazneho stavu na obyvatel'a vytvorime protokoly (1.4)
log(y) = log(A) + alog(k,) (1.21)
a nahradit’ log (A) rovnicou (1.20) takou
log(y) = (1 - W) log(©2) + #(1 - yW) " log(k,) + e log(k,) (1.22)
log(y) =10g(€2) + (a + g)k, — yaWlog(k ) + W log(y). (1.23)
Analogicky k neoklasickému modelu rastu je mozné preukazat, Ze rovnovazny prijem na
obyvatel’a je dany
« 1 a+¢
lo = log(Q log(s, )—
a(y) T 9( )+1_0[_¢j 9(s,)
a+¢ ay
log(5 +n) — w, . log(s, - (1.24)
1—0(—¢ g( + ) 1—0£— ; i,] g( kp,J)+
ay yd-a)
w, . log(o+n;)+—= > w, . log(y,),
1_a_¢; L 10g(8 ;) + 17— JZ 1 log(y,)

kde wi, j je prvok vahovej matice davajucej vplyv suseda j na ekonomiku i.
Empiricky sa tento rovnovazny stav odhaduje s regresnym modelom za predpokladu, ze je

to mozné

E(log(y;)IX)=4, + B, log(s, ;) — B, 109(5 + ;) + 91_2Wi,,- log(s, ;)
+6’22Wi,j log(d + ni)+/’ZWi,j log(y,)- (1.25)

j#i j#i
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Vysledkom je priestorova verzia neoklasického rastového modelu s priestorovymi
oneskoreniami endogénnych a exogénnych premennych. Pozornost’ by sa mala venovat

skutocnosti, ze v tomto pripade X obsahuje endogénnu premenn.

1.4.4 Koncepty konvergencie

Pojem konvergencie sa prvykrat objavil v Sest'desiatych rokoch so spolo¢nostou
Solowovho modelu neoklasického rastu. V tejto teorii bol rast produkcie determinovany
tromi exogénnymi faktormi: rastom kapitdlovej zasoby, rastom obyvatel'stva a
technologickym pokrokom. Hlavné tvrdenie podl'a tejto tedrie je, ze chudobnejsie regiony
sa budi v dlhodobom horizonte priblizovat’ k vyspelej$im regionom, pretoze oni majl
tendenciu rast’ rychlejsie ako bohatsie. (Barro, 1989) Od sedemdesiatych a osemdesiatych
rokov minulého storocia bola vyvinutd konvergen¢na teoria s endogénnym modelom rastu
reprezentovanym Lucasom, Romerom, Barrom a Sala-i-Martinom. V tomto modeli
zohravali hlavnu tlohu také endogénne faktory, ako vyskum a vyvoj, a vzdelavanie. Podl'a
endogénneho rastu nie je konvergencia regionov povinna.

Williamsonova hypotéza v 60-tych rokoch hovori, Ze regiondlne nerovnosti zavisia
aj od stavu vyvoja. Hospodarsky rozvoj spdsobuje v pociatocnych fazach regionalne
rozdiely a v neskorSich fazach vyvoja sa objavi regionalna konvergencia. (Lukovics, 2008)
Koncepcia klubovej konvergencie Quah hra tiez doleziti ulohu v oblasti konvergencie.
Konvergenénym klubom sa rozumie zoskupenie ekonomik, ktoré su stabilné a maju
podobnost’ v niektorych ekonomickych alebo geografickych ukazovatel'och. (Benedek &
Kocziszky, 2014) Quah vyhlasil, ze v dlhodobom horizonte 98% chudobnych krajin zostava
nadal’ej chudobnych a 95% bohatych zostava bohatych; tak vo svetovej ekonomike je mozné
realizovat’ len teoriu klubovej konvergencie.

Proces konvergencie sa d4 merat’ niekol’kymi spdsobmi, ako je sigma, beta, gama

alebo vyssie uvedena konvergencia klubov. V tejto praci sa zameriam na beta konvergenciu.

1.4.4.1 o-konvergencia

Takzvana o-konvergencia, v ktorej ide o jednoduché meranie konvergencie pouZzitim
Standardnej odchylky alebo koeficienta variacie. V stididch je casto vyjadrena prave
koeficientom variacie HDP na obyvatela upraveného kiipnou silou, minimom a maximom

HDP na obyvatela v porovnani s jednoduchym priemerom, ktory uvadza Ville Kaitila
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(2003). Koeficient variacie je pocitany ako Standardna odchylka delena priemerom. Ak je
koeficient varidcie zaporny, indikuje to konvergenciu. V opacnom pripade, ak je kladny
indikuje to divergenciu na HDP na obyvatela v skupine. V duchu konvergencie sa pouziju
iba jednoduché priemery, nie vazené, pretoze je rovnako nezelate'né, aby kazda krajina
zaostavala napriek vel'kosti svojho obyvatel’stva.

obyvatela Vv porovnani s priemerom V skupine je tiez dolezitym doplnkom, pretoze o-
konvergencia moéze ukazat' konvergenciu, aj napriek tomu, Ze jedna Krajina je z nejakého
dévodu pozadu. Minimélna hodnota neprehliada tito moznost. ZmenSujice sa rozpdtie

ukazuje, ze najchudobnejsie krajiny dobiehaju priemer.
1.4.4.2 p-konvergencia

Dalsia velmi znama miera konvergencie aj f-konvergencia, zaloZeni na
neoklasickom modeli rastu. Tento model bol predstaveny Barro and Sala-i-Martin (1992).
Existuju dva druhy p-konvergencie, ato absolitna (nepodmienend) a podmienenda. AK
predpokladame, Ze skimané krajiny sa zbiehaji do rovnakého koncového bodu alebo bodu
ustaleného stavu, hovorime o konvergencii absolutnej. Je to jednoducha regresna analyza,
kde zavisle premenna je miera rastu HDP na obyvatela a nezavisle premenna je poc¢iatocna

uroven HDP na obyvatela v parite kupnej sily.

|n(hJ:a+ﬂln Yo +& (1.26)
Yo,
kde

a je konStanta,

B je odhadovany parameter,

Yr; je regiondlne HDP na obyvatel'a regionu i v ¢ase T,

Yo, je regionalne HDP na obyvatel'a regionu i v ¢ase O,

In [hJ je rast regionalneho HDP na obyvatel'a pocas sledovaného obdobia,
Yoi

&, je nahodna zlozka.

p koeficient ziskame bez d’alSich premennych, ked’ze sa predpoklada, ze ekonomiky sa

vyrazne neliSia v trovni technoldgii, investicného pomeru, kvalifikacii l'udského kapitélu,
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priemyselnej Struktury a inych faktorov. Ak maji ekonomiky rozli¢nu Struktaru, konverguju
k rozlicnému kone¢nému stavu a konvergencia je podmienend. Marquezova a Soukiazisova
(1998) teodria podmienenej konvergencie je odhadovana pomocou viacnasobnej regresie
s rovnakou zavisle premennou, ale zahfajucu rozlicné ekonomické, socialne a politické
premenné ako nezavisle premenné, oproti pociato¢nej trovni HDP na obyvatela. V tejto
analyze st zahrnuté ekonomické ukazovatele ako miera inflacie (merand indexom
spotrebitel'skych cien), ekonomicka otvorenost, tvorba hrubého fixného kapitalu a socidlno-
politické premenné ako miera nezamestnanosti, miera rastu obyvatel'stva a vladny dlh.
Ocakavané znamenie ekonomickej otvorenosti a tvorby hrubého fixného kapitalu je kladné,
pricom o¢akavana miera inflacie, miera nezamestnanosti, tempo rastu populécie a vladny
dlh su negativne.

log(y;,) = a+ Blog(y;, )+ 7 X, + &, (1.27)
priCom X;, vyjadruje subor Strukturalnych exogénnych premennych, ktor¢ mézu ovplyvnit’
rast HDP na obyvatela.

Koeficient f zachytava mieru, s akou sa realny HDP krajiny na obyvatela priblizuje
rychlosti rastu v rovnovaznom stave, t. j. rychlosti konvergencie. Aj ked’ to moze byt viac
ako jedna nezévisle premenna, berie sa v ivahu len koeficient S redlneho HDP na obyvatela
amusi byt zaporny. Kladnd hodnota v tomto pripade indikuje divergenciu. Rychlost
konvergencie teda meria, ako rychlo sa ekonomiky zblizuji smerom k rovnovaznemu stavu

a vypocitame ho pomocou nasledujuceho vzorca:

s=—In(1+TB)/T.

kde T je pocet obdobi, za ktoré mame daje o mierach rastu HDP na obyvatel'a (T = 10,
pokryvajuce ¢asové rady 2007-2017).

Dalsia moznost’ ako posudzovat rychlost’ konvergencie je pomocou polcas procesu (half-
life) konvergencie. Polcas konvergencie je definovany ako pocet rokov, ktoré st potrebné
na zniZenie prijmovej medzery na polovicu. Vypocita sa ako:

h=-In(0,5)/s (1.28)

RozliSujeme tri pripady 0 <p1<1, f1 =1 a f1> 1. Pre vSetky z nich sa predpoklada f-
konvergencia, pretoze 1> 0.

o- a - konvergencia spolu uzko stvisia. f-konvergencia meria rychlost’ akou sa
chudobné krajiny vedia pribliZit' k bohatym v podmienkach redlneho HDP na obyvatela

V stanovenom Casovom intervale. Konvergencia ¢ naznacuje, ¢i sa prierezova variacia
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realneho HDP na obyvatela v skupine krajin Casom znizuje. p-konvergencia je

nevyhnutnou, ale nie postacujicou podmienkou konvergencie o.
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2.Ciel’ prace

V nasej praci bude cielom aplikovat’ teoretické poznatky priestorovej zavislosti na
konkrétny priklad. Budeme sa zaoberat jednotlivymi ekonometrickymi modelmi,
vyvinutymi pre aplikdciu a zohladnenie priestorovej zavislosti v skimanych javoch,
v naSom pripade pdjde o f-konvergenciu medzi Statmi Eurdpskej tnie na arovni NUTS 2.
Taktiez sa budeme zaujimat’ ¢i je nutné a dolezité zohladnit’ pri modelovani priestorovi
zavislost’ alebo bude postacujuce pouzit' jednoduchy linedrny regresny model, ktory tato
skuto¢nost’ nezohladnuje. V konecnom dosledku je taktiez potrebné brat’ v ivahu aj
vyznamnost’ parametrov vyskytujucich sa v modeli, ako aj ich komplexné zhodnotenie.

Ako data, na ktorych sme aplikovali teoretické poznatky sme pouzili hruby domaci
produkt na obyvatel'a vyjadreny V parite kipnej sily ajeho mieru rastu, priCom sme
zohladnili uzemné celky Europskej unie na trovni NUTS 2, ako sme spomenuli vyssie.
Ukazovatele budeme skiimat’ z hl'adiska konvergencie regionov v definovanom priestore.
V predchéadzajucej kapitole sme rozvinuli teériu o konvergencii, kde sme spomenuli, Ze
existuje viacero druhov. My sa v§ak zameriame a budeme zaoberat’ primarne prijmovou S-
konvergenciou.

NUTS je rozdelenie izemnych celkov Europskej unie do viacerych oblasti, tato
metodika bola vytvorena Statistickym tradom Eurdpskej tinie kooperujucim s narodnymi
institGciami pre Statistiku, pre kazdy $tat samostatne. Pre aroveit NUTS 2 sme sa rozhodli
hlavne pre rozsiahlost’ geografickej oblasti, ked’ze doleZitou sti¢astou nasho vyskumu je
priestorova analyza a pre lepsiu identifikaciu modelu je vhodné pouZit’ premenné s vacSim
poctom pozorovani. Takto definované Clenenie ndm 28 Statov Eurdpskej unie rozdelia na
281 uzemnych celkov, o je zna¢ne vyraznejsi pocet pozorovani. Pozorovania sme ocistili
0 ostrovné Staty a krajiny, ktoré v pozorovanom obdobi neboli ¢lenmi Eurdpskej tinie.

Ziskané data budeme d’alej spracovéavat’ a upravovat v Statistickom programe R
Studio, ktory obsahuje baliky na vypoctové a grafické zobrazenie priestorovej ekonometrie,
kde vytvorime program zaoberajuci sa touto problematikou. V programe odhadneme
ekonometrické modely abudeme skiimat’ vyznamnost' parametrov, testovat’ priestorové
efekty a vyberieme model najlepSie popisujuci problematiku. Nasledne zobrazime

spracované data na grafoch a mapéch.
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3. Metodika a modely priestorovej ekonometrie

Obsahom tretej kapitoly su teoretické poznatky v oblasti priestorovej ekonometrii,
ktoré st nevyhnutné pre konstrukciu modelov, hypotéz a analyzu vysledkov, s ktorymi

budeme pracovat’ v praktickej Casti tejto prace.

3.1 Priestorova zavislost’ a priestorova ekonometria

Aplikovana praca v regionalnej vede sa vo vel'kej miere opiera o udaje o vzorkach,
ktoré sa zbierajui s odkazom na miesto merané ako body v priestore. Co odliuje priestorovu
ekonometriu od tradi¢nej ekonometrie? Vznikaju dva problémy v pripade, Ze data maja
lokalnu zlozku, a to priestorovu zavislost’ medzi pozorovaniami a priestorova heterogenitu
vo vztahoch, ktoré sa modeluju. Tradi¢na ekonometria tieto dve otazky do znacnej miery
ignorovala, mozno preto, Ze porusuju Gauss-Markovove predpoklady pouzité v regresnom
modelovani. Pokial' ide o priestorovil zavislost medzi pozorovaniami, pripominame, Ze
Gauss-Markovova teoéria predpoklada, ze vysvetlujuce premenné st stanovené pri
opakovanom odbere vzoriek. Priestorova zavislost' porusuje tento predpoklad. To vedie k
potrebe alternativnych pristupov odhadovania. Podobne aj priestorova heterogenita porusuje
Gauss-Markovov predpoklad, ze v pozorovanej vzorke udajov existuje jediny linearny vzt'ah
s konStantnou odchylkou. Ak sa vztah meni, ked sa pohybujeme v ramci vzorky
priestorovych idajov, alebo zmeny variacii, na Gspesné modelovanie tejto variacie a na
odvodenie prislusnych zaverov st potrebné alternativne postupy odhadu.

Anselin (1988) poskytuje kompletné rieSenie mnohych aspektov priestorovej
ekonometrie, z ktorej tieZ Cerpame. Okrem diskusie o mysSlienkach uvedenych v Anseline
(1988), tato praca bude obsahovat’ Bayesovské pristupy, ako aj konvenéné metody
maximalnej vierohodnosti pre vsetky priestorové ekonometrické metody diskutované v
préci. Bayesovské metddy sa vyznacuji vel'kou vyzvou v priestorovej ekonometrii, pretoze
mnohé z myslienok pouzZivanych v modelovani regionalnych vied zahfnaju:

1. rozpad ovplyvnenia dat vzorky so vzdialenostou

2. podobnost’ pozorovani so susednymi pozorovaniami

3. hierarchiu miesta alebo regionov

4. systematicka zmena parametrov s pohybom v priestore

Priestorova zavislost’ sa vo vSeobecnosti zaobera sibormi dat, ktoré si zalozené na

pozorovani prierezovych priestorovych udajov. Ak uvazujeme prierezovy variabilny vektor
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reprezentujuci pozorovania s odkazom na body alebo oblasti v priestore. Tieto bodové
pozorovania by mohli zahfnat’ predajné ceny domov, zamestnanie v roznych zariadeniach
alebo zapis Studentov do jednotlivych §kol. Geografické informacéné systémy zvycajne
podporuju geokodovanie alebo porovnavanie adries, ktoré umoziiuji automatické
konvertovanie adries na miestne stradnice. Schopnost’ geokddu viedla k obrovskému
mnozstvu priestorovo odkazovanych dat.

Na rozdiel od bodovych pozorovani, pre oblast’” sa spolichame na suradnice
vnutorného bodu predstavujuceho stred teda tazisko. Délezitym bodom je, Ze v modeloch
priestorovej regresie kazdé pozorovanie zodpovedd umiestneniu alebo oblasti. Proces
generovania dat pre konven¢nu prierezova vzorku N nezavislych pozorovani yi, i = 1,...,N,
ktoré su linedrne spojené s vysvetl'ujlicimi premennymi v matici X, maji tvar

Yy, =XB+¢

&~N(@©O,0%) i=1..,N. (3.1)

V & ~N(0,6%) i=1..,N pouzivame N (a, b) na oznadenie normalneho rozdelenia s

priemerom a a rozptylom b. V rovnici X predstavuje 1 x k vektor vysvetl'ujicich
premennych, s pridruZzenymi parametrami f§ obsiahnutymi v & x 1 vektore. Tento typ procesu
generovania udajov sa zvy€ajne predpoklada pre linearne regresné modely. Kazdé

pozorovanie ma zakladny priemer X, a ndhodnu zloZzku &i. Dosledkom toho pre situdcie,

ked’ pozorovania i predstavuju oblasti alebo body v priestore, je to, Zze pozorované hodnoty
na jednom mieste alebo oblasti su nezavislé od pozorovani uskutoénenych na inych miestach
alebo oblastiach. Statisticky nezavislé pozorovania naznaduju, ze E(eie) = E(ei) E(gj) = 0,
tento predpoklad nezéavislosti znacne zjednoduSuje modely.

Naproti tomu priestorova zavislost' odraza situaciu, ked’ hodnoty pozorované na
jednom mieste alebo v oblasti, napriklad pozorovani i, zavisia od hodndt susednych
pozorovani v blizkych lokalitach. Predpokladajme, ze pozorovania i = 1 a j = 2 predstavuju
susedov, mozno regiony s hranicami, ktoré sa dotykaju, potom proces generovania udajov
moZe mat’ formu

Yi=ay;+Xp+¢
yi=a;y; +X,B+¢,

& ~N(0,0%) i=1

£j~ N(@©,c°) j=2

(3.2)

Tato situdcia naznaCuje sucasny proces generovania Udajov, kde hodnota yi zavisi od
hodnoty y; a naopak cize ide o pripad regionov, kde hodnota zavislej premennej v prvom

regione je znacne ovplyvnend hodnotami tejto premennej v d’alSich, susednych regionoch.
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Intuitivne, ked’ umoznime vzt'ah zavislosti medzi suborom N pozorovani / miest, existuje
potencialne N? - N vztahov, ktoré by mohli vzniknit', od¢itame N od potencialnych vztahov
zavislosti N2, pretoze vylucujeme zavislost pozorovania od seba. Aviak mozu priniest
problém nadmernej parametrizacie. RieSenie tohto problému, ktory vznika, ked’ umoznime,
aby kazdy zavisly vzt'ah mal vzt'ahovo-Specifické parametre, je ulozit’ Strukturu na vztahy
priestorovej zavislosti. Ord (1975) navrhol parametrizaciu pre vztahy zavislosti medzi
pozorovaniami, ktory staval na ranej praci Whittleho (1954). Tato Struktara vedie k procesu
generovania udajov, ktory je zndmy ako priestorovy autoregresny proces:
N
Yi _ij_;V\Iijyj+gi (3.3)
& ~N(0,6°) i=1..,N
N
TerminZWijy ; sa nazyva priestorovo oneskorend premennd alebo ,spatial lag®, pretoze
j=1
predstavuje linearnu kombinaciu hodndt oneskorenej zavislej premennej y vytvorenej z
pozorovani resp. oblasti, ktoré pozoruju susedov i. To sa dosahuje umiestnenim prvkov wij
do N x N priestorovej vahovej matice W tak, ze ZN:W”yj ma za nasledok skalar, ktory
j=1
predstavuje linearnu kombinaciu hodnot zavislych premennych v susednych lokalitach.

Tento termin formalne zapiSeme ako
N
[WY]i = Wi Y WY, +.+ Wi Yy ZZWijyj (3.4)
j=1

Pouzitie jediného parametra v modeli, priestorového autoregresného parametra p reflektuje

priemernu Uroven zavislosti v priestorovej autoregresnej Strukture.
3.2 Priestorové vahy

Kazda nezaporna matica, W = (wjj : i, ] = 1,...,N) je mozna priestorova vahova
matica, ktord sumarizuje priestorové vztahy medzi N priestorovymi jednotkami. Tu kazda
priestorova vaha, wij, zvy€ajne odraza ,,priestorovy vplyv jednotky j na jednotku i. Podl'a
Standardnej konvencie tu vylu¢ujeme ,,vlastny vplyv* za predpokladu, ze wii = 0 pre vSetky

i =1,...,N (takze W ma nulovu diagonalu).
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Wy W, o Wy
We Wy, W, e Wy
Wy, Wy, eee Wy

Dalej uvediem matice vah, ktoré sa ¢asto pouZivaji v praxi, a ktoré taktieZ budeme

aplikovat’ nasledovne v praktickej Casti.
3.2.1 Vahy na zaklade vzdialenosti

Nasledujuce vahové matice st zaloZené na vzdialenosti centroidov dij, medzi kazdou

dvojicou priestorovych jednotiek i a j.
Vahy na zdklade K-najblizZsieho suseda

Vzdialenost’ centroidov od kazdej priestorovej jednotky iku vSetkym jednotkam j aisa
klasifikuje takto : d;,) <d;, <..<d;, . Potom pre kazdy k=1..,N-1, nastavenie
N, (i) ={j@), j(2),...j(k)} obsahuje k najblizsie jednotky k i (kde pre jednoduchost
ignorujeme vizby). Pre kazdé dané k, potom ma k-najblizsia susednd vahova matica W,

potom priestorové vahy formulované:
_JL jeN(i)
Wij - {0, ostatné (3.5
Alternativne je mozZné uvazovat' o symetrickej verzii, v ktorej su kladné vahy priradené

vSetkym ij parom alebo aspon jedna z nich je medzi k-najbliz§imi susedmi ostatnych:

W = {1 iNi(i) aleboieN, (j)
ij — |0, ostatné (3.6)

3.2.2 Vahy zaloZené na hraniciach
Vyhodou vyssSie uvedenych vzdialenostnych vah je, Ze vzdialenosti sa daji I'ahko

vypocitat. V mnohych pripadoch vSak hranica medzi priestorovymi jednotkami zohrava

dolezitu ulohu pri ur€ovani stupna ,,priestorového vplyvu®.
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Vahy priestorovych suvislosti

Najjednoduchsie z tychto vah oznacujt, ¢i priestorové jednotky zdielaju hranicu
alebo nie. Ak je mnozina hrani¢nych bodov jednotky i oznacena bnd (i), potom su takzvané

vahové hodnoty ,, queen “ teda kralovnej definované ako

W = 1, bnd(i)nbnd ()22
ij — 10, bnd(i)~bnd(j)=2 (3.7

To vSak umoziuje, Ze priestorové jednotky zdielaju len jeden hrani¢ny bod, napriklad
spolo¢ny rohovy bod na mriezke priestorovych jednotiek. SilnejSou podmienkou je preto
pozadovat, aby bola zdiel'ana uréitd pozitivna ¢ast ich hranice. Ak lij oznacuje dizku
zdielanej hranice bnd (i) mbnd (j), medzi i a j, potom tieto vahové hodnoty nazyvame

,, rook “ teda veza.

W = 1, Iij >0
|J - 0, Ilj =O (3.8)
Zdielané hranicné vihy

Ako ostrej$ia forma porovnavania, vSimnite si, Ze ak li definuje celkovt hrani¢na

dizku bnd (i), ktora je zdielan4 s inymi priestorovymi jednotkami, t. j. Z il potom je dany

zlomok tejto dizky zdiel'any s kazdou konkrétnou jednotkou j s l;; /1;. Tieto samotné frakcie

prinasaju potencialne relevantny stbor spoloénych hrani¢nych hmotnosti definovanych

nasledovne:

ij ij

W=7 3.9
J Ii Zk;ﬁilik (39)

3.2.3 Kombinované vahy

Nakoniec by malo byt’ zrejmé, ze v mnohych situaciach priestorovy vplyv moze
vykazovat’ aspekty ako vzdialenostnych, tak aj hrani¢nych vztahov. Jeden klasicky priklad
je uvedeny v pdvodne;j Stadii priestorovej autokorelacie Cliffom a Ordom (1969). Pri analyze
udajov o krvnych skupinach Eire zistili, Ze najlepSia schéma vaZenia pre zachytavanie
priestorovych autokorela¢nych efektov bola dand nasledujucou kombinaciou vykonovej

vzdialenosti a hrani¢nych akeii,
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l.d“
W, =#_a (3.10)
: Z L o

S jednoduchou inverznou vzdialenostou, a = 1.
3.2.4 Normalizdcia priestorovych vih

Vo vicsine pripadov je vhodné normalizovat’ priestorové vahy, aby sa odstranila
zéavislost’ na vonkajsich faktoroch stupnice, ako st konkrétne jednotky pouzitej vzdialenosti

v exponencidlnych a vykonovych vahach. Tu su dva standardné pristupy:

Riadkova normalizdcia priestorovych vih

Pripomenme si, ze v rade W sa nachadzaju vsetky priestorové vahy ovplyviujuce
priestorovi jednotku i, menovite (w;:j=i) [pripomefime, Ze Wij = 0]. Ak st teda

(nezaporné) vahy v kazdom riadku normalizované tak, aby mali jednotkovt sumu, t.j.
> w =1 ,i=1..,n (3.12)

potom to produkuje to, ¢o sa nazyva normalizacia riadku W. VSimnite si, Ze kazda riadkovo
normalizovana vaha wij, méze byt’ potom interpretovana ako zlomok vSetkych priestorovych
vplyvov na jednotku i priradenu jednotke j. Odvolanie tejto interpretacie viedlo k si¢asnému
Sirokému vyuzivaniu riadkovo normalizovanych vahovych matic. Mnohé z vysSie
uvedenych definicii priestorovych véh sa Casto implicitne definuju ako normalizované
riadky. NajzreteI'nejSim prikladom je podiel spolo€nych hrani¢nych véh v kombinovanych
véhach, ktory sa podla definicie povazuje za normalizovany riadkom. Dalsi jednoduchy
priklad je poskytnuty Standardnou formou vah k-najblizSich susedov uvedenych vyssie,
ktoré su ¢asto definované pomocou vah 1/k namiesto 1, aby sa zaistila normalizacia riadkov.
ZaujimavejSim prikladom st vdhy vykonovych vzdialenosti, ktoré maji riadokovo
normalizovany tvar:
W d°

i TN a-a
Zk¢jdik

Tieto normalizované vahy su presne povazované za systém inverznej diStan¢nej vahy

(3.12)

(IDW), ktory sa pouziva v priestorovom analytickom zariadeni na priestorovu interpolaciu.

Podobny priklad je poskytnuty exponencialnymi vahami, s normalizovanou formou riadku,
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B exp(-a d;)
"= Zkﬂ-eXp(_a dy) (439

Tieto vahy sa tiez pouzivaju pre priestorovu interpolaciu. Okrem toho treba poznamenat’, ze

tieto normalizované vahy sa bezne pouzivaju v modelovani priestorovych interakeii.

Skalarna normalizdcia priestorovych vih

Napriek svojej popularite maju riadkovo normalizované vahy nevyhody.
Normalizacia riadkov meni najmi vnatorni vahovu Struktaru W tak, Ze porovnanie medzi
radmi sa stava trochu problematickym. Zvazme napriklad vazenie priestorovej stuvislosti

vzhl'adom na jednoduchy priklad troch jednotiek zobrazeny dole:

0wy w 010

Lk W=lw; 0 w,(=|1 01

Wi w;, 0 010

1
Ako je znazornené v matici vah spojitosti W, jednotka j je ovplyvnena oboma i a k, pricom
jednotky i a k su ovplyvnené iba jednotkou j. Preto by sa dalo argumentovat, Ze j je
vystaveny vac¢Siemu priestorovému vplyvu ako i alebo k. Normalizacia riadkov matice W

v§ak meni tento vztah, ako je vidiet' v riadkovo normalizovanej matici Wrn nizsie:

0 1 0
W._=|1/2 0 1/2
0 1 0

Tu ,,celkovy* vplyv na kazda jednotku je podla definicie rovnaky, takze jednotka i teraz
ovplyviuje j iba ,,poloviéne* ako J ovplyviiuje i. Zatial’ ¢o presny vyznam ,,vplyvu“ je vo
vacSine aplikacii nevyhnutne nejasny, tento ucinok normalizécie riadkov sa tazko da
povazovat’ za neutralny.

Vzhl'adom na toto obmedzenie je prirodzené uvazovat o jednoduchych skalarnych
normalizaciach, ktoré vyndsobia W jednym c¢islom, povedzme o -W, ktory odstrafiuje
vSetky efekty mernej jednotky, ale zachovava vztahy medzi vSetkymi riadkami W.
Napriklad, ak Wmax 0znacuje najvacsi prvok W, potom volba,

azi>0
w

max
poskytuje jednu takito normalizaciu, ktord ma ta vyhodu, ze zabezpecuje, ze vysledné

priestorové vahy wij, st vSetky medzi 0 a 1, a teda mézu byt stale interpretované ako
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intenzity relativneho vplyvu. Z teoretickych dovodov je vSak vhodnejSie rozdelit W
maximalnou vlastnou hodnotou A, ,Z W, a teda nastavit’

a=——->0.
A

max

3.3 Priestorova autokorelacia

V nasledujucom kroku vysvetlime pojem autokorelacia a jej pritomnost’ v modeli. Testy
priestorovej autokorelacie overuju pritomnost’ suvislosti medzi polohami regidonov
a pozorovanymi hodnotami sledovanych premennych. NajpouzivanejS$imi testami su
Moranov | a Gearyho test, ktoré odhaduji celkovli mieru priestorovej autokorelacie pre

datovua zostavu. Oba testy st zalozené na nulovej hypotéze priestorovej nezavislosti.

3.3.1 Moranov | test

V modeli je nutné otestovat’ pritomnost’ autokorelacie, ktoru preverime pomocou
Moranovho | testu. Tvorcom autokorela¢ného testu bol australsky Statistik Patrick Alfred
Pierce Moran (1998). Priestorova autokorelacia je charakterizovana korelaciou v signali
medzi blizkymi miestami v priestore. Priestorova autokorelacia je zlozitejsia ako
jednorozmerna autokorelacia, pretoze priestorova koreldcia je viacrozmerna (t. j. 2 alebo 3

rozmery priestoru) a viacsmerova. Moranov | test je definovany nasledovne:

N N

N ZZ\Nij(Xi_)z)(Xj_i)
| =—— (3.14)
ZZ\Nij Z(X‘_i)z

kde N je pocet priestorovych jednotiek indexovanych pomocou i a j; X je premenna zaujmu,
X je priemerna hodnota skiimanej premennej X; w; ; Je matica priestorovych vah s nulami na

diagondle (t.j. w; = 0) a W je sucet vSetkych w;;. Vzhl'adom na riadkovli normalizaciu

N N
matice véh sa vzt'ah (3.14) z dévodu ZZWU = N redukuje na upraveny tvar:
i=1 j=1
N N _ _
22w (X = X)(X; = X)
| = =t i=t (3.15)

i(xi _)Z)Z
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Nulové hypotéza Moranovho testu tvrdi, Ze nie je pritomna priestorova autokorelacia. Medzi
sledovanymi jednotkami nie je Ziadna priestorova previazanost. Nema teda zmysel sa
priestorovou analyzou d’alej zaoberat’. Za platnosti nulovej hypotézy je ocakavand hodnota
Moranovho |

L

E(N=1"7

(3.16)

V praxi byva Moranov index interpretovany ako korela¢ny koeficient, napriek tomu nemusi
nadobudat’ hodnoty na intervale (—1,1). Moranov | test ma asymptotoické normované

normalne rozdelenie. Dokaz | ~ N(0,1) by sme mohli najst’ v ¢lanku Kelejian a Prucha

(2001). Vyssie kladné hodnoty indexu svedCia o pozitivnej priestorovej autokorelacii,
jednotka je kladne ovplyvnend svojimi susedmi. Naopak zaporné hodnoty vypovedaju
0 negativnej priestorovej autokorelacii. Pokial’ nezamietame nulova hypotézu, znamena to,
Ze regidny su priestorovo nadhodné. Nemaju na seba ziadny vplyv v dosledku geograficke;j
polohy.

Testovanie je zalozené na asymptotickom z-teste. V pripade nizkeho poctu
pozorovani nemusi byt’ tento test spolahlivy. V €lanku Cliff a Ord (1972) je navrhnuty
simula¢ny proces Monte Carlo. Generujeme ndhodné permuticie za platnosti nulovej
hypotézy, kedy pre priestorovii nezavislost predpokladdme normalitu. Randomizicia
prebieha na pozorovanych hodnotich jednotlivych regionov. Pre kazdi randomizaciu je
pocitany Moranov |. Tieto vygenerované hodnoty porovname s pozorovanym Moranovym
indexom. Pokial' skuto¢na hodnota padne medzi najniz§ich 5% hodnét alebo medzi

najvyssich 95%, tak je vyznamna na hladine a = 5%.
3.3.2 Gearyhoc

V podobnom duchu sa nesie aj Gearyho test, kde definujeme index Gearyho c:
N N 5
w.(X. = X.
N _1 — ; ij ( i j)
c= : . (3.14)

N N

YW Y% -X)

i=1 j=1 i=1

Je zrejmé, ze hodnoty Gearyho ¢ st vzdy kladné. Za platnosti nulovej hypotézy je o¢akdvana
hodnota Gearyho ¢ rovna:
E(c)=1 (3.15)
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Pokial’ je c=1 nezamietame hypotézu o nepritomnosti priestorovej autokorelacie. Hodnoty
na intervale (0,1) sved¢ia o pozitivnej zavislosti. Cim s hodnoty bliz§ie k nule, tym
hovorime o silnejSej autokorelacii.

V pripade Gearyho C st navrhnuté analogické testy ako pre Moranovo |. Gearyho c

je analégiou Durbin-Watsonovho d-testu na ar(1) nahodnych zloziek.

3.4 Priestorové ekonometrické modely

V regresnom kontexte sa priestorové efekty vztahuju na dve kategorie Specifikécii.
Jedna sa zaoberd priestorovou zavislostou alebo jej slabSou expresiou, priestorovou
autokorelaciou a druhé priestorovou heterogenitou. Heterogenita je jednoducho Strukturalna
nestabilita, bud’ vo forme nekonstantného rozptylu poruchového ¢lena v regresnom modeli
(heteroskedasticita) alebo vo forme variabilnych regresnych koeficientov. Vacsinu
metodickych otazok tykajucich sa priestorovej heterogenity mozno rieSit pomocou
Standardného ekonometrického suboru nastrojov. Formalny rdmec pouzivany na Statisticka
analyzu priestorovej autokorelacie je tzv. priestorovy stochasticky proces ¢asto oznacovany
aj ako priestorové nahodné pole alebo subor ndhodnych premennych y, indexovanych podl'a
polohy i,

tyiieDby, (3.16)

kde indexova mnozina D je bud’ suvisla plocha alebo konecnd mnoZina oddelenych miest.

Ked’Ze kazdd nahodnd premenna je ,,0znacend” podla miesta, priestorova autokorelécia
moze byt’ formalne vyjadrena momentovou podmienkou,
cov[yi,yj]: E[yiyJ—E[yi]-E[yj];«tO prei # j (3.17)

kde i, j sa vzt'ahujui na jednotlivé pozorovania a Yi, Yj je hodnota nahodnej premennej zaujmu
v danom mieste. Tato kovariancia sa stdva zmysluplnou z priestorového hladiska, ked’
konkrétna konfiguracia nenulovych parov i, ] ma interpretaciu z hl'adiska priestorovej
Struktary, priestorovej interakcie alebo priestorového usporiadania pozorovani. Tak by to
bolo napriklad ked’ sa clovek zaujima o modelovanie, do akej miery sa technologické
inovacie v kraji iria do susednych krajin.

Priestorova kovarianciu mozno modelovat’ tromi zakladnymi sposobmi. Najprv je
mozné Specifikovat’ konkrétnu funkéni formu pre priestorovy stochasticky proces
generujuci ndhodnu premennt, z ktorej by nasledovala kovarian¢na Struktira. Po druhé, je

mozné modelovat Struktaru kovariancie priamo, typicky ako funkciu malého poctu
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parametrov s danou Strukturou kovariancie zodpovedajicou triede priestorovych
stochastickych procesov. Po tretie, mézeme nechat’ neSpecifikovant kovarianciu a odhadnut’

ju neparametricky. (LeSage, 1999)
Priestorové modely stochastického procesu

NajcastejSie pouzivanym pristupom k formalnej expresii priestorovej autokorelacie
je Specifikacia funk¢énej formy pre priestorovy stochasticky proces, ktory suvisi s hodnotou
néhodnej premennej v danom mieste s jej hodnotou na inych miestach. Strukttra kovariancie
potom vyplyva z povahy procesu. Paralelne s analyzou ¢asovych radov su priestorové
stochastické procesy kategorizované ako procesy priestorovej autoregresiec (SAR) a
priestorového kizavého priemeru (SMA), hoci existuje niekol’ko dolezitych rozdielov medzi
kontextmi kriZenia a ¢asovych radov. Napriklad pre vektor N x I ndhodnych premennych je

proces simultanneho priestorového autoregresu (SAR) definovany ako

(y— i) = pW(y—pi)+e, alebo (y—pi)=(1-pW) e, (3.18)
kde u je (konstantny) priemer Vi, i je vektor N x [ vektorov a p je parameter priestorového
autoregresu. Pred bliz§im postdenim Struktiry tohto procesu si v§imnite pritomnost’ N X N
matice W, ktora sa oznaCuje ako matica priestorovych vah. Pre kazdé umiestnenie v systéme
ur€uje, ktoré z ostatnych umiestneni v systéme ovplyvni hodnotu v danom mieste. Je to
potrebné, pretoze na rozdiel od jednoznaéného pojmu ,,posun‘ dlhého ¢asu (napriklad y; - ;
v autoregresivnom modeli) v priestorovej doméne neexistuje ziadny zodpovedajici koncept,
najméd ak sa pozorovania nachddzaju nepravidelne v priestore. Namiesto pojmu posun sa
pouziva operator priestorového oneskorenia, ¢o je vaZzeny priemer nahodnych premennych
na ,,susednych* miestach.

Priestorové vahy v rozhodujicej miere zavisia od definicie susedstva pre kazdé
pozorovanie. Toto sa ziska vyberom pre kazdé miesto i (ako riadok) susedov ako stipcov,
ktoré zodpovedaji nenulovym prvkom wijj v pevnej a kladnej matici priestorovych vah N x N

W. Priestorové oneskorenie y pri i potom nasleduje ako

[Wyl = 20 w;-y;, (3.19)

1,...,N
alebo v maticovom vyjadreni
Wy. (3.20)
Vzhl'adom k tomu, pre kazdé i maticové elementy wij st len nenulové pre tie j € Si (kde S; je

mnozina susedstva), v oneskoreni su zahrnuté iba zodpovedajice Yj. Pre jednoduchu
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interpretaciu su prvky matice priestorovych vah typicky riadkovo normalizované, takze pre
kazdy i, Zjwij = 1. V dosledku toho moze byt priestorové oneskorenie interpretované ako
vazeny priemer (s vahou wij) susedov.

Je dolezité poznamenat, ze prvky vahovej matice su pre model nestochastické a
exogénne. Typicky st zalozené na geografickom usporiadani pozorovani alebo na
suvislostiach. Vahy su nenulové, ked” dve miesta zdiel'aji spolocnu hranicu, alebo st v
urcitej vzadjomnej vzdialenosti. Tento pojem je vSak iplne vSeobecny a mozno uvazovat’ aj
o alternativnych Specifikaciach priestorovych vah, ako napriklad ekonomicka vzdialenost’.
(Anselin, 1980).

Obmedzenia ulozené vahovou Struktirou spolu so Specifickou formou priestorového
procesu teda autoregresny alebo kizavy priemer uréuju rozptyl — kovarianéna maticu pre y
ako funkciu dvoch parametrov, rozptylu ¢? a priestorového koeficientu p. Pre truktiru SAR

st tieto vynosy (ked’ze E [y - ui] =0)
cou{(y- ) (y-14) = E[y =)y ~)]=07| (1= W) (1= pW) | (321

Toto je Gplna matica, ktora znamena, ze otrasy v ktoromkol'vek mieste ovplyvituju vsetky
ostatné miesta prostrednictvom tzv. efektu priestorového multiplikatora (alebo globalnej
interakcie).

Hlavnym rozdielom medzi procesmi v priestore v porovnani s ¢asovou doménou je
to, Ze aj pri poruchovom ¢&lene nie st diagonalne prvky konstantné. Dalej heteroskedasticita
zavisi od susednej Struktiry vloZenej do matice priestorovych vah W. V doésledku toho
proces vV y nie je kovarianény a stacionarny. Staciondrnost’ sa dosahuje len vo vel'mi

zriedkavych pripadoch.
3.4.1 Vyber vhodného modelu

Ked’ sa pre modely priestorovej regresie pouzije odhad maximalnej vierohodnosti,
odvodenie parametra priestorovej zavislosti p moéze byt zalozené na Waldovom teste
vytvorenom pomocou asymptotického t-testu z odhadovanej varian¢no-kovarian¢nej matice
alebo testu pravdepodobnostného pomeru. Tieto testy priestorovej zavislosti oproti nulove;j
hypotéze bez zavislosti vyzaduju odhad maximalnej vierohonosti priestorového modelu,
ktory predstavuje alternativu k nulovej hypotéze bez priestorovej zavislosti. Ked'’ze odhad

maximalnej vierohodnosti bol v minulosti nepruzny, existuje vel'a literatiry o Statistike
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testovania Lagrangeovych multiplikatorov, ktora vyzaduje len odhad priestorového modelu,
ktory je spojeny s nulovou hypotézou.

Test Lagrangeovych multiplikatorov porovnavajlci priestorové modely je zalozeny
na principe maximalnej vierohodnosti. OdliSujeme testy s takzvanou ,,unidirectional*
alternativnou hypotézou, popisuje jednu konkrétnu Specifikaciu modelu. Na druhej strane
,multidirectional “ alternativa porovnava rdzne 3pecifikacie modelov. Dalej je mozné
testovat’ robustnu variantu, v zmysle moznej pritomnosti druhého typu modelu.

Testy Lagrangeovych multiplikatorov LM, a LMs su typu unidirectional s modelmi
SEM a SAR st ich prislu$né alternativy. Test pre spatial error model je dany indexom

1('We Y
LMA:_V )

T o’

kde T =tr(W"W+W?)a tr oznacuje stopu danej matice a ¢ je vektor rezidui linedrneho

regresného modelu. Test sa asymptoricky riadi rozdelenim y? s jednym stupfiom vol'nosti.

Test pre spatial lag model ma rovnaké asymptotické rozdelenie.

T 2
IV (gWyj,

* NI, o
T 2
kde J;,= (WXb) MI\EVZXb)_FTO- . Vektor b oznacuje odhady metdédou najmensich
o

Stvorcov a M je projekéna matica M =1, — X (XTX)™*XT.

Aby sme vedeli rozlisit’ ¢i sa jedna o spatial error alebo spatial lag zavislost’, boli
navrhnuté takzvané robustné testy. Test uvazuje moznu pritomnost’ druhého typu zavislosti.
Robustna Statistika pre zavislost’ spatial error vzhl'adom k pritomnosti spatial lag je

definovana ako

. 1 &' We L& Wy ’
- :

= ~T(NJ,,)
FOT-TAH(ND )™ 2 (NJ,) o?

Test pre robustny vztah spatial lag vzhl'adom Kk pritomnosti spatial error sa definuje ako

T T 2

. 1 e Wy & Weg

LM; = 2 2 :
Nd,-T\ o o

Obe tieto §tatistiky majii asymptotické rozdelenie y? s jednym stuptiom volnosti, ako tvrdi

¢lanok Florax a Nijkamp (2003), kde je mozné dohl'adat’ detailnejSie odvodenie.
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3.4.2 Linedrny regresny model

Len v kratkosti si pripomenieme linearny regresny model
Y=a+Xp[+e¢. (3.23)
Y je vektor N nezavislych pozorovani, matica X je typu (N x M) vysvetl'ujacich premennych,
kde plati M < N. Pozadujeme viac pozorovani nez vysvetlujicich premennych.
Predpokladame, Ze matica X ma plni hodnost’. Absolutny ¢len o mdze byt vyjadreny zvIast
ako v zapise (3.23) alebo moze byt zahrnuty medzi vektor regresnych parametrov f. Tieto

parametre nepozndme a su modelom odhadované. Pre ndhodny vektor ¢ plati nulovost

strednej hodnoty E(s)=0 a homoskedasticita, nezavislost rozptylov Var(e)=o’l, . Pre

smerodajnu odchylku plati o >0.
Vektor regresnych koeficientov f odhadujeme metédou najmenSich Stvorcov OLS,
z anglického ordinary least squares. Pre odhadnuté koeficienty plati

B=(XTX)*XTY. (3.24)
Pomocou t-testu overujeme vyznamnost’ tychto koeficientov. Ak je p-hodnota nizsia ako
0,05, zamietame nulovl hypotézu i-t€ho koeficientu £i=0 a povazujeme ho za Statisticky
vyznamny na hladine vyznamnosti 5%. F-Statistiku testujeme, ak je model signifikantny ako

celok a taktiez sledujeme koeficient determinacie R%. Plati

R2—1_ ZiN=1(Yi _Y_) .
D (YY)

Jedna sa o doplnok do jednotky pomeru celkového suétu Stvorcov a rezidualneho suctu

(3.25)

Stvorcov. Koeficient determinécie hovori, aka Cast’ variability zavisle premennej sa podarila

regresiou vysvetlit. Viac o regresnych linedrnych modeloch sa docitame v literatire

Wooldridge (2003).

3.4.3 Model SAR

Model SAR je v angli¢tine oznacovany ako spatial lag model, preto sa v literatire moZzeme

stretnat’ 1S oznacenim SLM. Tu sa budeme drzat” skratky SAR, pretoze tento model je tieZ

N
nazyvany priestorovy autoregresny proces. Suctom Zwijy j oznaCujeme takzvana
j=1

priestorovo oneskorena premenna. Ak je matica W riadkovo normalizovand, suma

reprezentuje vazeny priemer hodnot v susednych oblastiach. Koeficient p vyjadruje silu
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priestorovej zavislosti v sledovanej vzorke. Modely SAR vznikaja z plného priestorového

modelu tak, ze parametre Aa@polozime rovné nule. To znamend, Ze neuvazujeme

priestorovu zavislost’ nezavislej premennej ani nahodnej zlozky.
y=pWy+XB+u (3.29)
u~N(,c%l)
kde p je priestorovy autoregresny parameter a jeho Statistickda vyznamnost’, hodnota a
matematické znamienko indikuji smer a silu priestorovej zavislosti. Pritomnost’ priestorovo
oneskorenej zavislej premennej WY na pravej strane regresnej rovnice sposobuje problémy
s endogenitou t. j. priestorova oneskorena zavisla premenna je korelovana s poruchovym

¢lenom a teda metdda najmensich Stvorcov nie je vhodnou odhadovou metddou, odhadnuté

parametre by boli skreslené a nekonzistentné. Upravme model (3.23) na redukovana formu:

y=(1-pW)"XB+(I - pW)"u (3.24)
a po uprave (3.24) mézeme WYy vyjadrit’ nasledujiicim spdésobom:
Wy = W(I — pW) " Xp+W(Il — pW)"u (3.25)

V tomto vztahu je poruseny predpoklad o nekorelovanosti vysvetlujucich premennych s

poruchovym &lenom (Anselin a Rey, 2014):
E[(Wy)T u} =E[u"(1 - pW") W]
=E[tru"(1 - pW')"W'u | (3.26)
=trW(l - pW")"E[uu" | %0

Vyraz (3.26) sa nerovna nule a teda estimator metédy najmensich Stvorcov v tomto pripade
nie je adekvatny. Alternativnhou metddou bola v odbornej literatire navrhnuta priestorova
dvojstupiiovd metdda najmensich stvorcov (S2SLS) (Anselin, 1988c; Kelejian a Robinson,
1993; Lee, 2003; Kelejian a kol. 2004) a priestorova metdda maximalnej vierohodnosti
(SML) (Anselin, 1988c; LeSage a Pace, 2009).

3.4.4 Model SEM

Dalsim vyuzivanym modelom je spatial error model, SEM. Ako napoveda nazov,
vV tomto modeli sa zaoberame priestorovou zavislostou nahodnej zlozky a nie pozorovanej
premennej. Poruchovy ¢len modelu sa riadi modelom SAR, teda obsahuje priestorovy
autoregresny poruchovy ¢len Wu, je to analogicky model (3.23). Vol'ba takéhoto modelu
naznacuje, ze existuje d’alSia premenna, ktora nie je v modeli zahrnuta, ale je napriek tomu

vyznamna alebo nespravna Specifikdcia funkéného tvaru modelu. Efekt je zachyteny v

40



poruchovom ¢lene a ak su tieto vynechané premenné priestorovo korelované, tak existuje aj
priestorova korelacia v rdmci poruchového ¢lena. Formulacia modelu:

y=Xp+u (3.27)

u=A+Wu+v (3.28)
kde A je autoregresny parameter priestorového autoregresného poruchového ¢lena Wu,
vektor v je idiosynkraticky poruchovy ¢len. Zlozky tohto vektora moézu byt
heteroskedastické, ¢ize E [Vf] =o'’ ale nie su korelované, E [Viv i ] =0 . Vztah (3.28)
vyjadruje, Ze nahodna chyba v oblasti i zavisi od nahodnych chyb v susednych oblastiach a
idiosynkratickej zlozke vi. Toto implikuje, Ze nepozorovatel'né chyby u st predikovatelné z
nahodnych chyb v susedenych lokalitich Wu. Poruchovy ¢len z (3.28) mdzeme upravit’

vztahom (3.29) a ziskavame redukovany tvar pre priestorovy autoregresny poruchovy

proces (3.30):
(I —AW)u =v (3.29)
u=(>-AW)"v (3.30)
Je zrejmé, Ze varian¢no—kovarianénd matica poruchového ¢lena U nie je diagonalnou

maticou ale ma nasledujici tvar E [uuT ] =(1- /IW)_l D (1-AWT)™* kde ) predstavuje

viaria¢no-kvarianénll maticu vektora poruchového ¢lena v. V pripade homoskedastického

poruchového ¢lena Vv sa varianéno—kovarianéna matica U zjednoduSuje na tvar:
-1
E[uu" ]=o?| (1-aW) (1-2W)] .

Redukovany tvar z (3.30) méZeme substituovat’ do zédkladnej Specifikdcie modelu vyjadrenej

vzt'ahom (3.27) a ziskavame transformovany tvar modelu:

y=Xp+(I -AW)™v (3.31)
Dalsiu tpravou, vynasobenim oboch stran modelu (3.31) &lenom (1 —AW) , tzv.
priestorovym filtrom ziskavame nasledujtci tvar modelu:

(I=AW)y =(1 —AW)Xp +V (3.32)
Pomocou tejto upravy odstranime pritomnost’ autokorelécie z poruchového ¢lena na pravej
strane rovnice. Tento postup sa nazyva aj ako priestorovda Cochrane — Orcuttova
transformacia (bliZSie pozri Kelejian a Prucha, 1999). V situacii, ak je hodnota priestorového

autoregresného parametra A znama, potom je mozné model (3.32) zjednodusit’ na linearnu
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regresiu s priestorovo filtrovanou zavislou premennou Yy, =y—-AWYy a priestorovo
filtrovanymi vysvetlujicimi premennymi X, = X —AWX :
Yo =XB+v (3.33)

Odhad parametrov tohto modelu je mozné prostrednictvom priestorovo vazenej metody

najmensich Stvorcov.

3.5 Priestorova heterogenita

Ak hovorime, ze vo vztahu medzi zéavislou a vysvetlujucou respektive
vysvetlujucimi (zavislymi) premennymi moze nastat’ priestorova odlisnost’, ide o situécie
kde je vmodeli pritomna priestorova heterogenita. V priestorovych rezimoch (spatial
regime), €o su vlastne skupiny priestorovych jednotiek, namiesto fixnych hodnoét regresnych
parametrov pre vSetky priestorové jednotky predpokladdme, Ze ich hodnoty sa mézu
odlisovat’. M6zeme uvazovat’ eSte aj o odliSnych regresnych parametroch pre kazdy bod v
priestore, t. J. pre vstky priestorové jednotky a takyto vztah mézeme zapisat’ formalnym

zapisom nasledovne:
y, =X B, +u, i=12,..,N (3.34)
kde index i oznaGuje i—te pozorovanie, x' predstavuje 1 x k vektor vysvetlujacich

premennych a zodpovedajuci k X 1vektor parametrov Bi. Odhadntt’ vektor parametrov i pre
vSetkych N pozorovani vSak nie je mozné, a to z dovodu, Ze nastava problém so stuptiami
volnosti. Inak povedané, nedisponujeme dostatocnymi uUdajmi o vzorke dat, takZze

nemozeme odhadnit’ parametre pre vSetky oblasti.
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4. Vysledky prace a diskusia

4.1 Predstavenie softvéru R

R je vol'ne SiriteI'ny softvér pre Statistické vypocty a grafiku. Je mimoriadne posobivy
a ako taky je dnes Siroko pouzivany pre akademicky vyskum, ako aj pre obchodny sektor.
Na rozdiel od softvéru, akym je napriklad program Excel alebo SPSS, pouzivatel' musi
zadavat’ prikazy na vykonanie uloh, ako je napriklad nacitanie do stiboru udajov alebo
vykonanie vypoctu.

Najviacsou vyhodou tohto pristupu je, ze mozete vytvorit dokument alebo skript,
ktory poskytuje prehl'ad o tom, ¢o ste urobili, o zase umozituje jednoduché opakovanie
uloh. Grafika mdze byt’ jednoducho upravena a vylepSena zmenou skriptu alebo prechodom
na minulé prikazy a rychlymi upravami. Nanest'astie, vypocet prikazového riadku moze byt
najskor vypnuty. Je I'ahké urobit’ chyby, ktoré nie su vzdy zrejmé na detekciu. Napriek tomu
existuju dobré dovody, aby ste ako vypoctovy softvér vyuzili R:

« Je Siroko intuitivny so silnym zameranim na grafiku publikacnej kvality. Je "inteligentny"
a ma tendenciu drZat’ sa Statistickych konvencii a prezentovat’ data v rozumnych spoésoboch.
* Je bezplatny, cross-platformovy, prisposobitelny a rozsirite'ny o celu Skéalu kniznic vratane
tych, ktoré umoziuji diskrétnu volbu, viacturoviiovi a pozdiznu regresiu, mapovanie,
priestorovu Statistiku, priestorovi regresiu a geostatistiku.

+ Je uznavany a vyuZzivany v najvicsich svetovych technologickych spolo¢nostiach (vratane
spolo¢nosti Google, Microsoft a Facebook), najvacSich farmaceutickych spolo¢nosti
(vratane spoloc¢nosti Johnson & Johnson, Merck a Pfizer) a v stovkach d’alSich spolo¢nosti.
* Ponutka prenosnt zru€nost, ktord poukazuje na skiisenosti so Statistikou aj vypoctovou

technikou.
4.1.1 Baliky programu R pre analyzu priestorovych udajov

V R je zékladnou jednotkou zdielaného kodu balik. Ten spaja kod, tdaje,
dokumentaciu a testy, a je I'ahko zdiel'any s ostatnymi uzivatemi programu. V aprili 2016
bolo k dispozicii viac ako 8 200 balikov v komplexne;j sieti archivov R nazyvanej CRAN.
Tato obrovska Skala balickov je jednym z dovodov, preco je R tak uspeSny, pretoze kazdy

uzivatel’ mdze prispiet’ vlastnym vytvorenym balikom. Cize je viac ako pravdepodobné, ze
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problém na ktorom pracujete niekto vyriesil a moézete vyuzit jeho pracu jednoducho
stiahnutim balika.

V nasej praci sa zameriame iba na bali¢ky, ktoré ndm pomozu spracovat’ analyzu
priestorovych dat. Ide o baliky: maptools, spdep, leaflet, RColorBrewer. Balik maptools ma
funkcie potrebné na ¢itanie geografickych udajov, najmd ESRI shapefiles. Balik spdep na
druhej strane obsahuje funkcie, ktoré sa pouziju pri analyze priestorovych tidajov. Baliky
leaflet a RColorBrewer budeme pouzivat’ na dizajn zobrazenia map a grafov. Pre insStalaciu
balikov zadame nasledovny prikaz, ktory automaticky nainstaluje vsetky potrebné baliky:

install.packages("maptools”,dependencies = TRUE)
install.packages("'spdep”,dependencies=TRUE)
install.packages("leaflet”,dependencies = TRUE)
install.packages("RColorBrewer",dependencies = TRUE)

Prikaz dependencies = TRUE nastavi, aby sa automaticky doinstalovali vSetky stvisiace
baliky, na ktor¢ je funk¢nost’ inStalovaného balika zavisla. Na pristup k funkciam a tdajom

b/49

Vv baliku musime najprv ,,zavolat™. Funkcia volania balika je library:

library(maptools)
Loading required package: sp
Checking rgeos availability: TRUE

library(spdep)
Loading required package: Matrix
Loading required package: spData

Teraz mame baliky nacitané a mdZeme zacat’ prechadzat’ vstupné data.

4.1.2 Citanie a mapovanie priestorovych tidajov v R

Priestorové tidaje mo6zu byt’ uvddzané v mnohych ,,tvaroch* a ,,vel’kostiach*, medzi
najbeznejsie typy priestorovych dat patri:

e Body st najzakladnejSou formou priestorovych udajov. Definuji miesto ako bod
napriklad mestd, GPS suradnice alebo akykol'vek iny diskrétny objekt definovany
Vv priestore.

e Priamky st mnozinou zoradenych bodov spojenych tiseckami.

e Polygény oznacuju oblast’ a mozno ju povazovat’ za postupnost’ spojenych bodov,
kde prvy a posledny bod st rovnaké.

e Raster je zbierka bodov alebo pravouhlych buniek, usporiadanych v pravidelnej

mriezke, mozaike.
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Viac informacii o priestorovych utvaroch sa moézete docitat’ v praci R. S. Bivand, Pebesma
a Gomes-Rubio (2008). My sa zameriame na polygdény. Priestorové udaje su zvicsa
uvadzané v subore nazyvanom shapefile (.shp). Tento typ stboru uklada topologicka
geometriu a informdcie o atribatoch priestorovych funkcii v subore tdajov. Okrem toho
nevyzaduju vel'a miesta na disku a daju sa I'ahko ¢itat’ a prepisat’. (ESRI (1998))

Pre pracu s priestorovymi udajmi budeme potrebovat’ vysSie spominany shapefile
subor, ktory bude obsahovat’ potrebné charakteristiky pre definovanie priestoru. Pre nas
zvoleny vyber dat, teda clenské krajiny Europskej unie, stiahneme potrebné data na stranke
Eurostatu. Avsak tento sibor budeme musiet’ upravit’, respektive rozsirit’ o ukazovatel HDP
Vv parite kapnej sily na obyvatel’a, ktory sme tiez stiahli zo $tatistickej stranky. Pre d’alsie
spracovanie vsetkych dat budeme potrebovat’ nasledovné stubory:

e Main file: NUTS2.shp

e Index file: NUTS2.shx

e dBase table: NUTS2.dbf
Main file popisuje tvary objektov so zoznamom ich vrcholov. Index file je binarny stibor
priestorovych indexov . Tabulka dBase table uchovava atributy pre kazdy tvar priestorovych
dat. Na ¢itanie udajov z polygonového shapefile suboru sa pouziva funkcia readShapePoly,
ktora vytvori objekt SpatialPolygonsDataFrame — datovy ramec priestorovych polygonov.
nuts.poly<-readShapePoly('NUTS2.shp’)
Shapefile stbor je teraz nahrany ako nuts.poly objekt. Pre uistenie sa, Ze subor je naozaj
datovy ramec priestorovych polygonov vyuzijeme funkciu class, ktora opisuje tvar stiborov.
class(nuts.poly)
[1] "SpatialPolygonsDataFrame"
attr(,"package")
[1] "sp”
Objekt nuts.poly ma styri Casti, kde prva Cast’ je datova, ktora obsahuje premenné, ktoré
pouzijeme pre nasu analyzu. Druhd je ¢ast’ polygdnu a obsahuje informacie o ,,tvare®. Tretia
Cast’, bbox, je ohrani¢ovaci ramcek a Stvrta Cast’ je proj4string a obsahuje projekcie. Na
pristup k datovej casti mézeme pouzit’ funkciu slot alebo symbol @. Pre kompletny vzhl'ad
nuts.poly pouzijeme nasledovnu funkciu:

str(slot(nuts.poly,"data"))
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'data.frame': 261 obs. of 7 variables:

$ NUTS_ID: Factor w/ 261 Tevels "AT11","AT12",..: 23 37 31 7 24 1 25 8
389 ...
$ NAME : Factor w/ 261 Tlevels "Abruzzo","Alentejo",..: 199 69 200 196

254 26 255 230 233 242 ...

$ gdpl7 : num 11800 35600 22600 45400 13000 27100 23700 40900 40400 4
0600 ...

$ gdp07 : num 8900 29500 17700 37700 8500 21200 17100 33700 32400 338
00 ...

$ Tngdpl7: num 9.38 10.48 10.03 10.72 9.47 ...

$ Tngdp07: num 9.09 10.29 9.78 10.54 9.05 ...

$ rate : num 0.282 0.188 0.244 0.186 0.425 0.246 0.326 0.194 0.221 0
.183 ...

_ attr‘("’“, "data_types"): Chr‘ "C" "C" IINII IINII

Prva cast’ data.frame obsahuje data pre nasu analyzu, d’alej mézeme vidiet’ premenné:

e Qdpl7 — Hruby domaci produkt vyjadreny V parite kipnej sily na obyvatel’a v roku
2017

e gdp07 - Hruby domaci produkt vyjadreny Vv parite kiipnej sily na obyvatel’a v roku
2007

e Ingdpl7 — logaritmus hrubého domaceho produktu vyjadreny v parite kupnej sily na
obyvatela v roku 2017

e Ingdp07 - logaritmus hrubého domaceho produktu vyjadreny V parite kiipne;j sily na
obyvatela v roku 2007

e rate —logaritmus podielu hrubého domaceho produktu vyjadreny v parite kipnej sily
na obyvatel'a v roku 2017 a hrubého domaceho produktu vyjadreny Vv parite kipne;j
sily na obyvatela v roku 2007

Taktiez mozZzeme ziskat' sthrnnu Statistiku sledovanych premennych pomocou sthrnu
funkcii:

summary(nuts.poly@data$ingdp7)

Min. 1st Qu. Median Mean 3rd Qu. Max.

8.394 9.932 10.442 10.476 11.000 13.376

Udaje, s ktorymi pracujeme st stiahnuté z databazy Eurostatu za pozorované obdobie
2007-2017, kde sa v EU nachadzalo presne 28 ¢lenskych §tatov, ktoré podl'a urovne NUTS 2
boli rozdelené do 281 uzemnych celkov. Tieto su presne rozpisané v dole uvedenej tabul’ke
¢. 1. Avsak, tieto uzemné celky sme museli ocistit’ 0 ostrovné Staty, pre d’al$iu pracu
s maticou susednosti W, ktor sme normovali na sucet v riadku 1, ¢o by nebolo splnené
v pripade ostrovov, ktoré nadobudaju stcet 0. Su to oblasti, ktoré nemajii susedov. Dalej

sme ocistovali data o chybajuce hodnoty pre jednotlivé pozorovanie a o $taty, ktoré neboli
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v oboch pozorovanych obdobiach &lenmi Eurépskej tnie. Cize kone&ny poéet pozorovani,
s ktorym budeme d’alej pracovat’ je 261 ¢o mozeme vidiet’ aj na vystupe z programu R, kde

st definované jednotlivé vstupné charakteristiky.

Nasledujuci prikaz nam déva graf vybranych krajin v ramci Europskej tnie ocistenych
0 ostrovné §taty:

plot(nuts.poly)

Obr. 1 Mapa clenskych krajin EU

Zdroj: Vlastné spracovanie

Avsak, mézeme ist’ o krok d’alej a urobit’ realnejsiu aplikaciu grafov pomocou balika leaflet.

Tymto sa vytvori interaktivna mapa, ktort mozno vykreslit’ pomocou stranok HTML.

library(leaflet)
> leaflet(nuts.poly) %>%

+ addPolygons(stroke = FALSE,fillOpacity = 0.5,smoothFactor = 0.5) %>%
+ addTiles()

47



Obr.2 Mapa clenskych statov EU prepojenie HTML

Marnr UCWOZA

Zdroj: Vlastné spracovanie
Do grafu m6zeme pridat’ farebnti $kalu rozdelenia podl'a vysky hodnot, kde najtmavsie Casti

st miesta s najvys$simi hodnotami HDP na obyvatel’a a naopak.

Obr. 3 Mapa clenskych statov Eurépskej unie HTML podla vysky HDP na obyv.

Zdroj: Vlastné spracovanie
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Obr. 4 Mapa clenskych statov Europskej unie HTML podla miery rastu HDP na obyv.

Norge

United 'gdom

Zdroj: Vlastné spracovanie

4.1.3 Priestorova ekonometria v R

Ak sa zaoberame priestorom, musime mat’ na pamiti Toblerov prvy zemepisny
zékon: ,,VSetko je spojené so vSetkym ostatnym, ale blizke veci su viac ako veci, ktoré st
d’aleko od seba“ (Tobler, 1979). V nasledujucej Casti sa zameriame na Specifikaciu
priestorovej zavislosti, testov Specifikécii na detekciu priestorovej zavislosti v regresnych
modeloch a na zakladnych regresnych modeloch, ktoré zahiiaju priestorovua zavislost’. Toto

ukazeme pomocou tdajov v stibore shapefile nac¢itanom v predchadzajuce;j Casti.

4.1.3.1 Model OLS

Tradicnym pristupom po mnoho rokov bolo ignorovanie priestorovej zavislosti
udajov a odhadnutie modelu regresie OLS. V programe R odhadneme model pomocou Im
funkcie, kde zavisla premenna je rate a vysvetl'ujuca premenna je Ingdp07. Tieto premenné
sme si vysSie presne Specifikovali. ZvySok prikazu sa odvolava na zdroj dat, z ktorych bude
model nuts.ols vytvoreny. Prikaz summary nam v tomto pripade zobrazi vystup vysledkov

odhadnutého modelu prijmovej beta konvergencie.
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Formulacia modelu: In (h] =a+pIny,; +¢
Yo, ’

kde

- aje konstanta,

S je odhadovany parameter,

- Yr,; je regionalne HDP na obyvatel'a regionu i v ¢ase T (v naSom modeli Ingdp17),

- Y, je regionalne HDP na obyvatel'a regionu i v ¢ase 0 (v naSom modeli Ingdp07),

- In {hj je rast regionalneho HDP na obyvatel'a pocas sledovaného obdobia (v

Yoi

naSom modeli premenna rate).

nuts.ols<-Im(rate~Ingdp07,data=nuts.poly@data)
summary(nuts.ols)

call:
Tm(formula = rate ~ Tngdp07, data = nuts.poly@data)
Residuals:

Min 1Q Median 3Q Max

-0.38817 -0.06957 -0.00447 0.07179 0.49357

Coefficients:

Estimate Std. Error t value Pr(>|t])
(Intercept) 1.35411  0.18045  7.504 9.94e-13 =
1ngdp07 -0.12084 0.01792 -6.744 9.99%e-11 #***

Signif. codes: 0 ‘***’ 0.001 “**’ 0.01 ‘*’ 0.05 ‘.” 0.1 “ ’ 1
Residual standard error: 0.1207 on 259 degrees of freedom

Multiple R-squared: 0.1494, Adjusted R-squared: 0.1461
F-statistic: 45.48 on 1 and 259 DF, p-value: 9.989%e-11

Problém s ignorovanim priestorovej Struktury udajov znamena, Zze odhady OLS v
nepriestorovom modeli moézu byt skreslené, nekonzistentné alebo neefektivne v zavislosti
od toho, ¢o je skutocnou zavislostou. Z uvedeného modelu vyplyva, ze Kkoeficient g je

Statisticky vyznamny a zaroven zaporny ¢o indikuje konvergenciu HDP.
4.1.3.2 Modelovanie priestorovej zavislosti
Pre otestovanie pritomnosti priestorovej autokoreldcie je potrebné pre Moranovo

| zostavit’ maticu priestorovych véh, v ktorej si definované vztahy susednosti. Specifikécia

susednosti pozorovani je celkom svojvol'na a v literature existuje Siroka skala navrhov. Jeden
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populdrny spdsob je pouzit jedno z dvoch nasledujucich kritérii, a to ,,Rook kritérium*
a,,Queen kritériu“, obe sme hibsie rozvinuli v teérii vah v kapitole (3.2).

Zameriame sa na pouzivanie kritéria ,,Queen* a predstavime aj tvorbu vah s kritériom
»Ro0k“. V R, aby sme ziskali maticu véh, vyuzivame dve funkcie. V prvom kroku
pouzivame poly2nb, ktory vytvara zoznam susedov, ak je zadana vol'ba queen = TRUE, bude
zostavena pomocou kritéria queen. Ak je zadana FALSE, pouziju sa kritérid veze. Dal§im
krokom je doplnenie zoznamu susedov o priestorové vahy. Riadok W Standardizuje maticu.
list.queen<-poly2nb(nuts.poly, queen=TRUE)
> W<-nb2listw(list.queen, style="W", zero.policy=TRUE)
>W

Characteristics of weights 1ist object:
Neighbour Tist object:
Number of regions: 261
Number of nonzero links: 1186
Percentage nonzero weights: 1.74102
Average number of Tinks: 4.544061 t
weights style: w
weights constants summary:

n nn SO sl S2
w 261 68121 261 138.0051 1091.768

Matica je typu ,,Qeen* a teda za susedov povazujeme len tie oblasti, ktoré maji spolo¢nu
hranicu so susediacim regidonom. V zhrnuti matice moéZeme vidiet, Ze priemerny pocet
susedov pre kazdu oblast’ respektive region je 4 az 5. Teraz moZeme vykreslit' distribuciu
odkazov s obvyklou grafickou funkciou plot.

plot(W,coordinates(nuts.poly))

Obr. 3 Grafické zobrazenie susedov

Zdroj: Vlastné spracovanie
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Na ziskanie matice vah zalozenej na vzdialenostiach pouzivame dve funkcie:
coordinates ktora ziskava suradnice centroidov scitacich usekov polygonov a dnearneigh,
ktora identifikuje susedov medzi dvoma vzdialenostami v kilometroch meranych pomocou
euklidovskej vzdialenosti. Ak napriklad chceme n4jst’ susedov do 1 km, urobime:
coords<-coordinates(nuts.poly)

W _dist<-dnearneigh(coords,0,1,longlat = FALSE)
W_dist

Neighbour T1ist object:

Neighbour Tist object:

Number of regions: 261

Number of nonzero links: 432

Percentage nonzero weights: 0.6341657

Average number of links: 1.655172

112 regions with no links:

13457 17 18 21 33 39 40 41 43 51 52 54 58 60 61 62 64 74 76 77 78 79
81 82 84 85 90 92 94 100 105 106 108 109 110 111 112 113 115 116 117 118
119 120 126 129 137 138 140 141 143 144 145 146 148 149 150 151 153 154
155 156 157 158 160 161 162 163 165 166 168 169 170 171 173 175 176 177
178 179 183 184 187 189 192 193 194 196 197 198 203 206 207 208 209 216
217 219 224 227 233 237 239 240 245 246 248 254

Obr. 4 Vahy na zdklade vzdialenosti

Zdroj: Vlastné spracovanie

52



4.1.3.3 Moranov | test

Na vykonanie Moranovho testu na nasich udajoch potrebujeme dva vstupy, objekt
regresie Im, ktory sme odhadli v ¢asti OLS modelu a maticu W, v nasom pripade sme zvolili
typ kritéria ,,Queen”. Tymto testom skumame nulovi hypotézu o nepritomnosti
autokorelacie v modeli OLS.

moran.Im<-Im.morantest(nuts.ols,W,alternative="two.sided")
print(moran.Im)

Global Moran I for regression residuals

data:
model: Im(formula = rate ~ 1ngdp07, data = nuts.poly@data)
weights: w

Moran I statistic standard deviate = 13.855, p-value < 2.2e-16
alternative hypothesis: two.sided
sample estimates:
Observed Moran I Expectation variance
0.610164154 -0.006271037 0.001979621

Koeficient indexu je Statisticky vyznamny jeho hodnota je kladna ¢o dokazuje pritomnost’
autokorelacie v modeli, takze je nutné zaoberat’ sa priestorovou zavislostou v modeloch,

a preto odhadneme modely SAR a SEM.

4.1.3.4 Lagrangeov test multiplikatora

Moranov test ndm bohuZial' neodpovie na otdzku vyberu alternativ modelov, na
druhej strane Lagrangeov test multiplikéatora Specifikuje alternativnu hypotézu, ktord nam
pomdze s touto tlohou. Testy Lagrangeovych multiplikatorov pre priestorovu zéavislost’ su
zahrnuté do funkcie Im.LMtests azahfiaju ako alternativy pritomnost priestorového
oneskorenia a pritomnost’ priestorového oneskorenia v poruchovom ¢lene. Oba testy, ako
aj ich robustné prevedenie su zahrnuté do funkcie Im.LMtests. Na ich vyvolanie pouzivame
vol'bu testu = “all . Objekt regresie a objekt priestorového zoznamu listov musia byt’ znova
odovzdané ako argumenty:

LM<-Im.LMtests(nuts.ols,W,test = "all")
> print(LM)

Lagrange multiplier diagnostics for spatial dependence
data:
model: Im(formula = rate ~ 1ngdp07, data = nuts.poly@data)
weights: w

LMerr = 183.77, df = 1, p-value < 2.2e-16
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Lagrange multiplier diagnostics for spatial dependence

data:
model: Im(formula = rate ~ 1ngdp07, data = nuts.poly@data)
weights: w

LMlag = 210.51, df = 1, p-value < 2.2e-16

Lagrange multiplier diagnostics for spatial dependence

data:
model: Im(formula = rate ~ 1ngdp07, data = nuts.poly@data)
weights: w

RLMerr = 1.3265, df = 1, p-value = 0.2494

Lagrange multiplier diagnostics for spatial dependence

data:
model: Im(formula = rate ~ 1ngdp07, data = nuts.poly@data)
weights: w

RLMlag = 28.066, df = 1, p-value = 1.173e-07

Lagrange multiplier diagnostics for spatial dependence

data:
model: Im(formula = rate ~ 1ngdp07, data = nuts.poly@data)
weights: w

SARMA = 211.84, df = 2, p-value < 2.2e-16

KedZe LMerr a LMlag su Statisticky vyznamné takZe nevieme rozhodnut o lepSom
formulovani modelu, a preto prejdeme na ich robustné testy. Tieto st skuto¢ne odolné voci

(3

pritomnosti iného ,typu“ autokorelacie. Robustnd verzia testov naznacuje, Ze
pravdepodobnejSou alternativou je opat’ model oneskorenia SAR, kedze RLMerr je
Statisticky nevyznamny. No odhadneme oba modely pre lepsie znazornenie problematiky a

z dovodu vicsej istoty.
4.1.4.5 Model SAR

Do modelu SAR zahrnieme priestorovy autoregresny parameter a pouzijeme odhad

maximalnej vierohodnosti. Toto dosiahneme v R pomocou funkcie lagsarim:

_ N _
Formulacia modelu: In (hj =a+pIny, +p> W, In (hJ +g
i1

0,i 0,j

kde

- aje konstanta,
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- p,f st odhadované parametre,
- W je prvok matice susednosti, i a j st regiony,
- Yr,; je regionalne HDP na obyvatel'a regionu i v ¢ase T (v naSom modeli Ingdp17),

- Y, je regionalne HDP na obyvatel'a regionu i v ¢ase 0 (v naSom modeli Ingdp07),

- In {hj je rast regionalneho HDP na obyvatel'a po¢as sledovaného obdobia (v

Yoi

naSom modeli premenna rate).

sar.nuts<-lagsarlm(rate~Ingdp07,data=nuts.poly@data, W)
summary(sar.nuts)

Call:Tagsarim(formula = Rate ~ Tngdp7, data = nuts.poly@data, listw = w)

Residuals:
Min 1Q Median 3Q Max
-0.35724338 -0.03590845 -0.00057407 0.03748048 0.47268408

Type: lag

Coefficients: (asymptotic standard errors)
Estimate std. Error z value Pr(>|z|)

(Intercept) 0.400415 0.118702 3.3733 0.0007428

Tngdp07 -0.036355 0.011624 -3.1276 0.0017623

Rho: 0.74675, LR test value: 196.84, p-value: < 2.22e-16
Asymptotic standard error: 0.038731

z-value: 19.281, p-value: < 2.22e-16
wald statistic: 371.74, p-value: < 2.22e-16

Log 1likeTlihood: 280.8859 for Tag model

ML residual variance (sigma squared): 0.0056481, (sigma: 0.075154)
Number of observations: 261

Number of parameters estimated: 4

AIC: -553.77, (AIC for 1m: -358.93)

LM test for residual autocorrelation

test value: 9.7098, p-value: 0.0018329

Ako mozno vidiet' parameter p, v ktorom je zahrnuta priestorova zavislost modelu ma
kladnt hodnotu a je vyznamnym parametrom v modeli, takZe medzi regionmi EU existuje
priestorova zavislost. Z modelu tiez vyplyva, Ze parameter S je zaporny a Statisticky
vyznamny. Nasledne mézeme porovnat’ rezidua OLS regresie s reziduami priestorového
autoregresivneho modelu. Pre pristup k reziduam modelu OLS a modelu SAR jednoducho
urobime:

nuts.poly@data$nuts.ols.res<-resid(nuts.ols)

nuts.poly@data$sar.nuts.res<-resid(sar.nuts)
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mailto:nuts.poly@data$sar.nuts.res%3c-resid(sar.nuts)

V tomto kroku vytvorim novi premennt v udajovej Casti siboru shapefile, ktory pomdze pri
vykresl'ovani rezidui. Na vykreslenie rezidui pouzijeme funkciu spplot v baliku spdep.

Argumenty st shapefile, premenna, ktort chceme vykreslit’, pocet prestavok a farby, ktoré
budeme pouzivat'.

spplot(nuts.poly,"nuts.ols.res",
at=seq(min(nuts.poly@data$nuts.ols.res,na.rm=TRUE),
max(nuts.poly@data$nuts.ols.res,na.rm=TRUE),length=12),
col.regions=rev(brewer.pal(11,"RdBu™")))

Obr. 5 OLS model — rezidua
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Zdroj: Vlastné spracovanie

spplot(nuts.poly,”sar.nuts.res",
at=seq(min(nuts.poly@data$sar.nuts.res,na.rm=TRUE),

max(nuts.poly@data$sar.nuts,na.rm=TRUE), length=12),
col.regions=rev(brewer.pal(11,"RdBu")))
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Obr. 5 SAR model — rezidud
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Zdroj: Vlastné spracovanie
4.1.4.6 Marginalny efekt

Vsimnime si, Ze pritomnost’ matice priestorovych vah robi marginilne efekty
vyraznej$imi a komplikovanej$imi ako v ,,tradicnom* modeli OLS. Pace a LeSage (2009)
navrhli tri opatrenia na zvySenie dopadu, ktoré sa vykonaji v R nasledovne:

impacts(sar.nuts,listw = W)

Impact measures (lag, exact):
Direct Indirect Total
Tngdp07 -0.04567305 -0.09787968 -0.1435527

Priamy vplyv sa vztahuje na priemerny celkovy vplyv zmeny nezavislej premennej na

n OE(Y, . .
zavislu pre kazdym pozorovanim t.j. leizla%y'), nepriamy vplyv, ktory je suctom

dopadu vytvoreného na jedinom pozorovani vsetkymi ostatnymi pozorovaniami a dopadom
jedného pozorovania na vSetky ostatné pozorovania. Schopnost modelov priestorovej
ekonometrie zachytit’ ticto multiregiondlne priestorové interakcie predstavuje dolezity

pozitivny aspekt priestorovych ekonometrickych modelov.
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4.1.4.7 SEM model

Ak chceme odhadnut’ model priestorovych chyb, opat’ pristupujeme k odhadu ako

v prvom modeli SAR, pouzijeme odhad maximalnej vierohodnosti.

Inlh):aﬂﬁln Yoi t&
Formulacia modelu: Yro
&§=A) W & +7,

j=1
- aje konstanta,

- W je prvok matice susednosti, i a j su regiony,
- Yr,; je regionalne HDP na obyvatel'a regionu i v ¢ase T (v naSom modeli Ingdp17),

- Yy, je regionalne HDP na obyvatel'a regionu i v ¢ase 0 (v naSom modeli Ingdp07),

- In {h] je rast regionalneho HDP na obyvatela pocas sledovaného obdobia (v

Yoi
naSom modeli premenna rate),
- 1a ¢ surezidua,
- pa A st odhadované parametre.

errorsalm.nuts<-errorsarlm(Rate~Ingdp7,data=nuts.poly@data, W)
summary(errorsalm.nuts)

call:errorsarim(formula = rate ~ 1ngdp07, data = nuts.poly@data, Tistw =
w)

Residuals:
Min 1Q Median 3Q Max
-0.3440412 -0.0353216 -0.0033919 0.0338555 0.4601107

Type: error

Coefficients: (asymptotic standard errors)
Estimate std. Error z value Pr(>|z])

(Intercept) 0.363746 0.174535 2.0841 0.03715

Tngdp07 -0.022395 0.017067 -1.3122 0.18947

Lambda: 0.77148, LR test value: 189.04, p-value: < 2.22e-16
Asymptotic standard error: 0.036958

z-value: 20.874, p-value: < 2.22e-16
wald statistic: 435.74, p-value: < 2.22e-16

Log Tikelihood: 276.9868 for error model

ML residual variance (sigma squared): 0.0057169, (sigma: 0.07561)
Number of observations: 261

Number of parameters estimated: 4

AIC: -545.97, (AIC for Im: -358.93)
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V modeli SEM sa tiez potvrdila vyznamnost koeficientu, ktory zachytava pritomnost
priestorovej zavislosti medzi oblastami A. AvSak v modeli je zaporny no nevyznamny
koeficient  z ¢oho vyvodime, ze v modeli neprijimame hypotézu o pritomnosti prijmove;j

beta konvergencii. Rovnaky graf pre rezidua SEM sa moze vykonat’ ako pri OLS a SAR.

nuts.poly@data$nuts.sem.res<-resid(errorsalm.nuts)

spplot(nuts.poly,"nuts.sem.res",at=seq
(min(nuts.poly@data$nuts.sem.res,na.rm=TRUE),
max(nuts.poly@data$nuts.sem,na.rm=TRUE), length=12),
col.regions=rev(brewer.pal(11,"RdBu")))

Obr. 6 SEM model — rezidua

Zdroj: Vlastné spracovanie

Nakoniec, ak sa pozrieme na likelihood pre SAR model a SEM model, zistime, Ze
dosahujeme vyssiu hodnotu pre model SAR, ktory bol modelom zvyhodnenym LM testom
vid’ tabulku ¢. 1. VysSie uvedeny graf rezidui stale vykazuje urciti pritomnost’ priestorove;j

autokorelacie.



Tabulka ¢. 1 Vysledky Lagrangeovych multiplikatorov

- value p- value

LMerr 183,770 2,20E-16
LMlag 210,51 2,20E-16
RLMerr  1,3265 2,49E-01
RLMlag 28,066 1,17E-07

Zdroj: Vlastné spracovanie

Zaver naSho modelovania je zhrnuty v tabulke €. 2, kde sme zosumarizovali vystupy
modelov OLS, SAR, SEM. Po potvrdeni predpokladu pritomnosti autokoreldcie Moranovou
Statistikou I medzi oblastami, sme dospeli k zaveru, Ze model OLS odhadnuty metodou
najmensich §tvorcov nie je vhodnym modelom pre odhad prijmovej beta konvergencie. Jeho
odhady mézu byt’ v nasom pripade nekonzistentné a skreslené, takze pokra¢ujeme modelmi
kde je zohl'adnena pritomnost’ priestorovej zavislosti. Test Lagrangeovych multiplikatorov,
ktorého vysledky vidime v tabulke €. 1 navrhuje d’alej pokracovat’ s modelom SAR, no

napriek tomu sme odhadli oba modely.

Tabulka ¢. 2 Zhrnutie parametrov modelov OLS, SAR, SEM
| OLSmodel | SARmodel = SEMmodel

Intercept 1,35411 0,400415 0,363746
i -0,12084 -0,03655 -0,022395
p- value 9,99E-11 0,0017623 0,18947
p - 0,74675 -
p- value - 2,22E-16 -
A - - 0,77148
p- value - - 2,22E-16
R? 0,1494 - -
Log likehood - 280,8859 276,9868
AIC - -553,77 -545,97
S 0,128788373 0,037234687 0,022649576
5,382063344 18,61563084 30,60309739

Zdroj: Vlastné spracovanie

Model SAR ma koeficient f Statisticky vyznamny, ¢o vypoveda o pritomnosti prijmovej beta
konvergencie. Koeficient p, ktory vyjadruje v SAR silu priestorovej zavislosti, je v modeli
Statisticky vyznamny takZe autokorelacia je pritomna. Model SEM ma koeficient S
Statisticky nevyznamny a koeficient A, vyjadrujiaci pritomnost’ priestorovej zavislosti je

vyznamny a kladny, takze v modeli je priestorova autokoreldcia, no nie je potvrdena
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hypotéza o pritomnosti prijmovej konvergencie. Z vysledkov vyvodime zavery, ze model
zvyhodneny testom Lagrangeovych multiplikatorov je pre nds odhad lepsi, pretoze potvrdil
pritomnost’ priestorovej zavislosti a zaroven hypotézu o prijmovej beta konvergencii. Pre
vyber vhodnejSiecho modelu v pripade, Ze by sme nerozhodli uz na zaklade Statistickej
vyznamnosti parametrov, by slazil na porovnaniec modelov aj Log likehood, ktory je pre
model preferovany testom Lagrangeovych multiplikatorov leps$i ako pre model SEM.
Rychlost” konvergencie vypocitana modelom je rozna pre vsetky tri modely. Koeficient S
zachytava mieru, s akou sa realny HDP krajiny na obyvatela priblizuje rychlosti rastu v
rovnovaznom stave, t. j. rychlosti konvergencie. V modeli SAR sme vypocitali, ze oblasti
konverguju rychlostou 3,72 %. Pricom polcas konvergencie, definovany ako pocet rokov,

ktoré st potrebné na znizenie prijmovej medzery na polovicu je priblizne 19 rokov.
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Zaver

Ciel'om nasSej prace bolo dokézat’, ze medzi Clenskymi §tatmi Europskej tinie existuje
priestorova zavislost’, teda korelacia, ktordt mézeme d’alej rozvinat’ a skimat’. Na linearnom
regresnom modeli prijmovej beta konvergencie sme testovali priestorovu zavislost pomocou
Moranovej Statistiky I, ktora potvrdila pritomnost’ korelacie. To znamena, ze ¢lenské Staty
Europskej tnie, sa vzajomne ovplyviiuji, teda existuje medzi nimi zavislost’.

Dalsim krokom bolo vytvorenie a odhadnutie spravne zvoleného modelu, ktory
zahfna predpoklad pritomnosti priestorovej zavislosti. Predstavili sme modely, ktoré tieto
kritéria spifiaju a testy, ktoré poukazujii na vhodny vyber modelu. Pomocou Lagrangeovych
multiplikatorov sme zhodnotili vyber ,,lepSieho* modelu, avSak aj napriek multiplikdtorom
sme okrem preferovaného modelu SAR odhadli aj model SEM. Popri Lagrangeovych
multiplikatorov sme model vyberali aj na zaklade parametra Log likehood. Podla
spominanej veli¢iny sme opét’ vybrali model SAR, ktory sa javi ako vhodny model na odhad
prijmovej beta konvergencie zohl'adnujucej priestorovu zavislost'.

Nase vypocty na odhadoch dat teda potvrdzuji pritomnost prijmovej beta
konvergencie v &lenskych statoch Eurdpskej tnie. Co znamena, Ze menej rozvinuté krajiny
rastli v sledovanom obdobi rychlejsie ako bohatsie krajiny Eurdpskej unie. Ako uvadzame
vtabulke ¢. 2, vysledky ziskané metddou najmenSich Stvorcov t.j. metddou, ktora
nezohl'adiiuje Specifikd jednotlivych krajin, naznacuji, Ze dobiehanie prebiecha tempom
12,87 % a polcas konvergencie je priblizne 5 rokov. Mdzeme teda konstatovat’, ze rychlost’
konvergencie podla ,,oby¢ajného* modelu je zna¢ne nadhodnotena, a teda vedie k chybnym
zaverom. Zanedbanie priestorovej autokorelacie vedie aj k skreslenym a neefektivnym
odhadom. Avsak odhad pomocou metdody maximalnej vierohodnosti hovori, Ze tempo
dobiehania je 3,70 % pricom polcas konvergencie je odhadovany priblizne na 19 rokov. Tato
metdda na rozdiel od metddy najmensich Stvorcov zohl'adiiuje Specifika jednotlivych krajin,
a teda je lepSia pre odhad modelov priestorovej ekonometrie. Je vidiet, Ze vysledky metody
zohladiiujucej priestorova zavislost' vypovedaji o redlnych skuto¢nostiach. Potvrdenim
predpokladu o konvergencii krajin Eurdpskej unie poukazuju vysledky prace aj na spravne
fungovanie regionalnej politiky, ktorej hlavnym ciel'om je konvergencia.

Prostrednictvom programu R Studio sme v nasej praci vytvorili skript, kde sme zadefinovali
pouzité kody, pomocou ktorych sme detailne presktimali teériu prijmovej beta konvergencie.
V nom sme sa zamerali na odhad modelov prijmovej beta konvergencie, overenie

predpokladov modelov, preskiimali sme pritomnost’ vztahov medzi oblastami pomocou

62



Moranovej | statistiky, vytvorili potrebnti maticu vah pomocou kritéria ,,Queen* a ,,Rook*,
ktoré sme zobrazili graficky. Prostrednictvom kdédov sme odhadli konkrétne 3 modely, a to
OLS model bez priestorovej zavislosti medzi pozorovaniami, d’alej modely SAR a SEM,
ktoré zohladiiujii pritomnost’ priestorovej zavislosti. Graficky sme zobrazili rezidua
vSetkych spominanych modelov. Zobrazili sme, ako sa v programe R vytvori test
Lagrangeovych multiplikdtorov a nasledne jeho vystup, ktory slizi na vyber vhodného
modelu. Ukazali sme ako dosiahnut’ prostrednictvom R interpretaciu modelov pomocou
priameho a nepriameho vplyvu. Ak hovorime o priamom vplyve ide o situaciu, ked’ zmena
hodnoty vysvetl'ujucej premennej v jednom regione ovplyvni samotny region naopak, ak
hovorime o nepriamom vplyve zmena hodnoty vysvetlujucej premennej v jednom regione
ovplyvni nepriamo aj d’al$ie regiony. V pripade pouzitia inych dat, je tento skript vhodny
a flexibilny na d’alSie pouzitie, pre aplikdciu priestorovej ekonometrie pre nezavislého
s vlastnymi udajmi, pricom autor prace bez vyhrad poskytne na vyziadanie kompletny skript

pre dalSie vyuzitie.
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