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Abstrakt

Umela inteligencia v sucasnosti zaznamenava velky boom, ktory je hlavne podmieneny
rasticim mnozstvom dat, tzv. Big Data. Techniky umelej inteligencie si nasli Siroké
uplatnenie v roznych oblastiach. Tento ¢lanok predstavuje techniky umelej inteligencie, ktoré
boli vyuzité pri tvorbe systémov v¢asného varovania pre bankové krizy. Vyhodou algoritmov
umelej inteligencie je ich schopnost’ pracovat’ s vel’kym mnozstvom dat a zachytit’ nelinearne
vztahy. Tieto schopnosti by mali reflektovat na dynamické akomplexné vztahy vo
finan¢nom systéme a prispiet’ tak Kk vylepseniu modelov v¢asného varovania pre bankové
krizy a spresnit’ ich out-of-sample prognozy.
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Abstract

In recent years, artificial intelligence has been experiencing a boom, mostly thanks to a rising
amount of data, the so-called Big Data. The application of artificial intelligence techniques
can be found in many fields. This paper presents artificial intelligence techniques which have
been applied in construction of the early warning system for banking crisis. One of
advantages of artificial intelligence is its ability to work with a lot of data and capture
nonlinear relationships among variables. These abilities are supposed to take into account
dynamic and complex relationships in the financial system and therefore contribute to
improve early warning models for banking crisis and make more accurate out-of-sample

forecasts.
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Clanok bol spracovany ako sucast’ projektu VEGA &. 1/0693/17 — "Bankova tnia:
systémovy pristup k vyhodnoteniu pri¢in a dopadov zavedenia bankovej tinie na bankovy
sektor SR a statov Eurozony" a KEGA ¢. 030EU-4/2017 — "Vyskumom podporovany rozvoj

finan¢nej gramotnosti v podmienkach SR".

1.Uvod

Mnohé studie potvrdili, ze bankové krizy prinaSaju znac¢né fiskalne naklady a zvysuju verejny
dih. Podl'a studie Medzinarodného menového fondu (2014) za obdobie rokov 1970 — 2011
median nakladov na vladne intervencie tvoril 7% HDP [15]. Okrem fiskalnych nakladov maja
bankové krizy negativny dopad na ekonomicky rast, obmedzuju efektivne vyuzitie domacich
uspor a vedenie monetarnej politiky. Bankové krizy nepredstavuju riziko len pre krajinu, v
ktorej vznikli, ale predstavuji aj riziko nakazy do inych $tatov. Zna¢né finan¢né dopady
bankovych kriz a naklady na ich rieSenie st jednym z dovodov 0 zvySenie zaujmu
0 konstruovanie predik¢nych modelov pre bankové krizy, resp. systémov v¢éasného varovania
(early warning system) [8]. Systémy vcasného varovania su funkéné modely zaloZzené na
indikatoroch, ktoré su spajané s minulymi krizami. Ich cielom je upozornit' na potencialne
rizika, resp. upozornit na potencialnu bliziacu sa krizu. Predpokladom pri tvorbe tychto
systétmov je existencia kauzalneho vztahu medzi krizami a indikatormi a moznost
identifikacie tychto ukazovatel'ov ex ante. Systémy vcasného varovania z pohladu instittcii
bankového dohladu predstavuju modely na zachytenie roznych typov rizik v bankovom
sektore.

Druhym doévodom zvySeného zaujmu 0 systémy véasného varovania je fakt, ze sa zatial
nepodarilo vytvorit model vcasného varovania, ktory by bol stopercentne spolahlivy pri
predikovani potencidlnych bankovych kriz. Mnohé modely v¢asného varovania maju dobré
vysledky pri in-sample predikcii, ale slabé vysledky z out-of-sample predikcie. Tento dévod
stvisi aj S0 samotnym charakterom bankovych kriz, ktoré su zriedkavymi udalostami a ktoré
v mnohych pripadoch mali r6zne pri¢iny a dopady. Z tohto doévodu sa modely véasného
varovania sustavne rozvijali SO zvySujicim Sa poctom bankovych kriz. Tieto modely
v¢asné¢ho varovania su Casto zalozené na réznych definiciach bankovej krizy, vychadzaja
z r6znych zdrojov bankovych kriz, alebo pouzivaju rézne zavislé premenné a metodologie.
Okrem vyuzitia tradiénych Statistickych metod pri tvorbe systémov véasného varovania -
signaliza¢nej metddy a logistickej regresie - v sucasnosti mozeme V literature identifikovat

pouzitie novSich metodologii. Jedna sa prave 0 metddy, ktoré su zalozené na umelej
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inteligencii (artificial intelligence) a ktoré by mali pomoct’ pri predikcii kriz v zlozitom a
dynamickom prostredi ako je sucasny finan¢ny systém.

Cielom prispevku je informovanie o technikdch umelej inteligencie pri modelovani a
prognézovani bankovych kriz. V dalSej Casti ¢lanku si predstavime konkrétne empirické

vyskumy a ich vysledky progndzovania.

2. Metodologie na baze umelej inteligencie
Okrem “tradi¢nych” pristupov, mézeme V novsich vyskumoch vidiet snahu o predikovanie
kriz pomocou metdd zalozenych na umelej inteligencii. Techniky umelej inteligencie by mali
lepSie zachytit’ komplexné a dynamické vzt'ahy vo finanénom systéme a zlepsit’ schopnost’
out-of-sample predikcie. Existuje mnoho metdd v ramci umelej inteligencie.
V najnovsich vyskumoch sa vyuzivaju nové algoritmy umelej inteligencie pri predikovani
krizy, ktoré vyuzivaju techniku machine learningu (strojového ucenia) zalozeni na data
miningu (dolovani dat). Tieto algoritmy testuju velké mnozstvo dat a hladaju vzt'ahy,
schému, alebo modely, ktoré by dokazali predikovat’ dany jav. Techniky umelej inteligencie
sa bezne vyuzivaji Vv réznych vyskumnych oblastiach ako napr. v informacnych
technologiach, medicinskom vyskume, robotike, marketingu a vo finanénictve.
Medzi metodologie na baze umelej inteligencie mézeme zaradit’ nasledovné algoritmy:

e Klasifikacné a regresné stromy (CART - Classification and Regression Trees)

e Nahodny les (Random Forrest)

e CRAGGING

e Umelé neurénové siete (Artificial Neural Network)

e Systémy pracujlice na principe fuzzy logiky (Fuzzy Logic)

e Metdoda podpornych vektorov (Support Vector Machines)

e K-najblizsich susedov (k-nearest neighbors)

e Trait Recognition

e adalSie

3. Techniky umelej inteligencie v modeloch véasného varovania pre bankové krizy

V tejto Casti si predstavime najéastejSie pouzivané techniky umelej inteligencie, ktoré boli
pouzité v empirickych vyskumoch a ktorych cielom bolo predikovat bankové krizy.
Konkrétne sa jedna o algoritmy:

o Kilasifikacné a regresné stromy (CART - Classification and Regression Trees)
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e Nahodny les (Random Forrest)
e CRAGGING

e Umelé neuronové siete (Artificial Neural Network)

3.1 Klasifika¢né stromy a regresné stromy (Classification and Regression Trees)
Metoda klasifikacné stromy a regresné stromy (CART) je metéda machine learningu, ktora
odhal'uje nelinearne a interaktivne Struktiry Vv datach. Tato metéda sa da vyuzit na
klasifikaciu dat, ale aj na regresnu analyzu. CART Klasifikuje udaje na zaklade
zadefinovanych pravidiel acleni ich do osobitych segmentov (stromovych Struktur).
Rozhodovacie stromy buduja model v tvare stromu. Jeho zaciatok je v korefiovom uzle, kde
st vSetky data. Cely dataset sa potom rozdel'uje na rekurzivnom principe na mensie a mensie
pod-mnoziny alebo uzly dovtedy kym uz nie je mozné d’alej vytvorit' novy uzol. V ramci
kazdého uzlu je jeden jednoduchy predikény model. Finalny uzol zodpoveda modelu s
najlepsou predikénou schopnostou [3].

CART metoda ma nieco spolo¢né s logistickou regresiou aj so signalovou metédou. CART
berie do uvahy diskrétny charakter bankovej krizy, ale poskytuje aj organizovany vyber
indikatorov v¢asného varovania. Tato metdda dokaze uréit’ nielen hlavné krizové sptstace a
ich prahova hodnotu prekrocenia, ale aj urcit’ kombinaciu podmienok, za ktorych sa typicky
zvySuje pravdepodobnost’ krizy. CART berie do uvahy, Ze dopad nezavislych premennych na
pravdepodobnost’ bankovej krizy méze byt nelinearny. Zvysenie alebo zniZenie indikatora
nemusi nutne viest' k bankovej krize, kym dany indikator neprekroc¢i urcity prah, ktory je
identifikovany touto technikou. Regresné stromy pontkaju moznost’ klast' otazky, pomocou
ktorych sa dopracuju Kk vysledku, ktory indikuje dolezité premenné v danom rezime pri
predikcii bankovych kriz.

Vzhl'adom na to, ze CART je neparametrickd metdda, nedokaze poskytniit’ marginalny efekt
jednotlivych vysvetlujucich premennych. Na druhej strane CART dokaze poskytnut
informacie autoritam 0 indikatoroch, ktoré su indikativne a ktoré su spol'ahlivé [4, 10].

Tento pristup bol pouzity v ¢lanku od Barrell, Davis, Karim a Liadze (2010). Autori okrem
CART metody, pouzili d’alsie dva pristupy - logistickll regresiu a signalova metodu, aby
porovnali vhodnost’ vyuzitia rovnakych systémov vcasného varovanie pre krajiny Latinskej
Ameriky a Azie za obdobie rokov 1980 — 2007. Jedine rast HDP bol vyznamny indikator pre
vSetky tri modely bez ohl'adu na region. Autori zistili, Ze v kazdom type modelu boli iné
predik¢né indikatory a Ze predikéna schopnost’ systémov véasného varovania je vyssia, ak st
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systémy diferencované pre regiony. V pripade metody CART bol hlavny uzol, resp. hlavny
predikény indikator vyjadreny pomerom vladneho prebytku k HDP pre azijské krajiny a
mierou znehodnotenia meny v pripade krajin Latinskej Ameriky [2].

Duttagupta a Cashin (2011) vyuzili model binarneho Kklasifikaéného stromu (Binary
Classification Tree) pri analyzovani bankovych kriz. Na zaklade dat z 50-ich rozvijajicich sa
ekonomik za obdobie rokov 1990 — 2005 autori identifikovali, ze vysoka inflacia, kombinacia
velkého mnozstva vkladov denominovanych v dolaroch s nominalnym znehodnotenim alebo
s nizkou likviditou banky a nizka ziskovost’ bank st hlavné spustace bankovej krizy. Ich
vysledky naznaCuji, ze komplexné a nelinearne interakcie medzi finanénymi a
makroekonomickymi premennymi maji vplyv na bankova krizu. Prave vdaka techniky
klasifika¢ného stromu bolo mozné odhalit’ tieto nelinearne vzt'ahy, ¢o nie je mozné dosiahnut’
pri standardnej regresnej analyze [4].

Joy et al. (2017) pouzili CART metodologiu na vzorke 36-ich rozvinutych krajin za obdobie
rokov 1970 — 2010. Podl'a autorov predikéna schopnost’ réznych indikatorov je odlisna pre
rozne Casové horizonty. Kombinacia ¢istého urokového spreadu (rozdiel medzi urokovou
sadzbou vkladu a urokovou sadzbou na tuver) s plochou alebo inverznou vynosovou Krivkou
st dobrymi indikatormi v€asného varovania v kratkom ¢asovom horizonte, jeden az dva roky
pred vypuknutim bankovej krizy. KI'icovym indikatorom pre predikovanie bankovych kriz v
ramci dlhSicho horizontu — dva az tri roky pred bankovou krizou je rast cien nehnutel'nosti.
Domace Strukturalne charakteristiky ako otvorenost ekonomiky, struktira ekonomiky a
finanény rozvoj ovplyviiuji nachylnost’ krajiny na bankovt krizu. Zaujimavym vysledkom
ich stadie bolo zistenie, ze indikator credit-to-GDP gap stanoveny Bazilejskym vyborom pre
bankovy dohl'ad ako kl'aicovy pri aktivacii proticyklickeho kapitalového vanktsa, nevysiel
ako dolezity indikator pri predikcii bankovych kriz [10].

3.2 Nahodny les (Random Forest)

Nahodny les je technika machine learningu, ktora je zaloZzena na metéde rozhodovacich
stromov. Tato metdda dokaze pracovat’ s vel'kym mnozstvom prediktorov a moze byt vyuzita
pre klasifikacné ulohy a regresiu. Na rozdiel od CART, nahodny les funguje na principe
tvorby niekol’kych rozhodovacich stromov a sucasne odstranuje nestabilitu, ktora vznika pri
CART metode. Je to metdda, ktora dokaze odhadnut’ chybajtice udaje a udrzovat’ presnost’, aj

ked’ chybaju data. Nevyhodou tejto metody je neprehl’adnost’ vzhl’'adom na to, Ze nie je mozné
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vidiet' informéacie jednotlivych stromov, pretoze st vV ramci celého lesa. Preto sa niekedy
nahodny les oznacuje ako “Cierna skrinka” [11].

Podl'a Alessi a Detken (2018) sa nahodny les ukazuje byt presnym prediktorom, ktory
umoziiuje hodnotit’ dolezitost premennych, ¢im poskytuje solidny zaklad pre vyber
relevantnych indikatorov. Tito autori vyuzili techniku ndhodného lesa pri navrhovani systému
v¢asného varovania, ktory identifikuje nadmerny uverovy rast. Nadmerny rast averov a s nim
stvisiace hromadenie systémového rizika vo finanénom systéme by malo podla autorov
predchadzat’ bankovym krizam. Ich vysledky indikuju, Ze nasledovné premenné: credit-to-
GDP gap, uverové indikatory, indikatory suvisiace S trhom nehnutelnosti a globalny rast

uverov maju dobru prediként schopnost’ [1].

3.3 CRAGGING

Statisticky algoritmus CRAGGING je metoda skupinového machine learningu, ktora sa
vyuziva pri hodnoteni dolezitosti premennych s hierarchickou struktirou. Umoziuje vybrat
relevantné informacie 0 budtcich krizach a urcit’ prediktory kriz, ich interakcie a hodnoty
prahu. Vysledkom je tiez stromova Struktara, ktora rozdel'uje data na mensie skupiny.

S cielom vylepsit metodologiu CART aplikovali Manasse et al. (2013) algoritmus
CRAGGING pri tvorbe modelu v¢asného varovania pre bankové krizy pre rychlo sa
rozvijajuce ekonomiky. Vzhladom na to, ze CART je designovany na prierezové data, ¢o
neumoziuje vyuzit’ informacie v panelovych datasetoch, autori aplikovali CRAGGING, ktory
dokaze pracovat’ S panelovymi datami. Autori vytvorili dataset s540-imi potencidlnymi
vysvetl'ujucimi premennymi z rdznych sektorov pre 85 rychlo sa rozvijajacich trhov za
obdobie rokov 1980 - 2010. Nasledne aplikovali algoritmus nahodného lesa, aby vybrali
vyznamné premenné, ¢im Sa znizil pocet na 74 prediktorov. Ich vysledky naznacuji, ze
bankové krizy mozu byt predikované nasledovnymi premennymi: tirokova sadzba na vklady,
pomer zahraniénych aktiv Kk zahrani¢nym zaviazkom v bankovom sektore, domaci credit-to-
GDP a pomer investicii K HDP. Autori zistili, Ze nie vSetky bankové krizy su rovnaké. Ich
model identifikoval dva typy kriz. Prvy typ krizy je vysledkom kombinacie uverového
boomu, predavanim domacich aktiv, vysokymi urokovymi sadzbami na vklady. Druhy typ

krizy je vysledkom investovaného boomu, ktory je financovany zahrani¢nym dlhom [14].

3.4 Umelé neuronové siete (Artificial Neurial Networks)
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Metdéda umelych neurénovych sieti (ANN) je neparametricka Statistickd metdda, ktora
obsahuje matematické a algoritmické elementy inSpirované fungovanim neurénov v l'udskom
nervovom systéme. Zakladnd terminolégia umelych neurénovych sieti vychadza z
neurobiologickej terminoldgie. Umelé neurdnové siete sa snazia napodobnit’ fungovanie
I'udského mozgu. Matematicky model neuréonu pripomina svojou Struktirou a ¢innost'ou
skuto¢ny neur6n nervovej ststavy. Neurdn prijima vstupy z inych neurénov, ale aj z okolitého
sveta. Umelé neuronové siete prenasaju cez komunika¢né kanaly numerické informacie a
spracovavaju ich v umelych neurénoch. Model ANN sa dokaze naucit’ komplikované vztahy
medzi premennymi a vyuzit' tieto znalosti. Struktira umelych neurénovych sieti sa meni
podla toho, ako prudia interné a externé informacie cez siete pocas fazy ucenia. ANN
vyuzivaju aproximaciu nelinearnych funkcii na testovanie vztahov medzi vysvetl'ujucimi
premennymi [5]. ANN moézu byt vyuzité pri regresii, pri rozpoznavani a pri rieSeni
klasifika¢nych problémov. Nevyhodou neurdnovych sieti je, ze funguji ako ¢ierna skrinka, do
ktorej prudia vstupné informacie a nasledne dostaneme vysledky, priCom Ssa nevie ako presne
neur6nové siete prisli k danému vysledku [12].

Parametre v ANN modeli je potrebné odhadnit’ predtym, ako sa siete vyuziju na predikciu.
Neuronové siete mozu byt siete s doprednym Sirenim (feed-forward neural networks) alebo
rekurentné siete (feedback/reccurent neural networks). V neurénovych sietach s doprednym
Sirenim sa informacie §iria len jednym smerom po orientovanych synaptickych prepojeniach,
od predchadzajiicej vrstvy (vstupu) k najvysSej vrstve (vystupu). V rekurentnych
neuronovych sietach mozu neurdny prijimat’ inputy z inych neurénov z réznych vrstiev v sieti
[20]. Na rozdiel od signalovej metody a logistickej regresie, umelé neurénové Siete nie st
vel'mi rozsirené v literature 0 systémoch v¢asného varovania pre finan¢né krizy. Zatial' ¢o
umelé neurdénové siete boli aplikované pri predikcii inych typov finan¢nych kriz ako napr. pri
predikcii menovych kriz (napr. Nag a Mitra, 1999 [16]; Franck a Schmied, 2003 [7]; Sarlin
and Marghescu, 2011 [19]), alebo suverénnych dlhovych kriz (Fioramanti, 2008 [6]), metoda
ANN sa zacala objavovat V literatire 0 bankovych krizach nedavno (Ristolainen, 2015, 2018
[17, 18]; Holopainen a Sarlin, 2017 [9]).

Model ANN dokaze brat' do tvahy nelinearny vztah medzi pravdepodobnostou bankovej
krizy a indikatormi. Marginalne zvysenie pravdepodobnosti bankovej krizy moze byt rozne
pri roznych kombinaciach indikatorov, alebo pri réznych zvySeniach jedného indikatora [13].

Ristolainen (2018) vytvoril systém vcasného varovania, ktory je zalozeny na modeli

doprednych viacvrstvovych neurénovych sieti. Viacvrstvové neurénové Siete pozostavaju z
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viac ako jednej vrstvy, resp. neuroény su V sieti usporiadané do niekol’kych vrstiev. Na zaklade
mesaénych dat od januara 1970 do jina 2003 za 18 krajin testoval autor, ¢i je mozna out-of-
sample predikcia za pomoci ANN modelu. Pomer doméaceho tveru k HDP, pomer peniazného
agregatu M2 k devizovym rezervam, realny rast HDP, inflacia a cena ropy vysli ako
najdolezitejSie indikatory, ktoré maja vplyv pri klasifikovani na predkrizové obdobie a
“normalne” obdobie. Autor nasledne porovnaval predikéni schopnost ANN model s
modelom vcasného varovania zalozeného na logistickej regresii za pomoci ROC (receiver
operating characteristic) kriviek. Autor zistil, ze model zalozeny na umelych neurénovych
sietiach lepsie identifikuje krizového obdobie. Tento vysledok naznacuje, ze rozhodovacia
hranica, ktora klasifikuje, ¢i pred-krizové obdobie a normalne obdobie patri do priestoru

krizového indikatora, je nelinearna [18].

4. Zaver

Vzhl'adom na rézne pri¢iny a dopady bankovych kriz a meniace sa makroekonomické
prostredie, systémy vcasného varovania by nemali byt statické, ale mali by brat’ ohl'ad na
meniace sa prostredie a podmienky, v ktorom fungujii bankové systémy. Systémy vcasného
varovania by mali vychadzat’' z novych dat a udalosti. Pri designovani by sa mali tiez brat’ do
uvahy meniaci sa charakter finan¢nych trhov, nové finanéné nastroje, prepojenie jednotlivych
rizik a prenasanie rizik do inych bankovych systémov. Najnovs§ie vyskumné prace sa snazia
reflektovat’ na komplexnost' vztahov Vo finanénom systéme a zlep$it modely véasného
varovania vyuzitim novych ekonometrickych technik a rozsiahlejSich databaz. Vyuzitie
metodologii, ktoré st zalozené na umelej inteligencii by mali prispiet k zlepSeniu
predikénych modelov v zlozitom a dynamickom prostredi. Empirické $tudia ukazali, ze
techniky umelej inteligencie ako napr. klasifikacné a regresné stromy, nahodny les,
CRAGGING a umelé neuronové siete maju lepsie out-of-sample predikéné vysledky ako
tradi¢né metody akymi je signalna metoda a logit model. Ich vyhodou je, ze dokazu pracovat
s velkym mnozstvom dat a zachytit' nelinearne vztahy. Na druhej strane aj tieto techniky
maju svoje limity a nevyhody. Nevyhodou niektorych pristupov je ich tazsia interpretacia.

Niektoré vysledky algoritmov sa daju intuitivne interpretovat’ ako napr. regresné stromy, ale

! ROC krivka zobrazuje vsetky kombinacie pomeru spravne identifikovanych kriz (tzv. skutoéne pozitivnych pripadov) a
pomeru nespravne oznacenych kriz (tzv. falosne pozitivnych pripadov) modelu pri réznych hodnotach prahu pre prav-
depodobnost’, kedy ma byt’ pozorovanie klasifikované ako kriza, alebo bez-krizového obdobie. Pri porovnavani ROC kriviek
sa pocita plocha AUC pod krivkou (Area Under Curve). Cim je vi¢sia plocha AUC, tym je lepsia signalizatna schopnost’.
Vyhodou ROC krivky je, Ze sa nemusi pozerat’ na preferencie politikov, alebo regulatorov.
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niektoré algoritmy su tazsie interpretovatel'né, aj ked’ efektivnost’ predikcie je vysoka. CART

metoda je transparentna, ale jej nevyhodou je, ze nedokaze zahrnut’ dodato¢né pozorovania

alebo prediktory. Nevyhodou technik nahodného lesa a umelych neurénovych sieti je, ze

funguju ako “Cierne skrinky”. Preto je doélezité najst’ rovnovahu medzi ich interpretaciou a

vykonom. Napriek nevyhodam, vyuzitie algoritmov umelej inteligencie je perspektivne pri

konstrukcii systémov v€asného varovanie pre bankové krizy.
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