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Hodnotenie a odporucanie vyrobkov pomocou flexibilnych funkcii
zhody a agregacnych funkcii
Evaluation and recommending products by flexibile conformance functions
and aggregation functions

Nina Bar¢akova!

Abstrakt

Fuzzy odporacacie systémy sa neustdle rozvijaju a zdokonal'uju, aby poskytli rdzne
odporucania na zaklade poziadaviek zékaznikov. Pre pouZzivatel'ov je najvhodnejsie, aby mohli
poziadavky na vyber preferovanych entit, na ich triedenie a hodnotenie vysvetlit' vyrazmi
prirodzené¢ho jazyka. Pri odporucacich systémoch treba skimat’ funkcie zhody a agregacné
funkcie. Tieto ulohy vyzaduju vypocet intenzity zhdd poziadaviek s hodnotami atribtitov a
flexibilnu logickl agregéaciu atomickych poziadaviek. Fuzzy zhoda vo fuzzy mnozinach sa
pouziva na urcenie urovne zhody medzi zdznamami a Zelanim zakaznika. Agregacné funkcie
sa pouzivaju na spojenie hodnot atomickych poziadaviek, ktoré su reprezentované, ako fuzzy
mnoziny, v nasom pripade agregovanie atomickych zhod. Tymto spdsobom sme ziskali
zlozitejSie informéacie a vysledky, ktoré je sice narocnejSie vypocitat’, ale nenuti zakaznika
presne stanovit’ poziadavky.

KPacové slova
Fuzzy logiky, fuzzy mnoziny, odportacaci systém, agregacné funkcie, funkcia zhody

Abstract

Fuzzy recommendation systems are constantly evolving and improving to provide various
recommendations based on customer requirements. For users, it is the most convenient to
explain their preferences for selecting the most suitable entities, sorting them, and evaluating
using natural language expressions. In recommendation systems, it is necessary to examine
conformance functions and aggregation functions. These tasks involve calculating the intensity
of comformance of requirements with attributes values and a flexible aggregation of atomic
requirements. Fuzzy conformance in fuzzy sets is used to determine the level of conformity
between records and customer’s preferences. Aggregation functions are used to aggregate
atomic requirements” values, which are represented as fuzzy sets. In our case, this involves
aggregating atomic conformances. In this way, we obtain a more complex information and
results that may be a more computationally demanding, but on the other hand, do not require
the customers to precisely specify their requirements.

Key words
Fuzzy logic, fuzzy sets, recommendation system, aggregation functions, conformance function
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1 Uvod

V minulosti sa predaj tovarov a sluzieb organizoval, len vd’aka osobnému kontaktu, inak
povedané face — to — face. Dnes, ked sa posunula doba sa predaj zacal realizovat
prostrednictvom internetu. Vd’aka internetu sa ponuka vysoké mnozstvo tovarov i sluzieb.

Pod tymto si nepredstavujeme iba CastejSie sa kupujice vyrobky napr. knihy alebo filmy.
Néjdeme tam aj ponuky na menej ¢asto sa kupujice vyrobky alebo sluzby napr. nehnutel'nosti
alebo dovolenky.

Pri takomto velkom mnozstve tovarov a sluzieb nastava u I'udi problém v nerozhodnosti,
v prebytku (vysoky pocet atributov) a nedostatku (prave tie atributy, ktoré potrebujeme nie st
dostupné) informacii. Cudia vo vSeobecnosti pri vybere uréit¢ho produktu zvazuju plusy
a minusy jednotlivych vlastnosti, analyzuju ich a nasledne vybrané podnety agreguju. Po
agregacii svojich poziadaviek dostavaju pomyselny zoznam svojich produktov, od toho najviac
preferovaného, po ten najmenej vyhodny v rdmci ich stanovenych poziadaviek. Pri takomto
sposobe zadéavania poziadaviek sa ¢lovek vyjadruje v prirodzenom jazyku, co mdze byt
niekedy nejasné, napr. nizka cena, stredna vzdialenost alebo teplota vzduchu okolo 25°C a pod.

Tym, Ze poziadavky médme vyjadrené vyrazmi prirodzené¢ho jazyka, a tym aj Ciastoné
splnenie atomickych poziadaviek, vysledok nie je binarny: spliiia alebo nespliia, ale zistime
intenzitu s akou sa priklaname k jednému z tychto vysledkov.

BlizSie sa na to pozrieme v tomto Clanku, kde si najprv ukdzeme, ako treba s takymi
poziadavkami zaobchadzat’. Nasledne ukaZzeme nazorny priklad, ako to celé funguje.

V pripade, Ze nemame historiu ndkupov, alebo nie¢o nenakupujeme, tak vel'mi Casto, tak
nastava situacia, ze nedisponujeme dostatocnym mnoZzstvom udajov, ¢i uz o zdkaznikoch, alebo
zvolenych destinacidch a podobne, aby nam bezné odportucacie systémy poskytli rieSenie [3].
Prave preto sa musime na situaciu pozriet’ inak, a vybrat’ si iny spdsob jej rieSenia. V naSom
pripade sme to obratili na moznost’ zhody a podobnosti medzi atribitmi.

Ciel'om ¢lanku je preskimat’ a aplikovat’ funkcie zhody (conformance) medzi hodnotami
atributov a zelanymi hodnotami tak, aby sa zachytili vSetky relevantné datové typy. Nasledne
je potrebné agregovat’ tieto zhody. Tieto funkcie sa upravia podl'a potreby a vytvori sa néstroj
na vypocet zhod, a ich agregaciu.

2 Z:iklad klasicka logika a fuzzy logika pre tuto pracu

V tejto kapitole zhrnieme koncepty, ktoré pouzijeme v praci. Fuzzy logika sktima
pravdivostné hodnoty, ktoré¢ st vyjadrené vyrazmi prirodzené¢ho jazyka, inak povedané slovne.
Napr. ak4 je pravdivostna hodnota, Ze skimany zaznam ma vlastnost’ nizka cena [2].

Vyhoda fuzzy logiky je jej schopnost’ pracovat’ nie len s ¢iselnymi udajmi, ale dokaze
matematicky spracovat’ aj udaje vyjadrené slovne. Takéto slovne vyjadrenie zahfiia v sebe rec¢
hovorovu, medzi ktoru patria slova ako malo, trochu, dost’, priblizne polovica, a podobne, ktoré
prave fuzzy logika vie formalizovat’ matematickym aparatom a nasledne umoziuje pocitacu
vyhodnotit’ [5].

Fuzzy mnozina predstavuje ostri mnozinu rozsirenil o intenzitu prislusnosti. Neostra
mnozina teda neobsahuje iba hodnoty true a false, resp. 0 a 1, ale prvky v tejto mnozine st
odstupiiované a nadobudaji hodnotu z realneho intervalu [0, 1], ktort mozno identifikovat’ ako
intenzitu prislusnosti [4].

Ua(x): X - [0,1] (1)

Intenzita prisluSnosti priraduje mnozindm prisluSnost’ z intervalu [0, 1]. Toto mé za
nasledok, ze vieme vd’aka fuzzy mnozinam a logike I'ahko vyjadrit’ aj neurcité informacie, ako
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su ,,dost™, ,,malo®, ,priblizne*, ,,vel'a* a podobne, a preto sa pohybujeme v matematickom
modeli neurcitosti a nepresnosti [1].

3 Zhoda a podobnost’

V tejto kapitole preskimame funkcie zhody a podobnosti, ktoré st vhodné na vyber
najvhodnejsich vyrobkov alebo sluzieb v prostredi sémantickej neurcitosti a tiez ked’ nie st k
dispozicii objemné data o historii nakupov [6].

Zoberme si tabul’ku, v ktorej sa nachadzaju udaje. Zaznamy, sa nachadzaju v riadkoch a
ich atributy sa nachadzaj v stipcoch. Pre vytvorenie odporGiéacicho systému musime najst
zhodu medzi hodnotami atributov a preferenciami zédkaznikov.

Zhoda atributov pre kategorické udaje sa urcuje nasledovne [3]:

C (421 2]) = min {ggdrl} {Iyne%’j‘{s (x, y)}}. min {ryneag{S(x, y)}}} 2)
e di—zoznam hodn6t atributu A pre z; , kde z;j je zdznam v databaze alebo jej Struktiry
e dj—zoznam hodn6t atributu A pre z; , kde z; je vektor poziadaviek kupujiceho

® s (x,y)—je relacia podobnosti pre hodnoty x a'y

Zhoda atributov pre numerické udaje sa urcuje nasledovne [3]:
C (A [Zir Z]]) = mln(.uZl (A), .uZ] (A), S(Zi (A), Z] (A)) (3)

® 1 (A) — stupen prislusnosti hodnoty atributu A do fuzzy mnoziny pre zi

® 1 (A) — stupen prislusnosti hodnoty atributu A do fuzzy mnoziny pre zj

e s (zi (A), zj (A)) — je relacia podobnosti medzi fuzzy mnoZinami definovana nad
doménou atributu A[1]

Relécia podobnosti ndm umoziuje formalizovat podobnost’ vyrazov alebo fuzzy mnozin
matematicky [1].
Relacia podobnosti je bindrna operacia s: D*D — <0, 1>, ak plati pre kazdé
x, y domény:
e reflexivna—PI s(x,x)=1
e symetrickd — P2 s(x, y) = s(y, X)

K vypoctom treba novy parameter, ktory zabezpeci spravodlivl penalizéciu hodnot.

A= 12K~ Zatrivcl 4)

a

Kde zy je preferovana hodnota atributu klienta, zawibee je prislichajuca hodnota
vybraného atributu a a je vhodne vybrany koeficient, pre ktory plati a > |A,qx — Aminl. Dany
koeficient predstavuje intenzitu flexibility pre podobnost’ [1].

Pre objasnenie rozpravame sa o situacii, kedy hodnoty, ktoré su blizsie k pozadovanej
hodnote klienta dostanti niz§iu hodnotu parametra a preto dosiahnu prave vysSiu intenzitu
prislusnosti. Naopak, ak pdjde o hodnoty, ktoré maju vyssi rozdiel s poZzadovanou hodnotou
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klienta, tak ich trestanie bude naopak silnejSie a preto aj intenzita prislusnosti bude dosahovat’
niz$iu hodnotu. V d’al$ej kapitole vysvetlime ako tento pristup funguje.

4 Experimenty

V tejto Casti najprv vysvetlime data, ktoré sme vytvorili a ndsledne ukazeme vypocet.
Nasledne to zhrnieme v podkapitole diskusia.

4.1. Data

Odporucaci systém vytvorime a ndasledne budeme demonsStrovat na produkte
dovolenkové destinacie. Atributy pre tento priklad — st Stat, Cena, Vzdialenost’, Pocet izieb,
Hodnotenie. Odporaéaci systém je mozné neustale dopliiat’ o d’alsie atributy. V nasom pripade
sme sa rozhodli, Ze na znazornenie pozadovaného vysledku ndm postacia prave tieto vyssie
uvedené. V tabulke 1: Dovolenkové destindcie s prislichajucimi atribitmi, je zobrazeny
priestor, v ktorom su nase destinacie.

Pre kazdy atribut je potrebné vytvorit reldcie podobnosti. Pri vytvarani relacii podobnosti
pre ilustracny priklad sme doéraz kladli na bezné podobnosti, napr. pre krajiny. Pre iné data
alebo poziadavky, hodnoty su ing, ale vzorce a vypocet sa nemeni [1].

Tab. 1: Dovolenkové destindcie s prisluchajucimi atributmi

Cena | Vzdialenost’ Pocet Hodnotenie

ID Stat ©) od mora (m) | izieb v bodoch
H1 | Bulharsko 550 100 120 6,9
H2 | Egypt 460 50 500 7,1
H3 | Malta 600 60 350 5,6
H4 | Spanielsko 700 188 90 4,5
H5 | Taliansko 580 120 80 9
H6 | Kena 950 0 140 8,6
H7 | Dubaj 870 200 580 73
H8 | Turecko 660 0 360 5,5
HO Eggﬁﬁémka 990 0 410 6,9
H10 | Egypt 620 76 370 8,2
H11 | Dubaj 740 150 450 2,8
H12 | Bulharsko 485 200 95 6,4
HI3 rz;gﬁﬁ‘amka 870 190 400 9,2
H14 | Bulharsko 580 85 210 8
H15 | Egypt 550 0 250 4,6
H16 | Malta 620 40 206 6,6
H17 | Malta 593 30 350 8,2
H18 | Spanielsko 800 100 260 8,3
H19 | Spanielsko 600 200 300 9,1
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H20 | Taliansko 490 150 140 9,1
H21 ggﬁfaanm 980 130 400 73
H22 ]r)eggﬁﬁémka 960 45 410 7,6
H23 | Kefia 899 70 400 7.4
H24 | Spanielsko 760 100 230 8
H25 | Taliansko 530 300 125 9
H26 | Kefa 840 110 80 4,8
H27 | Kefa 850 160 80 6,7
H28 | Dubaj 792 195 270 6,9
H29 | Turecko 489 210 260 8,8
H30 | Spanielsko 630 220 320 7,45
H31 | Turecko 830 270 395 9,3

Zdroj: Vlastné spracovanie

Atributy si popiSeme nizsie. Ich opis potrebujeme, aby sme vedeli o znamenajl, aké
informacie nesu a ako ich budeme vyuzivat’ v nasich vypoctoch. Obrazky 1 az 4 ndm ukazuju
relacie podobnosti pre vSetky atributy domény, ktoré budeme neskor potrebovat’ pre vypocty.
Popis atributov:

Atribut STAT - uréuje miesto dovolenkovej destinacie. V naom odpora¢acom systéme
sme vybrali devit Statov, z ktorych si mdze zakaznik zvolit', jemu najviac vyhovujici.

Atribut CENA - stanovené penazné prostriedky za dovolenkové destindcie v mene €.
Zvolili, ze dany atribut rozdelime do 3 fuzzy mnozin nasledovne: nizka cena (NC), stredna cena
(SC) a vysoka cena (VC).

Obr.1: Lingvistickd premennad Cena

INTENZITA PRISLUSNOSTI

0 200 400 600 800 1000 1200 1400
CENA V EURACH

Zdroj: Vlastné spracovanie

Atribiit VZDIALENOST - vzdialenost’ od mora uvedend v metroch. Pri tomto atribute
sme opét’ zvolili moznost’ rozdelit’ ho do 3 fuzzy mnozin: kratka vzdialenost’ (KV), stredna
vzdialenost’ (SV) a dlhé vzdialenost’ (DV).
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Obr. 2: Lingvistickd premenna Vzdialenost

LAA

100 150 20

INTENZITA
© PRISLUSNOSTI =

VZDIALENOST V METROCH

Zdroj: Vlastné spracovanie

Atribut POCET IZIEB - definuje velkost hotela, ¢i ide o maly, stredny, alebo naopak
velky hotel. Atribut je ur€eny 3 mnozinami: maly pocet izieb (MPI), stredny pocet izieb (SPI),
vel'ky pocet izieb (VPI).

Obr. 3: Lingvisticka premenna Pocet izieb

200 400

POCET IZIEB

[ERN

INTENZITA
PRISLUSNOSTI

Zdroj: Vlastné spracovanie

Atribit HODNOTENIE - ukazuje bodové ohodnotenie kvality danej dovolenkove;j
destindcie, maximalna hodnota dosahuje stupeni 10 bodov a minimdlna hodnota je na bode 0.
Hodnotenie je rozdelené do 3 fuzzy mnozin: nizke hodnotenie (NH), stredné hodnotenie (SH),
vysoké hodnotenie (VH).

Obr. 4: Lingvisticka premenna Hodnotenie v bodoch

[N

INTENZITA
PRISLUSNOSTI

o
o

5 10
HODNOTENIE V BODOCH

Zdroj: Vlastné spracovanie



Tab. 2: Reldcia podobnosti atribiitu Stat

BUL | TAL | SPA | MAL | TUR | EGY | DUB | DOM | KENA

BUL |1 09 |08 [0,7 [0,550 0,40 |0,30 020 |[0,10
TAL 1 0,85 10,75 | 0,60 [0,40 | 035 [0.25 0,10
SPA 1 0,60 |0,55 | 0,50 | 0,40 |0,30 |0,20
MAL 1 0,70 [ 0,60 | 0,80 [0,85 | 0,30
TUR 1 0,80 | 0,75 [0,70 | 0,40
EGY 1 0,70 | 0,65 | 0,60
DUB 1 0,90 | 0,65
DOM 1 0,70
KENA 1

Zdroj: Vlastné spracovanie

Tab. 3: Relacia podobnosti atribut Cena Tab. 4: Reldacia podobnosti atribut Vzdialenost
Scena NC | SC | VC Svzoiatenost | KV | SV | DV
NC 1 0,70 | 0,30 KV 1 0,70 | 0,30
SC 1 0,60 SV 1 0,60
VC 1 DV 1
Zdroj: Vlastné spracovanie Zdroj: Vlastné spracovanie

Tab. 5: Relacia podobnosti atribut P. izieb Tab. 6: Reldcia podobnosti atribut Hodnotenie

Se.izies | MPI | SPI | VPI Shopnotente | NH | SH | VH
MPI 1 0,70 | 0,30 NH 1 0,70 | 0,30
SPI 1 0,60 SH 1 0,60
VPI 1 VH 1
Zdroj: Vlastné spracovanie Zdroj: Vlastné spracovanie
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4.2. Vypocet

Pre ukédzanie odporacani sme si zvolili dvoch klientov, ktory si stanovili svoje poziadavky
na dovolenkové destinécie. Klient 1 pozaduje Cenu dovolenkovej destinacie na hodnote 800€,
vzdialenost’ od mora 85m a vel'kost” hotela za pomoci poctu izieb v hoteli na trovni 300. Klient
2 si eSte stanovil §tat, dovolenku chee stravit’ v Egypte a hodnotenie hotela na trovni 7,7 bodov.

Bude potrebné¢ vypocitat zhody pre dané atribity atie nasledne agregovat a tieto
agregované skore usporiadat’. Na agregaciu sme zvolili v tomto pripade metodu aritmetického
priemeru, kedy sme vSetky skore spocitali a vydelili poctom atributov. Obrazok 6 zobrazuje
vysledky zhod atributov a ich agregéciu. Pod obrazkom sl uvedené nazorné vypocty pre prvy
zaznam na zaklade poziadaviek Klient 2.

Obr. 5: Odporucanie dovolenkovych destinacii Klient 1 a Klient 2

republika

w | et | co | vaomwvost | 7005 [ momvome | WeROR | ieEex | e | vieemor | mox | vimemox
Hi18 §ganielsko 800 100 260 83 1 0,655 0,84 0.8317
H28 | Dubaj 792 195 270 6.9 0,866 0,59 097 0.8087
H8 Turecko 660 0 360 5.5 0.8 0,645 0,94 0,795
H3 | Malta 600 60 350 5.6 0,6 0,705 0,95 0,7517
H17 | Malta 593 30 350 82 0.5965 0.675 0.95 0.7405
H14 | Bulharsko 580 85 210 8 0,59 1 0,61 0,7333
H19 Sgam'elsko 600 200 300 9.1 0,6 0,555 1 0,7183
H23 | Kefia 899 70 400 74 0,5505 0,715 0.78 0,6818
H24 §Eamelsko 760 100 230 8 0.85 0,655 0,53 0.6783
Dominikanska
H21 | republika 980 130 400 73 _ 0.51 _ 0,655 _ 0.78 _ _ i 0,6483
w | suir | cov | vawmmost | TOCT | momome | WESOK | TISEDOK | TYEEDOE | VRIEROE | VYREIGH | TRIEDox
H18 | Spanielsko 800 100 260 83 1 0,655 0,84 0,97 05 0,793
H10 | Egypt 620 76 370 82 0,49 0,721 0,63 0,975 1 0,7632
H17 | Malta 593 30 350 82 0,5965 0,675 095 0975 0,6 0,7593
H8 Turecko 660 0 360 55 08 0,645 0,94 0,49 0.8 0,735
H28 | Dubaj 792 195 270 6.9 0,866 0,59 097 0,48 0,7 0,7212
H14 | Bulharsko 580 85 210 8 0,59 1 0,61 0,985 0.4 0,717
H19 | Spanielsko 600 200 300 9.1 0,6 0,555 1 0,93 05 0,717
H23 | Kefia 899 70 400 7.4 0,5505 0,715 0,78 0,905 0,6 0,7101
H24 | Spanielsko 760 100 230 8 0,85 0,655 0,53 0,985 0,5 0,704
H13 | Dominikanska 870 190 400 9.2 0,565 0,595 0,78 0,925 0,65 0,703

C (Stat [zk, z15])
= min{min{max{s (Egypt, §panielsk0)}}, min{max{s(E gypt, §panielsko)}}}
= min{min{max{0,5}}, min{max{0,5}}} = min{0,5; 0,5} = 0,5

Zdroj: Vlastné spracovanie

C (Cena v eurach [zg, z15])

C (Vzdialenost

= max(p,,, (800), iy, (800), 5(2x (SC), z15(SC)) —
max(0,87;0,87;1) = 1

[2x, Z18])

min(u,, (85), u,,(100),s(zx (KV), z;4(SV)) —
min(0,73;0,67;0,7) — 0,015 = 0,67 — 0,015 = 0,655

11
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C (Pocet izieb [zk, z1g])

_ 1300 — 260|
= min(u,, (300), u,, . (260), s(zx (SPI), z1g(SPI)) — —Too0
= min(1;0,88;1) — 0,04 = 0,88 — 0,04 = 0,84
C (Hodnotenie [zg, z1g])
_ |7,7 — 8,3|
= Min(ut (7,7), s, (830), sz (V) 215 (VD)) = —— ==

=min(1;1;1) - 0,03=1-0,03= 0,97

5
z C(A;zy, z18])

5
= Z C (Stat [zx, z15]) + C (Cena v eurdch [zy, z,5])

i=1
+ C (Vzdialenost [zk, z;5]) + C (PocCet izieb |zk, z15])
3,965
+ C (Hodnotenie [zg, z,5]) = 0,5+ 1+ 0,655+ 0,84 + 0,97 = =

= 0,793

4.3. Diskusia

V ¢lanku sme sa venovali dvom situdcidam ohladne odporucania dovolenkovych
destinacii na zaklade klientom stanovenych poziadaviek v prirodzenom jazyku. Vysledky
tychto poziadaviek sme museli neskér agregovat. Pre agregaciu sme vyberali uz vyssie
spominany aritmeticky priemer ako jednu z moznosti agregécie. Do buducna by sme mohli
volit'" asymetricki konjunkciu, disjunkciu alebo iné. Tieto agregacie neovplyvnia vypocet
podobnosti a zhdd, ktoré boli hlavnym cielom prace. Prejdeme na objasnenie naSich
experimentov a vysledkov, ku ktorym sme sa dostali.

V prvej situdcii si klient 1 uviedol svoje poziadavky na 3 atributy a to Cena v hodnote
800€, Vzdialenost’ hotela od mora 85 metrov a velkost’ hotela - pocet izieb 300. Po vypoctoch
sme prisli k zisteniu, Ze mu najviac vyhovovala dovolenkova destinidcia H18 s intenzitou
prislusnosti 0,8317; ktorej cena je na hodnote 800 €, vzdialenost’ hotela od mora 100 metrov a
hotel disponuje s 260 izbami. Na druhej pozicii sa umiestnil H28 a na tretej pozicii HS.

Situacia druhé obsahovala, uz 5 poziadaviek od klienta 2 na vybran¢ atributy a teda klient
2 si pridal esSte poziadavku krajiny a to Egypt a hodnotenie hotela 7,7. Po pridani poziadavky
dosiahol usporiadanie dovolenkovych destinacii nasledovné. Na prvom najviac vyhovujiucom
mieste sa umiestnila dovolenkova destinacia H18, ktora napriek tomu, Ze nespliiia poziadavku
destinacie v Egypte dosiahla najvyssie hodnotenie a to 0,793. Na druhom mieste je H10 a tretie
miesto patri dovolenkovej destinacii H17.

5 Zaver

Vytvorenie odporicacieho systému zalozeného na vyuzivani fuzzy mnozin umoznilo
efektivne hodnotenie v pripade nepresne vyjadrenych informacii o kritéridch alebo
obmedzeniach, ktoré st vyjadrené vyrazmi prirodzeného jazyka, alebo podobné zdznamy sa
musia podobne hodnotit’.
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Fuzzy zhoda vo fuzzy mnozinéch sa pouziva na uréenie urovne zhody medzi elementmi.
Tato zhoda mdze byt zalozend na roéznych kritériach, ako napriklad min-max zhoda,
vzdialenostna zhoda, alebo korela¢na zhoda. Kazda z tychto zh6d mé svoje vyhody a nevyhody
v zavislosti od aplikacie a konkrétnych poziadaviek.

Fuzzy agrega¢né funkcie sa pouZzivaju na spojenie (agregovanie) hodndt rdéznych
atributov, ktoré su reprezentované, ako fuzzy mnoziny, v naSom pripade agregovanie
atomickych zhod. Tymto spdsobom sme ziskali komplexnejSie vysledky, ktoré je sice
naroc¢nejsie vypocitat’, ale nenuti zdkaznika presne stanovit’ poziadavky.

Fuzzy odporacacie systémy maju vel’ky potencidl na svoj neustaly rozvoj. V pokra¢ovani
vyskumu preskimame d’alSie moznosti napr. ako umoznit’ aby sa nezadavala hodnota funkcie
podobnosti numericky, ale lingvisticky: velmi podobné a trochu podobné a ako ich
formalizovat’ do trojuholnikovych fuzzy ¢isiel a spracovat’.

Prispevok bol spracovany v ramci rieSenia grantovej ulohy — COST Action CA19130,
FinAl — Fintech and Artificial Intelligence in Finance.
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Klasifika¢né rozhodovacie stromy a ich algoritmy
Classification decision trees and their algorithms

Andrej Bednaiik!

Abstrakt

Rozhodovacie stromy su zakladnym néstrojom strojového ucenia, ktory sa ¢asto pouziva na
klasifikaéné a regresné tlohy. V sucasnej dobe masivneho mnozstva dat a vyspelych metod
strojového ucenia sa rozhodovacie stromy stali jednym z hlavnych nastrojov analyzy dat
a predikéného modelovania, takéto modely sa vel'mi podobaju 'udskému uvazovaniu a su 'ahko
pochopitelné. Tento Clanok sa zaobera mechanikou rozhodovacich stromov, s hlavnym
zameranim na klasifikatné kritéria a rozdelenie dat. Prispevok predstavuje zname algoritmy,
ako su ID3, C4.5 a CART, ktoré st zakladom pre tvorbu klasifikaénych rozhodovacich
stromov. Zaver je venovany demonstracii tvorby a vizualizacii rozhodovacich modelov
prostrednictvom jazyka Python.

Kruacové slova
Rozhodovacie stromy, 1D3, C4.5, CART, Gini index, Entropia

Abstract

Decision trees are a fundamental tool of machine learning, often used for classification and
regression tasks. In the current era of massive data sets and advanced machine learning
methods, decision trees have become one of the primary tools for data analysis and predictive
modeling. Such models closely resemble human reasoning and are easily understandable. This
article delves into the mechanics of decision trees, with a main focus on classification criteria
and data splitting. Topic introduces well-known algorithms such as ID3, C4.5, and CART,
which form the basis for creation of classification decision trees. In the end, we demonstrate
how to create and visualize a decision model using the Python language.

Key words
Decision trees, ID3, C4.5, CART, Gini index, Entropy

JEL classification
C61, C89

1 Uvod

Rozhodovacie stromy predstavuju jednu z fascinujucich a najpraktickejSich metod
v oblasti datovej analyzy. V ére, ked’ sa data stavaji novym "zlatom", je schopnost’ efektivne
a presne interpretovat’ tieto data najvysSou prioritou. A prave rozhodovacie stromy, s ich
jedine¢nym sposobom vizualizacie a analyzy, sa stdvaju jednym z pilierov modernej datovej
vedy. V case, ked’ technoldgia prenika do kazdého kuta nasho Zivota, sa potreba rychlych
a spol'ahlivych rozhodovacich néstrojov stava klI'ai€ovou. Rozhodovacie stromy st povazované
za jednu z najefektivnejSich metdd strojového ucenia, ktord umoznuje efektivnu klasifikaciu
a regresiu dat (Zhang et al., 2022). Tato metdda strojového ucenia, ktorda kombinuje
matematickl rigoréznost’ s vizudlnou jednoduchostou, umoznuje analytikom identifikovat
kl'icové vzory a vztahy v datach.

! Ing. Andrej Bednaiik, Ekonomicka univerzita v Bratislave, Fakulta hospodarskej informatiky, Katedra
matematiky a aktuarstva, Dolnozemska cesta 1, 852 35 Bratislava, andrej.bednarik@euba.sk.
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V stcasnych datovych analyzach sa rozhodovacie stromy vyuzivaju na prediktivnu
analyzu, klasifikaciu alebo vyber ¢ft. Pomocou prediktivnej analyzy predikujeme buduice
udalosti alebo trendy na zdklade historickych dat, v oblasti e-commerce mézu napriklad
predpovedat’, ktory produkt si zakaznik kipi na zaklade jeho predoslého spravania. V pripade
klasifikacii st rozhodovacie stromy Siroko vyuzivané. Bezne aplikacie klasifikacie su
napriklad rozpoznavanie obrazov, detekcia podvodov alebo diagnostika chordb. Vyber ¢ft ndm
umoznuje v datovych suboroch s velkym poctom atributov vybrat tie atributy, ktoré su
skuto¢né¢ dolezité. Rozhodovacie stromy mozu byt pouzit¢ na identifikaciu a vyber
najdolezitejSich ¢ft alebo atributov v datovom subore, ¢o mdze byt uzito¢né pri redukeii
dimenzii, alebo zlepSeni efektivnosti modelovania (Chen & Guestrin, 2016).

Rozhodovacie stromy nachédzaju uplatnenie v réznych oblastiach, od financii az po
medicinu. V medicine su rozhodovacie stromy kl'icovym nastrojom pri identifikacii rizikovych
faktorov a predpovedani vysledkov pacientov (Smith & Roberts, 2022). Vd’aka ich schopnosti
rychlo a presne identifikovat’ kI'icové faktory, mézu lekari a vyskumnici lepsie predpovedat’
vysledky liecby a zlepsit’ kvalitu Zivota pacientov. V 70. rokoch sa rozhodovacie stromy stali
popularnej$imi vd’aka vyvoju algoritmov ako ID3 od Rossa Quinlana. Tento algoritmus
vyuzival koncept entropie na optimalizaciu klasifikacnych rozhodovacich stromov. V 80.
rokoch bol tento algoritmus vylepseny a viedol k vytvoreniu algoritmu C4.5, ktory je aj dnes
povazovany za jeden z kI'icovych algoritmov v oblasti rozhodovacich stromov.

2 Zakladné principy rozhodovacich stromov, algoritmy a metody

Rozhodovaci strom je hierarchicky model, ktory sa skladé4 z uzlov, vetiev a listov. Kazdy
uzol reprezentuje test na jednom z atribatov, kazda vetva reprezentuje vysledok testu a listy
reprezentuji rozhodnutie alebo vysledok. Této Struktura umoziuje vizualizovat proces
rozhodovania a je intuitivne zrozumitel'nd. Vd’aka svojej grafovej Strukture je mozné stromy
l'ahko vizualizovat’ a interpretovat’. Su schopné zachytit’ nelinedrne vzt'ahy medzi premennymi
bez potreby transformdacie dat.

Rozhodovacie stromy predstavuji atraktivny nastroj v oblasti strojového u¢enia vd’aka
ich mnozstvu vyhod. Jednou z najvyznamnejsich vyhod je ich interpretovatel'nost’ a schopnost’
vizualizacie. Tato jedinena vlastnost umoznuje aj laikom jasne pochopit’ a vizualizovat
rozhodovacie procesy od korena stromu aZ po jeho listy. Toto jasné zobrazenie rozhodovacich
procesov umoznuje rychle pochopenie, ako boli rozhodnutia prijaté (Kelleher et al., 2015).
Dal3ou vyznamnou vyhodou je ich flexibilita, ked'ze st schopné spracovavat’ rozne typy dat -
od numerickych po kategorické a dokonca aj data s chybajicimi hodnotami, a to vSetko bez
potreby predbeznej transformacie ¢i normalizdcie. Automatickd selekcia atributov je d’alSim
pozoruhodnym aspektom, ktory zefektiviiuje proces modelovania. V procese vytvarania stromu
st dolezité atributy vyberané automaticky, zatial ¢o tie menej ddleZité su ignorované, ¢o
eliminuje ¢asovo naro¢né a chybové ruéné vyberanie atributov (Dietterich, 2000). Napokon,
rozhodovacie stromy maji aj nizke naroky na predspracovanie dat, na rozdiel od mnohych
inych metod (Kelleher et al., 2015).

Rozhodovacie stromy, hoci ponukaji mnoZzstvo vyhod, nezostdvaji imunne voci
problémom a vyzvam. Prvym kamefiom urazu je ich nachylnost’ k pretrénovaniu, ked’Zze maju
sklon k tvorbe komplexnych modelov, ktoré sa prili§ prisposobia trénovacim datam a tym
padom riskuju nizky vykon na testovacich alebo novych datach (Kelleher et al., 2015). Avsak,
existuje rieSenie v podobe orezavania stromu, ktoré spociva v odstraneni vetiev, ktoré
nepridavaju signifikantn prediktivnu hodnotu a tym zjednodusuji model a zlepSuji jeho
generalizaciu. Nestabilita je d’alSim problémom, pretoze rozhodovacie stromy su citlivé na malé
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zmeny Vv trénovacich datach, a zmena len niekol’kych prikladov méze viest’ k radikalnej zmene
Struktary stromu (Dietterich, 2000). Na zmiernenie tejto variability mézeme vyuzit' ensemble
metody, napriklad ndhodné lesy, ktoré kombinuju vysledky mnohych stromov, trénovanych na
roznych podmnozinach dat. Lokalna optimalizacia je taktiez problémom, pretoze pri vytvarani
stromu st vetvenia zaloZené na lokalnych a nie globéalnych, optimalnych rieSeniach (Dietterich,
2000). Modern¢ varianty algoritmov sa vsak snazia tento problém riesit’ integraciou globalnych
aspektov do procesu vytvérania stromu. Napokon, aj ked’ rozhodovacie stromy su pomerne
flexibilné, mdzu narazit’ na prekazky pri modelovani niektorych typov nelinearnych vzt'ahov
alebo vztahov, ktoré su tazko oddelitelné v priestore atribitov (Kelleher et al., 2015).
V takychto pripadoch by mohlo byt efektivnejSie kombinovat’ rozhodovacie stromy s inymi
modelmi alebo sa obratit’ na alternativne pristupy, ako su neurénové siete.

ID3 (Iterative Dichotomiser 3): ID3 je jednym z prvych algoritmov na konstrukciu
rozhodovacich stromov. Vyuziva entropiu a Information Gain(IG) na ur¢enie najlepSieho
rozdelenia v kazdom uzle a je optimalizovany pre kategorické atribtty (Quinlan, 1986).1D3 je
vhodny pre pouzitic na mensie datové sady, kde je potrebné rychlo vytvorit model. Vztah(1)
je pouzity v pripade vypoCtu binarnej klasifikacie a vztah (2) v pripade multiklasifikacie.
V algoritme ID3 najvhodnesi atribt pre rozdelenie je ten, ktory ma najvyssiu hodnotu IG.
Algoritmus postupuje nasledovne:

1. Inicializacia: Nacita cely dataset ako koreiiovy uzol rozhodovacieho stromu.

2. Vypocet entropie pre cely dataset.

3. Vypocet entropie pre jednotlivé Atributy datasetu.

4. Vypocet IG pre jednotlivé atributy.

5. Vyber atribatu: Vyberie sa atribut, ktory najlepsSie rozdel'uje data na zéklade najvyssej
hodnoty IG.

6. Rekurzia: Pre kazd hodnotu vybraného atribatu vytvori vetvu zakonc¢ent uzlom alebo
listom; v novych uzloch sa opakuju kroky 2 az 5 pre kazdii novlh podmnozinu dat v
novom uzle.

7. Ukoncenie: Algoritmus kon¢i ked’ su vSetky atributy pouZité na rozhodovanie alebo ked’
vSetky priklady v podmnoZine patria do rovnake;j triedy.

Entropy(D) = —p4 logz(p4) — p-loga(p-) 1)

D je datova mnozina, p, je pravdepodobnost pozitivnej triedy a p_ pravdepodobnost
negativnej triedy v mnozine D.

Entropy(D) = = ) pi loga(pi) @

=1

D je datova mnozina, n je pocet tried a p; je pravdepodobnost’ i-tej triedy v mnozine D.

D
IG(D,A) = Entropy(D) — Z M Entropy(D,) (3)
veValues(A) |D|

D je datova mnozina, A je atribut, ktory sa hodnoti, D,, je podmnoZzina D, ktora obsahuje vSetky
priklady, kde atribat A ma hodnotu v (Mishra, 2020).
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C4.5: Algoritmus C4.5, tiez vyvinuty Rossom Quinlanom ako rozSirenie
predchadzajticeho algoritmu ID3, bol predstaveny v roku 1993. M6ze spracovavat’ kategorické
aj spojité atributy. Na rozdiel od ID3, C4.5 vyuziva pomer zisku namiesto Cistého zisku
informacii a obsahuje mechanizmy na spracovanie chybajucich udajov (Quinlan, 1993). Tento
algoritmus pouzivame pri va¢sich datovych sadach a ked’ je potrebné vylepsit’ vykon algoritmu
ID3. Ma schopnost’ pracovat’ s chybajucimi hodnotami a méze orezavat’ stromy po vytvoreni,
¢im znizuje riziko pretrénovania. Fungovanie algoritmu C4.5 je takmer identické jediny rozdiel
ako uz bolo spomenuté je, ze na vyber atributu do uzla vyuziva namiesto IG Gain ratio.
Rovnako ako pri ID3 vybera sa ten atribat, ktory ma najvyssiu hodnotu metriky v tomto pripade
Gain Ratio.

IGR(D,A) = 16D, 4) (4)
’ SplitInformation(D, A)

IG(D,A) je vztah z predoslého agortimu ID3 a Splitinformation(D,A) vyzera nasledovne.

1Dy | Dy|

Splitinformation(D, A) = —Z log, (m) )

veValues(A) |D |

D je datova mnozina, A je atribut, podla ktorého rozdelujeme mnozinu D. Values(A)
predstavuje mnozinu rdznych hodnét atribatu A. D, je podmnozina z mnoziny D, ktora
obsahuje priklady s hodnotou Vv pre atribut A. |D,,| je pocet prikladov v podmnozine D,,. |D| je
celkovy pocet prikladov v mnozine D (Sharma et al., 2013).

CART (Classification and Regression Trees): Tento algoritmus, ktory je vyuzivany na
klasifikaciu aj regresiu, vytvara bindrne stromy. Pre klasifikdciu je najCastejSie vyuzivana
metrika zvana Gini impurity (Breiman et al., 1986). Algoritmus CART je vhodny aj pre datové
sady s chybajucimi hodnotami a pouziva metriku Gini impurity na optimalizaciu rozhodovacich
stromov pre klasifikaciu. Metriku Gini impurity vypocitame pomocou vztahu (7). Rovnako ako
v predchadzajticich dvoch algoritmoch, ID3 a C4.5, postupuje algoritmus CART podobnym
sposobom. Rozdiel je len v metrike, ked algoritmus nepocita informacny zisk (IG) alebo pomer
zisku (Gain Ratio), ale Gini index. Na zéklade metriky Gini index sa algoritmus rozhoduje,
ktory atribut je najlepsi pre rozdelenie. Na rozdiel od 1G a Gain Ratio, je vybrany ten atribut,

vwe

Gini(D) = 1 — Z p? (6)
i=1

L

D je datova mnozina, n je pocet tried, p; je pravdepodobnost’ vyskytu triedy i v mnozine
D.

| Dy

veValues(A) |D|

Ginilndex(4) = Z Gini(D,) (7)

D je celkova mnozina dat, D, je podmnozina dat, kde atribut A ma hodnotu v. Values(A) st
vSetky mozné hodnoty atribttu A (Thakar & Tahsildar, 2022).
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3 Pochopenie vypoctov vo vnutri algoritmov(ID3, C4.5, CART)

Mame dataset pozostavajuci z meteorologickych zdznamov roznych dni, kde kazdy
zaznam obsahuje informacie o pocasi (Outlook), teplote (Temp), vlhkosti (Humidity) a vetre
(Wind). Na zaklade tychto atributov sa snazime predpovedat’, ¢i sa v dany den bude hrat futbal
(Play football?). Cielom je vytvorit model, ktory by dokazal na zaklade vstupnych
meteorologickych dat predpovedat’, ¢i sa futbal bude hrat alebo nie.

Obr. 1: Dataset meteorologické zaznamy

Day Outlook Temp Humidity |Wind ];lay futball
D1 Sunny Hot High Weak No
D2 Sunny Hot High Strong No
D3 Overcast Hot High Weak Yes
D4 Rain Mild High Weak Yes
DS Rain Cool Normal Weak Yes
D6 Rain Cool Normal Strong No
D7 Overcast Cool Normal Strong Yes
D8 Sunny Mild High Weak No
D9 Sunny Cool Normal Weak Yes
D10 Rain Mild Normal Weak Yes
D11 Sunny Mild Normal Strong Yes
D12 Overcast Mild High Strong Yes
D13 Overcast Hot Normal Weak Yes
D14 Rain Mild High Strong No

Zdroj : Vlastné spracovanie

Vypocet pomocou algoritmu ID3:
9 9 5 5
D[9 +,5—] Entropy(D) = —; 1092(3) — 77 10g2(3) =0.94

Entropy(D) je hodnota entropie pre cely dataset, kde 9+ znamena pocet pozitivnych vyskytov
a 5- pocet negativnych vyskytov triedy.

2 2 3 3
DSunny [2 + '3_] EntropY(DSunny) = 3 log, (E) - EZOQZ (E) =0.971
4 4 0 0
Dovercast[4 +,0—] Entropy(DOvercast) ) log, (Z) - Zlogz (Z) =0
3 3 2 2
DRain[3 + ,2—] Entropy(DRain) = 3 logz (E) 3 lng (E) =0.971

Hodnoty entropie pre jednotlivé hodnoty atributu Outlook (Sunny, Overcast, Rain).

V pripade, Ze je pocet negativnych alebo pozitivnych vyskytov jednohlasny, ako
v pripade Dyyercast [4+,0-], je entropia danej hodnoty atribatu rovna nule. V pripade, Ze pocet
negativnych vyskytov sa rovna poctu pozitivnych vyskytov, je entropia danej hodnoty atributu
rovna 1. Tento postup vypoctu entropie opakujeme pre kazdy atribit a jeho hodnoty v datasete.
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5 4 5
IG(D, Outlook) = 0.94 — 12 0.971 — ﬁO — E0'971 = 0.2464

IG(D, Temp) = 0.0289
I1G(D, Humidity) = 0.1516
IG(D,Wind) = 0.0478

Vyssie uvedené vypocitané hodnoty predstavuju metriky IG pre jednotlivé atributy
datasetu D(Outlook, Temp, Humidity, Wind). Hodnotu information gain pre dany atribut
ziskame pouzitim vztahu (3). Po dopocitani metrik 1G analyzujeme hodnoty a vyberame ten
atribtt, ktorého hodnota IG je najvyssia.

V algoritme ID3 boli vypocitané hodnoty IG pre atribty datasetu: Outlook, Temp,
Humidity a Wind. Na obrdzku 2 mézeme pozorovat’, Ze na zéklade tychto vysledkov bol ako
atribut korenového uzla zvoleny ,,Outlook®. Tak ako bolo spomenuté vyssie, vyber dané¢ho
atribttu je zalozeny na najvysSej hodnote IG. Strom sa nasledne z koreniového uzla deli na tri
vetvy, ktoré zodpovedaji hodnotam atributu ,,Outlook* (Sunny, Overcast, Rain). V§imnime si,
ze jedna z tychto vetiev je zakoncena listom a zvy$né dve vetvy si zakoncené uzlom. V pripade
hodnoty Overcast je vetva zakoncena listom, o znamena4, ze z tohto uzla nevychadzaju ziadne
d’alSie vetvy a nesie priamo kone¢né rozhodnutie, teda kone¢nt klasifikaciu triedy. Pokial’ st
vSetky data v uzle z jednej kategorie alebo triedy, nie je potrebné d’alSie rozdelenie, pretoze
tento uzol uz dokonale klasifikuje data.

Obr. 2: Vetvenie stromu

Outlook
L 4
Sunny Rain
Owvercast
{D1,02,08,D9,D11} [D3,D7.D12 D13} {D4,D5D6,010D14}
[2+,3-] 3 [4+,0-] Y ! [3+,2-]
? Yes ?

Zdroj: Vlastné spracovanie

V zvys$nych dvoch hodnotach atribttu ,,Outlook®, konkrétne Sunny a Rain, pozorujeme
rozpor v zaradeni. V tychto uzloch je vypocet najvhodnejSieho atributu na d’alSie delenie
analogicky k vypoctu pri koreiovom uzle. Jedinym rozdielom je, Ze povodnu entropiu celej
datovej sady, vypocitant z D=[9+,5-], nahradi entropia prislusnej vetvy: pre Outlook(Sunny),
t. J. [2+,3-], ktory reprezentuje uzol vlavo, a pre Outlook(Rain), t. j. [3+,2-]. Polia tabul'ky
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zredukujeme len na tie riadky, v ktorych hodnota atributu ,,Outlook* zodpovedéa hodnote danej
vetvy. Stlpec atribttu ,,Outlook* sa z tabul’ky odstrani.

Obr. 3: Parcialna tabul’ka pre Outlook (Sunny)

Day Temp Humidity  |Wind Play futball
D1 Hot High Weak No
D2 Hot High Strong No
D8 Mild High Weak No
D9 Cool Normal Weak Yes
D11 Mild Normal Strong Yes

Zdroj : Vlastné spracovanie

Na obrazku 3 vidime parcialnu tabul’ku pre hodnotu Sunny atributu Outlook, na zéklade
ktorej vykoname nasledovné vypocty.

2 2 3 3
Dsunnyl2 +,3 =] Entropy(Dsunny) = =3 109>(3) = 5l0g> () =0.971

Dyor [0 +,2—] Entropy(Dyot) =0
Dyiuall +,1—=]  Entropy(Dyiq) =1
DCool[1 + rO_] EntrOPY(DCool) =0

2 2 1
1G(Dsynny, Temp) = 0.971 — S0-21-z0=0570

Podobne, ako bola vypocitana entropia pre cely dataset, v tomto pripade sme vypocitali
celkovu entropiu pre parcialny dataset Dgypnyy, a nasledne entropie pre jednotlivé hodnoty
atributu Temp. V nasledujicom kroku sme vypocitali metriku IG pre hodnotu atributu Temp
v parcialnej tabul'ke Dgynny - Dalsim krokom bude dopogitanie IG aj pre zvys$né atributy,
Humidity a Wind, rovnakym spdsobom, akym bola dopocitana hodnota 1G pre atribut Temp.

1G(Dsynny, Humidity) = 0.97
1G(Dsynny, Wind ) = 0.0192

Po vyc¢isleni hodnét IG a ich analyze je najvhodnejS$im atribitom pre d’alSie delenie datasetu
z vetvy Sunny atribat Humidity.

Na Obrazku 4 je znazorneny kompletny rozhodovaci strom pre tlohu hrania futbalu. Ako
sme preukdzali prostrednictvom vypoctu, v l'avom uzle je najlepSou vol'bou pre rozdelenie
atribit Humidity. Z tohto uzla vychadzaju dve vetvy: jedna s hodnotou High a druhd s hodnotou
Normal, pricom obe vetvy su zakoncené listom. Tieto vetvy ndm poskytuju jednoznacnu
klasifikaciu, podobne ako to bolo v pripade hodnoty Overcast atributu Outlook. Pre jednotlivé
hodnoty (High, Normal) sa odpovede na otazku, ¢i hrat’ futbal, neodliSovali a v kazdom pripade
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bola dosiahnutd zhoda: presne dvakrat pre hodnotu Normal a trikrat pre hodnotu High.
Na pravej strane stromu, po vypocitani jednotlivych hodnot IG, identifikujeme najlepsi atribut
pre d’alSie delenie uzla vetvy Rain: atribut Wind. Podobne ako v pripade atribitu Temp, aj
atribut Wind vytvéara dve vetvy (Strong, Weak), pricom obe tieto vetvy su, rovnako ako
v pripade Temp, zakoncené listom. To znamend, ze hodnoty atributu Wind nam jednoznacne
urcuju, ¢i sa ma futbal hrat’ alebo nie.

Obr. 4: Rozhodovaci strom prikladu hrat’ futbal ?

Outlook

Sunny Rain
Overcast
{D1,02,08,09 D11} {D3,D07.D12,D13} {D4,0506,010,D14}
[2+.3] . [4+,0] ¥ [3+,2]
Humidity Wind
Yes
. /\ Strong Weak
High Normal

o O OO

Zdroj : Vlastné spracovanie

C4.5: Vypocet pomocou algoritmu C4.5 je takmer identicky s vypoctom algoritmu ID3,
ktory svoje rozhodovanie zaklad4 na informacnom zisku. Rozdiel je v tom, Ze C4.5 pouZiva na
rozhodovanie "Gain ratio”. Tento pomer je ziskany delenim informa¢ného zisku hodnotou
"Splitinformation”, ktora je definovana vztahom (4), a ako atribat pre delenie je zvoleny ten,
ktory ma "Gain ratio” najvyssi.

IG(D, Outlook) = 0.2464

0.2464
IGR(D, Outlook) =

- tyto9: (2) ~ 131092 (7) ~ £rtos: (£2)

IGR(D, Outlook) = 0.156
IGR(D,Temp) = 0.019
IGR(D, Humidity) = 0.152
IGR(D,Wind) = 0.049
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Hodnota IGR atributu "Outlook" je najvyssia, tym padom je najlepsim atriblitom pre
delenie, atribat "Outlook". S kazdym d’al§im vetvenim stromu od koreiiového uzla postupuje
algoritmus C4.5, podobne ako algoritmus ID3. Data su rozdelené v kazdom d’alSom uzle stromu
podl'a hodnoty IGR.

CART: Algoritmus CART pre klasifikaciu pracuje tak, ze ako aj predosl¢ dva algoritmy,
vyuziva rekurzivne rozdelovanie datovej mnoziny na zdklade hodndt atributov. Na
identifikaciu optimalneho rozdelenia sa opiera o metriku nazyvanua "Gini impurity" alebo "Gini
Index", ktora je definovana vztahom (7).

2 3
Gini(DSunny) =1- (E)Z - (g)z
Gini(Dsynny) = 0.48

Gini(DOUercast) =0
Gini(Dggin) = 0.48

o 5 4 5
Ginilndex(Outlook) = 1z 0.48 + 12 0+ 12 0.48

Ginilndex(Outlook) = 0.329
Ginilndex(Temp) = 0.429
Ginilndex(Humidity) = 0.36
Ginilndex(Wind) = 0.375

Najniz$i Gini index v naSom priklade ma atribtit "Outlook”. Vyber atribtitu na zaklade
metriky Gini index sa odliSuje od predchadzajicich metrik, ako st Information Gain (IG) a
Gain Ratio, v tom zmysle, Ze preferujeme atribat s najnizSou hodnotou Gini indexu, ktory je
nasledne povazovany za najlepsi na rozdelenie dat. Atribut s najnizSou hodnotou Gini indexu
je zvoleny ako koreflovy uzol na rozdelenie dat na prvej Grovni stromu. V tomto pripade bude
vetvenie stromu vyzerat rovnako ako pri pouziti algoritmov ID3 alebo C4.5, ¢o je ilustrované
na Obrazku 2.

4 Implementacia rozhodovacieho stromu na dataset pomocou programovacieho
jazyka Python

Na zaciatku kazdého projektu je dolezité mat jasny ciel. Ked vieme, ¢o chceme
dosiahnut’, mézeme zacat’ zhromazd’ovat’ data a potom ich prekontrolovat’. Data je potrebné
oCistit’ teda upravit’, zbavit’ sa neziaducich chyb, zmenit’ ich tvar a néasledne rozdelit’ na r6zne
Casti: na ucenie, kontrolu a testovanie modelu. S takto pripravenymi datami moézeme vybrat
najlepsi sposob, ako vytvorit model. Po jeho vytvoreni a otestovani mézeme model vylepSovat’
a nakoniec aj pouzit. Dolezité je nezostat’ pri jednej verzii modelu. Ked'Ze sa data a situacie
menia, je dobré model prispdsobovat’ novym podmienkam.

Kone¢né hodnotenie modelu na testovacej mnoZzine urcuje jeho pripravenost’
na implementaciu v realnom prostredi. AvSak, proces strojového ucenia je Casto iterativny,
a preto je dolezité pravidelne monitorovat’ a aktualizovat’ model vzhl'adom na nové poziadavky
alebo zistené problémy.
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Priklad pouzity v tretej kapitole vyuzijeme aj na demonstraciu vytvorenia modelu
rozhodovacieho stromu pre klasifikdciu v jazyku Python. Zaroven poskytneme graficku
ilustraciu finalneho stromu, ktory bol vytvoreny pomocou algoritmu v jazyku Python.

Obr. 5: Nahl'ad datasetu play futball
Outlook Temp Humidity Wind Play_futball

@1 Sunny Hot High Weak No
82 Sunny Hot High Strong No
@3 Overcast Hot High Weak Yes
@4 Rain Mild High Weak Yes
@5 Rain Cool Normal Weak Yes
86 Rain Cool Normal Strong No
@7 Overcast Cool Normal Strong Yes
@38 Sunny Mild High Weak No
@9 Sunny Cool Normal Weak Yes
18 Rain Mild Normal Weak Yes
11 Sunny Mild Normal Strong Yes
12 Overcast Mild High Strong Yes
13 Overcast Hot Normal Weak Yes
14 Rain Mild High Strong No

Zdroj : Vlastné spracovanie

Na obrazku 6 je zobrazeny kod na vytvorenie klasifikaéného modelu, pricom bola hlavne
pouzitd kniznica Scikit-learn (Pedregosa et al., 2011), ktor4 je jednou z najpopularnejSich
kniznic v jazyku Python pre strojové ucenie. Pontika Sirokt Skalu nastrojov pre Statistické
modelovanie a klasifikdciu, vratane regresie, klasifikacie, zhlukovania a redukcie
dimenzionality. V kode bola ako cielova premennd zvolena "Play futball"; kategorické
premenné boli zmenené na numerické pomocou funkcie LabelEncoder (). Bez pouzitia
funkcie LabelEncoder by algoritmus na vytvorenie stromu nemohol spracovat’ textové data,
pretoze nevie priamo pracovat’ s retazcami a pozaduje numerické hodnoty pre svoje vypocty.
Enkodovanie hodndt atribitov umoziiuje presnu pracu s kategorickymi premennymi. Kritérium
rozdelenia "criterion" sme nastavili na "entropy", ¢o znamend, ze strom bude vytvoreny
pomocou algoritmu ID3. V tomto konkrétnom priklade neboli data rozdelené na trénovaciu
a testovaciu mnozinu, ked’Ze pracujeme s vel'mi obmedzenym datasetom, ktory sluzi priméarne
na demonsStraciu vytvarania modelu a vykresl'ovania rozhodovacieho stromu. Model bol
natrénovany na celom datasete s pouzitim metédy c1f.fit (X, y), kde X predstavuje vstupné
vlastnosti a y je cielova premenna. Po dokonceni trénovania bola pouzitda metdda
clf.predict (X) na predikciu cielovych hodndt pre cely dataset, ¢im vznikla predikovana
mnozina hodn6t X pred. Nasledne bola aplikovana funkcia accuracy score(y,
X pred) na vypocitanie presnosti modelu porovnanim predikovanych hodndét X pred
s realnymi hodnotami Y.
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Obr. 6: Vytvorenie klasifika¢ného modelu
ort pandas as pd
sklearn.preprocessing import LabelEncoder
n sklearn import tree
- matplotlib.pyplot as plt
on sklearn.tree import export text
From sklearn.metrics import accuracy score
Play = pd.read_csv("futball data.csv")
Le = LabelEncoder()
Play[ 'Outlook'] = Le.fit transform(Play[ 'OutL
Play[ 'Temp'] = Le.fit_transform(Play[ 'Temp'])

Play[ 'Humidity'] = Le.fit_transform(Play[ 'Humidity'])

Play[ 'Wind'] = Le.fit_transform(Play[ ‘Wind'])

Play[ 'Play_futball'] = Le.fit_transform(Play[ 'Play_futball'])
y = Play[ 'Play_futball']

X = Play.drop([ 'Play_futball'], axis=1)

clf = tree.DecisionTreeClassifier(criterion="entropy")

clf = clf.fit(X, y)

plt.figure(figsize=(12, 12))

tree.plot_tree(clf, feature_names=X.columns, class_names=[ ‘No', 'Yes'], filled=True)
plt.shouw()

X pred = clf.predict(X)

accuracy = accuracy_score(y, X_pred)

print(f"Accuracy: {accuracy * 108:

Zdroj : Vlastné spracovanie

Obr. 7: Presnost’ klasifikaéného modelu

Accuracy: 100.00%

Zdroj : Vlastné spracovanie

Hodnota presnosti, zobrazena na obrazku 7, reprezentuje mieru presnosti klasifikacného
modelu s akou model predpoveda hodnoty. Presnost’ je zakladnou metrikou pre hodnotenie
vykonu klasifikacnych modelov a je definovana ako pomer spravne klasifikovanych prikladov
ku vSetkym prikladom. V naSom pripade presnost’ dosahuje hodnotu 100%, ¢o naznacuje, Ze
model ma vynikajticu schopnost’ predpovedat’ hodnoty zavislej premennej Play futball.

Na Obrazku 8 je zobrazeny rozhodovaci strom, ktory bol vykresleny v jazyku Python
pomocou kniznice matplotlib. Hned’ na prvy pohl'ad si mézeme v$imnut’ rozdiel oproti stromu
vytvorenému v Casti 3. Ak sa zameriame na prvy uzol obrazka 8, kde je uvedené "Outlook <=
0.5", hodnota 0.5 reprezentuje prahovi hodnotu uréent na rozdelenie dat. Tato hodnota vznikla
na zéklade transformécie kategorickych dat na numerické. Prahova hodnota je stanovena tak,
aby €o najviac optimalizovala ¢istotu v danom datasete. Ciel'om algoritmu je najst’ hodnotu pre
kazdy atribut, ktord efektivne rozdeli data podla cielovej premennej. "Entropy" oznacuje
hodnotu entropie, "samples" zastupuje pocet prikladov, zatial' co "value" predstavuje hodnoty
tried: 5 pre "no" a 9 pre "yes". Finalne rozhodnutie je "class yes".
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Obr. 8: Vykreslenie rozhodovacieho stromu pomocou jazyka Python(ID3)

Outlook <= 0.5
entropy = 0.94
samples = 14
value =[5, 9]
class = Yes

/ \

Humidity <= 0.5
entropy = 1.0
samples = 10
value =[5, 5]
class = No
Outlook <= 1.5
entropy = 0.722
samples = 5
value = [4, 1]
class = No
Wind <= 0.5 Outlook <= 1.5
entropy = 1.0 entropy = 1.0
samples = 2 samples = 2
value = [1, 1] value = [1, 1]
class = No class = No

/ /o \
= B B

Zdroj : Vlastné spracovanie

Farebné oznacenie jednotlivych uzlov a listov stromu sa odvija od hodnoty entropie.
Uzly s vyssou hodnotou entropie st zafarbené menej intenzivne, a uzly s nizkou alebo nulovou
hodnotou entropie st zafarbené intenzivne. Konkrétne, na obrazkoch rozhodovacich stromov
Vtomto prispevku tmavo oranzové uzly predstavuju "Cisti" alebo dominantnt triedu
"Nie"(No), a tmavo modré uzly predstavuji triedu "Ano"(Yes). Cim je hodnota entropie vyssia,
tym je farba svetlejsia. V pripade najvyssej neistoty, teda ak hodnota entropie dosahuje hodnotu
1, st uzly zafarbené bielou farbou.

V tomto pripade je korenovym uzlom opét atribut Outlook, avSak jeho vetvenie sa liSi.
Hlavnym rozdielom je, Ze kniznica Scikit-learn v jazyku Python implementuje binarny strom,
Ktory pri vetveni rozdeli data na dve skupiny. Na rozdiel od stromu z Obrazku 4 moze tento
strom opakovane vyuzivat’ rovnaké atributy, ale len ich nevyuzité podmnoziny. Niekedy moze
atribut poskytnut’ optimalne rozdelenie dat viackrat, avSak v réznych kontextoch alebo
s roznymi prahovymi hodnotami. Atribut, méze prvykrat rozdelit' celi datovii mnozinu
a neskor znova, ked’ sa data d’alej rozdel'uju podl'a inych atributov. Opdtovné vyuzitie atributu
umoziuje stromu Sa lepSie prisposobit’ kombinaciam hodndt atribatov, ¢im dosahuje presnejsie
a relevantnejSie rozdelenia. Mdzeme pozorovat’, Ze strom na Obrazku 8 je zakonceny listami,
ktoré maji hodnotu entropie 0, a to znamena Ze miera neistoty v danom liste je nulova.

Z Obrazku 8 je jasné, Ze vetvenie je binarne, hoci atribut Outlook ma tri hodnoty.
Podobne ako pri strome na Obrazku 4, jeden list zodpoveda hodnote "Overcast" atributu
Outlook. Rozdiel v§ak spociva v tom, Ze d’alSia vetva zahia aj zvy$né hodnoty atributu (Sunny,
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Algoritmus pre d’alSie vetvenie v nasledujucom uzle pracuje s redukovanou tabul’kou.

Obr. 9: Redukovana tabul’ka

Day Outlook Temp Humidity [Wind Play futball
D1 Sunny Hot High Weak No
D2 Sunny Hot High Strong No
D4 Rain Mild High Weak Yes
D5 Rain Cool Normal Weak Yes
D6 Rain Cool Normal Strong No
D§ Sunny Mild High Weak No
D9 Sunny Cool Normal Weak Yes
D10 Rain Mild Normal Weak Yes
D11 Sunny Mild Normal Strong Yes
D14 Rain Mild High Strong No

Zdroj : Vlastné spracovanie

Na obrazku 9 je zobrazené, ako algoritmus redukoval povodnu tabulku. Oproti parcialnej
tabul’ke zobrazenej na obrazku 3, tabulka pouZzitd na vypocet d’alSieho vetvenia, v tomto
pripade, stdle obsahuje atribut, ktory bol uz zvoleny do korenového uzla. Algoritmus
neodstranil cely stipec prislichajuci atribtitu Outlook, ale len tie riadky, ktoré na zdklade hodnot
v atribute koreilového uzla jednoznacne urcili triedu. Konkrétne boli odstranené riadky s
hodnotou Overcast, kedze tato hodnota jednoznacne urcila klasifikaciu. Tymto spdsobom
algoritmus vytvoril redukovany dataset pre d’alSie vetvenie. Tento pristup ilustruje, ako je
vetvenie a redukcia atributov spracovana v jazyku Python a kniZnici Scikit-learn pri vytvarani
rozhodovacich stromov. Je to odliSny pristup oproti tomu, ktory sme demonsStrovali rucne, a
poukazuje na to, ako moZu rozne implementacie rozhodovacich stromov priniest odliSné
Struktary a vysledky. Rozhodovaci strom zobrazeny na obrazku 10 bol vytvoreny modifikaciou
koédu z Obrazku 6. V riadku 23 bol kod upraveny na:
clf=tree.DecisionTreeClassifier(criterion="entropy',max depth=
3).

Pridali sme hyperparameter max_depth s hodnotou 3, ¢o znamena, ze strom sa bude vetvit’
maximalne na tri trovne. Upravou kodu z obrazku 6 alebo zmenou hyperparametrov je mozné
vytvorit’ a vykreslit’ rozne varianty rozhodovacich stromov. Na obrazku 10 je zrejmé, Ze strom
obsahuje uzly s hodnotami entropie nielen 0, ale aj 1. Hodnota entropie 1 predstavuje najvyssiu
mieru neistoty v rozdeleni dat. Tento strom nie je optimalny, ¢o dokazuje aj pokles presnosti z
100% v predoslom strome na obrazku 8 na 85%. Presnost’ na trénovacich datach nemusi byt
jasnym indikatorom kvality vytvoreného rozhodovacieho stromu, pretoze model sa méze az
prili§ prispdsobit’ trénovacim datam. Ak je model pretrénovany, tak moze na realnych datach
dosahovat horSie vysledky neZ strom, ktory dosahoval na trénovacich déatach nizsie hodnoty
presnosti.
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Obr. 10: Rozhodovaci strom (ID3), max_depth=3

Outlook <= 0.5
entropy = 0.94
samples = 14
value = [5, 9]
class = Yes

7\

Humidity <= 0.5
entropy = 1.0
samples = 10
value = [5, 5]
class = No
Outlook <= 1.5
entropy = 0.722
samples = 5
value = [4, 1]
class = No
entropy = 1.0 ) entropy = 1.0
samples = 2 samples = 2
value = [1, 1] value = [1, 1]
class = No class = No

Zdroj : Vlastné spracovanie

Teraz otestujme presnost’ stromu, ktory sme vytvorili na Obrazku 4. Ked'ze Python
umoznuje tvorbu iba bindrnych stromov, musime improvizovat. Na zéklade Obrazku 4 si
vytvorime pravidlovu funkciu. Kod je zobrazeny na Obrazku 11. Po spusteni kodu ziskame
vypis: "Accuracy based on decision rules: 100.00%." To znamena, Ze na$ vytvoreny strom
perfektne klasifikoval data.

Je dolezité poznamenat’, Ze absencia rozdelenia dat na trénovaciu a testovaciu mnozinu
moze viest’ k nadmernému prispésobeniu modelu, zndmemu ako overfitting. Tento jav mozZe
negativne ovplyvnit' schopnost’ modelu generalizovat' na novych datach. Avsak v kontexte
tychto demonstracnych prikladov bolo hlavnym cielom ilustrovat’ postup vytvarania
a vykreslovania rozhodovacieho stromu pomocou jazyka Python. Pri modelovani
rozhodovacich stromov existuje riziko pretrénovania, ¢o znamend, Ze model sa prili§ zko
prispdsobi trénovacim datam na ukor svojej schopnosti generalizovat’. Pretrénovanie sa ¢asto
prejavuje prilisnou hibkou stromu a nadmernym poétom uzlov, ktoré mézu byt désledkom
nedostatocného mnozstva dat alebo chybajucej reguldcie. Neobmedzenie komplexnosti stromu
mdze viest’ k jeho nadmernému rozrastaniu a pretrénovaniu. Orezdvanie stromu, ktoré zahfiia
odstranenie niektorych koncovych listov na zniZenie komplexnosti je jednou z metod, ako
predchadzat’ pretrénovaniu. Dal§imi opatreniami mozu byt nastavenia maximalnej hibky
stromu alebo obmedzenie poctu prikladov v uzle potrebnych na rozdelenie. Je teda dolezité si
zapamdtat, Ze cielom je vytvorit' taky model, ktory efektivne predpovedd vysledky na
neznamych datach, a nie len dosiahnut’ vysoku presnost’ na datach, na ktorych bol natrénovany.

27



- Applied Informatics Econometrics Statistics Accounting

Obr. 11: Zakodovanie stromu z obrazku 4
rt pandas as pd
sklearn.preprocessing import LabelEncoder
sklearn.metrics import uracy_score
Play = pd.read csv{(“futball data.csv™)
Le = LabelEncoder()
Play[ 'Outlook’'] = Le.fit_transform(Play[ 'Outlock’])
Play[ 'Ten Le.fit_transform(Play[ 'Temp'])
Play[ 'Humidity idity'])
Play[ 'Wind'] = Le.fit transform(Play[ 'Wind']
Play[ 'Play futball'] = Le.fit_transform(Play[ 'Play_futball'])
print(Play]

Play.drop([}Pqu_futbaii'], axis=1)
ef decision_based_on_rules(row):

urn 1 #

predictions = X.apply(d ion_based_on_rules, axis=1)
accuracy = accuracy_score(y, predictions)

print{(f"Accuracy based on decision rules: {accuracy * 188:.

Zdroj : Vlastné spracovanie

Na obrazku 12 moézeme vidiet rozhodovaci strom, ktory bol vytvoreny pomocou
algoritmu CART. Ak chceme pouzit’ algoritmus CART, musime upravit’ kod zobrazeny na
obrazku 6 a zmenit hodnotu parametra "criterion™ na "gini". Strom zobrazeny na obrazku 12 je
takmer identicky so stromom na obrazku 8. Jedinym rozdielom medzi tymito dvoma stromami
je uzol na pravej strane: na tretej Uirovni sa v strome z obrdzku 12 uzol deli podl'a atributu
"Temp", zatial’ Co v strome na obrazku 8 sa tento uzol delil podl'a atribttu "Outlook".

Na zaver si predstavme situdciu, Ze namiesto kategorickych hodnoét v atribute by sme mali
spojité(numerické) premenné, napriklad hodnoty atribitu Temp by boli v stupiioch. V takomto
pripade algoritmus vykonava takzvané binarne rozdelenie. Algoritmus hl'ada najlepsi mozny
sposob, ako rozdelit’ data. Data deli na dve skupiny z hl'adiska cielovej premennej. Algoritmus
najprv zoradi hodnoty Spojitej premennej, v naSom pripade teploty, od najniz$ej po najvyssiu.
Nésledne skima rézne mozné body rozdelenia medzi kazdou dvojicou susednych hodnot.
Kazdy takyto rozdelovaci bod reprezentuje potencionalnu prahovu hodnotu, pri ktorej by sa
data rozdelili do dvoch skupin. Pre kazdy rozdel'ovaci bod algoritmus vypocita miery necistoty
Gini impurity alebo entropiu, aby urcil, aké "¢isté" by boli skupiny po rozdeleni. Algoritmus
vybera taky rozdel'ovaci bod, ktory minimalizuje necistotu, teda ktory najlepsie oddel'uje data
podrla ciel'ovej premennej.
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Obr. 12: Vykreslenie rozhodovacieho stromu pomocou jazyka Python(CART)

Outlook <= 0.5
gini = 0.459
samples = 14
value =[5, 9]
class = Yes

/N

Humidity <= 0.5
gini = 0.5
samples = 10
value = [5, 5]
class = No
Outlook <= 1.5
gini = 0.32
samples =5
value = [4, 1]
class = No
Wind <= 0.5 Temp == 1.0
gini = 0.5 gini = 0.5

samples = 2 samples = 2
value = [1, 1] value = [1, 1]

class = No class = No

/o O\ / O\

Zdroj : Vlastné spracovanie

5 Zaver

V tomto ¢lanku sme sa zoznamili s kI'i¢ovymi konceptami klasifikacnych rozhodovacich
stromov a ich aplikédciou v oblasti strojového ucenia a datovej analyzy. Uviedli sme si zakladné
algoritmy spojené s rozhodovacimi stromami, konkrétne ID3, C4.5 a CART. Predstavili sme si
metriky, ktoré tieto algoritmy vyuzivaju na evaluaciu a vyber najlepSich rozdeleni dat. Pre ID3
sme sa venovali entropii a Information Gain, pre C4.5 Gain Ratio a pre CART Gini index.
Zaroven sme aj prakticky demonstrovali vytvorenie a vizualizaciu rozhodovacieho stromu
pomocou jazyka Python. Ukazali sme, ako moze byt s pomocou kniznice scikit-learn
a matplotlib vytvoreny, natrénovany a vykresleny rozhodovaci strom, a ako je mozné
vyhodnotit’ jeho vykon pomocou metrik, ako je napriklad presnost’.

Celkovo nam ¢lanok poskytol komplexny pohl'ad na rozhodovacie stromy, ich teoretické
zéklady, metriky a prakticku aplikaciu. Praktickd demonstracia a vizualizacia ndm umoznili
lep$ie pochopit’ vytvaranie rozhodovacich stromov aich silu a potencial v oblasti datovej
analyzy a strojového ucenia. Ich flexibilita a interpretovatel'nost’ ich robia idedlnou vol'bou pre
mnoho aplikdcii. AvSak, ako vzdy, kI'acCovym krokom je pochopenie dat, s ktorymi pracujeme,
a nastavenie algoritmu tak, aby zodpovedal Specifikdm dané¢ho problému.
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Modelling of the Public Procurement State Process

Daniel Dudek!

Abstract

Process models are generally used to document a described object, as educational material, or
as a simplified overview of a more complex object, enabling the decision maker to make a faster
and more efficient decision. Such processes described by law or regulation are also found in
the operation of the state. The primary goal of this paper is to create a flow chart of the life
cycle process of creating a model law, regulation, or state process. The secondary goal is to
demonstrate the application of the process from this flowchart to the modelling of a public
procurement process conducted through a digital interface. The created models can serve not
only as a guide for creating a state process model but also as a guide for realising public
procurement through digital platforms.

Key words
Public Procurement, Business Process Model and Notation, Digital Government, Policy
management, Process modelling

JEL classification
K00, 021, 031

1 Introduction

Business process modelling has been used in business practices for several decades.
Today, modelling, built around business processes, brings companies a better overview across
their structure, higher profitability, and greater stability. Another benefit of building models in
enterprises is the ability to describe difficult tasks written in a simplified form into a more
concise and easier-to-understand model.

Public procurement is defined as the rules and procedures for selecting a provider
designed to ensure public funds' most cost-effective and efficient use. Public procurement is
only launched by the public or state institutions, while private parties primarily provide the
subject of public procurement. The procurement process results in the conclusion of a contract
between the procurer and the successful provider, for example, the award of a contract or a
concession. Considering various market factors, PP (Public Procurement) rules provide specific
procedures to ensure that the needs of the public sector are met by private forces as rationally,
transparently, and equitably as possible (Vargicova, 2021).

As such, digitisation is being developed and used in all sectors of human activity in which
data, information and knowledge occur, in any form and for any purpose. Digitisation could be
defined as the transformation, usually of less efficient processes, into more efficient ones, using
information technology.

The paper aims to show the possibility and methods of conceptual modelling of laws,
regulations, and state processes like the methodology used in the corporate sphere. The output
of the paper is two process models.

In the first section, we discussed the theory regarding public procurement and the history
of modelling of laws, regulations, and state processes. In the second section, we described the

! Ing. Daniel Dudek, University of Economics in Bratislava, Faculty of Economic Informatics, Department of
Operations Research and Econometrics, Dolnozemska cesta 1, 851 04 Bratislava, daniel.dudek@euba.sk.
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methodology of the work, the selection of the modelling method and the modelling tool. In the
third section, we showed the process of modelling state matters throughout their life cycle, as
well as the model of the procurement process carried out through the electronic platform.

Modelling of state processes into conceptual models has been done in some form since
the existence of laws, at least in the form of pictograms. However, it is impossible to say
precisely when state processes have been modelled using established rule modelling techniques
since no public information is available. This is because such models are mainly used for
internal purposes. At the same time, they are only for support, and it is not always guaranteed
that the models are syntactically and semantically correct. According to the expert with whom
the public procurement model was discussed and refined, the process models currently used in
public procurement have all the details and facts of the law that the model describes.

Our vision is that every law in the state should have an operations manual composed of
models. These models could make it easier for laypeople in the law to understand a complex
law, and legislators would be better able to navigate through it. At the same time, more people
would be able to participate in lawmaking because people would be able to file objections
through a law-opposing web portal (for example, slovlex.sk or eur-lex.europa.eu). This would
enable experts in scientific disciplines who have a better understanding of the issues, but not of
the law, to make valid law objections, or ordinary folk who would at least have a broader
overview of the laws that are being passed, and thus have a more critical mindset in making
choices and perceiving the problems and operations of the state.

2 Literature review

A business process is an established and recurring activity consisting of several steps
carried out in an enterprise to achieve one of its objectives (Jurik, 2018). A business process
model is a graphical representation of a business process or workflow and its related sub-
processes. A model can also be defined as a simplified view of reality. Process modelling
produces comprehensive, quantitative diagrams and flow charts that contain critical insights
into the operation of a given process, including the following information (IBM Cloud
Education; 2021):” The events and activities that occur within the workflow; Who owns or
initiates these events and activities; Decision points and the different paths that workflows can
take based on their outcomes; Features involved in the process; Timing of the overall process
and the individual steps of the process; Success and failure rates of the process.”

The state process is like the business process, but the state process is carried out in a state
environment and is carried out by actors that are specific units of government or citizens. It is
a precise sequence of steps (activities) that build on each other and provide a predefined output,
and these activities are performed by the actors in the state while trying to achieve the state's
determined goals. All entities with either legislative, executive, or jurisdictional power can
iterate the state process.

The key aspects of business process modelling can be classified into 4 parts (IBM Cloud
Education, 2021):

1. Process models can also be created manually but are now beginning to be used more
by data mining algorithms that use the data contained in event logs to create workflow models
in their existing form. This way, processes can be better modelled and more automated as a
generic best practice for many businesses.

2. Because process models are based on quantitative data, they offer a truly objective
view of workflows as they exist in practice, including key data, metrics or events that would
otherwise go unnoticed. For example, by creating a process model, a software company may
discover that a process is incomplete because it takes too long and may be interrupted by an
unexpected event (such as customer impatience).
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3. Process models usually represent using one of two standardised business process
graphical notation styles: the Business Process Modelling Notation (BPMN) or the Unified
Modelling Language (UML). Within these notation systems, certain visual elements have
generally accepted meanings when used in a process model.

4.  Business process models should not be confused with process maps, another
common type of business process diagram. Process maps are created manually based on
employee reports, providing a higher-level view of workflows. Process models are in-depth
analyses based on data that present a more objective view of workflows.

The first use of a conceptual model to describe the process can be traced back to
prehistoric times, specifically to cave paintings describing hunting animals. Further back in
antiquity, with the advent of writing, they could describe more complex concepts of processes
and laws.

However, the first official use of a conceptual model to describe the elements of a process
in diagrammatic form is the Adamiecki and Gantt charts, which were popularised at the turn of
the 19th century and had their first mass use during the First World War (Marsh, 1974). In
addition to depicting sequences of activities, these techniques also recorded the time aspect of
processes. Hence, these diagrams were helpful when used in project management, where they
are still used to this day. The main disadvantage of these techniques is that they fail to capture
the decision logic, cycles, and alternative process routing. Thus, the full complexity of the
process cannot be captured in such a diagram.

In 1921, the world's most famous process modelling technique, the flow chart, was
created. The flow chart was designed by Lillian and Frank Gilbreth and introduced to the world
at a presentation "Process Charts: First Steps in Finding the One Best Way to Do Work" to the
American Society of Mechanical Engineers (ASME) (Gilbreth & Gilbreth, 1921). This flow
chart differed somewhat from the current form, and it was not until 1947 that ASME established
the form of the flow chart into the form that is still used today (ASME, 1947).

By the late 1980s, there were more than fifty separate modelling languages, each with
syntax, structure, and notation. Many problems were associated with this bewildering variety
of languages, and it was apparent that "such a situation" caused projects to be more costly and
time-consuming, and projects had no guarantee of ever being completed (Erickson & Siau,
2013). In response to this very significant problem, the Object Management Group (OMG) was
founded and, in 1997 created a single modelling standard, namely the UML (Thompson & Platt,
2015). Unified Modelling Language (UML) is vital in modelling relationships between
business or state processes. This is because it visually expresses the behaviour and structure of
a system, process, or procedure. UML helps point out possible application structure errors,
system behaviour or sequence of processes (Microsoft Corp., 2023).

However, UML was mainly designed for software design, development, and
implementation. For UML, modelling processes not directly related to software development
was not a suitable task. In 2004, the Business Process Management Initiative (BPMI) created
the first version of the BPMN (business process model and notation) diagram, which served as
a more comprehensive alternative to flowcharts while being able to capture more specific
situations. In 2005, BPMI and OMG merged, and since that year, BPMN has been implemented
in the UML as an extension. The latest version of BPMN was released in 2014, and it can also
fully interact with other modelling techniques from the UML (OMG, 2023).

As the management and functioning of the modern state begin to be centred around
current technological trends, it is natural that practices established in the corporate environment
could be used to properly deploy them, given that technological trends have been developed
and implemented with the corporate trends for several decades. Many best practices have
emerged from this time, which includes process modelling. Much effort is required to
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implement such modern features, which is often lacking on the part of officials and legislators.
For these cases, the European Union (EU) issues many directives for modernising different
parts of the state. For example, in 2014, the European Union created directives that member
states had to implement in their legislation within 2 years. These directives simplify and
flexible’ public procurement, with benefits for procurers and businesses such as simplifying
procedures for procurers and preparing the ground for digitisation. The public procurement
process assists procurers in the implementation of environmental policies, as well as policies
governing social inclusion and innovation (European Commission, 2023). By Regulation (EU)
2019/1780, it has been established that from 25.10.2023, the TED form scheme will be replaced
by a better, more modern, and more flexible alternative, namely the Eform. Eform is also
structured according to XML, but it fulfils all the requirements of the Universal Business
Language (UBL) standard (SIMAP group, 2023), which only encourages EU member states to
be more digitalisation friendly.

The use of information technology in public procurement brings several advantages, such
as considerable savings for all parties, simplified and shortened processes, reduced bureaucracy
and administrative burden, increased transparency, more significant potential for innovation,
new business opportunities by improving access for businesses, including small and medium-
sized enterprises, to public procurement markets (European Commission, 2023).

In Slovakia, there are 2 platforms through which digital procurement can be carried out,
namely the electronic marketplace and IS EVO (Information System of Electronic Public
Procurement). The EU offers the TED (Tenders Electronic Daily) search system, where private
parties, not only from the EU, can search for bids to carry out the subject of public procurement
(Office of the Government of the Slovak Republic, 2023).

3 Methodology

We used a methodology commonly used in corporate practice to model the Slovak state
process of PP carried out through the digital platform. First, we needed to find out what we
wanted to model and what modelling technique we wanted to use to achieve the desired effect.
From that point, we chose the modelling technique and the tool to model the process. In our
case, we chose the BPMN modelling technique as it allowed us to break down and write the
process in a sufficiently comprehensive way. Such a model can easily depict a global model,
and we chose draw.io as the tool, which is freeware and provides all the necessary functions to
model the process. The other parts of this methodology consist of the primary two parts,
preparatory and diagram making. The preparatory part consists of (Process team, 2018):
Planning the model creation, Identifying the process executors, and creating a list of all the
activities/tasks that need to be modelled.

The part of the diagram creation consists of (Process team, 2018):

o Dividing the model into several imaginary parts. Definition of an initial node at the
beginning of the whole model and placing it in the top left corner of the diagram as far as
possible. The swim lane at the top of the diagram belongs to the actor that starts the process.

o Inserting the first activities. The question to ask is: When does the first implementer
start the process? What are the first activities or tasks that need to be completed? This way, we
gradually lay out the activities in all model parts.

o Chronological linking in the different parts of the activity model by using connector
arrows and, if necessary, by placing connectors. The model will then begin to take shape. When
we have connected this way all the activities in all the parts, we also connect the parts together.

o Integrating the symbols of decision-making, branching, and joining. There is also a
possibility to make a few changes throughout the model so that all the decision and branching
symbols make logical sense and best reflect all possible directions of process development.
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o Insertion of additional symbols, such as document and data output. In a state
process, this is how to record the necessary forms or data needed to further progress in the
process or to record the output of data or forms.

o Adding annotations. When modelling a state process, it is crucial to declare a
paragraph or law for each essential thing to which the activity, part of the process or the whole
process is related. Annotations are helpful for this purpose.

o Checking that each activity makes it clear where to go next, that each branch is also
unified, and that there is not a never-ending cycle somewhere. If all is well, the end nodes are
added.

4 Results and Discussion

First, we planned the creation of a model, which consisted of defining what we would
model and with what we would model it. We carried out this activity at the beginning of section
three, deciding that we would create the model using the BPMN modelling technique in the
draw.io web application. Once we had completed this phase, we needed to decide how we
would model it. As an aid to this modelling task, we used, in addition to Act 343/2015 Coll.,
video tutorials from IS EVO, a chat-bot for quicker interpretation of the law, the TED platform
and a two-hundred-page manual issued by the Public Procurement Office entitled Methodology
for Contract Awarding (SIMAP group, 2023).

The most challenging part of the modelling, either in time or effort, was to analyse the
process and the laws tied to it. We had to find out how many performers there were in the
process. These are the procurer and the provider. The next step of the analysis was to understand
the more significant parts of the process, as the process is entirely branching. So, we identified
five major parts, plus the preparatory part, before the branching. We then constructed a verbally
named "scenario" of the steps and how they are connected. Once all the analytical steps were
done, we started modelling the first version of the PP process while strictly following the law.
In this way, we gradually interconnected all the main parts in both swim lanes and outlined the
process's beginning and primary end.

Once the modelling was completed, we refined the process with the help of a procurement
expert. Our work on the model ended here as we obtained a refined model of the PP process.
However, if the model was implemented and monitored, and if there were inconsistencies
between the process and the law, such as a detected error or a change in the law or process, the
life cycle would be completed by analysing and implementing the new features. The whole
model of the state process model development procedure during its whole life cycle is shown
in Fig. 1.

Fig. 2 shows the whole model of the state PP process. The green part of the model
represents a small-scale contract, the red a low-value contract, the blue an under-limit contract,
the purple an over-limit contract and the yellow a signing of the purchase contract. The model
also colour-codes the platforms through which the procurement can be carried out. We also
marked with red circles parts of processes, which we further depicted in this article from Fig. 3
to Fig. 7.

As we mentioned before, from Fig. 3 to Fig. 7, the process of conducting a low-value
procurement is illustrated, both on the procurer's and provider's sides. Fig. 3 shows the initial
analysis regarding the procurement, with the process branching off at the end according to the
value limit of the procurement. Fig. 4 shows the procedure of the low-value sub-process on the
procurer’s side, branching off internally according to the platform on which the procurement
will be carried out, and there is a present end of the whole process, which is triggered only if
the PP is carried on with low-value contract. Fig. 5 shows the low-value contract on the provider
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side, connected to the main process flow on the procurers’ side with connectors, which are
depicted with numbers in circles. Fig. 6 shows the signature of the contract on the procurer's
side and Fig. 7 on the provider's side. For the low-value contract, the process ends up in Fig. 3.
Fig. 1 A model of the process of creating a state process model throughout its lifecycle
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Fig. 3 Start of the PP process
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Fig. 4 Low-value contracts on the procurer's side
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Fig. 5 Low-value contract on the provider's side
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Fig. 6 Signature of the purchase contract on the procurer’s side
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Fig. 7 Signature of the purchase contract on the provider's side
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4.1 Discussion

In the specific case of modelling the PP process, two problems were encountered. The
first visual problem with the process model is that the diagram can be, at first glance, chaotic
to the average user, and thus, it can be difficult for them to navigate the diagram. We addressed
this problem in several ways. The most visible solution applied in the model was to colour-code
parts of the diagram according to which group of procurement processes are involved in the
model and according to the platform through which the process will be carried out.

The second problem is a large amount of information flow between the main parts and
between the process executors, which can make the diagram illegible. We solved this problem
using connectors throughout the diagram, thus achieving higher clarity. We also placed these
connectors at approximately similar heights in both swim lanes.

In general, two complications have also been found to arise when modelling any state
process. The first widespread problem in modelling state processes is that the laws describing
state processes do not have long persistence and need to be described as accurately and in as
much detail as possible. Thus, constancy cannot be achieved in such a model, which needs to
be modified every time the law changes. Part of the problem in the PP model has been that its
laws often have value thresholds that are frequently changed, which are used to decide what
style to use to continue the process. The solution was not to use decision-making based on the
numerical value of the contract but to select the type of contract, as such recency and
consistency should be achieved. Constantly changing models must also be actively modified,
as noted in Fig. 1.

Another problem is that every step must reflect the law, and every step, sub-process and
process must have a description defined in the law. A solution would be to modify BPMN for
these needs, for example, having each step interleaved with a specific part of the law. This fact
could also be implemented in the previously mentioned software to query information more
efficiently from the state process model. In our model, we addressed this information part at
least partially by defining the paragraph of the described law at the beginning of the branch and
which section of the law would be followed next.
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5 Conclusion

The first model, depicted in Fig. 1, our primary goal, was constructed and reviewed by
combining best practices used in a business environment and knowledge gained while
modelling established state processes. The model could be used as a guide on how to manage
state process models through their whole lifecycle, which could be used not only through the
digitalisation process of government but even in future after modernisation.

The second model, depicted from Fig. 2 to Fig. 7, related to the secondary goal, was made
from dozens of minutes of video tutorials, hundreds of paragraphs in-laws, and hundreds of
pages of manuals, and was refined by an expert in public procurement. The result is a model
that can be printed on A2 or Al paper. If the model was displayed in a digital version, allowing
the user to interact with it and view only what they need, the diagram's content and the overall
text could be reduced to a single A4 paper. From these facts, it is clear, and the expert confirms,
that such a model can provide a better overview of the process and the steps. The process of PP
was modelled manually to show the possibility of the model usage and a preview of the potential
lifecycle. The model can be used to analyse modelled processes in practice, as a quick overview,
and as educational material for private entities or students of the Public Procurement Act.

The sense of this work was to prepare for modern management of state processes, with
the help of digitalisation, and thus the use of a unified information system, automation of state
processes, the use of cloud services, the use of artificial intelligence or technologies based on
10T, or the use of quantum networks as a secure mediator of communication. Such technologies
can simplify, clarify, speed up, and secure the fair functioning of the state, its processes, and
laws.

Further research could be pursued by producing an IT (Information Technology) analysis
on digital platforms and the procurement process, which could be used to optimise the digital
environments already used for public procurement. At the same time, such IT analysis could
later serve as a guide to unify all digital interfaces to different state processes into one
centralised solution - a single massive state information system. The point of such an enormous
state information system would be to increase the speed, efficiency, and reliability of state
processes even more dramatically. Process models could be datamined and rendered with new
IT tools, even automating the modelling process. This automation deserves deeper examination.
Another possible research could also be in support of state project planning, where such a new
adaptation of state process modelling would enable more accurate project planning, whether in
the design of laws, projects, processes, or digital interfaces themselves for state purposes, as it
would be easier to determine the expected periods for the execution of individual project tasks
from the processes modelled in this way.
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Vyuzitie dynamického programovania pri zostavovani produktu cestovného
poistenia
Using dynamic programming in making of travel insurance product

Martina Horvathova'

Abstrakt

Cielom dynamickej optimalizacie je urcit subor premenlivych c¢asovych profilov pre
dynamické systémy, ktoré optimalizuji danu ucelovu funkciu vzhladom na Specifické
obmedzenia. Jednou z metdd vyuzivanej pri rieSeni problému dynamickej optimalizacie je tzv.
problém batohu. Takéto rieSenie s pouzitim Bellmanovej rovnice poskytne vyber, ktory bude
spifat’ stanovené obmedzenia, bude dosiahnuty koncovy stav a zarovei ziskame optimalne
riadenie pre zadané parametre. Ak by sme problém riesili pomocou tzv. metddy hrubej sily,
spodivala by v prehladavani vietkych kombinacii danych poloZziek. Casova naro¢nost je
viazana na pocet vSetkych rieSeni, ktory moze byt pri rasticej vel’kosti dané¢ho problému naozaj
velky.

Kruacové slova
Dynamické programovanie, optimalizacny problém, problém batohu 0-1, produkt cestovného
poistenia

Abstract

The goal of dynamic optimization is to determine a set of time-varying profiles for dynamic
systems that optimize a given objective function with respect to specific constraints. One of the
methods used in solving the problem of dynamic optimization is the so-called knapsack
problem. Such a solution using the Bellman equation will provide a choice that will satisfy the
constraints, the end state will be reached, and at the same time we will obtain optimal control
for the specified parameters. Otherwise solution would consist in searching all combinations of
the given items. The time requirement is tied to the number of all solutions, which can be really
large as the size of the given problem grows.

Key words
Dynamic programming, optimization problem, 0-1 knapsack problem, travel insurance product

JEL classification
Cl1

1 Uvod

Princip rozdeluj a panuj (divide-and-conquer) vyuzivany pri rieSeni mnohych problémov
pracuje nasledovne: velky problém rozdelime na viaceré samostatné mensie podproblémy.
Tieto podproblémy najskor vyrieSime a vysledky pouzijeme (skombinujeme) na vytvorenie
rieSenia celého velkého problému. V dynamickom programovani vyuzijeme extrémny pristup
k tomuto principu: ked presne nevieme, ktoré¢ podproblémy treba vyriesit, jednoducho ich
vyrieSime vSetky, vysledky si zapamitame a opit’ vyuzijeme na dorieSenie vacsich problémov.

' Ing. Martina Horvathova, Ekonomicka univerzita v Bratislave, Fakulta hospodarskej informatiky, Katedra
matematiky a aktuarstva, Dolnozemska cesta 1, 852 35 Bratislava, martina.horvathova@euba.sk.
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Pri aplikovani dynamického programovanie musime pocitat’ s niektorymi uskaliami. Po prvé,
nie vzdy je mozné skombinovat’ rieSenia menSich problémov na vytvorenie rieSenia vacsieho
problému a po druhé, pocet malych problémov, ktoré potrebujeme vyriesit moze byt prilis
velky.

2 Problém batohu 0-1

Pre znazornenie typickych procesov pouzitych pri rieSeni uloh prave dynamickym
programovanim, pouzijeme jeden z najzndmejSich prikladov pre aplikéciu principu optimality
- Problém batohu. Ide o také rieSenie aplikacného charakteru, kedy je potrebné vybrat
z urcitého suboru dopredu zadany pocet predmetov tak, aby bola celkova uzitkovost’ tohto
vyberu ¢o najvys§ia — maximalizujeme zisk, vynos, a pod. Ked’Ze vo vécsine historickych
publikacii sa predmety vkladali do batohu, nazyvame taktto tilohu ako problém batohu.

Vseobecna formulacia problému:

e N druhov vyrobku.

e Kazdy druh mé ur¢ent hmotnost’ v;, kde i = 1,2, ... N.

e Kazdy druh ma uréenu vynosnost’ ¢;, kdei = 1,2, ... N.

e Zadana je maximalna hmotnost’, ktori batoh unesie.

o Ulohou je vybrat’ vyrobky tak, aby bola ich vynosnost’ ¢o najvyssia.

Matematicka formulacia problému:

e x —hmotnostné kapacita batohu,
e x; — pocet nalozenych vyrobkov i — teho druhu v batohu,
e Ulohou celo¢iselného programovania je najst maximum ucelovej funkcie:

F(xq, o, Xy) = C1X + CpXp + -+ cyxy = XN, cix; (1.1)
za podmienok

UiX1 + Upxy + o+ Uyxy <X
x; =20,i=12,...N (1.2)

Formulédcia problému ako optimalizacia N-etapového rozhodovacieho procesu,
pricom podla vysSie spomenutého principu dynamického programovania rozdeluj a panuj
rozdelime proces do niekolkych etap. V kazdej etape bude rozhodnutie spocivat’ v urceni
mnozstva iba jedného vyrobku. Za¢neme v prvej etape s rozhodnutim o pocte N-tého vyroku,
pokracujeme v druhej s rozhodnutim o pocte N-1 vyrobku atd’. Postupnost’ xy,xy_1 . X;
vyhovuje vztahom (1.2) =zastupuje pripustnG stratégiu procesu pUtD = p® —
Un+1—iXni1ii = 1, .., N; p = x stavovu transformaciu. Stavovou premennou je volna
vahova kapacita. Na zéklade principu optimality dostaneme nasledovné rekurentné vztahy:
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fn(x) =max [cyxy + fy—1(x — vyxy] (1.3)
N=>=2

e{o1 ["}
XN 2 e

X X v . ceewnr vy . v v X
filx) = [v—] 1, kde [v—] oznacuje najvacsie ¢islo nie vicsie ako -
1 i i

(Brazdilova — Siposova, 2014)

Ako by sme problém rieSili pomocou tzv. metody hrubej sily, spocivala by
v prehl'addvani vSetkych kombindcii danych poloziek, ¢o ndm umozni vybrat si ta
s maximalnym ziskom a hmotnostou nepresahujiicou konitantu ,.x*. Casova naro¢nost je
viazana na pocet vSetkych rieSeni, ktory moze byt pri rasticej vel’kosti dané¢ho problému naozaj
velky. Tento pristup je preto vyuzivany ako dolna hranica hodnotenia vykonnosti inych
algoritmov, pod ktort by nemali klesnut’.

Ak by sme chceli vyskusat’ vSetky kombindcie, algoritmus by vyzeral takto:

pre kazdu polozku ,,i*

vytvorte novy vyber, ktory obsahuje polozku ,,i“, ak celkova hmotnost' nepresahuje
kapacitu ,,x ",

rekurzivne spracovat zvysné polozky,

vytvorte novii mnozinu bez polozky 'i" a rekurzivne spracujte zvysné polozky

vratit’ subor z vyssie uvedenych dvoch suborov s vyssim ziskom (Bellman, 2003).

Postup rieSenia pomocou dynamického programovania:
Ked’ze ide o problém s batohom 0-1, polozku m6zeme do naSho batohu zahrnut’ alebo
vylucit', avSak nemozme zahrnlt’ iba jej zlomok alebo ju zahrnut viackrat.

Krok €. 1:

Najprv vytvorime 2-rozmerné pole (t. j. tabulku) o rozmere # + 1riadkov a w + Istipcov.
Cislo riadku i predstavuje mnozinu vietkych poloziek z riadkov i-1 . Predpokladajme teda, Ze
zdznam v riadku 7 , stipci j predstavuje maximéalnu hodnotu, ktord mozno ziskat’ s polozkami 1,
2,3 ... i, vbatohu, do ktorého sa zmesti j jednotiek hmotnosti.

Krok €. 2:

Niektoré polozky naSej tabul'ky mdézeme zacat’ vyplhovat’ okamzite - zakladné pripady,
pre ktor¢ je rieSenie trividlne. Napriklad v riadku 0, ked’ nemame Ziadne polozky na vyber, musi
byt maximalna hodnota, ktori mozno uloZit' v akomkol'vek batohu rovna nule. Podobne v stipci
0 pre batoh, ktory moze obsahovat’ 0 jednotiek hmotnosti, maximalna hodnota, ktora je v iom
mozna ulozit’ sa rovnad nule. (Za predpokladu, ze neexistuju Ziadne nehmotné, hodnotné
predmety.)

Krok ¢. 3:

V nasledovnom kroku zaneme vypliiat polia tabulky principom dynamického
programovania. Ako pri vSetkych rieseniach dynamického programovania, v kazdom kroku
vyuzijeme naSe rieSenia predchddzajucich ciastkovych problémov. Pripomenime, ze
v riadku i a stipci j rieSime &iastkovy problém pozostavajuci z poloziek 1, 2, 3 ... i s batohom
s kapacitouj. V rieSeni tohto bodu méme 2 moznosti: mdéZzeme polozku i zahrniit' alebo
nie. Pre rozhodnutie musime porovnat’ maximalnu hodnotu, ktort mézeme ziskat’ s a bez
polozky i . Maximalnu hodnotu, ktort mézeme ziskat’ bez polozky i, ndjdeme v riadku i-1,
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stipci j . Tato ast’ je 'ahka. Zdovodnenie je jednoduché: akakol'vek maximalna hodnota, ktort
mozeme ziskat’ s polozkami 1, 2, 3 ... i musi byt samozrejme rovnakd maximalna hodnota, aka
moézeme ziskat’ s polozkami 1,2,3 ... i- 1, ak sa rozhodneme nezahrnut polozku i . Na vypocet
maximalnej hodnoty, ktorat mézeme ziskat’ s polozkou i, najprv musime porovnat’ hmotnost’
polozky i s nosnostou batohu. Samozrejme, ak polozka i vazi viac, ako je batoh schopny
uniest, nemodzeme ju zapocitat’, preto nema zmysel vykonavat’ vypocet. V takom pripade je
rieSenim tohto problému maximalna hodnota, ktort mézeme ziskat’ bez polozky i (t. j. hodnota
v riadku vysiie, v rovnakom stipci). Predpokladajme viak, e polozka i vazi menej ako celkova
hmotnostné kapacita batohu. Mame teda moznost’ ju zahrnut’. Rozhodneme sa tak iba v pripade,
ak potencidlne zvySi maximalnu dosiahnutelni hodnotu. Maximalna dosiahnutel'nd hodnota
zahrnutim polozky 7 je teda rovna suctu hodnoty samotnej polozky i a maximalnej hodnoty,
ktora mozno ziskat' so zvySnou kapacitou batohu. Ked’ze nasou ulohou je dosiahnut, ¢o
najvyssi uzitok, je zrejmé, ze chceme vyuzit' kapacitu nasho batohu naplno a teda nenechat’
v batohu Ziadnu volni hmotnostni kapacitu. Preto v riadkuia stipcij (ktory predstavuje
maximalnu hodnotu, ktort mézeme ziskat’) by sme vybrali bud’ maximalnu hodnotu, ktord
moZeme ziskat’ bez polozkyi alebo maximalnu hodnotu, ktord moézZeme ziskat’
s polozkou i, podl’a toho, ktord hodnota je viicsia.

Krok ¢. 4:

Po naplneni tabul’ky sa kone¢né rieSenie nachadza v poslednom riadku v poslednom
stlpci, ktory predstavuje maximalnu hodnotu, ktoru je mozné ziskat' so vSetkymi zvolenymi
polozkami za predpokladu Gplného vycerpania kapacity batohu. (Bellman, 2003)

3 Aplikacia problému batohu na zostavenie produktu cestovného poistenia

V nasledovnej aplikacnej ukdzke budeme zostavovat' balicek cestovného poistenia
s roznymi pripoisteniami, ktory bude spifiat’ kritéria klienta. Jednotlivym zloZkdm poistenia
budu pridelené c¢iselné hodnoty 1-10, ktoré prezentuji velkost preferencie danej polozky
klientmi. V praxi by naslednd ukazka mohla byt’ vyuzita poistoviiou, ktora by z informécii o uz
zakupenych modeldciach cestovnych poisteni vedela vytvorit' Statistiky preferencie
jednotlivych zloziek tohto typu poistenia a nasledne by vedela vytvorit’ balicek cestovného
poistenia, ktory by bol schopny uspokojit’ potreby urcitej skupiny klientov. Klient by si v tomto
pripade nezakupil zékladny balik, ku ktorému by pridaval rézne pripoistenia, pretoze by bol
v ponuke jeden ¢i viaceré baliky, ktoré by boli v sillade s pomerom cena-rozsah-preferencie. Je
vysoké pravdepodobnost’, ze tieto baliky budu namierené na portfolio klientov lepsie, ked’ze
budt vychadzat’ z historickych tdajov o kupe cestovnych poisteni. Predpokladame, ze tvorime
bali¢ek pre naroénejsicho klienta apreto zvoleny finanény limit bude 10€/defi. Dalej
predpokladajme, ze uvazujeme so skupinou klientov vo veku 18-59 rokov, poistenie je
jednorazové a cielova destinacia je v Europe. Pre danu ukazku sme pouzili dynamicku
optimalizéciu pomocou principu problému batohu 0-1. Pre nasledovnu kalkulaciu budeme
pouzivat’ softvér LINGO verzia 19.0. Tento softvér mézeme opisat, ako jednoduchy néstroj
narychly apomerne prehladny vypocet roznych optimalizaénych problémov. Aplika¢na
ukazka zahtia 13 rozhodovacich premennych, ktoré si v skratke popiSeme:
e Poistenie liecebnych ndkladov — transporty, doprava sprevadzajicej osoby, zéasah
horskej sluzby, navrat po skonceni nariadenej preventivnej karantény v stvislosti
s ochorenim COVID-19...
e Poistenie asistencnych sluzieb — turistické a lekarske informacie, technickd podpora
v nudzi, timocenie a preklady, poistenie pravnej asistencie, lifestyle asistencia.
e Poistenie zodpovednosti — zodpovednost za Skodu — zdravie, majetok nasledné finan¢né
Skody, spolut€ast’ pri skodéch.
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Urazové poistenie — smrt’ irazom, trvalé nasledky.

Poistenie batoziny — strata osobnych dokladov, elektronika, Sportové vybavenie,
poistenie obchodného vybavenia.

Poistenie cestovania lietadlom — poistenie omeskania batoziny, poistenie oneskorenia
a zrusenia letu (o viac ako 6 hodin).

Poistenie domacich maznacikov — poistenie veterinarnej starostlivosti, doprava zvierat'a
k veterindrovi, rozSirenie krytia z poistenia zodpovednosti pre Skody spdsobené
zvieratom.

Rizikové sporty — rekreacné Sporty su poistené uz v zdkladnom variante cestovného
poistenia. Pripoistenie rizikovych Sportov sa vyuziva pri vykondvani profesionalnych
Sportov €i v pripade vykonavania beznych Sportov vykonnostne.

Poistenie prace a studia — odporuca sa vSetkym, ktori idi do zahranicia za pracou alebo
za Studiom.

Drink povoleny — povolené uzitie alkoholu, napr. na lyziarskej zjazdovke az do 0,8
promile a nasledné krytie $kod.

Autoasistencia — pripoistenie je vhodné pre vSetkych, ktori idu na dovolenku autom.
Zaisti opravu na mieste alebo odtiahnutie do servisu, naslednu opravu vozidla
a v pripade vaznej poruchy prevoz auta a posadky spat’ domov.

Pozicanie auta bez starosti — pozi¢anie auta, motorky alebo skutra. V pripade nehody
vozidla pokryje spolutcast’, ktort bude chciet’ pozicovia.

Chronické ochorenie — rozsiruje poistenie lieCebnych vydavkov aj na chronické
ochorenia. Pokryva thradu ndkladov spojenych s poskytnutim akutnej a neodkladne;j
starostlivosti.

Tab. ¢. 1: Zoznam navrhovanych polozZiek

C. Polozka (Variables) Cena Preferencia (1-10)
1 Poistenie lieCebnych nakladov 5 10
2 Poistenie asistencnych sluzieb 1 10
3 Poistenie zodpovednosti 3 8
4 Urazové poistenie 2 9
5 Poistenie batoziny 3,5 8
6 Poistenie cestovania lietadlom 2 6
7 Poistenie domacich maznacikov 1 2
8 Rizikové Sporty 3 5
9 Poistenie prace a Studia 1 3
10 Drink povoleny 2 8
11 Auto asistencia 1 2
12 PoziCanie auta 1 4
13 Chronické ochorenie 3,5 3

Zdroj: Vlastné spracovanie

Preferencie klientov na zahrnutie danej zlozky do balicku poistenie v naSom pripade

vychadzaji zo vzorky 50 nahodnych zakupenych cestovnych poisteni, ktoré spifaji vyssie
uvedené podmienky.
V nasom pripade rozoberieme dva optimaliza¢né problémy:

Model A — maximalizécia poctu poloziek a splnenie peniazného limitu,
Model B — maximalizécia preferencii zakaznika a splnenie peiiazného limitu.
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Model A
Ugelovu funkciu v Modeli A zapiSeme:

MaxZ = x1 + x; + x3 + x4 + x5 + x5 + X7 + xg + X9 + X109 + X171 + X132 + X13
Ucelova funkcia podlieha dvom obmedzeniam:

a) Maximalny peniazny limit je 10€/den

5x; + 1x, + 3x3 + 2x4 + 3,5x5 + 2xg + 1x5 + 3xg + 1xg + 2x19 + 1x11 + 1x4;
+ 3,5x3 <10

b) Garancia vyberu prvych dvoch poloziek — lie¢ebné naklady a asistencné sluzby
xl + xz = 2

Tab. ¢. 2: Vysledky Modelu A

C. Premenna PoloZzka Preferencie Cena

1 x1 Poistenie liecebnych nakladov 10 5
2 x2 Poistenie asistencnych sluzieb 10 1
3 x7 Poistenie dom. maznacikov 2 1
4 x9 Poistenie prace a studia 3 1
5 x11 Auto asistencia 2 1
6 x12 PoziCanie auta 4 1

TOTAL 31 10 €

Zdroj: Vlastné spracovanie

Optimalne rieSenie je v tab. €. 2. Vysledok ukazuje, ze do balicku cestovného poistenia
preslo 6 z 13 poloziek. Celkova cena takéhoto balicku je 10€/den a preferencie zakaznikov boli
uspokojené na iba na 39,74%. Sedem poloziek sa do balicku vobec nedostalo.

Model B

Ucelovu funkciu v Modeli B sme upravili, ale obmedzenia zostavaji nezmenené. Cielova
funkciu je mozné zapisat’ nasledovne:

MaxZ = 10x; + 10x, + 8x3 + 9x4 + 8x5 + 6x¢ + 2x; + 5xg + 3x9 + 8x1¢ + 2x1
+ 4x41, + 3%43

Tab. ¢. 3: Vysledky Modelu B

C. Premenna Polozka Preferencie Cena
1 x1 Poistenie lie¢ebnych nakladov 10 5
2 x2 Poistenie asistencnych sluzieb 10 1
3 x4 Urazové poistenie 9 2
4 x10 Drink povoleny 8 2
TOTAL 37 10€

Zdroj: Vlastné spracovanie
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Optimalne rieSenie pri modeli B je zobrazené vtab. ¢. 3. Vysledok ukazuje, Ze
do vysledného balicku cestového poistenia presli 4 z 13 poloziek. Celkova cena takéhoto
balicku je 10€/deii a preferencie zdkaznikov boli uspokojené na 47,44%. Devét poloziek sa do
balicku vobec nedostalo.

Tab. ¢. 4: Porovnanie vysledkov oboch modelov

Vysledky Model A Model B
Celkova cena 10 10
Dodrzanie cenového limitu (%) 100 100
Pocet vybranych poloziek 6 4
Uspokojenie preferencii (%) 39,74 47,44%

Zdroj: Vlastné spracovanie

4 Zaver

Tabulka €. 4 opisuje porovnanie medzi dvomi metodami vyberu poloziek. Prakticky
pristup k rieSeniu daného optimalizacného problému je Model B, ktory zahfiia dve nevyhnutné
polozky a ostatné polozky maximalizuju preferencie kupujucich. Percento uspokojenia
preferencii klientov je vyssie ako v modeli A. Co sa tyka cien, bali¢ky maja rovnaku cenu,
avSak bali¢ek podl'a modelu B ma o 2 polozky menej. Tento bali¢ek je vSak rozhodne lepsie
zamerany na potreby klienta. AvSak naklady na pridanie d’alSich poloziek by uz boli vysoké,
ked’ze s danou cenou sa v balicku nachadzajt iba 4 vybrané polozky z 13 poloziek.

Prispevok bol spracovany v ramci rieSenia grantovej ulohy VEGA1/0096/23: Vybrané
metody riadenia rizik pri implementacii parcialnych internych modelov pre stanovenie
kapitalovej poZiadavky pre solventnost’.
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Metoda najmensSich Stvorcov pre slabé inStrumentalne premenné
Method of least squares for weak instrumental variables

Peter Knizat!

Abstrakt

Standardnd metéda najmensich $tvorcov je beznym nastrojom pri odhade parametrov
endogénnych regresnych premennych v ekonometrickych modeloch. V pripade ak st regresné
premenné exogénne je ich potrebné nahradit’ inStrumentalnymi premennymi. V tomto pripade
je Standardna metoda najmensich §tvorcov modifikovana ako dvojstupiiova z dovodu nenulove;j
kovariancie medzi nahodnymi chybami redukovaného a Strukturdlneho modelu.
K nekonzistentnosti odhadovanych parametrov méze d’alej dochadzat ak st instrumentalne
premenné korelované s nahodnymi chybami Strukturdlneho modelu. Modifikacia
dvojstupiiovej metddy najmensSich §tvorcov pomocou tzv. jackknife metody tato korelaciu
vyznamne redukuje. Cielom tohto prispevku je ukazat’ aplikaciu tychto troch metod odhadu
parametrov na syntetickych udajoch vygenerovanych Monte Carlo simuléciami.

KrPicové slova
ekonometricky model, slabé inStrumentidlne premenné, dvojstupiiovd metéda najmensSich
Stvorcov, jackknife metoda

Abstract

The ordinary least squares method is a common tool in estimating parameters of endogenous
regression variables in econometric models. If the regression variables are exogenous, they need
to be replaced by instrumental variables. In this case, the ordinary least squares method is
modified as a two-stage because of the non-zero covariance between random errors of the
reduced and structural model. The inconsistency of estimated parameters can further occur if
instrumental variables are correlated with random errors of the structural model. A modification
of the two-stage method of least squares using the so-called jackknife method significantly
reduces this correlation. The aim of this paper is to show the application of these three methods
of estimating parameters on synthetic data generated by Monte Carlo simulations.

Key words
Econometric model, Weak instrumental variables, Two-stage least squares method, Jackknife
method

JEL classification
C13, C36

1 Uvod

V tomto c¢lanku sa venujeme dvom modifikaciam Standardnej metdéde najmensich
Stvorcov, ktoré sa vyuzivaji pre odhad parametrov v ekonometrickych modeloch. V klasickom
ekonometrickom modeli, s endogénnymi nezavislymi premennymi je Standardna metdda
najmensich Stvorcov efektivna v dosiahnuti ciela minimalizicie ndhodnych chyb modelu,
vratane dodrzania vSetkych predpokladov modelu, napr. nezavislost' a normalne rozdelenie
nadhodnych chyb modelu s nulovou strednou hodnotou a konstantnym rozptylom. Ak st

! Peter Knizat, MSc, Ekonomicka univerzita v Bratislave, Fakulta hospodarskej informatiky, Katedra
opera¢ného vyskumu a ekonometrie, Dolnozemska cesta 1, 852 35 Bratislava, peter.knizat@euba.sk.
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regresné premenné exogénne je ich potrebné nahradit’ inStrumentalnymi premennymi, ktoré sa
zadefinuju v tzv. redukovanom modeli. V tomto pripade, pri odhade parametrov modelu je
metdda najmensich stvorcov modifikované ako dvojstupiiova z dévodu nenulovej kovariancie
medzi nahodnymi chybami redukovaného a strukturadlneho modelu. Avsak ak st inStrumentélne
premenné korelované s ndhodnymi chybami Strukturdlneho modelu moéze dochadzat k
vychyleniu odhadnutych parametrov, t. j. odhadované parametre st nekonzistentné. Pre
eliminovanie tejto korelacie bola navrhnuta modifikacia dvojstupiiovej metddy najmensich
Stvorcov s pouzitim tzv. jackknife metody.

Prvé pouzitie inStrumentalnych premennych v ekonometrickych modeloch sa objavilo v
praci z roku 1928 od Philipa G. Wrighta (Wooldridge, 2002). V sucasnosti je metoda
inStrumentalnych premennych Standardna nastroj v ekonometrickych modeloch. Definicia
Strukturdlneho a redukovaného modelu a detailné odvodenie dvojstupiiovej metddy
minimalizacie najmensich $tvorcov je popisané v knihe od (Wooldridge, 2000).

V sucasnom vyskume sa zistilo, ze ak s inStrumentalne premenné slabé dochadza k
vychyleniu odhadovanych parametrov pri pouziti dvojstupiiovej metody najmensich Stvorcov,
vid’ napr. (Hahn a kol., 2002), (Hahn a kol., 2005). Presna definicia a problém, ktory spdsobuje
slabé instrumentalne premenné nie je jednoznacne definovana a bude detailnejSie predostreta
Vv nasledujticej Casti tohto ¢lanku. Jedna z moznych indikacii slabych instrumentalnych
premennych je, ze odhadnuty redukovany model ma maly koeficient determinacie a hlavnym
dovodom je korelacia medzi inStrumentidlnymi premennymi a ndhodnymi chybami
Strukturalneho modelu (Hahn akol., 2005). Tematika odhadu parametrov modifikovanou
verziou dvojstupiiovej metddy najmenSich Stvorcov pomocou tzv. jackknife metddy, ktorad
dokaze znaéne eliminovat’ tato korelaciu, je obsiahle skimana vo vedeckych ¢lankoch (Angrist
a kol., 1995) a (Angrist a kol., 1999).

Ciel'om tohto ¢lanku je predstavit’ teoreticky ramec pre dvojstupiiovy odhad najmensich
Stvorcov a jeho modifikovant verziu pomocou jackknife metody, ktora eliminuje korelaciu
medzi inStrumentdlnymi premennymi a nahodnymi chybami Strukturdlneho modelu.
V pripadovej $tidii pouZijeme syntetické Udaje, vygenerované Monte Carlo simulaciami, pre
definovanie ekonometrického modelu a nésledne vyhodnotime parametre modelu, ktoré su
odhadované pomocou horeuvedenych metdd. Aplikacia je v softvéri R a vSetky kody su
dostupné v tomto ¢lanku.

2 Teoretické vychodiska

V tejto Casti predstavime teoreticky ramec pre ekonometricky linearny model, definiciu
metody inStrumentalnej premennej a vypocet dvojstupiovym odhadom minimalizacie
najmensich Stvorcov modelu.

Standardne zo $tatistického pozorovania ziskame maticu redlnych ¢isel vo forme X =
{xl- j}, kde x;; st individualne ndhodné nezavislé premenné a j = 1, ..., p reprezentuje ich pocet,
a koreSpondujuci vektor readlnych Cisel y = y;, ktory reprezentuje zavislu premennu, obidve
pozorované pre vzorky i = 1,...,n. Ekonometricky regresny model je mozné definovat
nasledovne (Wooldridge, 2000):

y=XB+¢ 1)

kde € = ¢;, prevzorky i = 1, ..., n, je vektor nahodnych chyb, pri ktorom predpokladame,
e ma normalne rozdelenie so strednou hodnotou 0 a konstantnym rozptylom 2. B = f3; st
nezname parametre pre j = 1, ..., p nezavislé premenné vratane prieniku S, pre ktorého odhad
matica X obsahuje jednotkovy prvy stipec. Parametre modelu B je mozné odhadnut
Standardnou metdédou minimalizacie najmensich S$tvorcov. V ekonometrickom modeli tiez
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predpokladame, ze kovariancia medzi € a X je nulova. Inak povedané, nezavislé premenné st
definované ako exogénne premenné. Pouzitim Standardnej metddy najmensich Stvorcov pre
odhad parametrov v rovnici (1) dostaneme nasledovné odhadnuté parametre
(Wooldridge, 2000):

B=X"™X)1x"y) ()

kde B je vektor odhadnutych parametrov pre nezavislé premenné j = 1, ..., p, vratane

prieseéniku By, a T je oznalenie pre transponovanie matice. Ak nezavislé premenné X koreluju
s nahodnymi chybami modelu €, metdda vypoctu standardnym odhadom najmensich Stvorcov
vedie k nekonzistentnym odhadovanym parametrom ekonometrického regresného modelu
(Wooldridge, 2002). V tomto pripade su nezavislé premenné X definované ako endogénne.
Endogenita nezavislych premennych v regresnom modeli mdze nastat’ ak:

e zmeny v zavislej premennej menia hodnotu nezévislych premennych,

e su vynechané premenné, ktoré ovplyviuju zavislu aj nezavislé premenné, pripadne

e nezavislé premenné podliehaji nendhodnej chybe merania.

Metdda instrumentalnych premennych v regresnom modeli umoziuje v§eobecné riesenie
problému endogénnych nezavislych premennych. Pre pouzitie inStrumentalnych premennych
pre endogénne premenné X je potrebné najst’ maticu pozorovanych nezavislych premennych
Z= {Zi j}, kde z;; st individudlne ndhodné gezéwislé premenné j = 1,...,p pre vzorky i =
1, ..., n, ktoré nie su sti€ast’ou rovnice (1) a splnaju nasledovné kritéria:

e cov(Z,€) = 0,z ¢oho vyplyva, ze Z je exogénna premenna v rovnici (1).

e Linedrne regresie pre premenné j=1,..,p X; ako zavislych premennych
a koreSpondujtcich inStrumentalnych premennych Z;, je moZzné definovat’ nasledovne, vid
(Wooldridge, 1996) a (Wooldridge, 2002); vynechame dolny index j pre jednoduchsiu
Citatelnost™:

X=70+w (3)

kde ® = w; je vektor nahodnych chyb pre vzorky i=1,..,n, pri ktorom
predpokladiame, Ze ma normalne rozdelenie s priemerom 0 a konstantnou rozptylom o2 a 0 st
nezname parametre pre j = 1,...,p, vratane prieniku 6, ktory je zadefinovany podobne ako
v rovnici (1). Tiez predpokladame, ze korelacia medzi w a vSetkymi nezavislymi premennymi
v rovniciach (3) je 0. Dalsim dolezitym predpokladom je, Ze koeficienty pre Z st nenulové, 0
0.

Rovnice (3) su tiez nazyvané ako redukovana forma rovnic pre endogénne nezavislé
premenné X. Odhad parametrov @, pouzitim dvojstupniovej metddy minimalizacie najmensich
Stvorcov, je nasledovny (Angrist a kol., 1995):

B = ((z6)™X)7((z0)"y) (4)
kde odhad pre parametre 0 je:
0= (Z2'2)"YZ'X) (5)

dosadenim rovnice (5) do rovnice (4), dvojstupiiovy odhad najmensich Stvorcov je
odvodeny nasledovne (Angrist a kol., 1995):
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Basis = XTZ(ZTZ)1Z™X)"N(XTZ(Z7Z)1Z"y) (6)

Vyhoda dvojstupniovej metody je, ze eliminuje nekonzistentnost’ Standardnej metody
najmens$ich $tvorcov, ktora nastava ak kovariancia medzi nahodnymi chybami € a w je
nenulova (Angrist a kol., 1995).

Dalej sa budeme venovat modifikovanej dvojstupiiovej metéde, ktord sa vyuZiva Vv
pripade ak ku korel4cii dochadza medzi inStrumentalnymi premennymi a ndhodnymi chybami
Strukturadlneho modelu.

Ku skreslenie odhadu parametrov modelu pouzitim dvojstupiiovej metédy najmensich
Stvorcov dochéadza ak existuje koreldcia medzi inStrumentdlnymi premennymi Z a ndhodnymi
chybami €. V tomto pripade je potrebny alternativny odhad pre parametre 0, ktory eliminuje
tuto korelaciou. V ¢lanku (Angrist a kol., 1999) autori odportacaju pouzitie modifikovanie
dvojstupnovej metddy pouzitim jackknife metody.

Odhadnuté parametre pre in§trumentalne premenné ® moézu byt vyjadrené pre kazda
pozorovanu vzorku i nasledovne (Angrist a kol., 1999):

7,0 =2,(27)"Y(2'X) =2,0 + Z,(Z'Z) " (Z' w) (7)

Kovariancia rovnice (5) s g je odvodena ako, vid (Angrist akol., 1999),
Z,(Z'Z) ZTE[giw;], kde E[gjw;] = 0., E je oznadenie pre ofakdvani hodnotu, z ¢oho
vyplyva, Ze je nenulova. Jackknife metoda eliminuje zavislost Z;® na endogénne regresné
premenné X; ak odhadneme inStrumentalne parametre nasledovne (Angrist a kol., 1999):

0 =2 Z_)"(Z"_X_) 8

kde Z_; je (n — 1) X p matica pozostavajuca zo vSetkych riadkov Z okrem i-tého riadku
a podobne pre X_;. Tak’e odhad pre instrumentdlne premenné je Z;0_; =
Z;(Z7_;Z_)"Y(Z7_;X_;), ktorého dosadenim do rovnice (6) dostaneme tzv. jackknife
dvojstupniovy odhad najmensich $tvorcov (Angrist a kol., 1999):

Bjzsis = (Zia—ix)_l(ziﬁ—iY) 9)

Na vyrieSenie rovnice (9) je potrebny vypocet n-krat najmenSich Stvorcov pre kazda
pozorovanu vzorku i = 1, ...,n. Vo vzorkach s vel'kym po¢tom pozorovani tento vypocet moze
byt prili§ zdihavy. Naro¢nost’ vypoétu je mozné zredukovat pomocou metddy vplyvnych
pozorovani (influential observations) (Cook, 1979):

~ (z'z)™"

_ Z;6-h;X;
Z,0_; = Tz @ L,
i L

@'X - ZX) = 2=

(10)
kde h; = Z;(Z'Z)~'Z; pre pozorovania i = 1, ...,n, ktoré sa nazyva paka pozorovania
(observation leverage), je stcastou vypoctu vo viacerych softvérovych bali¢koch.
Autori v ¢lanku (Angrist a kol., 1999) tiez navrhuju alternativnu verziu jackknife metody,

kde modifikujii komponent ZTX. Tento ¢lanok tiez prezentuje detailné odvodenie vychylenia
pre obidve jackknife metody.
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e
3 Vysledky

V tejto Casti ukazeme aplikaciu horeuvedenych metod pouzitim synteticky simulovanymi
datami. Ciel'om je demonstracia, Ze metddy su pomerne I'ahko aplikovatel'né pomocou balika
Stein IV v softvéri R, ktory bol vyvinuty autormi ¢lanku (Angrist a kol., 1995) a (Angrist a kol.,
1999). Tento balik tiez obsahuje Standardnii metédu najmensich Stvorcov, takze je mozné
porovnanie vSetkych horeuvedenych metod, t. j. porovnanie odhadovanych parametrov modelu
a ich prislusnych standardnych chyb. Detailné informacie funkcii pouzitych v baliku Stein IV
su poskytnuté autormi tychto clankov na webe, ktoré si uvedené v pouzitej literattre, referencie
[9] a [10].

Pozorovania pre matice X, Z a vektor y je vygenerovany kédom V softvéri R, ktory je
Standardny spdsob simulacie udajov pomocou Monte Carlo metédy , kde predpokladame
korelciu medzi premennymi X a Z% R kod vygeneruje ndhodné &isla pre n = 100 vzoriek
ap =5 nezavislych premennych v maticiach X a Z. Pozorovania pre zavisli premenna y st
vygenerované tak aby korelovali s maticou pozorovani X, takze odhadnuté parametre
v ekonometrickom modeli st $tatisticky vyznamné.

Nasledne pouzitim funkcii ols.est(y,X,SE=TRUE), tsls.est(y,X,Z,SE=TRUE) a
jive.est(y,X,Z,SE=TRUE) z balika Stein IV odhadneme parametre modelu a ich prislusné
Standardné chyby. Nasledovné tabul’ky obsahuju odhadované parametre a Standardné chyby pre
metody najmensich stvorcov, dvojstupiiovej a jackknife metody.

Tab. 1: Ekonometricky model — odhadnuté parametre pre tri metody

Odhadnuté parametre B (8, = 0)
NS 2NS Jackknife
By 0.97 0.85 0.82
B, 0.99 0.82 0.76
B3 0.95 1.08 1.12
B 1.03 1.19 1.22
Bs 1.05 1.05 1.05

Zdroj: Vypocet autora

Z Tab. 2 m6zeme konstatovat’, Ze odhadnuté parametre sa odliSuju pre jednotlivé metody
odhadu modelu.

Tab. 3: Standardné chyby odhadnutych parametrov — pre tri metody

Standardné chyby odhadnutych parametrov

NS 2NS Jackknife
SE1 0.082 0.139 0.344
SE; 0.086 0.156 0.407
SE3 0.067 0.104 0.288
SE4 0.080 0.129 0.141
SEs 0.072 0.094 0.128

Zdroj: Vypocet autora

Délezitejsi ukazovatel' je v Tab. 4, ktory ukazuje Standardnu chybu pre jednotlivé
odhadnuté parametre. Tu je zretelné, Ze najvacsiu chybu maji parametre odhadnuté metédou

2 Pri generovani nahodnych tidajov sme vyuzili bali¢ek rTRNG v R, vid’ referencia [11] v pouZitej literatire.
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jackknife. Z tohto vyplyva, Ze metddy najmensich Stvorcov a jej dvojstupnovej verzie mézu
podhodnocovat’ standardné chyby parametrov ak dochadza ku korelacii medzi premennymi X
a inStrumentalnymi premennymi Z.

4 Zaver

Ciel'om tejto Stadie je ukazka teoretického ramca pre odhad parametrov ekonometrického
modelu pomocou metdédy najmensich $tvorcov. Standardnd metoéda najmensich $tvorcov je
modifikovand za predpokladu, Ze su regresné premenné exogénne, pri ktorom je nutné
definovat’ redukovany model pre inStrumentdlne premenné. V tomto pripade dochadza ku
korelacii nahodnych chyb redukovaného a Strukturdlneho modelu, ktord je eliminovana
pouzitim dvojstupiiovej metody najmensich Stvorcov. V d’alSom kroku sme ukazali jej
modifikaciu pomocou jackknife metddy, ktora slizi na eliminéaciu vychylenia ak sa korelacia
nachadza medzi in§trumentalnymi premennymi a ndhodnymi chybami $trukturdlneho modelu.

Pre pripadovu stadiu sme pouzili ndhodne vygenerované udaje pomocou metody Monte
Carlo. Nasledne sme ukazali aplikaciu horeuvedenych metdd odhadu parametrov
ekonometrického modelu pouzitim balika Stein IV v softvéri R. Na zéklade vysledkov mézeme
skonstatovat’, ze Standardné chyby odhadnutych parametrov st zna¢ne vicSie pre metodu
jackknife, €o naznaCuje, Ze pouzitim Standardnej metédy najmenSich Stvorcov a jej
dvojstupiiovej verzie moze dochadzat k vyznamnému podhodnoteniu Standardnych chyb
odhadnutych parametrov modelu. Dal§i vyskum by sa mal zamerat’ na empiricku §tadiu kde s
tieto metoddy aplikované na skuto¢né ekonomické ukazovatele, ked’ze simulované udaje nie
vzdy reflektuju Struktiru rozdelenia skuto¢nych ekonomickych tdajov.

Prispevok bol spracovany v ramci rieSenia grantovej ilohy VEGA 1/0047/23 Vyznam
priestorovych spillover efektov v kontexte priority EU zelenSia a bezuhlikova Eurdpa.
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Modelovanie investi¢nych portfolii jazykom Python — Monte Carlo pristup
Modelling investment portfolios using Python — Monte Carlo approach

Richard Migek!

Abstrakt

K tvorbe portfolia existuje mnozstvo analytickych metéd. Ako prvy definoval Markowitz
modernu teoriu portfolia, ktord sa zameriava na optimalizaciu skladby cennych papierov
pomocou minimalizacie rizika, pricom vyuzil ako mieru rizika rozptyl (Standardnt odchylku)
a maximalizaciu vynosov portfolia. Uvedeny problém mozno formulovat' ako ulohu
kvadratického programovania. V nasej studii pouZzijeme alternativny spdsob riesenia pomocou
nahodného prirad’ovania véh akciam a nasledného zist'ovania efektivnosti rieSeni, ¢im ziskame
efektivnu hranicu pre analyzovany problém, ktora je cielom rieSenia uvedenej ulohy. Je tak
umozneny vyber pozadovanych alternativ na celej mnozine bez nutnosti stanovenia
optimaliza¢nej ulohy. Spdsob, ktorym budeme realizovat’ zloZenie portfolii je zalozeny na
metdde Monte Carlo v jazyku Python a realizovany na indexe Dow Jones Industrial Average.
Ciel'om je priniest vacsiu flexibilitu investorom pri procese vyberu portfolia poskytnutim
alternativneho nastroja na rozhodovanie.

Krucové slova
Markowitz, Portfolio, Monte Carlo, Python

Abstract

There are several analytical methods for portfolio construction. Markowitz was the first to
define modern portfolio theory, which focuses on optimizing the composition of securities by
minimizing risk, using variance (standard deviation) as a measure of risk, and maximizing
portfolio returns. The above problem can be formulated as a quadratic programming problem.
In our study, we use an alternative solution method by randomly assigning weights to stocks
and then finding the efficiency of the solutions, thus obtaining an efficient frontier for the
problem under analysis, which is the objective of solving the above problem. This enables the
selection of the desired alternatives on the entire set without the need to set up an optimization
problem. The way we will implement the composition of the portfolios is based on the Monte
Carlo method in Python and implemented on the Dow Jones Industrial Average index. The goal
is to bring more flexibility to investors in the portfolio selection process by providing an
alternative decision-making tool.

Key words
Markowitz, Portfolio, Monte Carlo, Python
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1 Uvod

V dnesnej dobe existuje mnoho investi¢nych platforiem, poskytovatel'ov investi¢nych
produktov, spravcovskych spoloc¢nosti, obchodnikov s cennymi papiermi a réznych skupin,
ktoré nie vzdy héaja dobro pre klienta vo svete financii. Jednym z problémov, kvoli ktorému
osoba neznala finanénych trhov podl'ahne kupe nekvalitnej investicie je natlak s prislubom
ist¢tho vynosu alebo dovera v spolo¢nost’, ktora sa javi ako profesiondlna. Za dovodmi
nadobudnutia nekvalitného portfolia stoji zvdacSa neznalost’ klienta vo svete financii. Mnoho
subjektov ukracuje klientov o zisk r6znymi nevhodnymi poplatkami alebo nizkou vzdelanost'ou
predajcov finanénych produktov.

Prinosom a zdmerom tejto prace je vytvorenie optimalneho portfolia, podla preferencie
rizika investora, z vopred predvolenych tridsiatich akcii indexu Dow Jones Industrial Average.
Nasledné premietnutie tohto principu na vyber vlastného optimalneho portfélia, na zaklade
stanovenych poziadaviek, investorovi umozni vybrat’ si prave jeho pozadovanu skladbu
cennych papierov. V praci budeme porovnavat’ dva pristupy a to stanovenie optimalizacne;j
podmienky s vypoctom portfolia Standardnym spdsobom, a nasledny alternativny sposob
vypoctu s vyhotovenim mnoziny portfolii, ktora zobrazi dazdnikovl plochu s pomermi vynos
ariziko, a vyobrazené budl aj vahy s ndzvami akcii pri jednotlivych portfolidach. V analyze
budu vyuzité¢ denné uzatvaracie ceny pre podkladové aktiva z indexu Dow Jones Industrial
Average za obdobie piatich rokov od 01.10.2018 az po 1.10.2023. Tymto rozmedzim vieme
zachytit’ spravanie trhu v obdobi financnej krizy, ale aj mimo nej. Spolu s aplikacno-
programovym rozhranim (d’alej API) od Yahoo Finance, vyuzivame aktuédlne ceny a investori
tak dokdzu realizovat’ analyzu portfélia s najnovsimi datami. Misek (2023) skimal nastavenie
vlastného vyberu portfolia interaktivhou formou na zaklade ndhodného priradenia vah
a vytvorenia Casti dazdnikovej plochy portfolii, pricom s 8 aktivami dokdzal interpretovat
velku cast’ vSetkych dostupnych portfolii. Pri vybere si investor moze zvolit’ z vrchnej hranice
krivky, ktord predstavuje efektivnu hranicu portfolii. Na tejto hranici sa nachddzajii portfolia
s najvacsim vynosom pri pozadovanom riziku.

2 Tedria portfélia

Moderna teoria portfolia bola vyvinuta v 50. rokoch 20. storo¢ia Harrym Markowitzom.
Markowitz zmenil pohl'ad na princip tvorby portfolia, nakol’ko sa pri optimalizacii nepozeral
na portfolio ako na jednotlivé cenné papiere, ale bral portfolio ako celok, ktory treba
analyzovat’. Miiller (1988) v préci uvadza, ze sa treba pozerat pri jednotlivych aktivach na ich
ocakavané vynosy spolu s rizikovostou tychto aktiv. Zakladom sa tak pri tvorbe portfolia stdva
diverzifikacia a spolo¢ny vyvoj cien jednotlivych aktiv. Princip tohto pristupu spociva
v najdeni optimalnej skladby portfolia nami preddefinovanych akcii, na zaklade stanovenej
optimaliza¢nej podmienky. Touto podmienkou je bud’ minimalizacia rizika pri stanovenom
vynose alebo maximalizacia vynosu, pri stanovenej hladine rizika. Pri vypocte optiméalneho
portfolia st vyuzivané denné vynosy aktiv a viaceré veli¢iny zalozené na matematickych
vzorcoch. Vypocet o¢akavanej vynosnosti portfolia sa vypocita ako vazeny priemer vynosnosti,
ktoré oCakavame pre jednotlivé aktiva.

E(r,) =Yk, wr= w' -, 1)

kde, E(r,) je ocakavana vynosnost’ portfolia,

n predstavuje pocet aktiv
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w; je vaha i-teho aktiva

1; je vynos i-teho aktiva

wT je transponovany vektor vah akcii

r je vektor o¢akdvanych vynosnosti akcii

Po vynose, ktory bude predstavovat’ vertikalnu cast’ grafu, je horizontdlnou cast'ou riziko,
nazyvané aj ako volatilita portf6lia, ktoré vyjadrujeme pomocou strednej kvadratickej odchylky
alebo rozptylu.

05 = Niq a1 WiW; cov(r, ) = wTCw

JF =0, @

kde, o, je Standardna kvadraticka odchylka

n predstavuje pocet aktiv

0% je rozptyl vynosnosti portfolia

w;, w; su véhy i-teho a j-teho aktiva

cov(r;, 17) je prvok kovarian¢ek matica vynosov aktiva i-teho a j-teho

C je kovarian¢na matica aktiv

Kovarian¢na matica, predstavuje maticu n X n, z ¢oho vyplyva, ze sa jedné o Stvorcovi
maticu. Na hlavnej diagonale sa nachadzaji rozptyly a ostatné miesta predstavuji kovariancie.
Kovariancia hovori o zavislosti dvoch aktiv medzi sebou. Rozoznavame tu kladnt a zapornt
kovarianciu. Pri zapornej kovariancii vyjadruje rast prvého aktiva, pokles aktiva druhého. Pri
kovariancii kladnej sa jednd o vzajomny rast oboch aktiv v rovnakom smere. Aby sa dalo
hovorit’ o zavislosti vynosnosti dvoch aktiv, je nutné ku kovariancii pridat’ aj korelacny
koeficient, ktory nadobuda hodnoty z intervalu < —1;1 >.

cov (ry, rj)

3)

U_ O'iO'j

Pri skimani tedrie portfolia sa vychadza z pripustnej a efektivnej mnoziny portfolii.
Pripustnd mnozina portfolii je tvorenad vSetkymi portféliami, ktoré je mozné zostrojit’ z dane;j
mnoziny akcii. Efektivna mnozina dominuje mnoZine pripustnej tym, Ze vynos je na tejto
mnozine najvyssi mozny pre stanovené riziko. Inak povedané vac¢si vynos sa pri danom riziku
neda dosiahnut’ a plati to pre celt hranicu. Matematicky sa d& zapisat’ vynosnost’ portfolia
a jeho riziko vyjadrené Standardnou odchylkou nasledovne.

op = \/2?:1' T Wi Wy - 0y 4)
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kde, sucet vah je rovny jednej
1 je vynosnost’ portfolia
r; je vynosnost’ j-teho aktiva

n predstavuje pocet aktiv
012, je rozptyl vynosnosti portfolia
w;, w; st vahy i-teho a j-teho aktiva

0;j je vzajomna kovariancia medzi aktivom i a j

VSeobecnd matematickd formulacia problému optimalizacie portfolia ako ulohy
kvadratického programovania je v tvare:

n n
; 2 —
minoy (W) = Z Zai]- T Wi W

i=1 j=1

n

z_ W 2T

Jj=1
n
J=1

Wi,Wj = 0, ] = 1,2, . n (5)

kde 7, predstavuje minimalnu mieru vynosnosti pozadovant investorom.

Vypolty je mozné realizovat na zdklade dvoch typov vynosov: logaritmickych
a jednoduchych vynosov. Zvolena vynosnost’ bola logaritmicka, ktorej hodnoty st na zaklade
pozorovani nizsie ako pri jednoduchej vynosnosti. Zaroven sa tieto hodnoty viac priblizuji ku
skuto¢nej vynosnosti portfolia, nakol'’ko jednoduché vynosy byvaji ¢asto nadhodnotené voci
realite. Nase skumanie potvrdili aj viaceré prispevky, v ktorych sa tvrdi nasledovné.

Hudson (2014) uvadza teoretické dokazy, ktorymi sa zistilo, Ze priemer vypocitany
pomocou logaritmickych vynosov je mensi ako priemer vypocitany pomocou jednoduchych
vynosov o hodnotu suvisiacu s rozptylom mnoziny vynosov, pricom rozptyl je relativne
nemenny.

Miskolczi (2017) vo svojej analyze tvrdi, Ze rovnice uvedené v pripade akcii ukazuju, ze
logaritmicky vynos méa vyhodu oproti jednoduchému vynosu, a to, Ze viacperiodovy
logaritmicky vynos mozno vypocitat’ ako sucet jednoperiodovych logaritmickych vynosov,
zatial ¢o viacperiodovy jednoduchy vynos je stc¢inom jednoperiodovych jednoduchych
vynosov, ¢o mdze viest k vypoctovym problémom pre hodnoty blizke nule.
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Obr 1: Efektivna hranica a pripustné portfolia
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Zdroj: Vlastné spracovanie

3 Alternativny sposob rieSenia

Alternativny sposob vypoctu portfélii pomocou Markowitzovej tedrie je realizovany
v softvéri Jupyter Notebook, v ktorom sme vyuzili programovaci jazyk Python. Po
naimportovani kniZnic, vratane kniZnice yfinance, ktora ndm sluzi ako poskytovatel’ dat
v redlnom case, sme nacitali ceny vSetkych 30 aktiv za obdobie poslednych piatich rokov. Po
uloZeni cien do databazového ramcu vykreslujeme pohyb tychto dennych cien v rozmedzi
1.10.2018 az 1.10.2023 a dostdvame tak prvotnll vizualnu informaciu o vynosoch jednotlivych
podkladovych aktiv. Data o jednotlivych cennych papierov boli ¢erpané od Yahoo Finance
(2023) a bola vyuzita voI'ne poskytovana API yfinance.

Obr. 2: Denné vynosy DJ30
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Pomocou dennych cien zostrojime denné logaritmické vynosy akcii. Logaritmické
vynosy vyuzivame z dovodu presnejSej reprezentacie vynosov, nakolko anualizovana
vynosnost’ bez logaritmickej zlozky zvykne hodnoty vynosov navysSovat’ a vnéasa tak do analyz
nepresnost. V prvom kroku sme na zaklade vypocitanych vynosov vypocitali kovariancnu
maticu, kde sme pomocou maticového nasobenia s plnym poctom 30 aktiv dospeli k vysledku,
ze portfolio ma volatilitu 21,24%. Pri hl'adani vynosu portfélia sme vykonali maticovy sucin
pre rovnomerne rozlozené vahy a logaritmické ro¢né vynosy podla vzorca (2). Vynosnost
portfolia bola vypocitand na 5,72%, ako je vidno na obrazku 3. Nasledne sa budeme pokusat’
o prekonanie tychto parametrov ato spoésobom, aby pri 21,24% volatilite existoval vyssi
ocakavany vynos ako povodnych 5,72%.

Obr. 3: Vysledok rovnomerného zloZenia portfolia

pfolio _vol = (np.dot(weights.T, np.dot(log_returns.cov() * tradingDaysInSYearsYearly, weights))) ** 0.5
print (“"volatilita portfélia : "+str(round(pfolio_vol*100,2)) + '%')
print("vahy : " + str(weights))

#Vykonnost pred markowitzom

log_returns_yearly = log_returns.mean() * tradingDaysInSYearsYearly
pfolio = str(round(np.dot(log_returns_yearly, weights)*100, 2)) + ' %'
print("vykonnost portfolia : " + pfolio)

Volatilita portféolia : 21.24%

vahy : [0.03333333 0.03333333 0.03333333 0.03333333 0.03333333 0.03333333
©0.03333333 0.03333333 0.03333333 0.03333333 0.03333333 0.03333333
0.03333333 0.03333333 0.03333333 0.03333333 0.03333333 0.03333333
©0.03333333 0.03333333 0.03333333 0.03333333 0.03333333 0.03333333
0.03333333 0.03333333 0.03333333 0.03333333 0.03333333 0.03333333]
Vvykonnost portfolia : 5.72 %

Zdroj: Vlastné spracovanie

Analyzu sme realizovali na dvoch datovych mnozinach. Prva mnozina bola neupravena
tridsat’ ¢lennd skupina akcii. Pri druhej mnozine sme stanovili podmienku 6smych najlepSich
akcii na zdklade pomeru vynos a riziko, ¢oho vysledky su zobrazené na obrazku 4. Pre obe
platil nasledovny postup. Stanovili sme si modelovany pocet portfolii na 100 000, pricom sa
jedna o ndhodné priradenie véh akciam tak, aby ich sucet vah bol rovny jednej. Na vykreslenie
bolo nutné v stotisic iteraciach priradit’ spolu s vahami aj vypocitané pary pre volatilitu
a vynosnost’ dan¢ho vytvorené¢ho portfolia. Pri druhej mnozine aktiv, nakolko sa jednalo iba
o osem c¢lenné zastipenie, sme pozorovali o tretinu krat$i cas tvorby portfolia. Nakol'ko je
zoskupenie akcii niz§ie a mali sme k dispozicii 100 000 réznych portfolii a vedeli sme
s vysokou presnostou simulovat’ a znazornit’ takmer celt ddzdnikova plochu naplnenu tymito
portfoliami. Cim vysiie sa na krivke dostavame, tym sme blizsie k efektivnej hranici. Na uplné
zostavenie efektivnej hranice by bolo nutné zostrojit’ tito krivku s mnohonédsobne vacsim
poctom portfolii. Ak by sme tito analyzu vykonavali na vykonnych pocitacoch s vysokym
vypoctovym vykonom, ¢asom by sme sa k tejto hranici vedeli eSte viac priblizit. Na nizsie
priloZzenych grafoch sa nachadzaji pary rizika, volatility a vah s ndzvami ich aktiv. Tieto
portfolia sa po prejdeni kurzorom v prostredi Jupyter Notebook zobrazia aje teda mozné
sledovat’ presna skladbu portfélii, bez nutnosti opitovne zadavat vstupné parametre. Cim
vysSie sa na vertikalnej osi dostdvame, tym viac stipa vynos pri danom riziku. Naopak, pokial
by bol rozhodujicim faktorom minimalizacia rizika pri danom vynose, sledovali by sme
horizontalnu os a nasli by sme také portfolio, ktoré sa pri danom vynose nachadza na efektivnej
hranici s najmensim moznym rizikom. Pri sledovani vysledkov zobrazenych na obrazku 6
znazoriiujuicom hodnoty pre osem akcii vidime, Zze zamer navysit oCakavani vynosnost’ pri
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stanovenej volatilite bol splneny. Pri totoZznej volatilite sa tak jednd o navySenie vynosnosti
portfolia z povodnych 5,72% na 17,15%, Co €ini takmer trojnadsobny o€akavany vynos. Pri
investovani by investor ako vyhodu mohol vnimat’ aj naklady na tvorbu portfélia, nakol'ko
s nakupom akcie sa spaja zvac¢sa aj vstupny poplatok za obchod. Touto redukciou dospejeme
teda nie iba k zvySeniu ocakdvaného vynosu, ale aj znizeniu transakénych ndkladov pri
zaobstaravani cennych papierov. Typ akym sme simulovali zostrojenie portfélii je Monte Carlo
a jednd sa teda o nahodny vyber véah, priradovany akcidm tak, aby ich spolo¢ny sucet bol vzdy
100%.

Obr. 4: Zoradenych osem najlepsich akcii na zaklade pomeru vynos / riziko

Ticker Return volatility Best-Stocks
AAPL ©.229862 ©.3323813 9.583567
MSFT ©.212251 ©.313749 @.564946

PG ©.137295 9.216858 9.471712
WMT  @.122782 B9.221976 9.295895
UNH ©.148811 9.381e21 9.32515e8
MCD  @.115e84 ©.233381 9.242802
MRK @.112834 9.233415 9.334313
CAT ©.141688 8.334946 @.318524

HD ©.099793 0.292793 ©.221292
CVX ©.184945 ©.359243 9.194702

V.  ©9.0891418 9.290205 @.194409

AMGN ©.882902 9.255811 9.187254

GSs ©9.99554 @.332237 @.18222

KO ©.069648 ©.215558 @.160737
JPM  B.879461 8.321572 9.138262
TRV ©.e7e743 B.290876 9.122879
AXP ©8.e79174 ©.375866 0.117527
JN] ©.848623 9.2064 ©.066005
DOW ©.068312 9.391514 9.064652

CSCO ©.849429 9.28983 8.049785
HON 2.e4771 0.273822 9.046417
CRM ©.047678 ©.395204 2.83208
IBM ©.840822 0.271871 9.021414
NKE ©.835033 9.332413 @.000099
INTC -©.925591 2.390416 -0.155195
DIS -©.068306 ©.334939 -9.398433

BA -0.13172 9.509685 -9.327165

VZ -8.8532104 9.202641 -2.43478
MMM -8.125474 9.281013 -9.571055
WBA -©.195806 ©.337194 -0.682119

["AAPL", 'MSFT', 'PG', 'WMT', 'UNH', 'MCD’, 'MRK', 'CAT']

Zdroj: Viastné spracovanie

Obr. 5: MnozZina portfolii pre osem akcit
Sample of 100000 portfolios
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Zdroj: Vlastné spracovanie
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Return: 17.15%
Risk: 21.24%

Annualised Return

0.22
Annualised Risk (Volatility)

Zdroj: Vlastné spracovanie

Pri prvej mnozine, ktord obsahuje vSetkych tridsat’ spolo¢nosti z indexu Dow Jones
Industrial Average, nevieme vyobrazit’ mnozinu s efektivnou hranicou pri 100 000 portfoliach.
Ak by sme simulovali tato problematiku na vykonnejsich zariadeniach v hodnotach rovnych
milidnom portfolii, vedeli by sme sa priblizit' aj k efektivnej hranici. Aj napriek tomu, ze
momentalny vypoctovy vykon zariadenia nepostacoval a zostrojenie uz tak obSirnej mnoziny
trvalo desiatky mintt, vidime zvySenie o takmer 4% pri rovnakej volatilite. M6Zeme tak
pozorovat’ pozitivne navysenie pri simulacii 100 000 portfolii o 30 akcich.

Obr. 7: Zobrazenie vysledku pre prvii mnozinu portfolii

Sample of 100000 portfolios
Return: 9.46%
Risk: 21.23%
Weights
AAPL: 1.10%, MSFT: 1.50%, PG: 1.70%, WMT: 1.60%, UNH: 6.20%
MCD: 5.90%, MRK: 5.10%, CAT: 4.70%, HD: 6.80%, CVX: 5.60%
V: 0.10%, AMGN: 0.90%, GS: 4.90%, KO: 5.90%, JPM: 3.70%
TRV: 7.20%, AXP: 0.60%, JNJ: 5.10%, DOW: 1.50%, CSCO: 0.30%
HON: 4.60%, CRM: 2.60%, IBM: 4.30%, NKE: 0.80%, INTC: 0.90%
DIS: 4.00%, BA: 1.10%, VZ: 4.10%, MMM: 0.90%, WBA: 6.70%
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Zdroj: Vlastné spracovanie
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4 Zaver

V tomto prispevku sme prezentovali zostrojenie portfolii metdédou Monte Carlo, ¢o sa
ukazalo ako d’al$i funkény pristup pri tvorbe portfolii. V porovnani s pouzitim optimaliza¢ného
modelu, sa vieme priblizit’ k efektivnej hranici a namodelovat’ va¢Sinu z dazdnikovej plochy
obsahujucej dosiahnutel'né portfolia. Pri analyze boli vyuzité denné uzatvaracie ceny akcii
z indexu Dow Jones Industrial Average od 1.10.2018 po 1.10.2023. V porovnani s rovhomerne
rozlozenymi véhami akcii portfolia, sme zaznamenali pozitivne vysledky zloZeni z tridsiatich
akcii a vyrazné zlepSenie zaznamenali portfolia s 6smimi zlozkami. Pri modelovani boli nutné
poznatky z modernej teodrie portfolia, avSak nasledovna interpretacia vysledkov je jasna
a zrozumitel'na aj pre osobu neznall tejto problematiky. Simuléciou dostatocného mnozstva
generovanych portfolii sa vieme priblizit’ k efektivnej hranici a dosiahnut’ tak hodnoty blizke
stanovenym optimaliza¢nou ulohou. Nevyhoda tejto metddy spociva v nutnosti disponovat’
vysokym vypoctovym vykonom, v pripade ak je vypocet realizovany na vi¢Som pocte cennych
papierov. Markowitzova tedria teda vychadza z historickych tdajov, jednda sa Ccisto
o odhadované hodnoty a ich vysledky su tak s najvicSou pravdepodobnostou iba vodzkami
toho, ako by sa trh do buducnosti mohol spravat’. Nemozno teda tvrdit, Ze portfélia zostrojené
na zaklade modernej teorie portfolia reflektujii buduce spravanie trhu.
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