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Abstract 
 
 Exchange rates forecasting is an important financial problem that is receiv-
ing increasing attention especially because of its difficulty and practical applica-
tions. This paper proposes utilisation of Machine Learning methods in the field 
of financial praxis. Two modelling approaches – enhanced Group Method of 
Data Handling (GMDH) and back propagation Neural network – were em-
ployed for CZK/EUR exchange rate forecasting. Predictions were used for fi-
nancial management decision simulation of a virtual company and the results 
indicate, that machine learning proved to be useful source of information in the 
area. This implies that the proposed modelling approaches can be used as 
a feasible solution for exchange rate forecasting in exchange rate management. 
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Úvod 
 
 Práce analytiků se v dnešním světě, ve kterém exponenciálně roste množství 
dostupných informací a údajů různého typu, stává stále ekomplikovanější. I když 
se lidský mozek a jeho schopnost pojmout a zpracovat podněty bezesporu vyvíjí, 
rozhodně rychlost této evoluce nemůže konkurovat informační explozi posledních 
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let. Úměrně nárůstu vlivu počítačů v běžném životě roste i jejich schopnost sbí-
rat a uchovávat množství údajů takřka o čemkoli. Následnou analýzou těchto 
datových souborů lze získat velké množství velice cenných znalostí o procesech, 
které za nimi stojí.  
 Nejčastěji používané metody zkoumání závislostí v datovém souboru vychá-
zejí ze statistické analýzy, která je velice často spojená s obtížnou matematikou. 
Obecně jejich nasazení představuje nelehkou činnost, jež je v mnoha případech 
závislá na citu a zkušenosti analytika a na jeho znalostech o zkoumané proble-
matice. Je náročná na čas i zdroje, což činí její dostupnost a použitelnost v běžné 
praxi značně omezenou, a to i přes skutečnost, že s touto analýzou a následnou 
optimalizací by bylo možné naopak mnoho získat. Zde se tedy otvírá prostor pro 
nasazení metod postavených na umělé inteligenci a strojovém učení, které 
umožňují automatizovat proces datové analýzy při schopnosti zahrnout do zkou-
mání daleko větší objem údajů než při běžné „ruční“ analýze. 
 I přes stále častější ujišťování o náhodném pohybu měnových kurzů (napo-
sledy např. Alvarez [2]) je celá problematika analýzy vývoje a predikce měno-
vých kurzů pomocí metod umělé inteligence (a zejména neuronových sítí) před-
mětem obsáhlého výzkumu. To lze přisuzovat kromě náročnosti tohoto úkolu 
mj. i snadné dostupnosti dostatečného množství dat. Kromě knižních publikací 
(Azoff [6]; Trippi [42]; Beltratti [9]; Smith [40]), existuje i velké množství člán-
ků v zahraničních periodikách, a to ať už takových, které se zaměřují přímo na 
měnové kurzy (Balkin [7]; Walczak [45]; Chen [27]), či těch, jež berou tuto ob-
last jako jednu z možných aplikací (de Oliveira [16]; Foka [21]). Z oblasti samo-
organizujících se metod, do které patří i algoritmus GMDH (Group Method of 
Data Handling) používaný v této práci, lze zmínit více publikací (Ivakhnenko 
[28]; Oh [37]; Nikolaiev [36]; Ni [35]; Hwang [25]; He [23] nebo Hiassat [24]).  
 V následujícím textu jsou prezentovány výsledky simulační analýzy, která 
demonstruje praktickou využitelnost metod strojového učení v procesu řízení 
kurzového rizika. Cílem práce přitom není odsoudit v současnosti používané 
postupy založené zejména na statistické analýze, ale spíše poukázat na relativně 
nový způsob zkoumání časových řad popisujících pohyb měnových kurzů, který 
by mohl přinést do této problematiky nový náhled. Část první krátce pojednává o 
strojovém učení a použitých algoritmech. Parametry simulační analýzy jsou blíže 
popsány v části 2. Dosažené výsledky jsou poté shrnuty v části 3. 
 

1.  Umělá inteligence  
 
 Metody strojového učení a jejich aplikace do oblasti dolování znalostí z dat 
(datamining) se snaží eliminovat potřebu lidského zásahu do datové analýzy, 
nebo ji aspoň omezit na minimum. Připomeňme, že datamining lze vymezit jako 
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proces netriviálního získávání implicitní, dříve neznámé a potenciálně užitečné 
informace z dat (Fayyad a kol. [20]). Přehled velké části této oblasti umělé inte-
ligence lze nalézt například u Maříka et al. [33] a Berku [10]. 
 Strojové učení svou automatizovanou povahou nabízí pro uživatele schůdněj-
ší možnost tvorby modelu datového souboru bez jeho náročného statistického 
zkoumání, protože vychází z předložených dat a snaží se z nich na bázi svých 
algoritmů odvodit obecnější model těchto dat (většinou při použití na informo-
vaného prohledávání relativně široce vymezeného prostoru možných modelů 
zkoumaného datového souboru). V rámci této práce byly použity dva z těchto 
přístupů – neuronové sítě a algoritmus GMDH. Následující část se jim proto 
bude v krátkosti věnovat. Předem je nutné poznamenat, že rozsah této práce zda-
leka nedává prostor byť jen k základnímu úplnému popisu jejich funkce a jejich 
vlastností, čtenáře zajímajícího se o podrobnosti je proto nutné odkázat na uve-
denou literaturu. 
 
1.1.  Strojové učení a ekonomické aplikace 
 
 Se základními přínosy těchto technik pro oblasti nejen finančního řízení ale 
oblasti podnikové ekonomiky vůbec se lze seznámit například v publikacích 
(Kloesgen [30] či Loofbourrow [31] ). Využití metod strojového učení v predikci 
budoucího vývoje měnových kurzů otevírá prostor pro celou řadu konkrétních 
aplikací. Uplatnění nových metod umělé inteligence v praxi však musí vždy 
respektovat jejich specifický charakter. Vedle řady výhod existují i některá ome-
zení, a tak každé konkrétní rozhodnutí musí být přijímáno s ohledem na základní 
vlastnosti prezentovaných modelů. Mezi hlavní výhody přitom patří především: 
 • možnost predikovat budoucí vývoj měnového kurzu jak na bázi hodnot 
pouze samotné predikované časové řady, tak i s využitím hodnot jiných ekono-
micky relevantních časových řad; 
 • relativně snadná práce s modely na principu „černé skříňky“ na straně jed-
né, a současně schopnost modelovat vysoce nelineární procesy na straně druhé;  
 • výstupy v podobě predikce konkrétních hodnot, a nikoliv jen rostoucího či 
klesajícího trendu. 
 Jako nevýhodu lze spatřovat fakt, že výstupy strojového učení přestavují 
ve své podstatě modely typu „černé skříňky“ (black-box), kdy uživatel není de-
tailně seznámen s důvody, proč byly parametry daného modelu nastaveny tak, 
jak je zrovna používá. S tím souvisí i skutečnost, že metody strojového učení 
nepracují ve své základní podobě s žádnými testy statistické významnosti. Jejich 
použití tak neumožňuje zevrubné pochopení fundamentálních vztahů mezi vy-
světlujícími a vysvětlovanou proměnnou tak, jak tomu je například u složitějších 
ekonometrických analýz (Voit [44], Tsay [43]). Zde je však namístě poznamenat, 

  



 784 

že hlavním kritériem pro volbu typu analýzy jednoznačně musí být otázka vý-
sledného použití hledaného modelu. 
 Potřebuje-li uživatel pouze získat okamžitě několik modelů schopných pre-
dikce, aniž by potřeboval nutně rozumět příčinám predikovaného jevu, nabízí 
strojové učení přijatelné řešení. Je-li cílem, naopak, hlubší porozumění procesům 
stojícím za daty, pak je ovšem nutné sáhnout k zevrubné statistické (ekonomet-
rické) analýze prováděné příslušným týmem expertů. Podstatné ovšem vždy je, 
že rozhodnutí o výsledném postupu záleží vždy na uživateli analýzy a je jen na 
něm a na jeho zkušenostech, jak a ke kterým dostupným zdrojům informace 
o řešeném problému přihlédne.  
 Roli strojového učení v daném rozhodovacím procesu pak lze schématicky 
zobrazit prostřednictvím obrázku 1. 
 
O b r á z e k 1 
Role strojového učení v reálném rozhodovacím procesu 
 

 
Pramen: Buryan [13]. 

 
 Další nevýhodou těchto metod může pak být vysoce nelineární přenos vý-
sledného modelu (zejména u neuronových sítí), z jehož složitosti pramení i čás-
tečná neprůhlednost procedury stanovování parametrů. Dalšími negativy je 
schopnost naučit se závislost vyskytující se pouze v zpracovávaném datovém 
souboru a také fakt, že zpravidla lze jen velmi těžko nalézt obecný odhad chyby 
předpovědi, resp. její spolehlivosti (byť jsou zde pokusy o nápravu – viz např. 
Menezes [34]). 
 
1.2.  Modelování časových řad 
 
 Predikce časových řad určuje budoucí hodnoty řady na základě měření hod-
not minulých. Za tímto účelem sestavují metody strojového učení na základě 
těchto hodnot vlastní model časové řady. Identifikace modelu časové řady spočívá 
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v hledání parametrů obecných modelů ze zvolené množiny tak, aby výsledný 
model co nejlépe splňoval zvolené kritérium. Parametry se zde rozumí na zkou-
mané časové řadě nezávislé veličiny (u časově invariantních modelů konstantní 
v čase), které se v modelu vyskytují, jejichž hodnoty nejsou předem známy 
a které je proto třeba určit. Důležitou informaci často nesou tzv. intervenční, 
resp. exogenní proměnné (Arlt [3]) – informace o predikované řadě, případně 
o období, na které jsou sestavovány předpovědi. 
 Obecně tedy je třeba nalézt model, který určí souvislosti mezi vstupy a výstu-
py systému. Takových modelů je mnoho, pro účel predikce jsou zajímavé 
zejména modely matematické, které popisují vztahy mezi proměnnými systému 
pomocí matematických funkcí. Při určování modelu je tedy hledán takový model 

, pro který platí (Ivakhnenko [28]): g
 

arg min ( )
g G

g CR g
⊂

=%     (1) 
 
kde  
 G  – množina přípustných modelů, 

CR(.)  – kritérium hodnotící kvalitu modelu.   
 
 Při výběru predikčního modelu není vždy důležitá pouze odchylka předpově-
dí od skutečných hodnot (měřená např. kritériem střední kvadratické odchylky). 
Přílišná přesnost modelu může být způsobena i jeho tzv. přeučením, tj. přílišným 
přilnutím ke známým datům a z toho plynoucí ztráty schopnosti modelu genera-
lizovat. Je tedy zřejmě nutné zvolit kompromis mezi požadavky na přesnost 
a výslednou složitost – nejlepší model tedy je nejen přesný, ale také není zbyteč-
ně komplikovaný.  
 
1.3.  Neuronové sítě 
 
 Není pochyb, že nejdokonalejším nám doposud známým médiem určeným 
ke zpracování informace je mozek. Jeho masivně paralelní strukturu jednodu-
chých výpočetních jednotek – neuronů – navzájem hustě propojených komuni-
kačními spoji se snaží napodobit umělé neuronové sítě. Jejich základními jed-
notkami (Berka [10]) jsou neurony – výpočetní jednotky navzájem komunikující 
pomocí sítě vzájemných propojení. Každý neuron vykonává relativně jednodu-
chou funkci. Přijímá signály od svých sousedů a na jejich základě počítá svůj 
výstupní signál, který se pak šíří do dalších jednotek. Jedná se tedy o paralelní 
systém v tom smyslu, že množství jednotek může vykonávat svůj početní úkol 
ve stejném čase. Změny stavů jednotlivých neuronů se mohou dít jak synchron-
ně, kdy všechny jednotky vypočtou svůj výstup naráz v jednom okamžiku, tak 
i asynchronně. 
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 Jednotlivé neurony jsou vzájemně propojeny a každému z těchto spojů je 
přiřazena váha. A právě tyto váhy v sobě uchovávají znalosti a schopnosti ne-
uronových sítí. V nejjednodušším přiblížení realizuje každý neuron vážený sou-
čet svých vstupů, ze kterého je následně pomocí tzv. aktivační funkce vypočten 
výstup neuronu. Aktivační funkce neuronu je taková funkce F, pro kterou platí: 
 

( 1) ( ( ), ( ))k k k ky t F y t s t+ =         (2) 
 
kde 
 

( ) ( ) ( )k jk j
j

ks t w y t θ= + t∑       (3) 

 
přičemž k označuje k-tou jednotku sítě, wjk jsou váhy přiřazené jednotlivým 
vstupům neuronu yj a θk je konstanta. Výstup neuronu většinou není závislý na 
jeho aktuální hodnotě výstupu a má tedy tvar yk(t + 1) = Fk(sk(t)). Nejběžnějšími 
aktivačními funkcemi jsou funkce signum, arkustangens, lineární, resp. Semi-
lineární funkce, popřípadě spojitá sigmoida 
 

1( )
1 xF x

e−=
+

             (4) 

 
 Uvažujeme-li situaci předpovídání jedné hodnoty časové řady, lze vícevrstvý 
perceptron definovat (Haykin [22]) jako čtveřici (h ,n, y, P), kde h ∈ N je po-
čet skrytých vrstev, n = (n0, n1, .. nh) je počet neuronů v jednotlivých vrstvách 
F : R→ R je aktivační funkce neuronu a P = (W1, ... Wh, wy), kde Wi = (wi1, ... , 
wini) ∈ (Rni-1+1)n jsou parametry (váhy a vychýlení) neuronů mezi (i – 1)-tou vrst-
vou a i-tou vrstvou a wy∈ Rnh vektor parametrů výstupního neuronu. 
 
2.4.  Sítě GMDH 
 
 Algoritmus sítí GMDH, poprvé zveřejněný Ivakhnenkem [30], byl vyvinut 
jako nástroj pro identifikaci závislostí v komplexních nelineárních vícerozměr-
ných systémech, jejich predikci a aproximaci. Algoritmus hledá optimální struk-
turu modelu jako polynomiální (resp. multipolynomiální) funkci g : Rn→ R, kte-
rou realizuje pomocí polynomiální vícevrstvé sítě. Cílem je získat matematický 
model objektu (problém identifikace a rozpoznávání), nebo popsat proces, který 
se na objektu bude odehrávat v budoucnosti (problém předpovídání). Algoritmus 
GMDH patří ke skupině tzv. induktivních algoritmů – nad předloženým datovým 
souborem se snaží samy bez přičinění uživatele nalézt model zkoumaných dat.  
 Kolmorovova-Gaborova věta (Barron [8]) dokazuje, že jakákoliv funkce 
y = f( xr ) může být vyjádřena ve formě diskrétního Volterrova rozvoje. 
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 Tento rozvoj je tedy lineární vůči vektoru ar  a nelineární vůči vektoru 
xr  = (x1, x2, ...). Vektor xr  může být tvořen nezávislými proměnnými, funkcemi 
nebo konečnými diferencemi. 
 Algoritmy GMDH jsou používány k určení vektoru koeficientů  a k výběru 
takového vektoru proměnných 

ar

xr  z množiny vstupních dat, při jehož použití 
bude výstup sítě minimalizovat zvolené kritérium, kterým většinou bývá odchyl-
ka od hodnot naměřených na výstupu modelovaného systému při vstupech xr . 
 

0( ) ...i i ij i j ijk i j k
i i j j j k

y x a a x a x x a x x x= + + + +∑ ∑∑ ∑ ∑ ∑   (5) 

 
 
O b r á z e k  2 
Základní algoritmus GMHD 
 

 
 
Pramen: Ivakhnenko [29]. 
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 K pochopení principu GMDH algoritmu zde bude popsána jeho základní 
verze schematicky znázorněná na obrázku 2. Chování sítě je založeno na princi-
pu dopředného šíření signálu sítí – na uzly vstupní vrstvy (distribuční uzly) je 
přiložen vstupní vektor, jehož hodnoty jsou poté distribuovány do dalších (skry-
tých) vrstev složených z aktivních uzlů. Zde jsou provedeny příslušné kombina-
ce. V poslední (výstupní) vrstvě bývá ve většině případů již jen jeden uzel, jehož 
výstup je i výstupem celé sítě. V rámci sítě nejsou zavedeny zpětné vazby 
z vyšších do nižších vrstev. Jak počty vrstev tak i počty uzlů v nich jsou omeze-
ny pouze povahou řešené úlohy a požadavky uživatele. 
 V případě GMDH sítí nejsou váhy přiřazeny přímo jednotlivým spojům mezi 
uzly jako u klasického perceptronu. Každý uzel sítě má několik vstupů (v zá-
kladním případě právě dva) a jeden výstup, který může být dále vícenásobně 
rozvětven. Přenosovou funkcí každého uzlu je většinou polynom druhého řádu, 
jehož koeficienty hrají podobnou roli jako váhy perceptronu. Výstup i-tého ne-
uronu je tedy určen přenosovou funkcí  
 

yi = f(ui1, ui1) = ai0 + ai1 . ui1 + ai2 . ui2 + ai3 . ui1 . ui2 + ai4 . ui1
2 + ai5 . ui2

2     (6) 
 
 Celková přenosová funkce sítě je tedy v tomto případě polynom maximálně 
2n-tého stupně, kde n je počet vrstev sítě, síť tedy realizuje popis systému blíží-
cí se rozvoji (5). Jedna z možných výsledných podob sítě je pak zobrazena na 
obrázku 3. 
 
O b r á z e k  3 
Výsledná podoba sítě GMDH 

 
Pramen: Buryan – Onwubolu [12]. 
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 Na přenosový polynom uzlu je možné nahlížet jako na lineární kombinaci 
lineárních a nelineárních vstupních členů. Je samozřejmě možné přivést na vstup 
i jiná nelineárně modifikovaná data ze základního souboru, například jejich loga-
ritmy atd. Obecně pak může mít přenosová funkce neuronu i jiný tvar než poly-
nom (6), namísto prosté kombinace vstupů například kombinací harmonických 
nebo logistických funkcí. V těchto případech je však již učení složitější a jedná 
se často o tzv. hybridní GMDH algoritmy, používající k učení i dalších metod 
umělé inteligence. Koeficienty přenosu každého uzlu totiž lze na základě množi-
ny vstupních dat nastavit nejen například zde používanou metodou nejmenších 
čtverců, možné jsou i jiné metody, například gradientní kvazi-Newtonova meto-
da, techniky evolučních algoritmů apod. Vlastní získání dat z časové řady je pak 
identické jako u neuronových sítí. 
 Při tvorbě GMDH sítě jsou, stejně jako při učení neuronových sítí, vstupní 
data nejprve rozdělena do dvou množin – trénovací a testovací. Trénovací data 
jsou použita k nastavení koeficientů aktivních neuronů sítě. Na bázi odchylek 
naměřených na testovacích datech je následně proveden výběr nejlepších modelů 
ve vrstvě, nad kterými jsou budovány vrstvy další. Toto dělení dat zvyšuje odol-
nost algoritmu proti šumu ve vstupních datech, a zároveň snižuje riziko přeučení 
celé sítě.  
 Příklad použití algoritmu pro analýzu časové řady uvádíme na obrázku 4, kde 
jsou k předpovědi časové řady použity pouze hodnoty řady samé, bez použití 
dalších dodatečných informací o problému v podobě dalších řad.  
 
O b r á z e k  4 
Aplikace algoritmu GMDH na problém časových řad 
 

 
Pramen: Buryan [13].  
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 V rámci state byla použita upravená verze algoritmu MIA GMDH (označená ja-
ko eMIA – enhanced MIA), kterou jsme vyvinuli v rámci práce [13]. Konkrétní reali-
zace algoritmu umožňuje na základě zvolených kritérií a omezení vystavět GMDH 
síť z předložených vstupních a jim odpovídajících výstupních dat. Zároveň umož-
ňuje určit analyticky výsledný přenos sítě i vypočíst odezvu na předložené vstupy. 
 Pro tvorbu sítě byly zapracovány následující parametry, které umožňují 
zpřesnit výslednou predikci: 
 • omezení počtu vrstev sítě – ukončení učícího se algoritmu na požadované 
vrstvě; 
 • omezení počtu uzlů vrstvy – prořezání vrstvy a výběr předem stanoveného 
počtu uzlů; 
 • kritérium použité pro hodnocení uzlů – kritérium používané při prořezávání 
vrstev, příslušející historii; z této množiny je poté buď deterministicky, nebo 
náhodně vybrán požadovaný počet trénovacích n-tic); 
 • typ přenosové funkce uzlů – pro přenos uzlu je možné vybrat ze sedmi apli-
kovaných přenosových funkcí; 
 • poměr trénovacích a testovacích dat – určuje, jaký podíl dat z celkového 
souboru bude vybrán jako trénovací, zbytek použit jako testovací data (data jsou 
nejprve uspořádána do uspořádaných n-tic určujících výstup a jemu příslušející 
historii; z této množiny je poté buď deterministicky, nebo náhodně vybrán poža-
dovaný počet trénovacích n-tic); 
 • úpravy stabilizující regresi; 
 • úpravy zvyšující diverzitu vrstvy. 
 Podstatný rozdíl mezi eGMDH a vícevrstým perceptronem spočívá ve způso-
bu určení struktury sítě. Zatímco u neuronové sítě je nutné stanovit její úplnou 
podobu před zahájením učícího se procesu, během něhož se pouze nastavují 
váhy jednotlivých spojení, u GMDH sítí probíhá sestavování struktury automa-
ticky v rámci běhu algoritmu. Pro bližší informace o algoritmu eMIA GMDH viz 
Buryan – Onbuwolu [12]. 
 
 
2.   Parametry simulační analýzy  
 
 Simulační analýza byla provedena na hypotetických finančních tocích fiktivní 
firmy a na reálných finančních datech v letech 2005 – 2006. Analyzovali jsme 
situaci vývozní firmy, které vznikaly v důsledku její hospodářské činnosti každý 
měsíc pohledávky ve výši 400 000 eur se splatností 1 měsíc. Firma se tedy opako-
vaně dostávala do tzv. dlouhé transakční devizové expozice.2 Finanční manažer 
                                                           
 2 Blíže se tomuto problému věnují například Durčáková a Mandel [17], Eiteman et al. [19] 
a Madura [32]. 
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měl k dispozici několik instrumentů k zajištění rizika – FX forward, jednodu-
chou opci a dvě vybrané opční strategie. Volba výsledného rozhodnutí pak byla 
založena na predikci poskytnuté algoritmem GMDH, nebo neuronovou sítí. 
V simulační analýze jsme přitom používali reálné parametry jednotlivých in-
strumentů, jež jsou bankami standardně nabízeny středně velkým firmám na 
českém trhu. 
 
2.1.  Zajišťovací strategie 
 
 Měsíční forwardový kurz byl v analýze odvozen z tzv. podmínky kryté parity 
úrokových sazeb při zohlednění transakčních nákladů arbitráže.3 V případě jed-
noduché opce jsme pracovali s tzv. evropskou opcí se splatností 1 měsíc. Logic-
ky jsme nakupovali prodejní opce, tj. právo prodat 400 000 eur za 1 měsíc za 
předem stanovený realizační kurz. Aby zaplacené opční prémie nebyly příliš 
vysoké, kupovali jsme opce s realizačním kurzem cca 1 % pod forwardem. 4

 Dále jsme vzali v úvahu rovněž dvě základní opční strategie – Risk Reversal 
a Ratio Forward. Jedná se o tzv. zero cost strategie, jež spočívají v tom, že firma 
na jedné straně jednu opci koupí a na straně druhé jednu opci prodává tak, aby se 
přijaté a zaplacené opční prémie celkově rovnaly. 
 Strategie Risk Reversal se skládá z nákupu jedné prodejní opce (pozice long 
put) a současného prodeje jedné kupní opce (pozice short call) s rozdílnými rea-
lizačními kurzy. Firma si realizačním kurzem prodejní opce fixuje nejhůře ak-
ceptovatelný kurz. Banka následně dopočte realizační kurz kupní opce tak, aby 
se obě opční prémie rovnaly. Z podstaty opčních prémií přitom plyne, že čím 
nižší bude realizační kurz prodejní opce, tím vyšší bude realizační kurz kupní 
opce.  
 Realizační kurzy obou opcí tvoří koridor, v němž se pohybuje efektivní kurz 
pro inkaso uvedené pohledávky. Opční strategie Risk Reversal umožňuje zajistit 
se proti riziku, zároveň ponechává i určitý prostor podílet se na případném pozi-
tivním vývoji kurzu. Tato možnost je však omezena realizačním kurzem prodané 
kupní opce.  
 Konstrukce opční strategie Ratio Forward je v principu velmi podobná stra-
tegii Risk Reversal. Firma kupuje jednu prodejní opci, a současně prodává jednu 
kupní opci. Obě opce mají v tomto případě ovšem různý objem podkladové mě-
ny. Prodaná kupní opce zní na větší částku bazické měny, což umožňuje posu-
nout realizační kurz kupní opce nahoru při zachování rovnosti opčních prémií 
obou opcí. Firmě se tak otevírá větší potenciál podílet se na pozitivním vývoji 

                                                           
3 Viz například Taušer [41].   

 4 Blíže se problematice opčních prémií věnuje například Dvořák [18]. 
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měnového kurzu. Na druhou stranu, nestejný objem podkladové měny vede 
k tomu, že se firma buď zajistí pouze částečně, anebo se tzv. přezajistí, tj. otevře 
si opačnou devizovou pozici, byť zpravidla v menším rozsahu.  
 V naší simulační analýze jsme u obou opčních strategií stanovili realizační 
kurz koupené prodejní opce na úrovni realizačního kurzu jednoduché prodejní 
opce, tj. cca 1 % pod úrovní forwardového kurzu. Na základě vztahů mezi opč-
ními prémiemi a realizačními kurzy byly pak dopočteny realizační kurzy kup-
ních opcí prodaných bance. V případě opční strategie Ratio Forward jsme zvolili 
možnost přezajištění v poměru 1,5. Koupené prodejní opce tak zněly na 400 000 
eur, zatímco prodané kupní opce byly na 600 000 eur. Jestliže by se tedy kurz 
v době exspirace opčních kontraktů pohyboval nad realizačním kurzem prodané 
kupní opce, museli bychom bance prodat 400 000 eur za příslušný realizační 
kurz, a navíc bychom museli ještě dokoupit 200 000 eur za aktuální kurz a pro-
dat je bance opět za stanovený realizační kurz kupní opce. Se znehodnocením 
kurzu nad realizační kurz prodané kupní opce v době splatnosti obou opcí tak 
začíná efektivní kurz pro inkaso pohledávky klesat, přičemž tento pokles není 
teoreticky omezen žádným nejhůře akceptovatelným kurzem. 
 Finanční manažer fiktivní firmy měl tedy každý měsíc k dispozici portfolio 
čtyř instrumentů k zajištění rizika změny kurzu během následujícího měsíce. 
Který z nástrojů zajištění však zvolit? Žádný z uvažovaných měnových derivátů 
nepřináší lepší výsledky než ostatní instrumenty po celém intervalu budoucího 
spotového kurzu v době splatnosti příslušných kontraktů.  
 
O b r á z e k  5 
Efektivní kurz pro inkaso zajištěné pohledávky  
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Pramen: Vlastní zpracování. 
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 Obrázek 5 zachycuje vývoj efektivního kurzu pohledávky zajištěné jednotli-
vými instrumenty v závislosti na hodnotách spotového kurzu v době splatnosti. 
Forwardový kurz činí v tomto konkrétním příkladě 28,000 CZK/EUR. Nakoupené 
prodejní opce mají realizační kurz 27,700 CZK/EUR. Realizační kurz prodané 
kupní opce je v případě opční strategie Risk Reversal 28,200 CZK/EUR; u stra-
tegie Ratio Forward činí realizační kurz prodané kupní opce 28,400 CZK/EUR.  
 V obrázku není pro přehlednost zachyceno zajištění prostřednictvím jednodu-
ché prodejní opce s realizačním kurzem 27,700 CZK/EUR. Ta je v důsledku nut-
nosti platit opční prémie relativně málo atraktivní. Poskytuje zajištění při nejhor-
ším efektivním kurzu (realizační kurz minus zúročená opční prémie)5 a nejlep-
ších výsledků dosahuje až při výrazném znehodnocení kurzu. Přesněji musí být 
rozdíl budoucího spotového kurzu a realizačního kurzu prodané kupní opce 
v strategii Ratio Forward větší než dvě třetiny zúročené zaplacené opční prémie, 
aby jednoduchá opce přinášela lepší efektivní kurz. Formálně lze zapsat takto: 

 
(1 ) ( ) 0,5S P i X S X− ⋅ + > − − ⋅    (7) 

 
po úpravě       1,5 1,5 (1 )S X P i⋅ > ⋅ + ⋅ +              (8) 

 

a konečně        2 (1 )
3

S X P i− > ⋅ +              (9) 
 

kde 
 S  – spotový kurz v době splatnosti opčních kontraktů, 
 P – opční prémie koupené prodejní opce, 
 X – realizační kurz prodané kupní opce, 
 i  – příslušná úroková sazba na měsíční bázi. 

 
 Konkrétní volba zajišťovacího instrumentu tedy závisí na hodnotě očekáva-
ného spotového kurzu v době splatnosti. V naší simulační analýze jsme přitom 
nadefinovali zajišťovací strategii následujícím způsobem: 
 • Je-li očekávaný kurz pod forwardovým kurzem, zajišťujeme pohledávku 
forwardem. 
 • Jestliže se očekávaný kurz nachází nad forwardovým kurzem a pod reali-
začním kurzem prodané kupní opce u strategie Risk Reversal, využíváme strate-
gie Risk Reversal. 
 • Nachází-li se očekávaný kurz mezi realizačními kurzy prodaných kupních 
opcí u obou opčních strategií, vstupujeme do strategie Ratio Forward. 
 • Pokud je očekávaný kurz nad realizačním kurzem prodané kupní opce 
u strategie Ratio Forward, maximálně však o dvě třetiny zúročené opční prémie, 
zůstáváme u opční strategie Ratio Forward. 
                                                           
 5 České banky vyžadují od svých klientů úhradu opční prémie zpravidla do dvou obchodních 
dnů od uzavření opčního kontraktu. 
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 • Je-li očekávaný kurz nad realizačním kurzem prodané kupní opce u strategie 
Ratio Forward o více než dvě třetiny zúročené opční prémie, kupujeme pouze 
jednoduchou prodejní opci. 
 
2.2.  Použité predikční modely 
 
 Posledním krokem v simulační analýze byla implementace predikcí měnové-
ho kurzu na bázi neuronových sítí a algoritmu eGMDH (Buryan [13]) do mode-
lovaného rozhodovacího procesu v rámci řízení kurzového rizika firmy. Využili 
jsme přitom měsíční predikce ex ante. Do modelu jsme tedy zařadili vždy pouze 
data časově dostupná k simulovanému okamžiku predikce. K ověření schopností 
a možností zkoumaných přístupů k predikci časových řad bylo zvoleno prostředí 
MATLAB, ke každému měsíci bylo sestaveno 5 modelů eGMDH a 5 modelů 
neuronové sítě (pouze nad daty staršími než období, pro které byla činěna pre-
dikce), výsledný predikční model byl pak vybrán vždy dle minima chybového 
kritéria MSE (Mean Squared Error) každého modelu nad historickými daty (ve 
většině případů – cca 80 % byl vybrán model eGMDH).  
 Takovýto poněkud časově náročný postup (přehodnocení časově známých 
a neznámých dat a stanovování 10 modelů pro každý měsíc zvlášť) sice není 
tradičním v oblasti srovnávání různých modelů časových řad, nicméně věrně 
simuloval situaci firmy, která má v každém okamžiku svého rozhodování k dis-
pozici pouze historické údaje. Většina publikací využívá totiž všech dostupných 
dat, byť s vynecháváním trénovacích množin. To ovšem nutně vede ke skuteč-
nosti, že vytvářený model má při procesu stanovování parametrů k dispozici 
i data, které by ve skutečnosti známá být neměla a má možnost tak přizpůsobit 
rozsahy předpovědí i těmto budoucím hodnotám. Výsledek takového experimen-
tu je pak vždy s vysokou pravděpodobností zkreslený. 
 U algoritmu GMDH bylo použito nastavení s nepolynomiálními přenosy ome-
zené na čtyři vrstvy, počet uzlů v každé vrstvě byl omezen na 80. Vstupní pro-
měnné tvořily vybrané relevantní časové řady (spotový kurz CZK/EUR, třímě-
síční a šestiměsíční forwardové kurzy CZK/EUR, úrokové sazby v ČR a v EU-15 
apod.). Neuronová síť typu back-propagation měla jednu skrytou vrstvu čítající 
trojnásobek neuronů vrstvy vstupní (tedy trojnásobek počtu vstupních atributů). 
 
 
3.  Výsledky simulační analýzy  
 
 V simulační analýze jsme každý měsíc v letech 2005 – 2006 zajišťovali pohle-
dávku ve výši 400 000 eur se splatností jeden měsíc. K dispozici jsme měli sta-
novenou zajišťovací strategii a příslušné měsíční predikce kurzu na bázi algoritmu 
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eGMDH. Celkově jsme tedy realizovali 24 zajišťovacích operací. Graficky je 
průběh strukturovaného hedgingu zachycen na obrázek 6, v němž jsou pro každý 
měsíc zobrazeny tři různé kurzy koruny vůči euru – ex ante predikovaný kurz, 
skutečný kurz a efektivní kurz dosažený realizovaným zajištěním. Současně lze 
z grafu vyčíst i konkrétní instrument použitý v daném měsíci – forward (F), opční 
strategie Risk Reversal (RR) a opční streategie Ratio Forward (RF).  
 
O b r á z e k  6 
Průběh strukturovaného hedgingu  
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Pramen: Autoři s využitím údajů ČNB [14].  

 
 Celkem v deseti případech jsme pohledávku zajistili forwardovým kontrak-
tem. Zajímavý je zde fakt, že z hlediska ex post hodnocení jsme na uzavřené 
dohodě o forwardové transakci prodělali pouze jednou, tj. pouze jednou je efek-
tivní kurz pohledávky zajištěné forwardem nižší než skutečný kurz.  
 Obě opční strategie byly využity shodně, každá v sedmi měsících. Jednodu-
chá opce tedy nebyla nakoupena nikdy. Pokud jde o opční strategii Risk Rever-
sal, tak při ex post hodnocení lze konstatovat, že ve čtyřech případech bylo toto 
zajištění výhodnější než forward, naopak ve třech měsících bychom byli dosáhli 
lepších výsledků, pokud bychom bývali místo opční strategie uzavřeli dohodu 
o forwardové transakci. Koupenou prodejní opci v rámci dané strategie jsme 
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využili jednou, zatímco banka využila svou kupní opci dvakrát. V ostatních přípa-
dech jsme prodávali 400 000 eur za tržní kurz, tj. obě opce vypršely bez užitku. 
 Také u opční strategie Ratio Forward bychom, ex post hodnoceno, bývali 
dosáhli ve třech měsících lepších výsledků při zajištění forwardem; čtyřikrát byla 
naopak úspěšnější opční strategie. Pozitivně lze hodnotit rovněž fakt, že ve všech 
sedmi případech vypršely obě opce bez využití, tj. vždy jsme prodávali 400 000 
eur za aktuální tržní kurz. 
 Celkově přinesl strukturovaný dynamický hedging ve srovnání s nezajištění-
mi pozicemi dodatečný příjem ve výši 939 896 Kč. Pouze ve třech případech byl 
efektivní kurz zajištěné pohledávky nižší než aktuální kurz v době splatnosti 
pohledávky. Firma se přitom nikdy nevystavovala žádnému nadměrnému riziku, 
protože vždy měla zajištěný nejhorší efektivní kurz buď na úrovni realizačního 
kurzu koupené prodejní opce, anebo na hodnotě forwardového kurzu. 
 Využití predikcí na bázi eGMDH algoritmu v rozhodovacím procesu řízení 
kurzového rizika přineslo lepší výsledky i ve srovnání se strategií zajištění všech 
otevřených pozic vždy jen jednoduchou opční pozicí (o 3 456 119 Kč), opční 
strategií Risk Reversal (o 1 015 955 Kč) a případně opční strategií Ratio Forward 
(o 801 257 Kč). Pouze strategie zajištění všech otevřených pozic forwardovou 
operací byla spojena s vyšším celkovým korunovým příjmem (o 118 130 Kč). 
To lze patrně vysvětlit silným apreciačním trendem české koruny ve sledovaném 
období a s tím související tendencí k systematickému podhodnocení forwardo-
vých kurzů ve vztahu k příslušným budoucím spotovým kurzům (Durčáková 
a Mandel [17]) na straně jedné a značným prostorem pro další rozvoj a zdokona-
lování jednotlivých metod strojového učení na straně druhé. 
 

Závěr 
 
 Modely umělé inteligence jsou svým charakterem vhodným nástrojem, jenž 
může jako podpůrný prostředek přispět k fundovanějšímu řešení řady otázek ve 
finančním řízení firem. Ve srovnání s klasickou statistickou analýzou nabízejí 
řadu výhod. Tradiční statistické přístupy jsou náročné nejen na čas, ale i na po-
třebné programové prostředky a znalosti a zkušenosti analytika. Nejčastěji po-
užívané modely navíc kladou často velice silné požadavky na zkoumaná data 
(např. požadavek stacionarity časových řad apod.). V možnostech této analýzy 
také není zkonstruovat natolik komplexní modely, jaké jsou výsledkem strojového 
učení, a poskytují pouze linearizovaný model, přičemž je zřejmé, že část zdánlivé 
náhodnosti v ekonomických časových řadách může být projevem skrytých neli-
neárních závislostí. V důsledku toho dosahují klasické statistické modely velmi 
často menší přesnosti než například algoritmy GMDH nebo neuronové sítě. 
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 Představené modely jsou schopny dosáhnout přijatelných výsledků, a to i bez 
dlouhého ladění jeho různých nastavení, i bez důkladného předzpracování a pro-
zkoumání vstupního datového souboru. Výsledky práce naznačují, že algoritmy 
strojového učení jsou schopny poskytnout relevantní odhady budoucí situace 
a přihlédnutí k nim při finálním rozhodování závislém na budoucím stavu měno-
vých kurzů tak s sebou může nést pozitivní výsledky. V naší simulační analýze 
jsme se přitom snažili především naznačit, jakým způsobem mohou být výsledky 
modelů strojového učení implementovány do konkrétního rozhodovacího proce-
su finančního managera při řízení měnového kurzu. Reálných aplikací pak bude, 
samozřejmě, mnohem více – od otázek stanovení budoucího kurzu ve finančních 
plánech firmy, až po problematiku využívání finančních zdrojů a ukládání do-
časně volných prostředků v cizích měnách s cílem minimalizovat efektivní sazbu 
financování, resp. maximalizovat efektivní míru výnosnosti.6
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