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13. Slovenska S$tatisticka konferencia,
tematické zameranie: Statistické metody
3.—5.5.2006 alebo 20. — 22. 9. 2006 (podl'a terminu konania volieb),
Malacky, Hotel ATRIUM

EKOMSTAT 2006 — jubilejna 20. skola statistiky,
tematické zameranie: Statistické metody v praxi
21.-26.5. 2006, Trenc¢ianske Teplice

PRASTAN 2006,
tematické zameranie: Pravdepodobnost, Statistika a numerika
5.-9. 6. 2006, Banskobystricky kraj

FERNSTAT 2006,
tematické zameranie: Aplikovand, demograficka, matematicka Statistika,
Statistické riadenie kvality
5.-6.10. 2006, Tajov pri Banskej Bystrici

11. Slovenska demograficka konferencia,
tematické zameranie: Migrdcia
3 dni, rok 2007, Kosicky kraj
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UvaD

Vézené kolegyne, vazeni kolegovia

tretie nového Casopisu, ktory vydava Slovenska Statistickd a demograficka spolocnost’
(SSDS) je zostavené z prispevkov, ktoré autori pripravili pre Soloént Slovensko — Ceskdl
Statisticki konferenciu (ucitelia Statistiky v praxi) PRASTAN 2005. Tato konferencia sa
uskutoCila v dnoch 10. az15. jina vhoteli Lesdk v Tajove. Tématické okruhy
konferencie boli:

« problémy vyucby Statistiky a pravdepodobnosti

« aplikacie matematickej Statistiky a pravdepodobnosti

« noveé trendy v Statistike a pravdepodobnosti

« numericka matematika

o virtudlna univerzita, e-learning

Konferenciu organizovala Slovenskd Statisticka a demografickd spolo¢nost’
v spolupraci s Ceskou $tatistickou spolo¢nostou, Katedrou matematiky a deskriptivnej
geometrie Stavebnej fakulty STU, Bratislava, Katedrou matematiky Fakulty
prirodnych vied UMB, Banska Bystrica a Fakultou managementu UK, Bratislava.

Programovy vybor pracoval v zlozeni: Beloslav RieCan — predseda, Clenovia:
Jaromir Antoch, Jozef Chajdiak, Martin Kalina, Jozef Komornik, Magda
Komornikova, Jan Luha, Olga Nanasiova, Roman Nedela, Jan Amos Visek, Gejza
Wimmer. Organizacne k GspeSnému priebehu konferencie prispeli AlZbeta
Michalikova, Maria Minarovd a Magda Rencova.

Na priprave a zostaveni tohoto ¢&isla participovali: Martin Kalina, Ol'ga
Nénasiova a Maria Mindrova.

Recenziu prispevkov zabezpecili: Maria Bohdalova, Tomas Bacigal, Angela
Handlovicova, Jana Kalick4, Martin Kalina, Magda Komornikova, Pavol Kral’, Alzbeta
Michalikova, Méria Minarova, Ol'ga Nanasiova, Iveta Stankovicova, Jana Siagiové,
Katarina Trokanova, Peter Volauf, Viktor Witkovsky, Ivan Zembery.
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Statistické spracovanie biologickych podmienok toku

Marek Ando, Andrej Skrindr

Ekologicky stav toku je ovplyvneny mnohymi faktormi, z ktorych k najdolezitejSim

patri biotop fauny a fléry akvatickej oblasti toku, d’alej definovany ako habitat. Struktira
habitatu toku vyznamnou mierou vplyva na organizdciu a Struktiru biologickych
spoloCenstiev v flom Zijucich. V snahe zabranit’ zaplavovaniu tizemia sa pouZiva niekol’ko
spdsobov uprav tokov. Porozumenie vplyvu dosledkov l'udskej ¢innosti na Struktiru habitatu
zostava jednou z najzanedbanejSich oblasti vyskumu vo vodnom hospodarstve.
Jednym z dodlezitych, ak vObec nie najdolezitejSich bioindikdtorov povodia sd prave ryby.
V spolupraci Katedry Vodného hospodérstva krajiny s Katedrou Matematiky sa pokuSame
ndjst’ ur€iti homogenitu resp. zavislost’ vyskytu ryb ako dblezitého charakterizacného faktora
habitatu prostredia na hydrologickych parametroch prisluSného habitatu. Pre hodnotenie
kvality habitatu akvatickej oblasti jednotlivych tokov bola pouZitd metodika IFIM Instream
Flow Incremental Methodology — Prirastkovd metodika prudenia v toku (IFIM) [1,2,3,4,]. Je
to interdisciplindrny rozhodovaci systém, ktory vychddza z poznatku, Ze vicSina druhov ryb
uprednostiiuje isté kombindcie hibok, rychlosti pridenia, teploty vody a dnového materilu.
Ak sud tieto hodnoty pre rybie druhy v dotknutom tdseku zname, dd sa pre kazdy urcit
progndza vplyvu zmien abiotickych faktorov na biologické prostredie toku.

Vyskum mdZeme rozdelit’ do dvoch etdp a sice na pracu v teréne a zber potrebnych
dat; a nasledné Statistické spracovanie nameranych udajov.

Zber dat spociva vo vybere reprezentativnych tokov na zdklade geologického
podkladu prostredia. Ide vlastne o modelovanie kvality habitatu metodikou IFIM,ktord mozno
rozdelit do dvoch oblasti: 1. abiotickd oblast, ktord predstavuje hlavne hydraulické
modelovanie; 2..biotickd oblast’ do ktorej patri predovsetkym ichtyologicky vyskum

V 1. dochddza ku komplexnej hydrologickej charakteristike vybranych tokov, ¢ize
meraniu charakteristickych hydraulickych parametrov ako st prietok, hibka a rychlost’ vody,
Sirka toku v hladine, hyd. polomer, drsnost’ dna, atd. Meranie sa realizuje tak v intravildne
toku, Co je Cast’ toku nachddzajica sa priamo v obci a byva upravend, ako aj v extravildne, ¢o
je Cast’ toku mimo obce, zachovavajica si svoj pdvodny prirodzeny charakter.

Po tomto mdZeme pristipit’ k zberu ddajov urcenych k Statistickému spracovaniu. To
sa realizuje tak, Ze na danom toku sa spravidla trikrdt za sebou urobi vylov ryb pomocou
elektrického agregétu, priCom pri kazdom jednom ulovenom kuse sa zaznamendava o aky druh
ryby ide a v akej hibke a pri akej rychlosti pridenia vody bol ten ktory druh chyteny. Prave na
zaklade tychto udajov sa vyhotovuju tzv. vhodnostné krivky vyskytu pre jednotlivé druhy ryb
zv1ast pre hibky a pre rychlosti.

Jednou z dolezitych uloh Statistiky je skiimanie vzdjomnych vztahov a sdvislosti
medzi jednotlivymi javmi. Pri Statistickom skimani zdvislosti ide predovSetkym o pricinné
(kauzdlne) zdvislosti javov. O pri€innej zdvislosti sa d4 hovorit’ vtedy, ked’ jeden jav, alebo
skupina javov (pri€ina, resp. komplex pri€in) vyvoldva iny jav, resp. skupinu javov, pri¢om:

a) Vztah medzi pri¢inou a ti¢inkom mdZe byt jednostranny, to znamend Ze nemozno
hovorit’ o priamom spitnom posobeni ucinku na pri¢inu. V takom pripade
hovorime o jednostrannej zavislosti.

b) Pri¢ina uc¢inok na seba vramci urcitych podmienok trvale vzdjomne posobia
anavzajom sa ovplyviuji. V takomto pripade hovorirme o obojstrannej
zavislosti.
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Popri kauzdlnych vztahoch, ktoré su hlavnym obsahom Statistického skiimania
zavislosti, sa Statistika zaoberd aj skimanim iného typu zdvislosti. Nazvime ju zdruZenostou,
ked’ ide o typ zavislosti, pri ktorej nejde o pri¢inné vzt'ahy medzi danymi javmi, pri¢om
mozno pozorovat’, Ze urcitej vel’kosti, alebo obmene jedného javu spravidla zodpoved4 nejaka
vel’kost’, alebo obmena iného javu.

Vonkaj$im prejavom jednotlivych javov, resp. ich vlastnosti su Statistické znaky. Pri
Statistickom skdmani zdvislosti ide potom o meranie a kvantitativne opisanie vztahov medzi
réznymi Statistickymi znakmi pomocou vhodnych metéd, priCom metédy, pouZzitené pri
merani zavislosti medzi kvantitativnymi znakmi sa liSia od metdd, ktoré sa pouZzivaju pri
skimani zavislosti medzi kvalitativnymi znakmi.

Statistické skdmanie zavislosti medzi kvantitativnymi znakmi sa &asto nazyva
korelacny pocet [5].

Sila zdvislosti medzi dvoma kvantitativnymi premennymi, ¢iZe korelacny koeficient
bola testovand na deviatich reprezentativnych tokoch flySového charakteru pre viaceré druhy
ryb. Testované parametre boli vtomto pripade hibka resp. rychlost v zavislosti na
kvéazirovnomernej konStante M. Ddolezitym faktorom bol aj vyber vhodného reprezentativneho
druhu ryb, kedZe nie vSetky druhy sa vyskytovali na kazdom meranom toku, bolo nutné
prihliadnut’ aj na tito skutoc¢nost’. Najpocetnej$i vyskytom na vSetkych tokoch bol pstruh
poto¢ny. Koreldciou sme sa snazili zistit' ¢i existuje nejakd urcitd predpokladana zavislost’,
alebo by sme skor mohli hovorit’ o vztahu vhodnostnych kriviek pre hibku (rychlost) a M,
teda ¢i na zdklade zmeny parametra M dokaZeme odhadnit’ idedlnu hibku (rychlost) vyskytu
danej ryby.

Korelaény koeficient bol vyhotoveny zvl4st' pre vztah hibka — M arychlost — M
najskor spolo¢ne pre vSetky toky, na ktorych sa zvoleny druh (pstruh poto¢ny) vyskytol. Ako
prvé sme porovnali vrcholy vhodnostnych kriviek, to znamend miesta s najvac¢S$im vyskytom
daného druhu v uréitej hibke a pri uréitej rychlosti.

Korela¢n4 tabulka hibka — M Korela¢nd tabul’ka rychlost — M
hibka pocet M rychlost pocet M
hlbka 1 rychlost 1
pocet -0,3237 1 pocet 0,379658 1
M 0,135034| 0,15279 1M 0,113808 | -0,05562 1
Ay —xy

Korela¢nd tabulka zobrazuje Pearsonov koeficient koreldcie r = medzi

5.8,
jednotlivymi parmi premennych (hibka-podet, hibka-M; rychlost-pocet, rychlost-M). Tieto
korelacné koeficienty v rozsahu (-1, +1) vyjadrujd mieru zdvislosti linedrneho vztahu medzi
jednotlivymi premennymi.

Korelaény koeficient vztahu hibka — M ma hodnotu 0,135034 a vztahu rychlost — M
hodnotu 0,06225, ¢o mdZeme povazovat za zavislost’ celkom zanedbatel'nd.
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Grafické zobrazenie korelaénej matice: hibka - M

hlbka ooo o oo o m}
m} oo o o o o om
o B g pocet % . 9%
i B S o o 0 o P o M
o Y !
Korelaénd tabulka hibka — M Korela¢na tabul'ka rychlost — M
hlbka pocet M rychlost pocet M

hlbka 1 rychlost 1
pocet 0,408248 1 pocet -0,19112 1
M -0,2798 | 0,460057 1|M 0,6445491 0,127323 1

Korela¢ny koeficient vztahu hibka — M ma hodnotu -0,2798, ¢o indikuje nepriamy
vzt'ah a vztahu rychlost’ — M hodnotu 0,644549, ¢o je vcelku vel’ka zavislost.
Prirodzené toky:

Korelaénd tabulka hibka — M Korela¢na tabul'ka rychlost — M
hlbka pocet M rychlost pocet M
hlbka 1 rychlost 1
pocet -0,5187 1 pocet 0,295812 1
M 0,524142| -0,20194 1|M 0,125754| -0,59209 1

Korelatny koeficient vztahu hlbka — M ma hodnotu 0,524142, &ize silu zavislosti
mdZeme hodnotit’ ako velku; a vztahu rychlost’ — M hodnotu 0,125754, ¢o je mala zavislost.
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Problémy spojené s inferenciou o varianénom komponente v
zmieSanych lineArnych modeloch

Barbora Arendacka
Ustav merania SAV, Dubravska cesta 9, 841 04 Bratislava
barendacka@gmail.com

1. Uvod

Pri hladani testov hypotéz a metdéd na konStrukciu konfiden¢énych intervalov
pre varian¢ny komponent v zmieSanych linedrnych modeloch sa obvykle osobitne
uvazuju model s dvomi komponentami a model s viac komponentami. V pripade
modelu s dvomi komponentami sii existujice metody pocetnejsie, pre Specidlny tvar
hypotézy st zname presné rieSenia (takito situacia vo veobecnom pripade mod-
elu s viac komponentami nenastava). Okrem toho, ze mnohé zname metody(pre
testovanie, ¢i konstrukciu intervalov spolahlivosti) st priblizné, mnohé z nich st
pouzitelné len v §pecidlnych pripadoch zmiesaného linearneho modelu(ako bude
definovany v nasledujicej ¢asti). V ¢lanku sa budeme podrobnejsie zaoberat prave
pri¢inami popisaného stavu, ktory je sposobeny problémami pri nachadzani postacu-
jucich statistik a pritomnostou rusivych parametrov.

2. ZmieSany linearny model

Nech n-rozmerny nahodny vektor pozorovani Y splita nasledujici model:
Y = X0+ Araq + Asag + ... + Ay, + ¢, (1)

kde X je zndma n X p matica, A;, i = 1,...,k st zname n X ¢; matice, 3 je p-
rozmerny vektor neznamych parametrov, «;, ¢ = 1,..., k st navzijom nekorelované
g;-rozmerné normalne rozdelené nahodné vektory s nulovou strednou hodnotou a
kovarianénou maticou o1, o7 > 0 (nezname), a € je n-rozmerny vektor ndhodnych
chyb, € ~ N,(0,0%1I,), 0* > 0(nezndme) a cov(a;,e) = 0,7 = 1,....,k. Za tychto
predpokladov

k
Y ~ No(XB3,> 0lVi+ 0°1,), (2)
i=1
kde V; = A;AT. Dalej predpokladame, ze R(A;) € R(X), i = 1,....k, kde R(A)
oznaluje priestor generovany stlpcami matice A.

Za uvedenych predpokladov st ndhodné vektory «; vlastne charakterizované iba
hodnotami parametrov o2, ktoré spolu s parametrom ¢ nazyvame variantné kompo-
nenty. Vektory «; vnasaju do modelu variabilitu, ktord sa do vysledkov experimentu
dostava vyberom konkrétnych podmienok, za ktorych je experiment prevedeny, z
celej populacie moznych podmienok. Napr. vyberom konkrétnych objektov, na
ktorych uskuto¢iiujeme meranie. Sktimanim velkosti varian¢nych komponentov (ich
testovanim, resp. konstruovanim informacne bohatsich konfidenénych intervalov) je
mozné odhalovat a posudzovat jednotlivé zdroje variability. Model (1) zahffia napr.
ANOVA modely s ndhodnymi efektmi, zmieSanymi efektmi(pevné efekty st potom
zdruzené vo vektore [3), ale tiez napr. linedrnu regresiu s chybami v regresnych
parametroch.

KedZe na$im zéujmom je testovat hypotézy o, resp. konsStruovat intervaly spo-

Tahlivosti pre niektory z varianénych komponentov o%,...,0% a v triede distribuci
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(2) nie st tieto parametre ovplyvnené posunutim v strednej hodnote, t.j. grupou
transformécii {y — y + Xb,b € RP}, obvyklym postupom je redukcia modelu
skon$truovanim maximalneho invariantu vzhladom na spominant grupu posunuti,
t.j. skonStruovanim vektora Z = BLY kde, ak hodnost matice X je p;, By je
n X (n — p;) matica taka, ze BxB% = Mx =1, — X(X"X)"X" a BYBx = 1I,,_,,.
Pre nahodny vektor Z potom plati

k
Z ~ Nyp (0, " 0?W,; + 021, p,), (3)

i=1

kde W; = B;(V;BX. balej budeme predpokladat, ze Wi, ..., Wy, I,,_,, st linedrne
nezavislé.

Bez straty vieobecnosti mozme za parameter zaujmu pokladat parameter o2 (jed-
notlivé varianéné komponenty o2, ...,02 mozme podla potreby preznacif), a teda
podla vyssie uvedeného, ilohou je najst testy, resp. metody pre konstrukciu konfi-
denc¢nych intervalov pre tento parameter v triede rozdeleni (3). Obvyklym krokom
v podobnych situiciach je najdenie minimalnych postacujicich $tatistik pre (3), na
ktorych je potom zaloZena vSetka inferencia. Ako dalej uvidime, prave problémy pri
konstruovani postacujicich statistik spolusposobuji uz spominané delenie rieSeni na
rieSenia pre model s dvomi komponentami a pre model s viac komponentami, vac¢siu
rozpracovanost rieSeni v prvej situdcii a st vyznamnou prekazkou pri prechode od
modelu s dvomi komponentami k vSeobecnému pripadu modelu s viac komponen-
tami.

3. Minimailne postacujtice statistiky a ich vlastnosti

Oznatme ¢ = (02, ...,0%,0%). Vektor Z v (3) mé hustotu

£(el0) = h(@)eap{~ 5= (3 o2Wi + 0*1) 2}, ()

Pri hladani postacujtcich $tatistik pomocou vety o faktorizacii hustoty je teda
potrebné najst inverziu kovarian¢nej matice ¥y = S8 | 02W; + 021 Seely [9] ukézal,
7e tato inverziu mozno vyjadrit pomocou bazy kvadratického podpriestoru gene-
rovaného maticami W1y, ..., Wy, I.

Kvadraticky podpriestor

Nech A oznacuje kone¢norozmerny priestor realnych symetrickych matic(prislus-
nych rozmerov) so skalarnym st¢inom definovanym < A, B >= trAB,A,B € A.
Podpriestor B priestoru A sa nazyva kvadraticky podpriestor, ak B € B implikuje
B? € B. (Podl'a uvedenej definicie je A tiez kvadratickym podpriestorom.) DéleZitou
vlastnostou kvadratického podpriestoru je, Ze ak matica A € Ba A = X!, 6; P je jej
spektréalny rozklad, kde 4y, ..., §; stt navzajom rozne, nenulové vlastné ¢isla matice A a
Py, ..., P, st im zodpovedajice idempotentné, symetrické, po dvojiciach ortogonalne
(P,P; = 0,1 # j) matice, tak Py, ..., P, tiez patria do B. Z toho vylyva, Ze spolu
s kazdou maticou A € B do B patri aj jej Moore-Penroseova pseudoinverzia A" a
7e v kazdom kvadratickom podpriestore existuje jeho béza zlozena zo symetrickych,
idempotentnych matic. Dalsie vlastnosti kvadratického podpriestoru st popisané v
[9]. Z pohl'adu postacujicich $tatistik je dolezita este jeho komutativnost. Kvadra-
ticky podpriestor je komutativny, ak jeho prvky navzajom komutuja. Plati(pozri [9],
lema 6), ze kvadraticky podpriestor je komutativny prave vtedy, ked existuje jeho
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béaza, ktort tvoria symetrické, idempotentné a po dvojiciach ortogonilne matice.
NavySe, tato baza komutativneho kvadratického podpriestoru je jedinid. Ako dalej
uvidime, prave komutativnost, resp. nekomutativnost kvadratického podpriestoru
vyrazne ovplyviiuju vlastnosti postacujucich statistik.

Postacujice statistiky

Vratme sa k naSmu problému. Potrebujeme vyjadrit inverziu kovariancénej mat-
ice vektora Z. Ak ozna¢ime By, = gen{W7, ..., Wy, I} kvadraticky podpriestor gene-
rovany (realnymi, symetrickymi) maticami W7y, .., Wy, I, tak je zrejmé, ze pre kazda
kombinaciu varian¢nych komponentov je kovarianénd matica Y5 (ako linedrna kom-
binacia generujucich prvkov) prvkom By, a teda aj jej inverzia patri do By . Preto,
ak {Ry,..., R.} je baza By, tak pre kazdé &

k 1 r
(Z oi Wi + 02[> =Y fi(@)R;,
i=1 i=1
pre nejaké koeficienty f1(a), ..., (7). Po dosadeni do (4) je zrejmé, Ze postacujice
Statistiky pre (3) st U; = ZTR;Z,i = 1,...,r. Tato mnoZina postacujtcich Statistik
je zaroven minimalna, ¢o mozno dokazat pomocou toho, ze Statistika je minimalna
postacujica, ak sa jej hodnoty pre dva Iubovolné body vyberového priestoru zq,
2o rovnaju prave vtedy, ked podiel f(z1|7)/f(22]7) je konstanta ako funkcia & ([3],
str. 255) a z faktu, Ze linedrny priestor generovany maticami {(I + >, 6,W;)7%,
0 < 6; < (k+1)"'} je najmensi kvadraticky podpriestor obsahujiici linearny priestor
generovany maticami Wy, ..., Wy, I (|7], str.15). V pripade ak r = k + 1, Seely [9]
dokazal, ze U; st aj uplné. Vtedy vlastne bédzu By, tvoria matice W7, ..., Wy, I.

Vlastnosti postacujicich statistik

Vlastnosti postacujicich Statistik zavisia na komutativnosti modelu zodpoveda-
juceho kvadratického podpriestoru By,. Ak je By komutativny, za Ry, ..., R, mézme
zobrat matice tvoriace jeho symetrickd, idempotentni, ortogonélnu bazu ( R,R; =
0, i # j), ktort vieme néjst jednoduchym postupom, pomocou spektréalneho rozk-
ladu jednotlivych matic W7y, ..., W, I a algoritmu popisaného v [9], lema 5 (pozri
Prilohu A). Kedze S5 € By, X5 = S5 02W,; + 021 = "1 kj(7)R; a z vlastnosti
rozdelenia kvadratickych foriem normalne rozdeleného ndhodného vektora je zrejmé,
e

U,L‘ ~ kl(ﬁ)xi, Vv, = tT’(Rl), 1= ]., ey Ty

kde ki(7) = X5, 7 702 + 02, kde Wi =5 1) Ry i=1,...kal=YI_| R,
a Statistiky U; st navzajom nezavislé. (Modely, pre ktoré je By komutativny a
dim(Bw) = k + 1, nazyvame regularne.)

V pripade nekomutativnosti By, je jednak vo vSeobecnosti zlozité najst béazu
tohto kvadratického podpriestoru (rieSenie v niektorych Specidlnych pripadoch je
uvedené v [5], str. 92-93), jednak, kedZe neexistuje jeho béza, ktorej prvky by boli
stucasne idempotentné a ortogonalne, zostrojené postacujice Statistiky nemusia byt
vo v8eobecnosti nezavislé a jednoduchost ich rozdelenia sa tiez straca.

4. Doésledky uvedeného a rusivé parametre

Z uvedeného je zrejmé, ze v pripade komutativneho kvadratického podpriestoru
zodpovedajuceho modelu nastava pomerne priazniva situacia pre hladanie testo-
vacich Statistik a metod pre konStrukciu konfidencnych intervalov pre varianény
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komponent of. Prave tento fakt je jednou z pri€in v tvode spominaného dele-
nia znamych metéd na metédy pre model s dvomi komponentami a pre model s
viac komponentami. Model s dvomi komponentami ma totiz vzdy zodpovedajici
kvadraticky podpriestor By, = gen{Wi, I} komutativny, a teda vzdy vieme najst
mnozinu nezavislych, x? rozdelenych postacujticich Statistik, na ktorej mozme zalozit
celt inferenciu. Bazu By v tomto pripade tvoria symetrické, idempotentné a po dvo-
jiciach ortogonalne matice Fy,t € 7 zo spektralneho rozkladu matice W, zodpoveda-
juce jej navzajom roznym nenulovym vlastnym ¢islam a matica E =1 — >, E;.
Problémom, s ktorym sa zostava potykat je pritomnost rusivého parametra o2.

V pripade modelov s viac ako dvomi variancnymi komponentami sa stretavame
s modelmi, pre ktoré je By, komutativny, aj s modelmi, pre ktoré je By neko-
mutativny. Do prvej skupiny patria napriklad vyvazené ANOVA modely réznych
typov, ktoré st vic¢Sinou navySe aj reguldrne. Postacujuce sStatistiky U; sa po-
tom zhoduji so sumami §tvorcov zo znamej tabulky analyzy rozptylu. Staci v8ak
uvazovat nevyvazené ANOVA modely a vo v8eobecnosti dostavame situdciu s neko-
mutativnym modelu zodpovedajicim kvadratickym podpriestorom (isté triedy tzv.
Ciastone vyvazenych modelov, ktoré st ale regularne, st popisané v [12]). Nezaned-
batelna je aj pritomnost rusivych parametrov, ktorych je vac¢si pocet a st kompliko-
vanejSie previazané ako v pripade modelu s dvomi komponentami. Preto napriklad,
kym pre testovanie nulovosti o? existuju v modeli s dvomi komponentami presné
testy, v modeli s viac komponentami st vo vSeobecnosti zname iba testy priblizné,
a to aj v pripade regularnych modelov (pozri [4, 10]). Rusivé parametre si napr. aj
pri¢inou toho, ze zname metody v pripade konstrukcie konfiden¢énych intervalov st
len priblizné dokonca aj v modeloch s dvomi komponentami. (V modeloch s viac
komponentami st zname len pre $pecidlny typ modelov - ANOVA modely (aj ked
vyvazené aj nevyvazené)(pozri |2]).)

Tazkosti spojené s inferenciou v modeloch s viac komponentami sa niekedy riesia
redukciou modelu na model iba s dvomi komponentami, ktory predstavuje jedno-
duchsiu situaciu. Ide o postupné uplatiovanie vhodnych projekcii, ktoré vylucuju z
modelu varian¢né komponenty, ktoré nas nezaujimaji. Podrobny opis tejto metody
mozno najst napr. v [10]. Tento postup obchadza problém s postacujicimi Statis-
tikami a zaroven znizZuje pocet rusivych parametrov. Jeho nevyhodou ale je, ze pri
projekcidch dochadza k znizovaniu dimenzie problému, takze stav s iba dvomi kom-
ponentami (a dimenziou vi¢Sou ako 1) nemusi byt dosiahnutelny. (Ako uvidime,
dimenzia zavisi od hodnosti matic vystupujtcich pri variané¢nych komponentoch,
ktort jednotlivé projekcie mozu nezelane znizit.)

Pre ilustraciu vhodnych projekcii uvedieme priklad redukcie v modeli (1) s tromi
komponentami. Po redukcii na maximélny invariant dostavame:

Z ~ Ny (0,07 Wy + 05 Wa + 0°1),

kde W; = B)T(AlAlTBX,WQ = B)T(AQAZTBX. Vylacit z modelu niektory z rusivych
parametrov moézme jednym z nasledujtcich dvoch krokov:

1. ak R(B%A;) € R(B%A,), mdzme pouzit projektor
Mpra, =1 - BY Ay(AT My Ay)~ AL Bx, resp. jeho rozklad Mpry, = ByBY,
BBy =1;, d =n — h(X) — h(B% Ay) a transforméciou BI Z vylac¢ime z mo-
delu komponent o3, dimenzia sa zniZi o hodnost matice BXA,. (Var(BIZ) =
U%BngBQ + UQId.)

30



2. ak podmienka R(B%A;) € R(B%Aj) nie je splnend, nemozno uplatnit pro-
jeként maticu M BT A, bez straty komponentu ¢? z modelu. Je ale moZné
pouzit projeként maticu Pgra, = I — MB}"(A2, resp. jej rozklad, a k trans-
formovanému vektoru Z este pripo¢itat vhodne upraveny vektor rezidui (po-
drobnosti vid [10]), ¢im sa odstrani komponent 2. Varian¢na matica tak bude
tvorena zlozkami o2Wy a (02 + co®)Ws, resp. oWy a 62Ws,. Aby sme dospeli
k modelu (3) s dvomi komponentami(o?,52), je nutné eSte uplatnif trans-
forméaciu, ktora prevedie maticu W, na jednotkovi. Tou transforméaciou je
prenasobenie modelu maticou BT, takou, ze BTW,B = I,. d, ¢o je dimen-
zia problému po vyslednej transformécii, je v tomto pripade rovné hodnosti
matice WQ.

V pripade modelov s vi¢$im poctom komponentov sa uvedené dva kroky viacnasobne
opakuji. Vzhladom na to, Ze hodnost matic W;, resp. W;, je obvykle mala, k
najvacsej redukcii dimenzie dochadza pri uplatneni kroku 2.

Vratme sa este k problému ruSivych parametrov. Ako aj v inych tlohach, kde
sa vyskytuji, ich pritomnost stazuje konstrukciu testovacich Statistik, resp. pivo-
tov (v pripade konfidenénych intervalov), ktorych rozdelenie nezavisi na rusivych
parametroch. Uplatnenim principov zov§eobecnenej inferencie vSak mozno tieto ob-
tiaze prekonat. Pojem zovSeobecnenej inferencie zaviedli Tsui a Weerahandi [11] a
dalej rozpracoval Weerahandi [13, 14]. Ide o inferenciu, ktora sa robi podmienene
na napozorovanych datach, kedze testovacie $tatistiky, ¢i pivoty moézu od napo-
zorovanych dat zavisiet. Prave zaClenenie napozorovanych dat do vyjadrenia tychto
kvantit vyrazne zjednodusSuje konstrukciu vyrazov s distribaciou, ktora pri pevnych
datach nezéavisi na rusivych parametroch. ZovSeobecnené testy a konfiden¢né inter-
valy st potom odvodené z presnych pravdepodobnostnych tvrdeni, ktoré su vsak iba
podmienené(napozorovanymi datami) a dodrzanie predpisanej hladiny vyznamnosti,
resp. konfiden¢nej tirovne sa musi overovat simulacne, kedZe ich skuto¢né hladina
(aroven) nie je explicitne zndma. V mnohych situaciach sa vSak javia ako vhodné
rieSenie. Aplikicie principov zovSeobecnenej inferencie na tlohy o varian¢nych kom-
ponentoch v zmieSanych linedrnych modeloch mozno néjst v [14, 8, 6, 1]. Tak ako
st uvedené v tychto pracach, zovseobecnené testy a konfidenc¢né intervaly sa vSak
opieraju o znalost postacujucich Statistik.

5. Zhrnutie

V predchadzajicich riadkoch sme nac¢rtli problémy, ktoré stazuji inferenciu o
varian¢nom komponente v zmieSanych linearnych modeloch (1). Ide o tazkosti
pri nachadzani postacujicich Statistik a pritomnost ruSivych parametrov. Kym
komplikacie sposobené rusivymi parametrami mozno obist pomocou zov§eobecnenej
inferencie, problém s postacujicimi Statistikami je zavaznej$i a komplikuje pre-
chod od modelu s dvomi komponentami k modelu s viac komponentami. Testy
alebo veliciny pre konsStrukciu konfiden¢nych intervalov vo vSeobecnom pripade
zmieSaného linedrneho modelu bude preto asi treba zalozit na nejakych inych, vhod-
nych kvadratickych forméch vektora pozorovani, pripadne na nejakej aproximacii
modelu. V dplne vSeobecnom pripade, bez pouzitia redukcie, si doteraz zname len
testy nulovosti o2 odvodené lokélne, pri konkrétnych hodnotéach rusivych parametrov,
met6dy pre konstrukciu konfidenénych intervalov nie sii zndme vébec.
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Slovenskej republiky.
A Ortogonilna idempotentni baza v By,

Ak je By komutativny kvadraticky podpriestor, vieme najst jeho ortogonalnu,
idempotentni bazu nasledujicim postupom.

1. najdeme spektralny rozklad matic Wy, ..., Wi: W; = 307, )\jWiFjWi,

2. z mnoziny matic {I, F}"",i = 1,..,k,j = 1,...,r;} a vietkych moznych saci-
nov z nich utvorenych dvojic, trojic,..., k-tic vyberieme linedrne nezavislé
prvky, ktoré budu tvorit idempotentni bazu komutativneho kvadratického
podpriestoru By,

3. idempotentnti bazu z predchadzajiceho kroku ortogonalizujeme algoritmom
popisanym Seelym (1971), lema 5:

Ak Ry, ..., R,,, R si nenulové, symetrické, idempoteniné matice také, Ze Ry, ...
R,, su po dvojiciach ortogondlne, R s nimi komutuje a je s nimi linedrne
nezdvisld, potom matice

)

P,=RR;, i=1,..m

Pm_H‘:Ri—RRi, izl,...,m
P2m+1 - R - R(Rl + ...+ Rm)

st symetricke, idempotentné, po dvojiciach ortogondlne a existuje medzi nims
asponi m + 1 linedrne nezavislyjch matic. TieZ priestor generovany maticami
Ry, ..., Ry, R je podpriestorom priestoru generovaného maticami Py, ..., Popyyy.

Teda, ak C4,...,C, je idempotentna baza komutativneho kvadratického pod-
priestoru By, tak podla predchadzajiceho vieme z matic
CiCy C1—Cy Cy—C1Cy Cs,...,C,
vybrat bazu Dy, ..., D, pre By takd, ze D1Dy = 0. Dalej, z matic
D1Ds, DyD3, Dy — D1 D3, Dy — DyD3, D3 — D3(Dy + D3), Dy, ..., D,

mozme vybrat bazu Gi,...,G, pre By takd, 7e G1Gy = GGz = G1G3 =
0. Pokracujic podobne d'alej dostaneme nakoniec ortogonalnu, idempotentnu
bazu pre By .
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Odhad ¢asoveho zatizeni vysokoSkolskéehaitele dilé¢imi éinnostmi (problémy
vyhodnoceni dotaznikoveho Séeni)

Jitka BartoSova
University of Economics, Czech Republic

Abstrakt: Cilem pgispvku je podat informaci o problematice odhadu patamepolohy zatiZzeni
vysokoskolského pracovnika -€dce jednotlivymicinnostmi. VykErovy soubor, pouzity k odhadu uvedeného
parametru, vznikl agregaci vysledipiedt®zného, hlavniho a dod#&meho dotaznikového $eni, které bylo
provedenoiesiteli grantového projektu GZAR ¢. 402/03/1341 na dvou vysokoskolskych pracovidticha
Vysoké Skole ekonomické a na Jeské univerzit v pribéhu roku 2003.

Kli ¢éové slova:bodovy a intervalovy odhad, dotaznikovéd&et, parametr polohy.

Uvod

Pro zdarné \iieSeni problému znormovéani vykKomysokoSkolského ditele je nezbytné dit jeho ¢asové
zatizeni jednotlivymi déimi ¢innostmi tak, aby mohlo byt &no jeho relativnicasové zatizeni kazdou
ze sledovanych polozek. Pozadovantasovou charakteristiku ziskdme vhodnym bodovymefiaiovym)
odhadem parametru polohy raékehi vybérovych soubal, které obsahuji Udaje &asové narénosti dikich
ginnosti VS pedagoga. Vysledkem je jednamda prifazeni mnoziny¢asovych hodnot k mnoZindikich
¢innosti, jejiz prvky &innosti) jsou pedem dany pozadavky grantového projektu. Charakiteri polohy
vybérovych rozéleni mohou vystihovat hfi centralni nebo extremalni tendenci dat. Z hledigkaadavk
grantového projektu se zde z&fme pouze na deni vhodné ,centralni* miry polohy rodéni. K ,centralnim*
meéram obech fadime jak momentové typy charakteristik, tizmé ptimeéry (véetrg robustnich verzi — nép
useknutéhoc¢i winsorizovaného @iméru), tak kvantilové typy charakteristik, tj. medjaBES odhad,
Gastwirthiv odhad, polosumu, pivotovou polosumu apod. K reali odhadu charakteristik Ize pouzit ré¥n
vice metod, nap metodu maximalni drohodnosti, metodu nejmensi¢tverai, kvantilovou metodu. Vyr z
uvedené nabidky charakteristik polohy a metodhejidhad je dan konkrétnim charakterem datového souboru.
Zakladnim ukolem statistické analyzy danych &nlvych soubak je tedy volba a realizace nejlepSiho odhadu
~centralni“ hodnotykasového zatizeni vysokoSkolského pedagoga jedatligilcimi cinnostmi.

Metodika reSeni

Problém bodového (intervalového) odhadu ,centdtimidnoty¢asového zatizeni vysokoSkolského pedagoga
jednotlivymi dikimi ¢innostmi je sodidsti obecné problematiky odhadu paraietfbérového rozdleni. Pro
charakterizaci polohy (pdjpact variability a tvaru) vybrového rozdleni byvaji tSinou pouzivany
momentové miry. Tyto miry jsou vSak vesnvelice citlivé na vyskyt odlehlych hodnot. Prgbokud jsou naip
v datech identifikovany odlehlé nebo extrémni hdgng vhodné pozit k charakterizacikterou z robustnich
mér (viz nag. ANTOCH a VORLIKOVA, 1992, BARTOSOVA 2003 a, b, JURKOVA, 2001).
Momentovou mirou polohy v@ového souboru, kterou Ize vystihnoutesini hodnotuasového zatizeni VS
pedagog jednotlivymi pedagogickymi i nepedagogickymiiinnostmi, je vyBrovy prmér X (viz
BARTOSOVA a STEJSKALOVA, 2003, STEJSKALOVA a BARTOSOVA, 2Z)0STEJSKALOVA,
ROLINEK a BARTOSOVA, 2003). Vy&rovy pimer je viak nejlepdim odhadem parametru polohy paaze
piedpokladu, ze vy neni ,maly” a je ptizen ze souboru, ktera mi symetrické #edi a neni kontaminovan
odlehlymi pozorovanimi. Vydrovy paimér je odhadem, ktery ner -robustni, to znamena, Ze je vysoce citlivy
na vyskyt odlehlych hodnot. Jeho asymptotickym Inoderatu jeO.

Velmi vhodna a na vypity jednoduchd jeifda kvantilovych vybrovych charakteristik (viz ndp
BLATNA, 1994). Jedna se o vysoce robustni miry, &ktefizeme pouZit i viipact, Ze rozdleni souboru je
neznamé. Tyto miry vS8ak nemusi byt nejlepSimiéwgtaymi charakteristikami polohy (pipads variability a
tvaru) vyterového rozdleni. Pokud se prokaze, zZe vy soubor pochazi zkterého znamého roziéni, pak
nejlepSi metodou odhadu paranetinhoto rozdleni je maximala vérohodny odhad. Z nabidky kvantilovych
charakteristik polohy, kterymi Ize vystihnout ,ceiihi* ¢asové zatizeni VS pedadogednotlivymi dikimi
¢innostmi, nfizeme jmenovat napmedian, BES-odhad, Gastwilithodhad, polosumu, pivotovou polosumu a
dalsi (viz nap BLATNA, 1999). Median je ze v3ech &m polohy nejvice B-robustni, jeho



asymptotickym bodem zvratu J%. AvSak v gipac, Ze vylgrove rozdleni neni symetrické, neni jiz median

nejvhodrjsi kvantilovou vylrovou charakteristikou polohy. V takovéntigadt vystihuji centraini polohu
souboru lépe &které dalSi kvantilové miry, jako jsou faBES-odhad, Gastwirtty odhad, pivotova polosuma
apod.

Vzhledem k tomu, Zeietnosti realizaci jednotlivych polozek, ziskanycklotaznikového Signi, jsou
prevazré ,malé“ (od 4 do 20 hodnot), je vhodné pouzit kani parametru polohy a variability Hdrnpostup.

Pro odhad parametru polohy bude tedy vhodné ppiugtovou polosumuP,_ a pro odhad variability pivotové

rozpsti Ry . Pivotova polosuma je kvantilova charkateristikéopy, ktera je tvena linearni kombinaci horniho
a dolniho pivotu. Pro rozsah W od 4 do 20 hodnot jsou pro pelty ugeni intervalového odhadu parametru

R .
polohy publikovany vybrané kvantinL(l a)(n) rozcklenf statistiky T, =R—L v praci (MELOUN, MILITKY
Y L

2002, s. 147). Nap 95%-ni oboustranny interval spolehlivosti ,ceftfa hodnoty ¢asového vytizeni VS
pedagog jednotlivymi dikimi ¢innostmi, nizeme vyjatit vztahem:

PL—tL 0975 (MIR. s u< P+t (go75 (N IR .
AvSak pokud jsoietnosti realizaci jednotlivych polozek, ziskanyatioraznikového Sgini, ,velmi malé”
(n; <4), nelze vyvozovat z vyslediSeteni zadné obecné zfty (viz MELOUN, MILITKY 2002, s. 146).

Charakteristika datovych soboni

V ramci grantového projektu GZR &. 402/03/1341 byly na dvou kejnych vysokych 3$kolach Ceské
republice — Jiheské univerzit a Vysoké Skole ekonomické — realizovany ulghu roku 2003 postugndva
dotaznikové przkumy, tykajici se rozdeni casového zatizeni vysokoskolskych peddégdda zaklad téchto
Seteni byly ziskany soubory informacicasovém zatizeni pedadogdnak z pilotniho vyzkumu (12 dotaziik
ze Zensdélské fakulty JU a 18 dotaznikz Fakulty informatiky a statistiky VSE v Praze)edijak z nasledného
hlavniho vyzkumu (29 dotazriikze Zengdélské fakulty JU a 22 dotaznikz Fakulty managementu VSE).
Uvedené vybrové soubory tvii datovou zakladnu pro realizaci odiadharakteristik polohy i dalSich
statistickych analyz.

Pilotni a hlavni Séeni bylo provedeno na dvou disjunktnich podmnoZindmnoziny vSech
vysokoskolskych pedagaglU a VSE a mlo nahodny charakter. Vysledky obouigei proto mohly byt pro
Ucely statistické analyzy agregovany do jednoho soylabsahujiciho 40 dotaziiiz VSE a 41 dotaznikz JU.
Duvodem k agregaci dat byla snaha o maximalni zvy&etmiosti realizaci jednotlivych polozek préety
statistického vyhodnocovéani. Vzhledem k nedostgite cetnostem odpadi v oblasti podavanizseni grarit,
bylo provedeno na Fakdltmanagementu VSE jeStdodaténé dotaznikové S&mni. Toto 3éeni bylo
realizovano formou nenahodného ¥gib z mnoziny vSech pedagodrakulty managementu tak, aby vSechny
provedené vyery byly disjunktni. Na zéklatitohoto Seeni byl soubor informaci éasovém vytizeni pedagibg
pii podavani &eSeni grantovych projektioplrén o dalSi hodnoty.

Komplexni statistickd analyza obsahovala vyhodnbamikem 73 dilich ¢innosti vysokoSkolskych
pedago§, rozcElenych do gkolika skupin podle typdinnosti na

1. pedagogické&innosti (celkem 42 dfich ¢innosti),

a) cinnosti v denni forré studia (30 ddich ¢innosti),

b) ¢innosti v kombinované fortnstudia (12 ddich ¢innosti),
2. publikani a wdeckéeinnosti (celkem 31 diich ¢innosti).”

Tabulka 1: Procentudlni zastoupetdtnosti informaci, ziskanych z dotaznikovycheddth na VSE a JU, které
Ize hodnotit jako ,velmi malé“, ,malé" a ,ostatni".

Druh¢innosti | podil na VSE podil na JU podil na VSgodil na JU| podil na VSEpodil na JU
n<4 n<a 4<n<20 | 4sn<20| n>20 n> 20
Pedagogické v P$ 13,3% 20,0% 53,4% 46,7% 33,3% 33,3%
Pedagogické vK$  58,3% 75,0% 41, 7% 25,0% 0,0% 0,0%
Nepedagogické 45,2% 35,5% 54,8% 64,5% 0,0% 0,0%
Celkem 34,2% 35,6% 52,1% 50,7% 13, 7% 13, 7%




Cetnosti informaci o dfich pedagogickychinnostech v prezeni forms studia (PS), které byly ziskany na
VSE (na JU), se pohybuiji od 1 do 34 (od 0 do 32nbbdV tabulce 1 jsouiphledr uspdadany informace o

procentudlnim zastoupendetnosti odpoddi, které Ize hodnotit jako ,velmi malé“n( <4), ,malé”
(n; 0(420)) a ,ostatni* ( >20). Z tabulky 1 vyplyva, Ze v interva{#20) se nachazéetnosti informaci
ziskanych na VSE (na JU) v 53,4%pad: (v 46,7% pipadi). Méns neZ 4 hodnoty byly ziskany na VSE (na
JU) v 13,3% pipadi (20,0% pipadi) a vice nez 20 hodnot bylo ziskano na VSE i JU sho®3,3% pipad.
Cetnosti informaci o dfich pedagogickycrtinnostech v kombinované foemstudia (KS), které byly
ziskany na VSE (na JU), se pohybuji od 0 do 12 (@b @) hodnot. V interval(14,20> se nachazéetnosti

informaci ziskanych na VSE (na JU) v 41,7%pad: (v 25,0% pipadi). Méns neZ 4 hodnoty byly ziskany na
VSE (na JU) v 58,3%ifpach (75,0% pipad) a vice nez 20 hodnot nebylo ziskano na &&dichto vysokych
Skol.

Cetnosti informaci o dfich nepedagogickyctinnostech (o déich publikanich a ¥deckych¢innostech),

které byly ziskany na VSE (na JU), se pohybuji atb®0 (od 0 do 18) hodnot. V intervél4,20> se nachazi

getnosti informaci ziskanych na VSE (na JU) v 54,8%auh (v 64,5% pipadi). Méns neZ 4 hodnoty byly
ziskany na VSE (na JU) v 45,2%igadi (35,5% pipadi) a vice neZ 20 hodnot bylo ziskano na VSE (na JU)
v 0,0% gipad (0,0% Fipad).

To znamen4, ze celkem se v inter\<a41,20> nachaztetnosti informaci ziskanych na VSE (na JU) v 52,1%
piipach (v 50,7% pipach). Méns neZ 4 hodnoty byly ziskany na VSE (na JU) v 34,2auh (35,6% pipach)
a vice neZ 20 hodnot bylo ziskano na VSE i JU shadtB,7%. Z uvedenych vysleilKviz tabulka 1) plyne
zawr, ze v pevazné wtsSine dilcich cinnosti se procentualni zastoupeni ziskanych irdofmpohybuje
vintervalu (420), coz Ize ohodnotit jako ,malé* zastoupeni. Pouzeblasti pedagogickychtinnosti

v kombinované forra studia gevazuje ,velmi malé“ procentudlni zastoupeni.

Zavéry

Z této analyzy vyplyva, ze hlavnim problémem komplbe a detailniho zmapovasasového zatizeni
vysokoskolského pedagoga édee, jsou ,velmi malé¢etnosti odpowdi v nekterych oblastech diich ¢innosti,

a to fedevsim v oblasttasového vytizeni vysokoSkolskychiteli pedagogickymiinnostmi v kombinované
form¢ studia a skterymi nepedagogickyndinnostmi. Tyto ,nedostat@é” cetnosti realizaci ¢kterych polozek
nam nedovolujéinit z dosazenych vysledizadné zasry.

Rovrez ,malé“ ¢etnosti odpowdi, které se vyskytuji u nadpoléwi vétSiny vSech sledovanych polozek,
vyZaduji opatrnostip zobediovani za¥ra provedené analyzy. ,Maléfetnosti odpo¥di také nedovoluji dale
zvySovat detailnost a komplexnost zmapovéinhosti VS pedagoga. Dal3i det&jBi roztideni stavajicich
poloZek by totiZz vedloievazri ke vzniku polozek s ,velmi malymifetnostmi.

V navaznosti na uvedené skiriesti byla za jednotny odhad parametru polohy &erd casového vytizeni
vysokoskolského pedagoga €dee zvolena pivotova polosuma, kterd ma optimalastaosti vzhledem ke
konkrétnim analyzovanym datovym soubor Tato metoda umdiije realizaci bodového i intervalového

odhadu parametru polohy rageni na souborech &etnostmi realizaci v intervall<|4,20>, tj. v nadpolovini

vétsSing vSech sledovanychipad.

Idemtifikace odlehlych pozorovani pomoci kidmvého diagramu prokazalo kontaminaci agregovanych
datovych soubdr odlehlymi hodnotami. Ves#s se jednalo o hodnoty odlehlé shora. Tyto hodnetynehou
vyskytovat v souborech ze dvou odliSnychvadi. Jedna se ki o chyby, vzniklé Spatnym vypinim
dotazniki, anebo o hodnoty, které ukazujici na sknter extrémntasovou za& pedagoga. itinou mize byt
nag. spocializace zkoumané problematiky, féast psaného textu, ppad sloZitost grafického zobrazeni
apod.

Na z&klad problént, vzniklych ¥ statistické analyze datovych soubopochézejicich z dotaznikového
Seteni provedeného v ramci projektu GR, Ize formulovat dopoieni, které by mlo prispst ke zlep3eni
vysledii dalSich podobnych dotaznikovychigefi. Jedna se o Zmu volné formy odpatdi na formu Skalovou.
Rozsah Skéaly by #h vzdy korespondovat s hodnotamiigfusSnych dolnich a hornich kvaitiluenych z
vysledki vyhodnoceni tohoto dotaznikovéhoigaf. Disledkem uvedené zmy by ntla byt jednak Uplna
eliminace kontaminant a jednak sniZewmisové narénosti @ vypliovani dotaznik Zabragnim vzniku



kontaminant a fedevSim pak snizenim nénosti vypl%novani lze docilit zvySentetnosti realizaci
jednotlivych polozek, které Ize zahrnout do statist analyzy.
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Abstract

While making a statistical model it is important both, to find a theoretical
distribution function that would characterize empirical frequency distribution
and to choose a suitable method of parameter estimate of such model. Re-
cently used type of a theoretical model of income distribution (the log-normal
distribution) was derived from the character of a particular feature and from
a longtime experience with its behavior before revolution. The logarithmic-
normal distribution, especially its variation with three parameters, has served
a good approximation of income distribution of most of social classes. An im-
portant aspect of income distribution modeling is choice of suitable parameter
estimate of the relevant logarithm-normal curves.

Keywords:
point estimate, method of maximal likelihood, parameter of model, income dis-
tribution.

1. Introduction

Economists’ interest in income of the population in developed countries arises out
of efforts to solve matters concerning the level of living standard of the population
in an objective manner. Income models may be easily used to directly evaluate the
level of standard or to compare the level of standard in different regions or nations.
While making a statistical analysis of the level of living standard, we focus only on
measurable elements of the level of living standard. In order to correctly quantify
the element of the level of standard that directly depends on incomes, we need to
characterize the level and structure of population income in their complexity, i.e. to
find out suitable statistical models of income distributions both in different social
classes and in the whole population (without regarding social classes). Knowledge of
the current statistical model of income distribution, which is a simple approximation
of sample distribution and knowledge of tendency of its parameters development may
be used to predict behavior of the particular variable in the following period of time.

While making a statistical model it is important both, to find out a theoretical
distribution function that would characterize empirical frequency distribution and
to choose suitable methods to calculate parameters of the model. As a theoreti-
cal model of income distribution, logarithm-normal distribution has been used so
far. Recently used type of theoretical model was derived from the character of a
particular feature and from a longtime experience with its behavior before revolu-
tion. Especially the three-parameter logarithm-normal distribution has represented
a good approximation of income distribution for most of social classes.
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Before revolution, planned economy in the Czech Republic experienced high ho-
mogeneity of income in the population in all social classes. In presence, the trans-
formation to market economic system has caused a significant change in income
distribution. The variety of income sources and present process of differentiation
of wages brings about discrepancies between empirical income distribution and the
theoretical model. There are values of income that may be concerned as outliers and
that causes contamination of the model (see [3], [11]). Distributions in some social
classes correspond to commixture of several theoretical curves etc. These differences
are still deepening and in a different rate and inertia they are progressively reflected
in both income distribution of the whole population without regarding social classes
and income distribution of some social classes (see [4] - [7]).

There is some inertia in income distribution, so its changes would noticeably
display in a term of several years after revolution. The first sample survey focusing
on distribution of income of population (Mikrocensus), in which we may anticipate
significant changes in its results was carried out by Czech Bureau of Statistic in
1996. Therefore, one of the important tasks of the present time is to make statistical
analysis of impact of economic changes on distribution of annual financial income
per household (or per person) in 1996.

To make a model, it’s important to choose a good method to estimate its param-
eters (see [1], [2]). Since we expect changes in the theoretical model of distribution
(high variability of incomes, contamination of the model etc.), it’s necessary to
choose the method that will provide us with good results under real conditions.

2. Methods of solution

The choice of the method depends on needed quality. Quality of the estimate
of 7(x) of the parametrical function 7(¢), where € is an unknown parameter, may
be assessed according to the distribution. To quantify this requirement there is so-
called loss function, which measures the deviation of 7(z) from 7(#), and the risk
function, that is the expected value of the loss function. The best estimate would
minimize the risk function in the whole parametrical space (i.e. for all 6).

Since such a perfect estimate in the class of all estimates and in the whole para-
metrical space is usually impossible to gain, it’s necessary to add further require-
ments. We require the estimate to be both unbiased and sufficient.

A direct application of the method to construct the best unbiased estimate is in
some cases very difficult. Under these adverse conditions there work the estimates
can’t fulfill requirements of unbiasement and minimal variation exactly, but asymp-
totically. Asymptotically optimal methods of estimates shall meet the requirements
of consistence and efficiency.

In the cases, where the null model is contaminated with outliers, we must add
one more requirement of robustness.

There are several possibilities how to estimate the vector of parameters g =
(01, ...0;) of the theoretical model of the distribution. We can use the method of
quintiles, the method of moments or one of asymptotical methods, e.g. the method
of maximum likelihood or the method of minimal 2.

Sample moments my, ..., my are due to Chin chin’s theorem consistent estimates
of the theoretical moments i, ..., i, but they aren’t efficient. That’s the reason
why this method is usually used in the cases, where more precise methods are nu-
merically too difficult or in the first approximation step. Since the moment statistics
aren’t robust, they aren’t suitable for estimates in the contaminated models. Quin-
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tile estimates are consistent, robust and easy, but they aren’t efficient, so that they
are used mainly in the first approximation step on sorted data sets.

The method of minimal y? is based on the principal of the minimization of the
statistics x?. It can be proven (see e.g. [2]) that for the vector of random quan-
tity with multinomial distribution and for n — oo there is the only solution that
converges to the real value of g

Another asymptotical method is the method of maximum likelihood. From the
form of the likelihood function we can see that maximum likelihood estimates are
always the functions of sufficient statistics. The most important for the theory of
estimates and its applications are asymptotical characteristics of maximum likeli-
hood estimates. If the function In f(x; 5) has in the k-dimensional interval, where
the vector of real values 5() = (0o, , ..., 00,) is included, the first differentiation with
respect to all components 6,., r =1, ..., k, then for n — oo there is a vector solution

6 = (él, e ,ék) of the system of likelihood equations. Components of the solution

are consistent estimates of corresponding components of the vector of parameters

0= (01, ...,0k). These consistent solutions of the system of likelihood equations are

efficient estimates of components of the vector g and they are of asymptotically k-

dimensional distribution with the vector of expected values equal to the vector real
1

values and with the covariant matrix SSTOL where J () is the information matrix

incident to the distribution of

—

f(x;0) (see [12]).
3. Results

From the facts above we can see that in our case, where we have sample sets of
incomes of wide range, the point estimate of the parameters of the three-parameter
logarithm-normal distribution should be made by one of asymptotical methods. A
disadvantage of the asymptotical methods is their difficulty. In both cases above the
estimates of the parameters of the three-parameter logarithm-normal distribution
can be obtained only by the numerical way.

On bases of the analysis of the characteristics of the methods of estimates, we may
consider the method of maximum likelihood as the optimal method for estimates
of the parameters of the three-parameter logarithm-normal model of household in-
comes. Maximum likelihood estimate of the parameters 0= (i, 0%, ) is the solutions
of the system of likelihood equations

ONp: 0 Alw) _ o OMp, 0% ale) _ o O, 0%, 9])
ol do? oy

where A(yt,0%,9]z) = —2Ino? — Y In(v; — ) — 55 Y0, [In(w; — ) — p)” is the
logarithmic likelihood function for random quantity of size n of the three-parameter
logarithm-normal distribution. The system can’t be solved but numerically. Sub-
stitution of the maximum likelihood estimates of the parameters fi and 52 from the
first two equations in the logarithmic likelihood function considerably simplifies the
computation. We gain this function if the form (in means of parameter )

=0,

A(Y) = —n |i(y) + %1115'2(7) :

It means that we get the maximum likelihood estimates of the vector of parameters
0 = (11, 02,7) by numerical calculation of the maximum of the function A(7). It can
be proven that there is just one solution of the task in the open interval (—o0, ;).
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Social groups Estimates Log. likelihood
po | o | v function —In L
Workers 12,1841 | 0,12416 | -30125 98665
Self-employed 12,2498 | 0,33054 | -1256 20445
Employees 12,2060 | 0,22624 | -10753 79266
Self-employed farmers 12,0965 | 0,46730 | 6066 1535
Cooperative farmers 12,1635 | 0,14463 | -14197 2183
Retired with EA members 11,7931 | 0,18621 | 34829 12661
Retired without EA members || 11,0184 | 0,20975 | 11972 88564
Unemployed 11,3404 | 0,32690 | -8185 2803
The others 11,0142 | 0,49000 | 3272 2515
All 11,7721 | 0,39144 | 2666 318161

Table 1: Maximum likelihood estimates of parameters of three-parameter
logarithmic-normal model of empirical annual income distribution per household.

The estimated theoretical minimum of the model (i.e. the parameter ) often in
the models of income distribution acquire negative values. We can expect that the
interval where there’s the value is lower bounded. As we consider the character of
a particular feature (net annual households’ incomes) it’s suitable to choose —x,;,
as the lower bound of the interval. Numerical solution of the task above then con-
sist in calculating the value of 4, where the logarithmic likelihood function reaches
its maximum in the interval (—Zin, Tmin). The task was solved in the program
Mathlab.

Data set in households’ incomes in the Czech Republic in 1996 comes of sample
survey Mikrocensus 1996. For statistical analysis following indices were chosen

e Social class of the head of the household,
e Number of members of the household,
e Net financial income of the household (in CZK).

The maximum likelihood estimates of the parameters of the three-parameter
logarithm-normal models of distribution of net financial incomes per household in
the social classes one by one and altogether are demonstrated in the table 1. The
estimates of the parameters of the model of income distribution per one member of
the household (per head) are in the table 2.

The maximum likelihood estimates in the tables were used in the construction of
three-parameter logarithm-normal models of households’ income distribution. On
the bases of Person’s x? test, which was used to illustrate the measure of agree-
ment of empirical and theoretical distribution, we can state that in the case of
income distribution per household 1% significance level there’s agreement in classes
of self-employed, self-employed farmers, cooperative farmers, retired with economi-
cally active members, unemployed and the others. In the case of income distribution
per head there’s agreement of the empirical income distribution and the theoretical
model in classes of self-employed, cooperative farmers, retired with economically
active members and unemployed.

It doesn’t mean that it’s impossible to use this model in the other classes. The
classes are of wide range, so that power of the test is big in these classes. Another
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Social groups Estimates Log. likelihood
p o | o | 4 function —In L
Workers 10,8854 | 0,18693 | 4231 88975
Self-employed 11,0041 | 0,48396 | 7596 18601
Employees 11,0311 | 0,30152 | 9740 72135
Self-employed farmers 10,6747 | 0,84755 | 10535 1388
Cooperative farmers 11,0236 | 0,11049 | -4379 1965
Retired with EA members 11,0320 | 0,09850 | -391 11413
Retired without EA members || 10,7734 | 0,05378 | 4897 80557
Unemployed 10,2194 | 0,30573 | 1959 2503
The others 9,9224 | 0,65831 | 6653 2292
All 10,9083 | 0,21206 | 4555 285220
Table 2: Maximum likelihood estimates of parameters of three-parameter

logarithmic-normal model of empirical annual income distribution per head.

important factor, which influences the agreement of the empirical distribution and
the chosen statistical model, is the presence of outliers. These high differences of
incomes can cause adverse results of x? test (see [8] - [10]).

4. Conclusion

The transformation of the market from planned economics to market economic
system, which began more than 15 years ago, has caused changes of the height and
the structure of income of the population. There is both a movement in the height
and a significant differentiation of incomes. In some social classes there appear single
households or groups of households that feature extremely high or low incomes and
they may cause a contamination of the theoretical model. The factors above may
be the cause of a distortion of some types of estimates of characters of incomes’
distribution and decline their efficiency. This process may result in inaccurate and
distorted estimates of parameters of the corresponding statistical models. Therefore
the choice of the optimal method of estimation of model’s parameters is an important
step in a construction of the model. It’s the only way to quality results. As far as we
consider the range of sets and characters of income sets, it’s needy to choose the only
method for all social classes as well as for the whole income set, without regarding the
class. The method must be primarily consistent and efficient. Executed analysis of
single characters of the methods has shown that demanded estimate is the maximum
likelihood estimate.
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Abstrakt

Obsahem tohoto ¢lanku je srovnani regresnich moznosti neuronovych siti a
»klasické” regresni analyzy. Na dvojici konkrétnich datovych mnozin je pied-
staveno feseni ziskané pomoci zvolené regresni funkce, jejiz parametry byly
odhadnuty pomoci metody nejmensich ¢tverci, a vysledek ziskany pomoci
neuronové sité typu backpropagation s pomérné trivialni architekturou a ty-
pickym uéicim algoritmem. Clanek pro celkové pochopeni predpoklada jak
znalost regresni analyzy, tak znalost zakladnich principt@ neuronovych siti a
prislusné terminologie.

1. Uvod

Co je clovék clovékem, snazi se pfijit na kloub rtznym situacim. Netfeba rozebi-
rat fakt, ze vétsinu situaci nejsme schopni popsat deterministicky. Pti¢inou tohoto
faktu jsou jednak ne zcela znamy komplex procest déj ovliviiujici a pak nepresna
meéteni. Dalo by se Tici, ze praveé to bylo v poc¢atku zivnou ptidou pro vznik matema-
tiky ndhody, pozdéji prejmenované na pravdépodobnost. Pravdépodobnost nasledné
dala vzniknout dalsim matematickym oboriim jako jsou matematicka statistika, ¢i
statistika jako takova. Jednou z loh, kterou statistika fesi pomoci svého aparatu, je
uloha regresni analyzy. Tedy postup, jak co nejvhodnéji popsat typ zavislosti mezi
vysvétlujicimi a vysvétlovanymi proménnymi. Pomoci tohoto postupu pak lze na
zékladé hodnot proménnych vysvétlujicich odhadnout ty vysveétlované.

S rozvojem pocitaci a dalsi védni discipliny — matematického modelovani vzni-
kaji pomérné cilevédomé projekty k simulovani toho ¢i onoho. Za pomérné ambici-
6zni projekt 1ze povazovat ispésné vytvoreni umeélé neuronové sité schopné procesu
uceni. Takova neuronova sit, at uz biologickd ¢i uméla, skryvajici v sobé informace,
odvaznéji znalost, mize podobné jako regresni model, odhadovat.

2. Datové mnoziny
2.1. Predpoklady

Predpokladejme, zZe je tieba Tesit situaci, ktera je charakterizovana fadou pro-
ménnych, které z logického hlediska lze rozdélit na dvé skupiny. Rozdélenim pro-
ménnych, jehoz opodstatnéni i vysvétleni lze nalézt v kazdych zakladech regresni
analyzy, je rozumeéno rozdéleni na proménné vysvétlujici zq, 2o, .. ., T,, a proménné
vysvétlované yy, ys, . . ., Yn,. Déle piedpokladejme, Ze existuje dostatecné velka mno-
zina pozorovani (znaceni bude zavedeno nize).

Klasicka regresni analyza ma ponékud omezenéjsi tiidu tloh, jez je schopna Tesit,
nez neuronova sit proto predpokladejme, Ze proménné jsou spojité ndhodné velic¢iny
sledujici vicerozmérné (ny + n,) normalni rozdéleni. Potom metodou nejmensich
¢tverct ziskdme maximéalné vérohodné odhady koeficientii zvolenych regresnich mo-

delt.



Zpracovani tlohy pomoci neuronové sité typu backpropagation® klade podminky
jen na ¢iselnou interpretaci vysvétlujicich a vysvétlovanych proménnych. V souvis-
losti s terminologii béznou na poli neuronovych siti se vSak castéji pouziva vstupni
a vystupni proménné. Vzhledem k fecenému neni nelogické pozadovat, aby mno-
zinu pozorovani tvorily vektory xy, xs, ..., x,, kde x; = (xh-, ey Tngiy Yliy - - - ,ynpi),
pro ¢ =1,...,n. Pro Gispésny trénink neuronové sité je vSak nutno dodat pomérné
velkou datovou mnozinu.

V této praci bylo zpracovani dat provedeno v statistickém softwaru Statisti-
ca 6.0 Oz, Neurex 4.0, a NetVisualiser.* V programu Statistica 6.0 Cz byl pro-
veden vypocet koeficientl regresniho modelu, program Neurex 4.0 slouzil k natré-
novani neuronové sité pro aktivni dynamiku sité a konecné program NetVisualiser
poslouzil pro grafické priblizeni jak procesu uceni tak vysledného nauceni neuronové
sité. S ohledem na trénink neuronové sité a jeho graficky vystup byly zvoleny pfi-
klady s jednou vysvétlujici a jednou vysvétlovanou proménnou, tj. &; = (x;,y;), pro
1=1,...,n, kde x odpovida vysvétlujici a y vysvétlované promeénné.

Vysledky jsou prezentovany jak na mnoziné redlnych dat, ziskanych meéfenim
délky jatecniho trupu a vysky primérného podkozniho tuku (obrazek 1) tak vyge-
nerovany tak, aby ,zamotaly“ hlavu kubickému regresnimu modelu (obrazek 2). Pro
potieby programu NetVisualizer byly ¢iselné hodnoty realného modelu transformo-
vany.

3. Vypocet modela
3.1. Regresni analyza

Jak jiz bylo naznaceno pro odhady parametrt regresnich modeli bylo zvoleno me-
tody nejmensich ¢tvercii a parametry byly vypocteny prostirednictvim statistického
softwaru Statistica 6.0 Cz. V prvém pfipadé byl po vécném zhodnoceni zavislosti
a s ohledem na tvar korela¢niho pole zvolen hyperbolicky regresni model s predpi-
sem y = a+b/x. V pfipadé druhém, pfesné dle zdméru, pak kubicky regresni model
(y = a+bx+cx®+dx3). ProtoZe vyjadieni chyb modelu od dat je v piipadé programu
Neurex 4.0 pon€kud tézkopadné a veskeré vysledky jsou presentovany predevsim na
zékladé grafickych vysledkt, jsou i odhadnuté parametry ponechany jen v ramci
obrazki, viz obrazek 1 a obrazek 2.

3.2. Neuronova sit

Bez ohledu na datové mnoziny byla vyuzita sit backpropagation s jednoduchou
architekturou typu 1-3-2-1. Je nabiledni, Ze jeden vstupni a vystupni neuron od-
povida charakteru problému a dvé skryté vrstvy po 3 a 2 neuronech tvori vypocetni
silu neuronové sité. Topologie sité je jednoznacné dana architekturou a nastavenim
jednotlivych programi. Uc¢icim algoritmem byl, jak pro vizualizaci tak pro vypocet,
modifikovany algoritmus se zpétnym Sifenim chyby (backpropagation) obsahujici
vedle ucici konstanty téz moment. Vice se laskavy ¢tenai mize dozvédét v uzivatel-

ITato sit byva také nékdy nazjvina vicevrstvy perceptron. Nazev backpropagation se vzil diky
nejcastéji pouzivanému postupu trénovani neuronové sité.

2Statisticky software spolecnosti StatSoft, s lokaci do ¢estiny, ktery po dokoupeni modulu Neu-
ral Networks nabizi velmi vykonny systém pro tvorbu a trénink neuronovych siti nejrtiznéjsich
topologii.

3Neuronov4 sit typu backpropagation vytvofens Ivo Vondrakem priméarné jako expertni systém.
Vice v [3].

4Vizualizaéni program nejen neuronové sité typu backpropagation vytvoireny Petrem Martdnem
pro vizualizaci tréninkového procesu vysledkti neuronovych siti. Vice v [1].
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Obrazek 1: Vysledky regresni analyzy v programu Statistica 6.0 Cz — hyperbolickéa
regrese
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Obrazek 2: Vysledky regresni analyzy v programu Statistica 6.0 Cz— kubicka regrese

skych manuélech k vyuzitym programim volné dostupnych na internetu [3, 1].
Prostiedi programu NetVizualizer, jakoz i zvolenou architekturu, pribéh chyby
uceni a v neposledni fadé vysledek tréninku lze shlédnout na obrazcich 3 a 4. Ob-
razky davaji jasny pohled na ¢ast prace neuronové sité oznacovany jako adaptivni
dynamika i na vysledek sité (na obrazku ,prolozeni“ korela¢niho pole). Této ¢asti
prace neuronové sité se fikd aktivni dynamika.’
Parametry ucici konstanty byly voleny experimentalné a modifikovany podle pra-

®Bias (prah) je zobrazen na obrazku pomoci izolovaného elektronu ovliviiujici vzdy jen jednu
vrstvu. Rozdilnost biast pro elektrony ve stejné vrstveé je zajisténa pomoci vah ménicich se v pri-
béhu uceni.
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Obrazek 4: Trénink neuronové sité v programu NetVizualizer

videl navrzenych v [3, 1 a 2|, tj. ucici konstanta byla postupné zvySovéna.
3.3. Srovnani

V prvnim pfipadé jesté z obrazku (Obrazek 5) neni tolik patrné lepsi ,, pFimknuti*
krivky vykreslené za pomoci neuronové sité proti hyperbole ziskané pomoci regresni



analyzy. Jen na okrajich korela¢niho pole 1ze vypozorovat odklon hyperboly od hod-
not datové mnoziny. Srovnani nékolika hodnot odhadnutnych na zakladé regrese a
neuronové sité shrnuje tabulka 1.

[vstup [ 0,2] 04] 06] 0,8] 1] 1,2] 1,4] 16|
regrese || 0,128 [ —0,297 | —0,439 | —0,510 [ —0,552 | —0,580 [ —0,601 [ —0,616
sit —0,145 | —0,289 | —0,407 | —0,499 | —0,568 | —0,621 | —0,661 | —0, 691

Tabulka 1: Srovnani nékolika odhadnutych hodnot

Pro zajimavost pfi testovani vyznamnosti regresnich koeficientii byl absolutni ¢len
oznacen za nevyznamny.

Data v druhém pripadé byla tvorena s jasnym zamérem. Na jednu stranu korelacni
pole zfejmé pripomina svym tvarem kubickou parabolu, na stranu druhou je leva cast
tohoto pole sevienéjsi nez ta druhd, proto prolozeni neni pfili§ idedlni (viz obrazek 6.
Stéale dost jednoduché neuronova sit proklada korelacni pole presvédcivéeji. Ani ona
si moc dobfe neporadila s levou ¢asti korelacniho pole, kde smérnice idealni regresni
funkce vzhledem k datiim roste nad vSechny meze.

Teto problém lze samoziejmé fesit v obou piipadech. Budto zménou regresniho
modelu, nebo pfidanim neuront, ¢i celych vrstev. Pouhjym zvySenim stupné regres-
niho polynomu, nebylo kjzeného vysledku dosazeno. Piidani neuront zas zvysilo
narocnost trénovaciho procesu natolik, ze nebylo v rozumném case ziskano ani tak
dobré Teseni, jako pri pivodni architekture. Tento zadrhel 1ze vyTesit, lze-li si vybi-
rat, zménou tréninkového procesu. Dobré vysledky slibuje pouziti genetickych algo-
ritmi v procesu uceni. Srovnani nékolika hodnot odhadnutych na zékladé regrese a
neuronové sité opé€t shrnuje tabulka 2.

[vstup [ 0,2] 04] 06] 0,8] 1] 1,2] 1,4] 1,6]
regrese || —0,952 | —0,568 | —0,450 | —0,489 [ —0,558 [ —0,529 [ —0,272 [ 0,341
sit —0,783 | —0,574 | —0,361 | —0,540 | —0,632 [ —0,503 [ —0,270 | 0,028

Tabulka 2: Srovnani nékolika odhadnutych hodnot

\ ¢ Data - - - - Hyperbolicka regrese —— Backprobagation \

Obrazek 5: Srovnani vysledkti aproximace pomoci reg. analyzy a neuronové sité —
hyperbolicka regrese



\ ¢ Data -- ®-- Kubicka regrese —A— Backpropagation\

Obrazek 6: Srovnani vysledkii aproximace pomoci reg. analyzy a neuronové sité —
kubicka regrese

4. Zavér a diskuse

Prestoze ¢lanek vyzniva ve prospéch neuronovych siti, neni zavér tplné jednoznacny.
Neuronové sité nabizeji fadu vyhod pro nezasvécené uzivatele. Oproti regresni ana-
Iyze odpada nutnost na zacatku provadét analyzu, z niz by napiiklad mél vyplynout
typ regresni rovnice. Pfedpoklad normality dat je u neuronovych siti irelevantnim
pozadavkem. Na druhou stranu, je nutno zvolit vhodnou architekturu respektive
topologii sité a vhodny trénovaci algoritmus. Znac¢né vykonny pocitac je naprostou
nutnosti. Softwarové implementace neuronovych siti jsou pomérné drahou zalezi-
tosti, v ¢emz si nezadaji s cenami kvalitnich komerc¢nich statisticky baliki. Pokud
vsak je uzivatel ochotny investovat nemalé finan¢ni prostiedky do neuronovych siti
napfiklad od spole¢nosti StatSoft, dostane tak velice vykonny nastroj véetné radce
pro volbu vhodné sité i jejiho nastaveni. Samostatna heuristika feseni problému je
téz soucasti tohoto modulu.

To co se jevi na jedné strané jako vyhodné, mize svym zptisobem uzivatele okra-
dat o informace, jenz jsou vedle moznosti odhadu téz dilezité. Ze vSech stoji za
zminku nemoznost odhadu chyby odhadu, standardniho posouzeni korelace ¢i inter-
valovy odhad na zakladé modelu. V neposledni fadé miize byt nevyhodna neznalost
predpisu regresniho modelu, tj. typu zavislosti, ktera sama o sobé byva uzitecna a
dava moznost interpretaci dané zavislosti.
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Abstract

This work is based on description and analysis of not very common paradox
in Probability Theory. It deals paradox in which is classical definition of prob-
ability is used. This problem is also complemented by simulation study as a
motivation for students.

1. Introduction

The theory of probability is one of the most difficult subjects in curriculum at the
Pedagogical faculty. Theory of probability as a part of Statistics at the Agriculture
faculty is nearly a nightmare for students. Simulation study of statistical games
seems to be a good opportunity how to expound probability and its serviceability
to students.

2. Parrondo’s paradox

Suppose that we are about to play two games as it is described in the following
paragraph. Playing each of them, we will lose sooner or later. However, when
playing the games in the alternating order, we can be sure to win.

The principle of the game can be outlined as a model of a staircase. At the begin-
ning of the game, we stand in the middle of the staircase on a particular step which
we denote with number 0. Our aim is to get to top of the staircase. The direction
of our movement is given by heads or tails tossed on a coin. Tossing heads, we go
one step upwards, tossing the opposite, we have go downwards.

2.1. Game number one

The first game is very simple, let’s label it with letter S. The coin used for the tossing
is slightly asymmetrical (49.5 % for tossing heads and 50.5 % for tossing tails). This
game is by all means loosing for us and after some time we will end up at the bottom
of the staircase.

2.2. Game number two

The rules of the second game are more complicated. This game is denoted with
letter C'. We use two different coins:

e Coin A is significantly asymmetrical (9.5 % for tossing heads and 90.5% for
tossing tails).

e Coin B is also asymmetrical (74.5% for tossing heads and 25.5 % for tossing
tails).

The use of each of the coins is given by the following rules: The coin A is tossed
when we are standing on a step which number is divisible by three, the coin B if we
are not. This game is losing for us too as it can be explained by this consideration:



At the beginning, we are staying on step 0, which is divisible by 3. Therefore we
have to toss coin A. It is highly probable that we will have to go downwards ending
up on step —1.

Then we have to toss coin B. After tossing this coin, we will probably return
back on step 0. This situation will be repeating again for some time. However, one
moment it will happen that tail is tossed on coin A and consecutively another tail is
tossed on coin B. Undertaking all that we will end up on step —3 and the cycle will
start again. Probability of this sequence is 90.5 % - 25.5 % - 25.5 % = 5.88 %. On the
other hand, the possible movement towards the top is given by the following tossing
sequence (i.e. tossing head on coin A and tossing twice heads on coin B), which is
less probable (9.5% - 74.5% - 74.5% = 5.27%). The movement towards the bottom
is slightly more likely.

2.3. Combined Game

The combination of both game named as the Combined Game, is denoted with letter
K. The rules are simple. Both games are alternated in a fixed cycle, e.g. two games
S are followed by two games C' and so on. We can start with any of the games and
we do not change our position when changing of games. There is a surprising fact
that there are many combinations how to get to the top of the staircase. However,
there are several exceptions — when one game S is exchanged by one game C' or
when e.g. one game S is followed by 50 games C', all this is still losing for us.

3. Computer simulation

3.1. Game S

The first program simulates game S. This game was played on 201, 401, 1001 and
2001 steps of stairs with 100 repetitions. Program wrote number of taking bottom
and top of the staircase. The average probability was evaluated from 10 trials.
Any trial did not stay in never-ending cycle. For results see Table 1. It is evident
that with increasing number of stairs decrease the probability of taking top of the
staircase (i.e. we lose more).

| Number of steps | P(Bottom) | P(Top) |

201 0.513 0.487
401 0.688 0.312
1001 0.909 0.091
2001 0.994 0.006

Table 1: Outcome of simulation — Game S

3.2. Game C

Game C' was also computer-simulated on 201, 401, 1001 and 2001 step staircase and
the average probability was calculated in the same way as it was in case of game S.
The time necessary for reaching the bottom is shorter than in S; taking 201 step
staircase, the top was reached only in 19 % cases; taking 2001 steps, the probability
of reaching the top equals 0. All results see in Table 2.

3.3. Game K

third program simulates combined game K. There are a lot of ways to play this
game according to the chosen sequence of games S and C'. For the following, pictures



’ Number of steps H P(Bottom) ‘ P(Top) ‘

201 0.807 0.193
401 0.944 0.056
1001 0.998 0.002
2001 1 0

Table 2: Outcome of simulation — Game C

and tables ss-cc mean that two games S a two games C' are repeated in cycles in
this sequence again and again. This denotation is evident.

| Combination | P(Bottom) | P(Top) |

s-C 0.717 0.283
Ss-C 0.005 0.995
s-cc 0.005 0.995
Ss-cc 0.046 0.954
Sss-c 0.031 0.969
s-cce 0.233 0.767
S-ccee 0.009 0.991
Ss-cce 0.216 0.784
Sss-cc 0.009 0.991
SSSs-C 0.177 0.823
Sss-ccc 0.210 0.790
S-ccece 0.101 0.899
ss-cece 0.075 0.925
SSSS-CC 0.033 0.967
SSSSs-C 0.234 0.766

Table 3: Outcome of simulation - Games K (201 steps)

To compare the two previous games we have chosen the cycle ss—cc. For this game
as well as for games S and C' it is true that if we play with a small number of steps
it will end up on the top in 98 % (for 201 steps), but in case of greater number of
steps is more losing (80 % for 2001 steps). Results of comparison represent Figure 1.

’ Number of steps H P(Bottom) ‘ P(Top) ‘

201 0.022 0.978
401 0.032 0.968
1001 0.093 0.907
2001 0.196 0.804

Table 4: Outcome of simulation - Game K (ss-cc)

The simulation has revealed the differences between successfulness of various se-
quences depending on the chosen cycles of games S and C. Some games have been
simulated on a staircase with 201 and 1001 steps. The most successful games from
this range on 201-steps—stair are games s-cc, s-cccc and sss-cc. In the second case,
the most successful games from this range on 1001-steps—stair are games ss-c, ssss-c,
sss-cc and ss-ccc. See the probability of ending up on the top of the staircase in
diagram (Figure 2 and 3). In both cases combination s-c is disadvantageous.
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Figure 2: Game Combinations, 201 stairs

When comparing the successfulness of the combined games depending on the
number of steps, we can come to a conclusion that the length of the staircase is
rather irrelevant.

4. Conclusion

In this contribution we tried to show how to introduce Probability Theory to stu-
dents in an interesting way. It‘s exciting to compare theoretical probabilities with
likelihood acquired via simulation study. Compare results in Table 1 and 5.

| Number of steps | P(Bottom) | P(Top) |

201 0.881 0.119
401 0.982 0.117
1001 =1 =0
2001 =1 =0

Table 5: Theoretical probabilities — Game S
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References

1. Polach, E.: Programovani v jazyku Turbo Pascal, PF JU v Ceskych Budéjo-
vicich, Ceské Budéjovice, (1993)

2. Székely, Gabor J.: Paradoxes in Probability Theory and Mathematical Statis-
tics. Akadémiai Kiad6, Budapest (1986).



VYUKA STATISTIKY PRO EKONOMY NA VSE V PRAZE:
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Statistické pfedméty jsou na VSE v Praze vyuovany ve dvou trovnich. Jako
pfedméty povinného studijniho zdkladu jsou zatazeny do studijnich pldnt pro studenty
viech fakult VSE ve formé dvou jednosemestralnich zakladnich statistickych kurzii, oba
rozsahu 2/1. Tyto zékladni kurzy zahrnuji popisnou statistiku, zdklady teorie
pravdépodobnosti, matematickou statistiku (statistické odhady a testovani statistickych
hypotéz) a zédkladni metody statistické analyzy (analyzu rozptylu, analyzu
kategoridlnich dat, regresni analyzu, korelacni analyzu, metody analyzy a progndzy
Casovych fad a indexni analyzu). Pro studenty studijniho oboru Statistické a pojistné
inZenyrstvi (SP) jsou urceny kurzy, které podrobnéji a s vyS$8i mirou teorie obsahuji
latku jednotlivych oblasti a partif statistiky (pravdépodobnost a matematicka statistika,
regrese, analyza kategoridlnich dat, terénni prizkumy, vybérova Setieni, Casové fady,
vicerozmérné statistické metody, navrhovdni experimentl, nelinedrni regrese,
neparametrické a robustni metody atd.)

Nejdiive se budu zabyvat vyukou statistiky pro ekonomy — nestatistiky.

V soucasnosti jsou statistické pfedméty vyucovany s vyuZivianim systému
STATGRAPHICS Plus verze 3.1 v systému WINDOWS.

STATGRAPHICS lIze z hlediska vyuky statistickych metod charakterizovat jako
pomérné jednoduchy ndstroj, ktery z vétSi Casti pokryva potieby vyuky zdkladnich
kurzt statistiky a casteCné i specializovanych kurzii. V souvislosti se zvySujici se
gramotnosti  studentG  pfi prdci s pocitaci, necini studentim price se
STATGRAPHICSem potiZze a zvlddnou ji i pfi nizkém poctu cvi€eni. Vyhodou je i
existence statistického radce u kazdého vysledku, ktery 1ze vyuzit pro pochopeni dané
metody a sprdvné interpretace ziskanych vysledkii (zejména pro studenty z
nestatisticky zaméfenych oboril studia). Na druhé stran€ velkou nevyhodou pouZivani
STATGRAPHICSu pro vyuku statistiky je to, Ze studenti nemaji moZnost instalace
tohoto produktu na vlastnich pocitaich doma, neexistuje moZnost distribuovat
studentim tzv. studentské verze. Dals$i nevyhodou tohoto produktu je fakt, Ze se
systtmem STATGRAPHICS se studenti setkdvaji vesmés pouze na akademické pude,
ale roz$iteni tohoto programu v praxi je pomérn¢ sporadické. To ve svém disledku
znamend, e znalosti ziskané pfi vyuce na VSE jsou omezen& vyuZitelné v praxi, na coZ
studenti oprdvnéné poukazuji.

V souvislosti s konéici dobou licence pouZzivani systému STATGRAPHICS na
VSE a po posouzeni prednosti a nevyhod jednotlivych dostupnych systémi véetné
posouzeni podminek jejich pouZivani a finan¢nich ndkladi spojenych s pofizenim i
pouZivanim pii vyuce, bylo navrzeno, zavést pro vyuku statistiky na VSE systém SAS.

Systém SAS je velice silnym nastrojem pro spravu dat a prici s nimi. UmoZnuje
provadeét statistické analyzy od téch nejjednodusSich az po analyzy velmi slozité a
specidlni. Zdkladem ovladani systému SAS je zaddvani piikazi jazyka SAS Language.
Prvky programovaciho jazyka jsou piikazy, vyrazy, funkce, volby a formaty. Ulohy, na



jejichz realizaci jsou vyuzivany moduly SAS/ASSIST, SAS/CALC a SAS/QC lze
zaddvat pomoci nabidek zdkladniho menu. Pro prici s ostatnimi moduly je urcen
specidlni modul SAS/ASSIST - nabidkové fizené uzivatelské rozhrani. V okné
SAS/ASSIST se pomoci tlacitek voli oblast poZadovanych c¢innosti a v druhé

hierarchické urovni detailn€j$i oblast (napf. regresni analyza), potom nasleduje klasicka
nabidka ¢innosti.

Protoze ovladani SASu je ve srovnani se systémem Statgraphics pomérné
naro¢né a nelze predpoklddat, Ze by jej vSichni studenti zdkladnitho kurzu zvladli bez
problémi pii malém poctu cviceni, pfichdzi pro vyuku v dvahu vyuZiti programové
nadstavby SASu Enterprise Guide, kterd umoziuje vyuZzivat vétSinu procedur formou
jednoduse ovlddaného rozhrani a znacné tak zefektiviiuje a urychluje praci se systémem,
neobsahuje vSak vSe, co je v SASu.

Enterprise Guide zahrnuje omezené verze komponent SAS/GRAPH,
SAS/STAT, SAS/QC, SAS/ETS. Zadavéani dloh je moZzné dvémi zpusoby: bud ze
seznamu Tasks of Category nabidkového okna Task List nebo z rozhrani Data, Analysis
a Graphs.

Z latky probirané v zdkladnim kurzu Enterprise Guide nenabizi funkce pro
vypocet hodnot distribu¢ni ¢i pravdépodobnostni funkce a vypocet je nutno realizovat
pomoci zaddni programového kodu a jeho spusténi z menu Code, Run on Local, coz
milZe zejména pro uZivatele s mensi zkusenosti s praci na PC ¢init potiZe.

Ve srovnani se STATGRAPHICSem je Enterprise Guide v nékterych partiich
Sirsi, nékde naopak chudsi, vystupy jsou ale méné piehledné a ziskani grafli je mnohdy

slozitéjsi. Na zdklad€ prvnich zkuSenosti se SASem lze tedy konstatovat, Ze
STATGRAPHICS je uzivatelsky ptiveétive;si.

Jedna z vySe uvedenych prednosti SASu je existence programovaciho jazyku
SAS, ktery umoziiuje psani vlastniho programového kédu a tvorbu vlastnich procedur
v situacich, kdy pfisluSné procedury nejsou v SASu k dispozici. Tato prednost ziejmé
nebude pro vyuku v zdkladnich kurzech vyuZitelnd, nebot se vétSinou netykd procedur,
pouzivanych pro vyuku, nybrz pokrocilych analyz, takZe tento rys oceni pfedevSim
ucitelé a studenti pfi védecké prici.

Ke zkvalitnéni vyuky statistickych pfedméti pomoci SASu by méla piispét i
kniha ,,Statistika pro ekonomy — aplikace®, kterd bude vyuZivdna pfi vyuce statistiky
viemi studenty VSE. Tato kniha je koncipovéna jako dopln&k pro procvieni a hlubsi
pochopeni  metod a postupl popsanych v celostatné pouzivané uc¢ebnici pro vysoké
Skoly ekonomického zaméteni Statistika pro ekonomy (autofi R. Hindls, S. Hronova,
J.Seger). Uvedené postupy a metody a piiklady jsou ilustrovany a feSeny s vyuZitim
systému SAS. Soucésti knihy je vlozené CD, které obsahuje vyukovou verzi programu
SAS a datové soubory, pouzité v piikladech. V obsazenych piikladech jsou ukédzky
feSeni v programu SAS a jeho nadstavbé Enterprise Guide. UZivatel si tedy miZe oba
programy piimo nainstalovat na vlastnim pocitaci a prakticky si feSeni nékterych
uvedenych piikladii vyzkouset. V pfiloze knihy jsou také popsdny zdklady ovladani
SASu a programu Enterprise Guide, jakoz 1 stru¢ny manudl pro vypocty z oblasti
pravdépodobnosti a analyzy ¢asovych tad.

Studenti tak budou mit moZnost instalovat uvedeny produkt na vlastnim pocitaci
a pracovat se systémem SAS i mimo poéitatové udebny VSE. Tento fakt jistd
napomiiZe studentiim k lep§imu zvladnuti programu a usnadni jim tvorbu dkoll, které
jsou ve vyuce zaddvany a jejichZ vaha v ddle uvedeném hodnoceni studentli se vyrazné



zvyS$i. Hodnoceni za samostatné zpracované tikoly bude soucasti vysledného hodnoceni
studenta. Uvolni se rovnéZ pochopitelné i kapacita pocitacovych uceben, protoZe az
dosud musi studenti vétSinu dkold fesit v prostorich a uebnich VSE, resp. na koleji,
kam je zavedena Skolni pocitacova sit’.

Zavedeni vyuky statistiky s vyuZzitim systému SAS by mélo mit 1 dalsi pfinos pro
studenty a to je praktické uplatnéni ziskanych softwarovych znalosti v praxi. ProtoZe
systém SAS je v praxi systémem pomérné rozSitenym, a to celosvétové, studenti budou
moci ziskané znalosti uplatnit i vpraxi mimo pidu VSE. Na rozdil od
STATGRAPHICSu je pravdépodobné, ze se budou po ukonceni studia se SASem
setkdvat v bankdch, ménovych institucich, ve velkych spole¢nostech atd. ProtoZe
systém SAS se pouZziva 1 na velkém mnoZstvi zahrani¢nich univerzit a vysokych skol,
budou moci studenti uplatnit znalosti tohoto produktu i v rdmci svych studijnich pobytii
a stdzi v zahranic¢i, cozZ je vyznamnych faktorem zejména v souvislosti s pfechodem na
systém EC, o némz budu mluvit pozdéji.

V souvislosti s ptipravou zavedeni systému SAS do vyuky statistiky byl ziskan
grant FRVS jehoZ cilem bylo inovovat obsah i formu vyuky statistickych pfedmétil na
VSE tak, aby studenti byli vice schopni ziskané teoretické znalosti z oblasti statistiky
aplikovat pii feSeni konkrétnich ekonomickych problémi a dloh s vyuZitim
statistického softwaru, o némz se dé pfedpoklddat, Ze s nim budou pracovat po skonceni
studia v praxi a to nejen u nds, ale 1 v zahrani¢i. Pfedpokladalo se rozsifeni zejména
v oblasti matematické statistiky a to o nékteré neparametrické a robustni odhady a testy
a z analytickych metod o rozSifeni regresni analyzy o regresni diagnostiku, metody
posouzeni vhodnosti volby regresniho modelu a zarazeni dalSich dosud nevyucovanych
metod a testd (napf. neparametrické analyzy rozptylu (Kruskall — Wallistiv test).

Realita je ale zcela jind. Systém SAS bude sice od zafi t.r. zaveden do vyuky, ale
k uvazovanému rozsifeni obsahu nedojde, nebot’ na VSE se chystaji vyrazné zmény ve
studijnich programech v souvislosti s pfechodem Skoly na evropsky systém pifenosu
kreditd (European Credit Transfer and Accumulation System — ECTS).

Zavedeni evropského systému prenosu kreditd (na Vysoké Skole ekonomické by
mélo usnadnit uzndvéani studijnich oborti a ud&lovanych diplomti z VSE v kontextu
evropskych vysokoskolskych instituci a je pfedpokladem pro volny pohyb studentl a
pedagogti VSE v ramci evropského vzdélavaciho prostoru. ECTS je postupné zavadén
na evropskych vysokych Skolach od akademického roku 1989/90. Kredit je chapan jako
jednotka studijnitho postupu a mél by odriZet mnoZstvi price spojené s danym
pfedmétem ¢i jinou studijni povinnosti, vztazené k celkovému objemu prace vynaloZené
na absolvovani ro¢niho studijniho planu daného oboru za cely akademicky rok. ECTS je
zaloZen na celkové pracovni z4téZi studenta a nejen na hodindch pfimého kontaktu se
Skolou.

VSE v Praze je od roku 1998 plnopravnym &lenem CEMS (The Community of
European Management Schools). V CEMS je ze 17 evropskych stit zatazena vzdy jen
jedna vysok4 $kola ekonomického zaméteni, v CR je to pravé VSE v Praze. Cilem $kol
sdruzenych v CEMS je vytvoreni jednotné mezindrodni sité navzdjem spolupracujicich
univerzit a instituci, kterd by umoZznovala bezproblémovy piechod studentii z jedné
Skoly CEMS na druhou.

Zasadou piipravovanych zmén studia na VSE v Praze je, aby celoskolng
povinny studijni zdklad bakalafského studia vSech fakult pokryl zdkladni znalosti (The
Common Body of Knowlege) vSech 18 domén studijniho programu ekonomickych kol
zatazenych v CEMS:



Domény CEMS

The Common Body of Knowledge (CBK)

CBK1 Introduction to Management

CBK?2 Mathematics & Statistics
Objective: To provide the tools for theoretical modelling and empirical studies.
Minimum common topics: Calculus; linear algebra; probability theory;
descriptive statistics; parametric and non-parametric statistics; introduction to
methods of empirical research.

CBK3 Marketing

CBK4 Operation Management

CBKS Organisation Theory

CBK6 Corporate Finance

CBK7 Accounting & Control

CBK8 Management of Information Systems

CBK9 Business Policy

CBK10 Economics (micro)

CBK11 Economics (macro)

CBK12 Economic Policy & Public Finance

CBK13 Financial Institutions and Markets

CBK14 International Economics

CBK15 Private, Commercial, Company and Labour Law (of a European Country)

CBK16 Constitutional and Administrative Environment of Business

CBK17 EU-Institutions and EU-Legislation

CBK18 Economic History

Pro nés, jako ucitele exaktnich pfedmétii je ale nevyhodné, Ze pouze jedind
doména z 18 domén CEMS obsahuje exaktni pfedmécty (doména Mathematics and
Statistics). Uvedeny cil zmény studia na VSE tedy bude mit jednoznacné za nasledek
sniZzeni poctu vyukovych hodin jak matematiky, tak i statistiky. Matematika, kterad se
dosud uci dva semestry v rozsahu 2/2 bude sniZena na polovinu (jeden semestr 2/2) a
statistika ze soucasnych dvou semestrti 2/1 bude zredukovana na jeden semestr rozsahu
2/2. VSE v Praze se tak dostane na jednu z nejnizSich piicek hodinové dotace vyuky
exaktnich pfedméti mezi ceskymi ekonomickymi vysokymi Skolami jak statnimi tak i
soukromymi.

Ztoho je ziejmé, Ze uvazované rozSifeni obsahu vyuky statistiky je
nerealizovatelné. SpiSe se dostdvame do situace zvazit, které partie statistiky vypustit
nebo alespon redukovat. Domnivame se, Ze je do znacné miry utopii piedstava, ktera je
jednim ze zdkladnich pilift prestavby studia, a to zvySeni samostatné prace studentd na
ukor pfimé vyuky. Moc nevéiime, Ze studenti budou ochotni a schopni vice studovat
samostatné i partie, které jim nebudou odpfedndSeny, nebot’ jiZ nyni znacnd Cast
studentll s obtizemi zvldd4 latku, kterd byla pfedndSena a navic i procviena na
semindfich. Kromé& toho se da predpoklddat, Ze se sniZi i znalosti matematiky
v souvislosti s polovi¢ni hodinovou dotaci vyuky ve srovnani se souCasnym stavem (a
to neuvaZzuji obecnéj$i ptipad, jak matematicky ,.,erudovani* studenti budou na vysoké
Skoly pfichdzet v souvislosti se zavedenim nepovinné maturity z matematiky na
stfednich Skolach.).

Nabizi se n&kolik moZnosti a smérli zmény vyuky statistiky na VSE jak
z hlediska obsahu zatazenych partii statistiky, tak podrobnosti a hloubky jednotlivych
partii. Otevienou otdzkou je 1 moznost vyu€ovat statistiku specializované€ pro jednotlivé
fakulty. Konkretizace a feSeni vSech otevienych otdzek je ve stadiu rozpracovanosti,



zékladni ucelend predstava by méla byt hotova v zimnim semestru letoSniho roku,
nebot’ na systém ECTS piejdou jiz od $kolniho roku 2005/2006 dvé fakulty VSE.
ProtozZe statistika bude u prvé z prechazejicich fakult zafazena do druhého semestru
l.ro¢niku, budeme mit prvé konkrétni poznatky a zkuSenosti zvyuky novée
koncipovaného redukovaného kurzu statistiky (a rovnéz zkuSenosti o tom, jak budou
studenti tento kurz zvladat) az po skonceni letniho semestru 2005/2006. Zbyvajici
fakulty VSE na systém ECTS piejdou od 8kolniho roku 2006/2007.

Uvedené pfipravované zmeény se tykaji vyuky statistiky pro ekonomy -
nestatistiky. Pro naSi fakultu (informatiky a statistiky) se jevi jako nejpfijateln&;si
varianta vytvorit modifikovany zakladni kurz statistiky s upravenym rozsahem a hlavné
vys$§i matematickou a pocitacovou naroCnosti vyuky a zatazeni dalSitho povinného kurzu
matematiky. Redlnd by pak mohla byt pro tuto fakultu dprava obsahu statistiky
predpoklddand ve vy$e zminéném grantu FRVS.

Nyni piejdu k programu vyuky statistickych predmétl pro statistiky. VSE
v Praze vedle MFF UK v Praze jsou jediné vysoké $koly v CR, které maji v programu
statistiku jako uceleny studijni program. Dosavadni studijni program bakalaiského
oboru Statistika a ekonometrie a navazujictho magisterského studia Statisticko-pojistné
inZenyrstvi je ndsledujici:

Bakalarské studium studijni obor Statistika a ekonometrie

Celoskolsky povinny studijni zaklad 125 krediti

V tom
STP201 Pravdépodobnost a statistika 2/1
STP202 Statistické metody 2/1

OBOROVE POVINNE PREDMETY 42 kreditii

blok Statistické metody a pravdépodobnost

STP314 Pravdépodobnost 2/2
STP401 Matematicka statistika 2/2
Stdtni zdvérecnd zkouska: Statistika a pravdépodobnost

blok Matematické metody v ekonomii

EKO205 Linearni modely 2/2
EKO206 Ekonometrické modely 272
EKO309 Programy pro matematické modelovani 2/2
blok Hospoddriskd a socidlni statistika a demografie

DEM?201 Zaklady demografie 2/2
EST407 Hospodaiska a socidlni statistika 2/2
blok samostatnych piedméti a jazyki

JAZF Jazyk odborny — uroven F 0/2
STP102 Vyzkumy vefejného minéni 2/0
STP103 Statistickd data 171
EKO421 Stochastické modely 2/2
FP_303 Finan¢ni analyza a planovani podniku 2/2

OBOROVE VOLITELNE PREDMETY - 10 kreditti
Z nabidky katedry statistiky a pravdépodobnosti

STP303 Analyza kategoridlnich dat 1/1
STP305 Rozhodovani podnikatell pfi riziku a nejistoté 2/0
STP309 Uvod do finanéni a pojistné matematiky 4/0
STP310 Statistické vypocetni prostiedi 0/2
STP323 Déjiny statistiky 1/0
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Z nabidky katedry ekonometrie

EKO304 Praktikum z operaéniho vyzkumu 2/1
EKO401 Teorie her a ekonomické rozhodovani 2/2
Z nabidky katedry ekonomické statistiky

ESTS506 Mezinarodni srovnavani 0/2
Z nabidky katedry demografie

DEM202  Demograficka praktika 0/2
DEM?203 Demograficky semindr 0/2

Navazujici magisterské studium Statisticko-pojistné inZenyrstvi

POVINNE PREDMETY HLAVNI SPECIALIZACE 36 kreditt

DEM414 Aktuarskd demografie 2/2
EKO0402 Simula¢ni modely 2/2
EKO424 Ekonometrie 2/2
EST409 Systém narodniho tcetnictvi 2/2
ESTS508 Statistické hospodéiské rozbory 0/2
STP413 Teorie vybérovych Setfeni 2/2
STP420 Zivotni pojisténi 3/0
STP431 Casové fady 2/2
STP502 Vicerozmérné statistické metody 2/1
STP520 Vécné pojisténi 2/2
VOLITELNE PREDMETY HLAVNI SPECIALIZACE 6 kreditd

STP408 Statistické metody v fizeni jakosti a spolehlivosti 2/0
STP412 Subjektivni pravdépodobnost a Bayesovska statistika 2/0
STP419 Zivotni poji§tén{ - seminat 0/2
STP440 Statistické metody a kapitalové trhy 1/1
STP503 Navrhovani experimenttl 2/0
STP504 Statistika a SPSS 171
STP507 Neparametrické a robustni metody 2/0
STP515 Statistika v SAS 1/1
STP530 Podnikani v pojistovnictvi 2/0
STP540 Pojistovnictvi II 2/0
EST506 Mezindrodni srovnavani 0/2
EKO421 Stochastické modely 2/2
EKO422 Teorie rozhodovani 4/2
EK0423 Rizen{ projektti 22
DEM415 Ekonomickd demografie 2/2
DEM416 Demografické modely 171

Novy program studia pro obor Statistika a ekonometrie a magistersky Statisticko
pojistné inZenyrstvi je ve stadiu ptfiprav. Rozsah dosud vyufovanych statistickych
pfedmétd v Zddném piipadé nechceme zuZovat. Problémem ale zlstdvd, jak naloZit
s mnoZstvim specializovanych nizkokreditovych kurzii, které v novém systému
nebudou mit moZnost byt zafazeny do studijnich planii, nebot’ jedna ze zdsad ptestavby
studia omezuje pocet zapsanych predmétd v semestru na 4 — 6. Bude tedy nutno nékteré
specializované statistické kurzy, které jsou vétSinou rozsahu 2/2, 2/1 nebo 2/0 rozsifit,

v v

resp. je spojit do vétsich celki.

Na druhé strané se ale rysuje moZznost zvysit podil vyuky statistickych pfedmétii
ve studiu tim, Ze bude omezena piebujeld moZnost zapisovani volitelnych predmét
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ostatnich oboril a specializaci do studijniho programt studentii oboru statistika. Tim se i
snizi moznost studentli volit si misto relativné téZSich exaktnich predméti (nejen
statistiky, ale i matematiky, demografie, ekonometrie) a informatiky riizné ,,inikové‘
lehké predméty z oblasti obchodu, personalistiky, managementu, podnikdni apod.

Literatura:

1. Studijni programy. Akademicky rok 2004/2005. VSE v Praze, fakulta informatiky a
statistiky. http://fis.vse.cz.

2. Diskusni materidly VSE k piipravé ECTS.
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Lo a MacKinleyho test podielu rozptylov

RNDr. Maria Bohdalova
Univerzita Komenského v Bratislave, Fakulta Managementu

Abstrakt

Stock market efficiency has been debated by both academics and financial market
practicioners. In this paper Lo and Mac Kinley variance ratios to test the random walk model of
price behavior is used. Data for this paper follow from Center for research in Security Prices
(CRSP) and daily equal weighted index is used to generate weekly price series. Time period used in
this paper — September 6, 1962, through December 26, 1985 is that used in Lo and Mac Kinley
[Lo88]. My goal is to illustrate how SAS procedures PROC MEANS a DATA can be used in this
type of research.

Uvod

Problematika modelovania zmien cien cennych papierov je nanajvyS aktudlna a v
konkuren¢nej ekonomike casto diskutovand medzi akademickymi a finanénymi odbornikmi. V
prispevku je uvedeny menej zndmy Lo a Mac Kinleyho test podielu rozptylov (variance ratio test)
pre otestovanie Ci je pre g-tyZdenné zmeny cien cennych papierov vhodny stochasticky model
nahodnej prechadzky. Udaje, ktoré s pouZité v prispevku pochddzaji z Centra pre vyskum cien
cennych papierov (CRSP) a su z obdobia 6.september 1962 az 26. december 1985, tak ako ich
pouzili Lo a MacKinley vo svojom ¢lanku [Lo88]. Zmeny cien cennych papierov si vypocitané na
zdklade CRSP viazenych indexov (CRSP equal weighted index). V prispevku si uvazované
tyzdenné, dvojtyzdenné, StvortyZzdenné a osemtyzdiiové zmeny indexu cien pre CRSP equal
weighted index. Lo a Mac Kinleyho test podielu rozptylov je naprogramovany v softvérovom
baliku SAS® V8, s pouzitim procediry PROC MEANS a DATA kroku.

Ekonomické pozadie a Lo a MacKinleyho test podielu rozptylov

Ceny cennych papierov sa vytvaraji na trhu. Ulohou trhu v konkurené¢nej ekonomike je
rozdelit vzicne zdroje medzi konkurenéné odvetvia spdsobom, ktory povedie k ¢o mozZno
najefektivnejSiemu vyuZitiu tychto zdrojov. Hodnotenie efektivity trhu s cennymi papiermi sa
skladd z viacerych hladisk. Jedno z nich je informacna efektivita (informationally efficient)[BI95].
Trh je informacne efektivny prave vtedy, ked” bezn4, trZzné cena (current market price) ,,neustdle a
uplne odrdZza vsetky relevantné dostupné informdcie* [B195]. Tvrdenie, Ze trzné ceny ,,neustdle a
Uplne odrdZaji vsetky relevantné dostupné informdcie* je zndme ako tzv. hypotéza efektivnych
trhov (EHM, efficient market hypothesis) [B195]. Ak je toto tvrdenie pravdivé, tak to znamend, Ze
trzné ceny cennych papierov sa vZdy rovnaju spravodlivym ¢i fundamentdlnym hodnotdm tychto
cennych papierov. PresnejSie, ak je EHM pravdiva, tak trhy cennych papierov si v neustélej
stochastickej rovnovahe.

Je zrejmé, Ze prichddzajice nové informdcie resp. novinky si zo svojej podstaty
nepredvidatel'né, pretoZe by to neboli novinky. D4 sa preto o¢akdvat,, Ze cena cennych papierov sa
meni v zdvislosti na novych informécidch tak, Ze smer a vySka zmeny ceny su opit
nepredvidatel'né. Z toho zasa vyplyva, Ze najlepsi odhad zajtrajSej ceny cenného papiera vychddza z
dnesnej ceny. Hoci zajtrajsia cena sa celkom mdze 1iSit’ od dneSnej ceny, bude sa liSit’ spdsobom,
ktory je opdt nepredvidatelny. Preto najlepsim odhadom zajtrajSej ceny je cena dne$nd. Z toho
vyplyva, Ze pokial je EHM pravdivdi mdZeme cenu cennych papierov matematicky opisat’

156



stochastickym modelom ndhodnej prechddzky (random walk) - zndmej aj pod ndzvom martingalsky
¢1 Brownov pohyb (martingale, Brownian motion). Model nahodnej prechddzky hovori, Ze prichod
informécii je nepredvidateI'ny a preto najlepsSia predpoved’ ceny cennych papierov je ich dnesna
(aktudlna) hodnota. ZajtrajSia cena cennych papierov sa rovnd dneSnej cene plus Ciastke zavisiacej
na novej informdcii, ktord sa objavi medzi dneSkom a zajtrajsSkom. T4 je ale z hl'adiska dneSného
stiboru informécii €, nepredvidatend. Zdkladny model ndhodnej prechadzky md nasledujice
matematické vyjadrenie:

P,=P,_ +&, (1)

kde P rje dneSnd (aktudlna) cena cenného papiera, P, je jeho vcerajSia cena, resp. cena Vv

predchddzajicom obdobi (predchddzajicej peridde) a &/ je ¢ -ty ¢len vektora ndhodnych chyb.
Kazdy ¢len ndhodnej chyby predstavuje prichod novej informécie, ktord ak ma byt nepredvidatel'na
musi byt nezdvisld od vSetkych predchddzajicich chyb. Za predpokladu, Ze ndhodné chyby sud
nezdvislé a pochadzaji z normovaného normdlneho rozdelenia dostaneme Statisticky vyznamny
vysledok. (pozri[B195])

Lo a MacKinlay [Lo88] vo svojom teste rozpracovali limitné rozdelenie pre odhad podielu
rozptylov (variance ratio estimators) s a bez existencie heteroskedasticity tidajov a ukdzali, Ze ceny
cennych papierov sa nemusia nevyhnutne spravat’ podl'a modelu ndhodnej prechddzky. Pre svoje
vypocCty pouZzili predpoklad, Ze rozptyl vektora ndhodnych chyb sa meni linedrne s Casovym
obdobim, v ktorom st zaznamenané cenové indexy. PresnejSie povedané predpokladali, Ze rozptyl
dvojtyZzdennych cenovych zmien je dvojndsobok rozptylu tyzdennych cenovych zmien; rozptyl
mesacnych cien sa mdze zmenit Stvorndsobne v porovnani s tyZdennou zmenou cien atd’. Této
myslienka je zdkladom ich testu [Lo88] (pripadne i v [Bo02]) pre otestovanie nulovej hypotézy: ¢ -
tyZdenné zmeny cien cennych papierov je moZné modelovat pomocou modelu ndhodnej
prechddzky, tj. spifiaji vztah (1). Ich alternativna hypotéza tvrdi opak : ¢ -tyZdenné zmeny cien
cennych papierov nie je mozné modelovat’ pomocou modelu ndhodnej prechadzky.

Lo a MacKinley definovali nasledujice vztahy:

ﬁ:_Z(Pk_Pk—l) (2)
n =1
2 1 < A2
= P -P, - 3
O-a n_lk:1( k k—1 u) ( )
2 1< A2
o,=— 2 (P.—P,_ —i)
i @)

Pomocou vzt'ahu (2) vyjadrili priemer tyZdennych zmien cien cennych papierov ( P, je cena
cenného papiera v k-tom tyzdni), pricom n je pocet uvazovanych tyzdnov. Vztahom (3) vyjadrili
odhad rozptylu pre tyZdenné zmeny cien cennych papierov. Vzt'ahom (4) odhadli rozptyl pre g-
tyZzdiiové zmeny cien cennych papierov. Pismenom m je oznafeny upraveny menovatel pre g-
tyzdiovy odhad rozptylu. Samotny podiel rozptylov definovali nasledovne:

-

0,

Za predpokladu heteroscedasticity, Standardizovana testovacia Statistika < ma asymptoticky
normované normdlne rozdelenie a je definovand nasledovne:
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(6)
nz(Pk_Pk—l_ﬁ)z(Pk—j_Pk—j—l_ﬁ)z

(Pk_Pk—l_ﬁ)2

Nulova hypotéza sa zamieta na hladine vyznamnosti a ak < je vicSie ako <i-«(Co je
kriticka - tabul’kova hodnota normovaného normalneho rozdelenia).

Vztahy (2) az (6) su naprogramované pomocou SAS DATA kroku a procediry PROC
MEANS v softwarovom produkte SAS® V8 pre dvoj- a StvortyZzdenné zmeny cien [Bo02] a pre
ucely tohto prispevku som ich upravila aj pre 8-tyZdiiové zmeny cien cennych papierov.

Zaver
Ukazka udajov:
begwed endwed eindbeg Eindend ewhpr
5.9.1962 12.9.1962 19.1069 19.1822 -0.004357
12.9.1962 19.9.1962 19.1822 19.1341 0.000331
19.9.1962 26.9.1962 19.1341 18.2523 -0.048601
26.9.1962 3.10.1962 18.2523 18.1306 -0.018000

kde Begwed je datum prvého pondelka v tyZdni v asovom subore udajov,
Endwed je datum nasledujiceho pondelka v tyZdni v ¢asovom stbore tidajov,
Eindbeg je CRSP equal weighted index ku diiu s ditumom begwed,
Eindend je CRSP equal weighted index ku diu s ddtumom endwed.

Nasledujica tabulka obsahuje pre premenné ehpr, ehpr2, ehpr4 a ehpr8, ktoré predstavuji
tyZzdenné, dvoj-, Stvor- a osem-tyZdenné cenové zmeny pre CRSP equal weighted index, informécie
o ich priemernej hodnote, smerodajnej odchylke a rozptyle za odpovedajice ¢asové obdobie.

Variable N Mean Std Dev Variance
ehpr 1216 0.0034260 0.0221916 0.000492467
ehpr2 1215 0.0068504 0.0357010 0.001274600
ehprd 1213 0.0137436 0.0567862 0.003224700
ehpr8 1209 0.0276382 0.0872040 0.007604500

Generated by the SAS System on 02SEP2005 at 12:14 PM

Z poslednej tabulky vidime, Ze testovacia Statistika < ma pre dvojtyZzdiiové zmeny cien
cennych papierov hodnotu 7,51232 a preto nulova hypotézu o moznosti modelovania zmien cien
cennych papierov modelom ndhodnej prechddzky zamietame na akejkol'vek hladine vyznamnosti a.
Podiel rozptylov (variance ratio) pre dvojtyzdnové zmeny cien je 1,29512 ¢o znamend, Ze priblizne
30% zmien cien v dvojtyZzdiiovom obdobi modZeme vysvetlit zmenou cien v predchddzajicich
dvoch tyzdinoch. Na zédklade tychto vysledkov mo6Zeme povedat’, Ze cenové zmeny nie si ndhodné a
teda obsahuju isty stupent predvidatelnosti. Podobny vysledok sme ziskali aj pre StvortyZdiiové a
osemtyzdiiové zmeny cien CRSP vdzeného indexu.
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Number of Variance Ratio Heteroskedastic
Weekly Number ¢ for g- Week Robust Test
Returns of Week Returns Statistic z

1216 2 1.29512 7.51232
1216 4 1.64105 8.88444
1216 8 1.94141 8.49697

Generated by the SAS System on 02SEP2005 at 12:14 PM
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Abstract

Approximation problems remain to be of wide interest in theoretical and
experimental sciences, and the technical practice, too. To address these
problems we offer a novel approach to data approximation based on a new
type of 4-point transformation, the discrete projective transformation. The
proposed auto-tracking piecewise cubic approximation divides the interval
into subintervals of various lengths and provides for every segment integral
cubic approximants. Finding the breakpoints in an auto-tracking mode and
the iterative computation schemes are the two main features of the proposed
method that uses a special approximation model.

1. Motivation The analysis of dependence between variables is one of the main tasks
of technical and scientific research. Methods of approximations are used every day in
data analysis and information gain process, and the associated problems are of wide
interest in theoretical and experimental sciences. One of the main problems in data/signal
denoising, analysis and forecasting is to find an optimal or good representation. Once it is
achieved many other goals of drawing information from data become possible.

Piecewise polynomial methods and splines have been widely used. Various
approaches and methods are proposed recently in this area. These include the segment
approximation problem (or the free knots problem in the spline theory) [7, 8], smoothing
spline methods and wavelet techniques [9, 10].

2. Problem Statement  The segment approximation problem is closely related to the
piecewise and spline approximation problems. Spline continuity conditions at the
breakpoints are dropped in the case of segment approximations. A search interval is
divided into subintervals and an approximation problem is solved over each of these
subintervals. It is clear that different subdivisions into subintervals lead to qualitatively
different results. The main goal is to find a subdivision where the errors over the
subintervals are as small as possible. The effectiveness of a spline representation of data
depends critically on their number and positions [7, 8, and 10]. Notice that free knots
optimization is a very hard non-linear problem.

3. Automatic knot detection using APCA We suggested a new approach to the
analysis of complex dependence with relatively small noise using the four point
methodology [3]. The suggested algorithm LOCUSD [1] divides the interval/curve into
subintervals/segments of various lengths, provides for every segment local cubic
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estimations and gives a technique for obtaining integral cubic approximants. Finding the
breakpoints in an auto-tracking mode and the iterative computation schemes are the two
main features of the proposed method that uses a special approximation model [1]. MS
Visual C# components for autotracking piecewise cubic approximation (APCA): a class
library and a Windows-application have been developed too [2].

In our method neither the number of knots nor their placement are unknown. This is
very important for applications in approximation and reduces real world data. The knots
of the subintervals are detected in auto- tracking mode using a digitized curve (data
points). A three-point cubic parametric model is used as a local approximant with three
control (three different points at x axis), three fixed (ordinates on the curve) and one free
(1/6 of a third derivative of the model) parameters. A free parameter @ is found in a line
following mode, using either step-by-step averaging or the first order recursive least
squares method (RLSM). A formula for expression of the free parameter via a length of
the segment and values of a function and derivatives in the joining points is received. The
C'-smoothness depends on the accuracy of the 8- estimate.

Let
{‘{P(xm’fm)} m’ .];m:f(xm)—i_em"xm<'xm+l’4<<N’

m=1,

be a given set of data points, where e~ A(0, o?)and the first coordinates of the N

(there are at least four) data points [x fm]are ordered. We consider tetrads 7 =

{®,.2.%.8,}, Te{P}, B+P;i#]jije (a,5,0,m). Three points R =
(2,,%;,%)€ T, are called as reference points and the fourth one %, is a variable point.
To approximate a piece of a curve f (the segment) at interval [ &, S ] we use a parametric

cubic model (Fig. 1)

f=S=11+60, (1)
where /7 is a quadratic parabola passing via reference points £ and Q is a cubic
parabola: Q=7(r—a)(r—f); 6 is a free parameter. The ordinates of the reference
points are used as fixed parameters: r, :[ra,rﬁ,r;)]T, where rn = f. or .= f, if e.=0.
Parameters a=(a, 5, x,) and 7, are defined asa=x,—x,, f=x;—x, andz, =x, —Xx,.
These parameters are used to evaluate weight homographic functions
d, =[d,,d,,d,]" and Q. Fig. 1 shows a cubic arc S approximating a piece of a curve f
on the subinterval[a, #]. To obtain {dl.}f:1 we use single-purpose cross-ratio functions

[3]. In these terms the parabola equation for the nth segment is written as
Il(z;a,r,)=(x,,d, ). @ is the free parameter which is related to a third derivative of

the model: #=S5"/6. Eq. (1) and weight functions construction yield some advantages in
development of algorithms: flexibility, control, stability, simple computations and so on.

n?

The stability of the method w.r.t. input errors is shown as well. The factors of error
suppression (K, and d,K,) are shown in Fig. 2. The key parameters of the
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approximation are: the parameters of the weight functions, the variance of the input
errors, and a sampling step.

S=I1+6Q

15

1 ¥ lo j:
n 5
05 ‘f X3 Xm Xip+s //xa
S &\
DJ ao__ -0 1t B B
05 a0 - " ’{ln
Fig. 1. The cubic model Fig. 2. Logio K, u 10g10|d, K, Fig. 3. The choice of tetrads

The constancy of the third derivative of the cubic model (S'''= const) is used as a
criterion for knot detection in the dynamic mode. This value can be estimated via a local

0 using four points on the curve and Eql. A choice of tetrads at every segment uses two
fixed points (2,,%,) and two variable points (2,,%,,_, ) (Fig 3). To get the global

estimate @ at the whole segment we use a recurrent formula using the recursive least-
squares method (RLSM):

6,=6,,+k,(7,-1,-6,.0,).6,=0,me (I, .N},n=12,...n., )
where K =Qn,n/2'f:] o (see Fig. 2). The number n, is defined as n, =m under
condition |5m|> o ,where o, =f —Il(r,;a,,r,)— énQ(Tm, o, f,) and O is the given
control parameter.

The efficiency of the method is shown by numerical calculations on test examples (see
Figs. 5 — 9) and real measurements.

DT - Autotracking Piecewise Cubic Approximatio A=
ead Data  enerate Uata About
DATA * FromatoB &5 4 b |-1.0000 B= 4 >]1uuuuuiﬁauss | Noise
\l"‘ From &by H M= ;] -+ H= Doppler-ertices

Y and s ntegral estmation (0 00 51

| B e T T e |

175 a5 5 10

Residuals

k&lﬂi{ i LN [ | eI |5 | ooo
:, B it n.75 | 45 1 7.25 I 10§77 Reparsur
PLOTS | " oo ¥ Thetatug | RUN APCA
i | i i ]

Thetaz

T 45 | 738 | 10 | Sstup | Reset

iagnostics Plat options z 1 Results Save
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¥ Thetztwer ¥ Derz W R [ Est W Pize W knotSverticals * Lines End

Fig. 4. The Windows application GUI

To perform this analysis and construct data approximants a Windows-application was
built based on class components (Fig. 4). We introduced within a .NET framework
namespace LinAlg[5] special vector and matrix types with a wide range of object and
static numerical, statistical, database and visualization methods, properties and
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components that enable to perform in Windows and Web environment not only
exploratory data analysis, but also our approximation and compression techniques, and
that are extensible and manageable.

The three main objects in APCA are the data points, segments and the interval (set of
all segments). Based on them we designed an object-oriented implementation of APCA
in MS Visual C# with three classes/components: Point4, Segment, SegmentsAll. Due to
this architecture one can easily access a given segment and gain information about it.
This feature may play a key role in the component’s extension connected with the
generalization and improvement of APCA in the future.

4. Examples Figure 5 shows the result of knot detection and piecewise-cubic

approximation for 134 points situated on the test curve f = 25/(x*+25)-
0.55Sin(x+2)/(x+2) using LOCUSD.

aoLg -

N=134; Nypo=12; ¥ e

D01 e

00230, —_— o

00}

L - S 51 [T T
anz

Pl
10< x<17; h=0.2; T5=0.01;

Fig. 5. Knot detection and cubic approximants for the test curve

The data of the following example were gained by numerical modeling of the electron
thermal capacity (ETC) for D-acetone molecule and so they are practically without errors
[6]. Fig. 6 display the data and their APCA approximants, fig. 7 the estimations of the
derivations and fig. 8 the residuals. The quality of the automatically detected 25
approximants (6 = 0.005) is satisfactory. The subintervals are shorter in the left part of the

165 Y and its integral estimation (0.005;25) 1656 Y and itz integral estimation (0.005;25%

X 1000 i X 1000

Fig. 6. ETC and its approximants [6]

Estimation of dervatives (0.005;25) Residuals (0.006;25)

Fig. 7. First and second derivations  Fig. 8. Local and interval residuals
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i ¥ and its integral estimation (0.01218) i ' and its integral estimation {0.01,15)
1112
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Fig. 9. Knot detection and cubic approximation for data with small noise

figures, where the graph is more dynamic. In fig. 9 both approximants are computed by &
= 0.01, the number of segments is 216 and 15. The right approximation was gained based
on every seventeenth point.

5. Conclusion Let us summing up the results:
- an automatic knot detection and a piecewise-cubic approximation method are
proposed;
- algorithm LOCUSD, MS.NET components and Windows-application APCA for
segment approximation and analysis are developed;
- the continuity of the first derivatives of the approximants for functions presented by
data without errors are acceptable;
- the goal is to find such O that yields desirable approximation quality and an
acceptable count of segments:
o asmaller d results in more segments with more precise approximants;
o for noisy data it is advisable to choose a greater sampling step and 9;

Our plan is to develop methods, algorithms and tools for smoothing data point with a low
signal to noise ratio.
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Abstract. Animal experimentation can be divided into the experiments in which there are
used mathematical methods for describing the biological processes (i.e. biosystems) analysed
by so-called biomathematical methods and into the typical experiments in which biological
events are of stochastical nature, where biometrical methods are applied for analyses. The aim
of paper is to review biometrical methods applied in animal experimentation.

Key words: biometrics, designs and evaluation of animal experiments, growth and
development, feeding trials, feeds evaluation, physiology and animal health, production traits,
ethology, ecology, genetics, biotechnology, econometrics, biosystems.

1. Uvod

Planovanie a realizacia projektov vyskumnych tloh v ZivociSnej vyrobe s charakteristické
Specifickymi podmienkami, ktoré¢ podmieniujii nielen samotny pldn pokusu ale aj jeho
realizaciu. Specifi¢nost’ pokusov podmiefiuje tiez vyber vhodnych matematicko-tatistickych
metod, pomocou ktorych je potrebné spol'ahlivo hodnotit’ ziskané experimentalne daje a tym
aj adekvatne a efficientne riesit’ polozenu vyskumna otdzku. Cielom prispevku je preto
prehlad aplikovanych biometrickych metdd uzitenych v zootechnickom vyskume podla jeho
vlastnej klasifikacie.

2. Sekvencia planovania a analyz pokusov

Sekvenciu planovania a analyz experimetov v zootechnickom vyskume mozno podobne ako
aj v inych vednych oblastiach zhrnut’ do bodov:

1. Formulacia experimentalneho objektu a vyskumnej otazky.
2. Formulovanie hypotézy/hypotéz.
3. Planovanie pokusu.
4. Uskuto¢nenie pokusu.
5. Zber Udajov a ich verifikacia na spravnost- nendhodné vplyvy, napr. odl'ahlé pozorovania.
6. Analyza experimentalnych udajov pomocou adekvatnych Statistickych modelov, obycajne
pomocou linearnych modelov.
7. Verifikacia postulovanych hypotéz.
8. Testovanie podmienok ukonéenia experimentu/ov.
9. Prehodnotenie vSetkych urobenych krokov a praktické ukoncenie pokusu.
10. Formulécia zodpovedajucich syntetickych zaverov.

Sekvencia je charakteristickd nasledovnym retazcom:

model— deduktivna teoria pravdepodobnosti— vyberova populacia— induktivna Statistika—
model.
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3. Experimentalne tidaje a rozdelenie matematicko-Statistickych metod v zootechnike

Experimentalne udaje mozno ziskat' na zaklade planovanych pokusov a tzv. ,,polnych*
pokusov vhodnym vyberom. Charakter tzv. ,,polnych® experimetalnych udajov v
zootechnickom vyskume je oproti pokusom v polnom pokusnictve Casto charakterizovany
svojou nevyvdzenostou, t.j. tdznym poctom pozorovani v najmenSich podtriedach n;.. , ale
tiez poCtom urovni jednotlivych faktorov a ich interakcii, ako aj heterogénnymi vyberovymi
rozptylmi a tiez tym aj Casto nenormalitou ukazovatel'ov.

Vzhl'adom na takyto charakter zootechnickych udajov sa pre ich analyzu vyuzivaju
moderné Statistické metddy nevyvazenych planov pokusov, ktoré sa rieSia najCastejSie
pomocou rieSenia zmieSanych linearnych modelov, teda rieSenim tzv. systému rovnic
zmiesaného linearneho modelu. Aplikované matematicko-Statistické metédy mozno rozdelit
na zéklade poctu ukazovatelov na jednorozmerné a viacrozmerné, a na zéklade poznania
teoretickych rozdeleni ukazovatel'ov na parametrické a neparametrické.

Samotnu aplikaciu biometrickych metdd pouZivanych pri analyzach zootechnickych pokusov
mozno rozdelit podla existujucej zootechnickej klasifikdcie podobne, ako je tomu vo
vieobecnej a $pecidlnej zootechnike, priblizne do 10 tried, ktoré sa viak navzajom dopliaju a
prelinaju, a teda neexistuju medzi nimi ostré hranice. V nasledujucej Casti si ich preto strucne a
prehl'adne uvedieme s prisluSnou, avsak nevycerpavajicou charakteristikou.

4. Zakladné typy pokusov v Zivo¢iSnej vyrobe
4.1. Modely a metédy analyz rastu a vyvinu zvierat

Rast a vyvin zvierat tvoria prirodzeny zaklad vSetkych ostatnych pokusov v zootechnickych
experimentoch. Rastové a vyvinové zmeny s determinované vo vacSine pripadov regresiou od
casu/veku, ktory je chronologického charakteru, avsak je biologickej povahy, resp. regresiou
od in¢ho determinujiiceho regresora. Charakteristiky rastu a vyvinu zvierat sledujeme a
analyzujeme obycajne podl'a typu experimentalnych udajov, ktoré moZno rozdelit na: staticke,
pozdizné, priecne a kombindciu pozdiznych a priecnych iidajov.

Pouzivané biometrické metddy rastu a vyvinu zvierat teda tizko zavisia na uvedenych typoch
udajov a z tohto hl'adiska regresné metody analyz rastu a vyvinu mozno rozdelit’ na: linedrne,
nelinedrne a regresné problémy odhadu parametrov nelinearizovatelnych funkcii.

Analyzy pozdiznych rastovych udajov su velmi &asto charakterizované autokorelaciou a
autoregresiou. Inymi problémami analyz dvoch a niekol’kych ukazovatelov je skutocnost, Ze
st merané s vlastnymi experimentalnymi chybami, takze vyzaduju aplikaciu regresnych metod
postihujucich tento stav, znamych pod pojmom analyza funkcnych/funkcionalnych vztahov.

Popis rastu zvierat pomocou rastovych modelov alebo funkcii je obyc¢ajne postulovany na
adekvatnej formulacii rastovych procesov pomocou diferencidlnych rovnic, podobne ako je
tomu pri popise biologickych javov a procesov, vlastnych biomatematickym metédam.

Pre popis rastu zvierat sa pouzivaju najCastejSie nasledovné rastové funkcie: Brodyho
autoakceleracnd a autoretardacna rastova funkcia, parabolicka Schmalhausenova funkcia,
Bertalanffyho rastova funkcia, Gompertzova funkcia, logisticka funkcia, Richardsova funkcia,
Lehmannova funkcia, ako aj d’alSie menej zname, avSak v poslednom obdobi vyuzivané
funkcie. Relativny rast Casti organizmu a celku st zdkladnymi pojmami tzv. alometrického
rastu zvierat. V poslednom desatroci su predmetom zaujmu taktiez: fenomologické a
multifazové/ické rastové funkcie.

Okrem uvedenych typicky regresnych metdd pri analyze rastu a vyvinu zvierat sa pouzivaju
taktiez nasledovné Statistické metody: analyzy rozptylu (AR) a kovariancie, analyzy rozptylu s
opakovanymi pozorovaniami, napr. typu split-plot a zlozZitejsie modely AR, a to jednak
jednorozmerné a viacrozmerné AR a tiez viacrozmerné Statistické metody, ako metoda
zakladnych komponentov, faktorova analyza, a pod.
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Vyvin zvierat sa v poslednom obdobi hodnoti pomocou viacrozmernych Statistickych metdd
na zaklade tzv. linedrneho hodnotenia, ktoré sa obyCajne vztahuje k produkénym
ukazovatel'om hospodarskych zvierat.

4.2. Plany pokusov hodnotiacich odchov zvierat a porovnavacie vykrmové experimenty

Pokusy tohto druhu prakticky koreSponduju s analyzami rastu a vyvinu, hodnotenia vykrmu,
jatocnej hodnoty a kvality mésa (aj pri in vivo hodnoteni modernou pristrojovou technikou)
hospodarskych zvierat. Pri vykrmovych pokusoch vysledky st zavisle na individudlnom resp.
skupinovom type vykrmu. Typickymi aplikovanymi biometrickymi metédami su tu okrem
vysSie spomenutych biometrickych metdd analyz rastu a vyvinu, najmd metddy: blokova
analyza rozptylu (AR), dvoj -, troj- a viacfaktorové nalyzy rozptylu, faktoridlne plany pokusov
s uvazovanim interakénych efektov hlavnych faktorov a zloZitejsie plany experimentov a teda
aj analyz kovariancii, samozrejme zahffiujlice tieZ sprievodné premenné. Vhodnymi sa javia
tiez niektoré viacrozmerné Statistické metody, ako viacrozmernd analyza rozptylu,
diskrimina¢na analyza, analyza hlavnych komponentov, faktorovd analyza, kanonicka
korelacia ¢i zhlukova analyza.

4.3. Plany pokusov hodnotiacich krmivd a metédy hodnotenia vyZivnej hodnoty,
ucinnosti
a vyuzitel’nosti krmiv

Zakladnymi problémami tychto typov experimentov je Stidium roéznych typov krmiv, ich
charakteristik a popisu, napr. chemického zloZenia a metéd hodnotenia ich nutricnych hodnot
in vivo a in vitro realizovanymi pokusmi, a v sic€asnosti tieZ mobilnych sackov Uc€innosti
vyuzitia krmiv. Pokusy tohto druhu st vel'mi nakladné a obycajne su inStalované iba s
limitujucim poc€tom, tJ. minimdlnym poctom experimetalnych jednotiek, zvierat.
Vieryhodnost’ tychto skumani je potrebné verifikovat’ pomocou vhodného poctu opakovani
pokusov. Zakladnymi experimentalnymi pldnmi a tym aj biometrickymi metédami st: latinské
a grécko-latinské Stvorce, pokusnicke série, plany pokusov s experimentdalnymi pozorovaniami
na totoznych jedincoch, split-plot, split-split plot, a pod.

Stupent degradovatelnosti a stravitenosti krmiv a iné charakteristiky mozno analyzovat
pomocou: regresnych analyz (hlavne nelinearnych) a Specifickych vacSinou linearnych (ale
tiez nelinearnych) modelov popisujucich sledované javy a procesy, napr. metabolizmus
travenia a pod.

4.4. Metody hodnotenia fyziologickych procesov reprodukcie a zdravia zvierat

K tymto metdédam patria hodnotenie samcich a samiCich pohlavnych Zliaz, analyzy,
hodnotenie a konzervovanie semena, procesy tvorby vajicok a ovulacie, faktory ovplyviiujace
zarodo¢né bunky, estralny cyklus, prirodzené a umelé oplodnenie (inseminécia), obdobie a
dizku gravidity, dlhovekost’, plodnost samcov a samic, atd’. V si¢asnosti sem zarad'ujeme aj
moderné biotechnologické reprodukéné metddy.

Z veterinarneho, ale tiez hospodarskeho a genetického hl'adiska sem patri Stadium vyskytu
roznych chordb a ich prevencia, ako aj kontrola dedi¢nosti hospodarskych zvierat. Vhodnymi
biometrickymi metédami tychto oblasti st: linedrna a nelinearna regresia, analyzy linedrnych
modelov (AR a pod.), hodnotenie vyskytu biologickych javov, napr. kontingencné tabulky,
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loglinedrne modely a metody rieSenia zmiesanych linearnych modelov pomocou metody BLUP
(najlepsej linearnej nevychylenej predpovede - NLNP) a BLUP-Animal modelu.

4.5. Metody hodnotenia produkénych ukazovatelov a kvality ZivociSnych produktov

Metody hodnotenia ukazovatel'ov produkcie mozno rozdelit na podskupiny: mliekova
produkcia a lakta¢né krivky, dlhovekost’, médsova produkcia a ostatné produkty, ako st vina,
vajcia, atd’.

Analyzy produkénych ukazovatel'ov zvierat su robené jednak na zadklade planovanych
pokusov a hlavne z tzv. ,,pol'nych pokusov*, pri ktorych su udaje ziskavané napr. pri kontrole
uzitkovosti produkcie a dedi¢nosti. Experimentalne udaje, ktoré ziskavame na kontrolnych
staniciach st charakteristické uréitym stupiom planovitych experimentov. Biometrické
metody pouzivané pri hodnoteni produkénych ukazovatel'och, okrem mliekovej produkcie, st
obdobné ako tie, ktoré sa vyuZzivaju pri raste a vyvine zvierat, vykrmovych a reprodukénych
ukazovatel'och.

Ukazovatele mliekovej produkcie dojnic, oviec a k6z sa hodnotia pomocou rieSenia systémov
rovnic zmiesanych linearnych modelov pomocou metody BLUP (NLNP - najlepsej linearnej
nevychylenej predpovede), BLUP - Animal modelu (BLUP-AM) a Test Day Modelu (TDM).

Predikcia mliekovej produkcie dojnic, oviec a koz, ale tiez produkcia vajec nosnic v zavisloti
na Case vyuziva hlavne metody nelinedrnej regresnej analyzy a tiez Specifické modely
predpovede solovo jedného ukazovatela, ale tiez simultdnne aj niekolkych ukazovatelov.
Biometrické hodnotenie ukazovatel'ov misovej produkcie je obdobné ako pri hodnoteni rastu
zvierat, odchove a vykrmu jatocnych zvierat, priCom sa tiez vyuzivaji metody BLUP a BLUP-
AM. Pri hodnoteni produkcie viny a jej kvality sa pouzivaji Specifické metody biometriky
zohladiiujice napr. opakovatel'nost’ nielen v Case, ale tiez v priestore. Je len samozrejmé, ze pri
hodnoteni tak produkénych ukazovatel'ov, ako aj ukazovatel'ov kvality zivo¢iSnych produktov
maju svoje nezastupiteI'né miesto moderné viacrozmerné Statistické metody, napr. pri
linedrnom hodnoteni typu zvierat a produkénych ukazovatel'ov.

4.6. Metody hodnotenia etologickych a ekologickych pokusov

Pri pokusoch behavioralneho charakteru sa obyc€ajne hodnotia jednotlivé zvieratd pomocou
udajov typu etogramu za urcitych ,,prirodzenych* a technologickych podmienok prostredia. Pri
typicky skupinovych pokusoch sa hodnoti napr. socidlna aktivita zvierat, socidlne poradie,
agresivita, nadriadenost’ a podriadenost’ a podobne.

Pri etologickych pokusoch sa vyuzivaju tak parametickeé ako aj neparametrické, jedno-
aj viacrozmerné Statistické metody. Pre behaviordlne a socidlne aktivity sa v neposlednej miere
pouzivaju tiez metody kauzdlnej analyzy, tedrie informacie, metody klasifikacie, usekove a
Strukturalne analyzy. Boli skonStruované rozne modely behavioralnej aktivity, mobility,
emigracie a imigracie individui a zmien populacnej Struktiry. Pozornost’ bola venovana
niektorym novym javom, ako je konfliktovost’ v suvise s vel’kost’ou skupin, a pod. Pri sledovani
etologickych a ekologickych pokusov sa venuje zvlastna pozornost’ hodnoteniu podmienok
prostredia a jeho kvality, podmieniujucich troven produkénych ukazovatelov. Prakticky vsetky
etologické a ekologické experimenty mozno organizovat len v uzkej interakcii prostredia,
zvierat a Cloveka.

4.7. Biometrické metody popula¢nej a kvantitativnej genetiky
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V principe biometricko-genetické hodnotenie je sustredené na odhad genetickych priemerov
a genetickych a negenetickych komponentov fenotypovej premenlivosti pri odhade genetickych
parametrov, ktoré sa vyuzivaju pri selekcii zvierat a skupin zvierat za tcelom zvySovania
produkcie hospodarskych zvierat. Pre tieto ucely sa predpoklada, ze analyzované ukazovatele
zvierat mozno popisat’ pomocou jednoduchych linearnych modelov (modely Mendela, Fishera,
Mathera a Wrighta, resp. tiez modelu ekologicko-genetickej kontroly). Genetické hodnotenie je
postulované na definicii teoretickej skutocnej genetickej hodnoty, ako teoretického selek¢ného
indexu predikcie skuto¢nej genetickej hodnoty pomocou linedrnej ¢i nelinedrnej kombinécie
genetickej informacie znamych uzitkovosti pribuznych zvierat pomocou vhodnych véh z
rodokmena.

Z hladiska statistického sa obyc¢ajne predpoklada, ze analyzované ukazovatele s
charakterizované viacrozmernym normalnym rozdelenim, ¢o implikuje, Ze ukazovatele su
determinované nekonecnym poctom aditivnych génov infinitesimalneho efektu lokusov, ktoré
nie su vo vizbe, teda st charakterizované tzv. infinitesimalnym modelom.

Biometrické metddy odhadu realizovanej genetickej hodnoty, t.j. plemennej hodnoty (PH) v
Cistokrvnej plemenitbe je mozno rozdelit na metody: jednoduchych regresnych modelov,
metody analyzy rozptylu a kovariancie, viacndsobné regresné modely a moderné metody
analyz zmiesanych linedarnych modelov. NajstarSie metody odhadu PH boli zaloZzené na
vyjadreni produkénych ukazovatelov v odchylkach od populaénych ¢i subpopulaénych
priemerov a korekciach na efekty stad, rokov, sezon, vekov a podobne. Do polovice
sedemdesiatych az pociatku osemdesiatych rokov metédy odhadu PH boli zalozené v podstate
na: metode najmensich Stvorcov a regresovanej metode najmensich Stvorcov. V sucasnosti pre
odhad PH sa vyuziva hlavne metdda rieSenia zmiesanych linedrnych modelov pomocou
metody BLUP-AM a Test Day Model. Odhady komponentov rozptylu a kovariancii a z nich
odvodenych genetickych parametrov sa realizuju pomocou ohranicenej/restrikovanej metody
maximalnej vierohodnosti (REML) a jej variet. Optimalizacia odhadov komponentov rozptylu a
tym aj genetickych parametrov sa uskutoc¢iiuje pomocou Bayesovej metody a metddy Gibss
sampling.

Genetické hodnotenie hybridnych populacii je zalozené na neaditivnych genetickych
efektoch, hlavne dominancie a epistazy t.j. heterozy, alebo vSeobecne na odhade efektoch
krizenia. NajCastejSie sa pritom vyuziva jedno- alebo dvojlokusovy aditivno-dominatny model,
alebo n-lokusovy vSeobecny linedarny model. Odhady efektov kriZenia sa pri vSeobecnom
linearnom modeli robia pomocou: metody najmensich Stvorcov, vazenej metody najmensich
Stvorcov a zovSeobecnenej metody najmensich stvorcov, podla povahy experimentalnych dat.

Specifickymi metédami odhadu efektov kriZenia si metody pldnovanych experimentov, napr.
vrcholového krizenia, rdozne druhy dialelného kriZzenia, faktoridlne krizenie, plany
multialelného krizenia a ich kombinacie. Pre odhad efektov krizenia sa vyuzivaju metody
analyzy rozptylu a kovariancie. V sucasnosti sa uskutocnuje simultdnne hodnotenie Cistych a
hybridnych populécii zvierat, pomocou kombinacie genetickych/plemennych hodnot
vhodnymi vahami.

Vyznamnou oblast'ou je hodnotenie interakcie genotypu a prostredia ¢i uz pri mliekovej a
méisovej uzitkovosti i u ostatnych zivoc¢isnych produktov, a to tak pri Cistokrvnej plemenitbe
ako aj pri krizeni zvierat a samozrejme tiez pri ich simultdnnom hodnoteni vhodnymi
biometrickymi metédami. Komplexné genetické hodnotenie populacii zvierat nie je mysliteI'né
bez aplikdcii viacrozmernych biometricko-genetickych metod, odhadu selekcnych indexov,
zovSeobecneného genetického skupinového indexu a viacrozmerného (viacznakového) BLUPu
a BLUP-Animal modelu. Je v§ak potrebné poukézat’ na uzky suvis medzi selekénym indexom a
poslednymi dvoma modernymi metodami.

4.8. Biometrické metody hodnotenia biotechnologickych experimentov a genetického
inZinierstva
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Pre hodnotenie biotechnologickych experimentov, reprodukénych procesov a genetického
hodnotenia sa pouzivaju metddy popisané¢ v predchadzajicom odstavci a v Casti 4.4 nasho
prispevku. Pomocou tychto metdd hodnotime: embryo transfér, delenie/klonovanie, riadenie
pohlavia/sexovanie embryi a semena, androgénne priparovanie a samooplodnenie, chiméry,
polyploidiu, geneticky polymorfizmus, hodnotenie major génov a genetickych markérov
(markérovo podporovana selekcia, MAS), genetické mapovanie, transfér génov, ako aj d’alSie
biotechnologické techniky a oblasti genetického inZinierstva.

4.9. Ekonometrické metody pri genetickom hodnoteni zvierat

Zivotisna vyroba je silne determinovana ekonomickymi hodnotami vstupu a vystupu a
hlavne vlastnou =ziskovostou produkcie. Vyznamu ulohu pri biometricko-genetickom
hodnoteni populacii zvierat maju teda analyzy zisku a ziskové funkcie, ako aj stanovenie
ekonomickych vah hodnotenych ukazovatelov. Vyznamné su tieZ produkéné schopnosti
hospodarskych zvierat hodnotené pomocou roznych produkénych funkcii, ako aj pri
genetickom hodnoteni komplexnych ukazovatel'ov napr. pomocou selekcnych indexov. Pritom
je potrebné tiez spomenut metoddy linedrneho aj nelinearneho programovania a Specifické
ekonometrické metddy aplikovatelné v §lachteni hospodarskych zvierat, ako st napr. metddy
sledovania technologickych zmien v stvise s nakladovymi a ziskovymi funkciami, modely
uzitoCnosti, vSeobecnd linedrna a Cobb-Douglasova produkéna funkcia, ¢i rizikovost
ekonomickych hodnoét, a pod.

4.10. Aplikované biometrické metédy modelovania a hodnotenia biologickych a
pol’nohospodarskych systémov

Zivodisna vyroba je velmi zlozity systém. Pre zvladnutie tohto systému su potrebné
vSeobecné a Specifické odborové aj medziodborové poznatky, zahfiiujice najma fyziologiu,
vyzivu, genetiku, manazment ale i ekonomiku, atd’. Zékladné poznatky z uvedenych vedeckych
odborov su koncentrovane vyuzivané pri modelovani a hodnoteni biologickych systémov ¢i
systémov zvierat, vieobecne teda biosystémov.

Pre analyzy zlozitych kvantitativnych a dynamickych interakcii medzi mikro- a makro-
systémami zvierat sa vyuZzivajl moderné metody matematického modelovania, pocitacovej
simuldcie a samozrejme viastného programovania.

Biometrické metody tu maja svoje Specifické postavenie, ked’ze biosystémy zvierat su vel'mi
dolezitou sucastou vseobecne komplexnych pol'nohospodarskych systémov. Metodologické
aspekty biologickych systémov v ramci zivocisnej vyroby a pol'nohospodarskej vedy maju teda
primarny vyznam z hl'adiska G¢inného rieSenia budiceho postavenia a vyznamu Zivocis$nej
vyroby v pol'nohospodarstve.

5. Zaver

Zo stru¢ného prehladu jednotlivych typov pokusov, s ktorymi sa stretdvame pri rieSeni
vedecko-vyskumnych otdzok zivoc¢isSnej vyroby, vyplyva ich Siroka paleta, pricom je
potrebné tiez poznamenat’, Ze v stiCasnosti sa stretdvame taktiez s problémami, pri ktorych je
potrebné pouzit moderné biomatematické metddy. Samotné rieSenia su nemyslitelné bez
pouzitia modernej vypoctovej techniky a samozrejme bez vyuzivania matematickych a
Statistickych balikov programov. Vzhl'adom k uvedenému clenovia Komisie biometriky pri
Predsednictve Slovenskej akadémie pddohospodarskych vied vitaju organizovanie konferencii

typu Stakan ¢i Prastan, a st presvedceni o uZzitocnosti spoluprace matematikov, Statistikov a
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odbornikov  z  vypoctovej techniky s bioldgmi rieSiacimi narocné problémy
podohospodarskeho vyskumu.
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1. Uvod

V poslednom obdobi sa na svetovych finanénych trhoch Casto objavuju velké
vykyvy bez zjavnych ddvodov. Vykyvy na kapitdlovych trhoch si poslednej dobe
spdjané s neistotou spdsobenou teroristickou hrozbou, ale aj uctovnymi Skandalmi
v Spojenych §tatoch. Coraz &astejSie sa objavuji vyrazné vykyvy aj na devizovych
trhoch, a to aj na najvyznamnejSich menovych pédroch. Pri sucasnom objeme
medzindrodného obchodu predstavuji tieto vykyvy vazny problém. Z tohto dévodu je
dolezité matematicky analyzovat, modelovat a predikovat vysku volatility vo
finan¢nych casovych radoch.

2. Ciel’ a metodika

NajcCastejSie rieSenou ulohou v Statistike je modelovanie podmienenej strednej
hodnoty. V tomto ¢lanku sa ale zaoberame vyuzitim Statistickej] metédy modelovania
podmieneného rozptylu, alebo variability premennej. V ekonomickych vedach existuje
niekol’ko dovodov, preco modelovat’ a predvidat’ volatilitu. V prvom rade je potrebné
analyzovat’ riziko drzby aktiva, alebo urcit cenu derivdtu na spominané aktivum.
Druhou aplikidciou v ekonomickych veddach je modelovanie rozptylu chyby modelu,
vzhladom na casovd nestabilitu intervalov spolahlivosti. Tretou aplikdciou je
zostrojenie robustnejSich modelov v pripade heteroskedascitného charakteru chyb
modelu. Modely autoregresnej podmienenej heteroskedasticity (ARCH) boli navrhnuté
za ucelom predpovede podmieneného rozptylu. Rozptyl zavislej premennej (vynos) je
modelovany ako funkcia minulych hodn6ét. ARCH modely boli zovSeobecnené do
podoby vSeobecnych autoregresnych heteroskedasticitnych modelov (GARCH).
Modely GARCH maji dva parametre, ktoré sa uvddzaji v zitvorke za oznacenim
modelu. Hodnota prvého parametra hovori o hibke pamite autoregresného procesu
minulej variability. Hodnota druhého parametra definuje hibku pamdite procesu druhych
mocnin rezidui modelu vynosu. Pre podmieneny rozptyl plati vztah:

L2
O-rz :a)+a1(y,_1—ﬂx,_1) +a20z2—1 (1)

Tento vztah povaZuje za odhad volatility sicet dlhodobého priemeru volatility
a vdzeného priemeru predpovede volatility z predchadzajuceho obdobia, a skuto¢nej
volatility nameranej v predchddzajicom obdobi. V pripade, Ze cena aktiva (underlying)
neoCakdvane poklesla, alebo vzrastla, potom vzrastie odhad budicej volatility. Tento
model vyhovuje, €asto pozorovanému efektu vo financnych €asovych radoch, kedy
obdobie vysokych vynosov je nasledované obdobim s eSte vyS$$im vynosom a naopak
Tento efekt sa nazyva efektom zhlukovania volatility (volatility clustering effect). Da sa
dokdzat’, Ze vztah pre podmieneny rozptyl modelu GARCH (1,1) (1) je rekurzivnou
substiticiou mozné upravit’ na tvar exponencidlneho vazeného sictu. Postup substitticie
je nasledujuci:
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=D OE A0+ O0E, + OO+ OE G0 () = (2)
.=(o+ 0+ Go+...ofw)+
2 2 2 2 i1 2
+(ael +aael, g aEl +..af o] ).

ZjednoduSenim vztahu (2) dospejeme ku kone¢nému rekurzivnemu vztahu pre
urcenie predpokladanej volatility:

> W DRI
O, =——+0,) ) -E_. 3
R Z el 3)
Chyba predpovede volatility, ktorej sa dopist'ame je dand nasledujicim vzt'ahom:
v,=¢ -0’ 4)

Po substittcii tohto vzt'ahu do pévodného vyjadrenia vztahu pre vypocet predpovede
volatility (1) méZeme vykonat’ nasledujice tpravy:
o' +E -0 =wt+aE  +a,0. +E -0
£ =w+aE  +a,0 +D,
2 2 2 (5)
& =w+oE +a, (8,_1 -0, ) +,
e =w+(o+a,)e’, —a,v,_, +0,.
Zo vztahu (5) vyplyva, Ze Stvorec chyby modelu je popisany procesom ARMA (1,1).
Stcasnd volatilita je popisand ako funkcia predoslej volatility a kizavého priemeru chyb
predpovede volatility. Schopnost’ zotrvania vplyvu predchddzajicej chyby na sticasni
hodnotu zédvisi od suctu parametrov ¢, a «,. V ekonomickych aplikicidch sa sucet

hodndt tychto parametrov bliZzi k jednej, ¢o znamend, Ze Sok z predchidzajiceho
obdobia ma vyrazny vplyv na oCakavanu hodnotu nasledujucej chyby predikcie.

Je zrejmé, Ze model GARCH (1,1) ma tri parametre (@, a,,®), ktoré je potrebné
odhadnit. Existujd taktieZ modifikdcie modelu GARCH (1,1), pri ktorych je parameter
@ nahradeny vyrazom @ =V (1-¢, —,), kde V je dlhodoby rozptyl. Tto modifikdcia
sa nazyva cielenie rozptylu (variance targeting) [7].

Vo vseobecnosti je model GARCH (p,q) pre predpoved’ volatility o jedno obdobie

dopredu vyjadreny pomocou p minulych chyb odhadu vynosu a ¢ minulych predpovedi
volatility. Tento model ma p+g¢g+1 parametrov a vztah pre odhad volatility o jedno

obdobie dopredu je nasledujuci:
p q
2 2 2
O-zlt—l =W+ Z aligz—i + Z aljo-z—j,t—j—l . (6)
i=1 j=1

Predpokladajme normalitu rozdelenia chyb ekonometrického modelu vynosu. Potom
vierohodnostnd funkcia pre odhad parametrov za predpokladu linedrneho regresného

modelu vynosu (9, = £ + fB,x,) ma nasledujtici tvar:
(YI_X;ﬁ)Z
20,4 ) (7)

1
fy (a),allaaza,gla,gz) :Hﬁe
27Z-sz—l

Logaritmus vierohodnostnej funkcie nadobuida nasledujuci tvar:
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log f\' (a),apaz’ﬂl’ﬂZ) = _glog(Zﬂ')—%Zlog(ajtl)_lzw _

2 Zo-zlz—l (8)
n 1 5 1 £
=——log(27)—=) loglo,_,|—— L
2 g( ) 22 g( tlt—l) 2203”
Ked’Ze prvy clen je konstantou, staci maximalizovat’ nasledujici vyraz:
£
fy (a)’al’a2’ﬂ1’ﬂ2) = _zlog(oﬁt—l)_z i =
tle—1
i ©)

£
:_Zlog(a)+a18r21+azat2ur 2)_2 -
- ~lir- 2 2
o+ algt—l + a26t—1|t—2
Pre odhad hodndt vektora parametrov 6 =(@,,,,,5,), ktoré je mozné

odhadnit’ z tohto vzt'ahu, plati tento vztah:

2
HAzargmax(—Zlog(aj,l)—z i’ ] (10)
6=0 P

(o}

tle—1
Uvedeny problém je mozné formulovat’ aj ako tlohu linedrneho programovania, kde
ucelovi funkciu predstavuje predchddzajici vztah za predpokladu, Ze parametre
modelu spifiajii nasledujiice kritéria:
o ta,<l,

(11)

w,a,a, =0.

3. Model a data

Vstupné déta predstavuji tempd rastu vymenného kurzu EUR/SKK od 5. janudra
1999 az do 7. juna 2005, ¢o predstavuje 1 607 tdajov. Z ddajov vymenného kurzu P

t

sme vprvom kroku vypoditali tempd rastu kurzu R =log(P/P_). Volatilitu

vymenného kurzu (R’) sme v prvom kroku modelovali pomocou modelu GARCH

(1,1), pricom trend vynosu (tempa zmeny) vymenného kurzu bol modelovany pomocou
konStanty. Navrhnuty model ma nasledujuci tvar:

R =-8:10" +¢, (12)
0’ =9.92-10"+0.24272-¢,_,+0.741069 - 0~ (13)
Koeficienty uvedené vo vztahoch su Statisticky vyznamné, avSak hodnota Durbin —

Watsonovej Statistiky na drovni 1,8 poukazuje na zostatkovi heteroskedasticitu
v rezidudch. Na histograme S$tandardizovanych rezidui (e,/o,) je viditelnd vysokd

Spicatost’ rozdelenia. Jarque — Bera test zamietol hypotézu o normdlnom rozdelen{
rezidui na vSetkych beZnych hladinidch vyznamnosti. Na zdklade hodn6t ARCH LM
testov zamietame nulovi hypotézu o homoskedasticite rezidui. Na odstrdnenie
podmienenej heteroskedasticity bolo potrebné zvysit’ stupeit modelu. Minimélny stupeil
modelu, ktory vyrazne redukuje Statisticki vyznamnost’ zostatkovej autokoreldcie je
tvar GARCH (3,3). Hypotézu o rozptyle rezidui nezdvislom na ¢ase mdZeme prijat’ aZ
po zvySeni stupna modelu na GARCH (7,7). Danou za odstranenie autokorelacie rezidui
je Statistickd nevyznamnost’ §iestich parametrov, ked’ na hladine vyznamnosti & =0.05
nemo6zeme zamietnut’ nulovi hypotézu o nulovej hodnote parametrov. Konecny tvar pre
modelovanie volatility je GARCH (3,5), t. z. Ze model obsahuje tri vyznamné
multiplikdtory predchddzajicich chyb predpovede a pit’ vyznamnych autoregresnych
koeficientov pre historické predpovede volatility. Tvar rovnice pre predpoved tempa
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rastu (poklesu) kurzu EUR/SKK (mean equation) a predpoved’ volatility m4 nasledujuici
tvar:

R =-6.23-10"° +€, (14)
0',2 =4.7-107 +0.256438 - £_,+0.292404-¢,_,+0.317525-¢,_,—-0.533773- O_’{l (15)
—0.705318- O'f_z +0.232341- 03_3 +0.379112- O't2_5 +0.479138- 0,2_7
éasovy rad vypocitanej volatility a modelu GARCH (7,7) st uvedené na obrazku 1.
00012
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- .00004
00012 - l f‘ | k *
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— VOLATILITY —— GARCH (7,7}
Obr. 1 Porovnanie volatility vymenného kurzu EUR/SKK a modelu GARCH (7,7)

Z vizudlneho posudenia je zrejmé, Ze uvedeny model nie je schopny v plnej miere
zachytit' extrémne hodnoty volatility. Na druhej strane sprdavne identifikuje okamih
arelativny vyznam extrémnych hodno6t volatility. Verifikdcia modelu potvrdila
odstranenie autokoreldcie rezidui a ARCH LM testy potvrdili, Ze d’alSie zvySenie stupiia
modelu neodstrdni heteroskedasticitu rezidui. Spicatost rozdelenia rezidui sa zniZila
zhodnoty 8.72 na 7.63. Jarque — Bera Statistika nepotvrdila normalitu rozdelenia
rezidui.

Vzhl'adom na neuspokojivé vysledky normality rozdelenia rezidui, sme testovali
moZznost’ Studentovho rozdelenia rezidui. NajvhodnejSie sa javi Studentovo rozdelenie
s piatimi stupiiami volnosti. Na obrazku 2 je zndzornend zdvislost' kvantilov
Studentovho rozdelenia a kvantilov rezidui.

V pripade, Ze by sa rozdelenie rezidui riadilo testovanym rozdelenim, bola by zavislost’
kvantilov rozdelenia rezidui a teoretického rozdelenia lineédrna, t. z., Ze na grafe by bola
zndzornend ,rovnd cCiara“. Posddenie je diskutabilné, ale Studentovo rozdelenie
s piatimi stupfiami vol'nosti zodpoveda pravepodobnostnému rozdeleniu rezidui lepSie,
ako je tomu pri normalnom rozdeleni.

4. Predpoved’ rozptylu
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Cielom modelov volatility nie je iba popisanie modelom, ale aj predikcia volatility
v horizonte h. Vo vSeobecnosti predpokladajme model GARCH (p, ¢g) v tvare:

2 2 2 2 2
o, =@+ttt o+ + B0

(16)

10

Quantile of Student dist. with 5 d f.

CQuantile of St. residuals
Obr. 2 Zavislost’ kvantilov Studentovho rozdelenia a kvantilov rezidui

Potom hodnotu predpovede volatility s najmensou Stvorcovou chybou je mozné zapisat’

v tvare:
2

o, (h)=w+aE.,  +..+a,e.,,  + B0, +...+B,0r,, (17)
V pripade predpovedi konStruovanej na zdklade modelu GARCH (1,1) pre podmieneny
rozptyl v Case t =T +h ma vztah pre jeho vypocet nasledujici tvar:

O-§+h =0+ algi 1t a20-§+h71 (13)
Po uprave je mozné predpovedand hodnotu budiiceho rozptylu vyjadrit’ nasledujicim
vzt'ahom:

+h—

h 2

or (h)=w) (0 +a) +(a+a)" @ +(a+a,)" a,0) =

| (19)

=w) (g +a,) +(a+a, )h_l Orar-
Jj=0

=

V pripade, Ze je model GARCH (1,1) staciondrny v kovariancidch, musia parametre
modelu spliat’ nasledujice kritéria:

o +a,<1
20
o2 = @ (20)
(1 —0 -, )
Potom vzt'ah pre odhad podmienenej volatility nadobudne nasledujtici tvar:
o} (h)=0;+(a+a,)" (07, ~07). 2D
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Pomocou uvedenych vztahov odhadneme volatilitu o $tyri obdobia dopredu (o7, )

pomocou modelu volatility GARCH (1,1) a modelu volatility GARCH (7,7) v dioch od
8. juna 2005 do 13.jina 2005. Analyzovany casovy rad je tvoreny kurzom NBS
EUR/SKK vyhldseny v predchadzajici obchodny defi o 12.00 hod. SEC. Vysledné
porovnanie je uvedené v Tab. 1.

Tab. 1 Porovnanie odhadovanej volatility so skuto¢nou volatilitou kurzu EUR/SKK

Volatilita (02t+4,1) Kurz (Py) Skutoénost
Datum |GARCH(1,1){GARCH(7,7)|GARCH(1,1)|GARCH(7,7)| Volatilita |Kurz (P)
8.6.2005 | 0,00021% | 0,00005% |38,70/38,59|38,67|38,62|0,00029%| 38,58
9.6.2005 | 0,00037% | 0,00014% |38,77|38,51|38,72|38,57|0,00048%| 38,66
10.6.2005| 0,00041% | 0,00045% |38,85|38,44(38,80|38,49|0,00023%| 38,61
13.6.2005| 0,00033% | 0,00035% |38,92|38,37(38,87|38,42|0,00005%| 38,58
5. Zaver

ZvySend volatilita menovych kurzov prindsa na jednej strane ziskové prileZitosti, ¢i
uzZ na spotovom, alebo terminovanom trhu, preto si matematické modely volatility nasli
na kapitalovy trh. Pre podniky predstavuje volatilita menového kurzu medzi domacou
menou a menou krajiny dovozcu, resp. vyvozcu riziko finan¢nych strat. Pre podniky nie
je preto dolezitd iba absoldtna vySka menového kurzu, ale aj intenzita a vyska vykyvov
menového kurzu. Pre spotrebitel'ov je takisto vhodnejsi stabilny vyvoj menového kurzu,
ked’Ze potencidlne finanéné straty podnikov sa premietnu do trovne cenovej hladiny.
Vyhlésenia typu ,,silnd koruna — lacnd dovolenka* si zavddzajice. Kratkodobé zisky sa
v dlhodobom horizonte navzdjom vyruSia, ale v cenovej hladine zostiva zapocitané
finan¢né riziko spdsobené pohybom menovych kurzov.

V prispevku sme modelovali tempd rastu (vynosy) menového kurzu EUR/SKK
pomocou  modelov =~ GARCH  (Generalized  Autoregressive  Conditional
Heteroskedasticity). Najjednoduch§im modelom bol GARCH (1,1), ktory dokézal
spravne identifikovat obdobia s vysokou volatilitou avSak nedokdzal modelovat
extrémne vykyvy. Statistickd verifikdcia objavila autokoreldciu rezidui, vyrazna bola
najmé autokoreldcia rezidui posunutych o sedem obdobi. Napriek snahe, aby vysledny
model bol GARCH model ¢o najnizSieho stupnia, museli sme nakoniec na reprezentaciu
analyzovaného casového radu zvolit model GARCH (7,7). ARCH LM testy zamietli
hypotézu o zostatkovej autokorelécii rezidui vynosov. Problematickd, ale zostala vysoka
Spicatost’ rozdelenia rezidui, ktord nezodpovedd normdlnemu rozdeleniu rezidui.
Testovali sme zhodu so Studentovym rozdelenim arozdelenie rezidui najlepSie
zodpoveda Studentovmu rozdeleniu s piatimi stupfiami vol'nosti.

Dalej sme uréili predikcie volatility v kratkodobom horizonte $tyroch dni (4 =4 ). Plati,
Ze srasticim horizontom predikcie podmieneny rozptyl monoténne konverguje
k nepodmienenému rozptylu a vyznam sicasnej informdcie sa straca. Uz GARCH (1,1)
dava v kratkodobom horizonte dobré vysledky. Tedria d’alej hovori, Ze na predikciu
v dlh§om casovom horizonte je vhodny model vySSieho stupnia. Vysledné hodnoty
predikovanej volatility modelom GARCH (1,1) a GARCH (7,7) su podobné. Predikcie
volatility ziskané modelom GARCH (1,1) sa ale prekvapivo viac bliZia pozorovanej
volatilite. Naopak hranice, v ktorych by sa mal pohybovat’ kurz EUR/SKK su uzsie
v pripade modelu GARCH (7,7) (vid Tab. 1), ¢o znamend presnejSiu predstavu
o vyvoji budiceho kurzu EUR/SKK.
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Patri Kalmanov filter do zakladného kurzu analyzy
casovych radov?

M. Grendér
Institut matematiky a informatiky, Severna 5, 974 01 Banskd Bystrica
umergren@savba. sk

Uvodna poznamka

Nasledujuci text je pracovnou verziou kapitoly z pripravovanych skript k jed-
nosemestrovej prednéske "Uvod do ekonometrickej analyzy casovych radov’ pre stu-
dentov odboru Finan¢énd matematika a Statistika na FPV UMB.

Dva dovody preco by student, ktorého statnicovym predmetom je Statistika, mal
byt obozndmeny s Kalmanovym filtrom (KF) st uvedené v texte: KF sa pouziva
1) na vypocet hodnoty exaktnej vierohodnostnej funkcie ARMA modelu a 2) v
strukturalnom pristupe k analyze ¢asovych radov. Okrem toho, stavovy model (1),
(2) s ktorym je KF bezprostredne zviazany, je dostatoéne bohaty na to, aby v sebe
zahinal aj klasicky zmieSany linearny regresny model a longitudindlne modely. S
nimi by sa student statistiky tiez mal raz stretmit. TakZe zakladna informécia o KF
by nemala nikomu zagkodit.

Pochopenie KF z bayesovskej strany si vyzaduje len znalosti zo zdkladného kurzu
pravdepodobnosti (Bayesova veta) a Statistiky (vlastnosti normélneho a zdruzeného
normélneho rozdelenia).

Kalman filter and likelihood evaluation (Lecture notes)
1. Introduction

Though the conditional likelihood estimation of a gaussian ARMA model is rather
straightforward, it has undesirable properties (the estimate depends upon the con-
ditioning first observation value, hence estimate obtained from reverted time series
is in general different). Exact likelihood function uses all data points equivalently,
however it is harder to calculate and maximize. One way how the exact likelihood
function of a covariance stationary gaussian ARMA time series can be calculated is
by means of Kalman filter.

2. Kalman filter

Kalman filter (KF) was devised for a purpose rather different than likelihood
function evaluation.

2.1 States, observations, filtration problem

Let there be an object whose state is at any moment n characterized by a fixed set
of variables (e.g. position, speed, acceleration), gathered into state vector z,. Let
the time evolution of state follows a continuous Markov process: x,, = Ax,_1 + v,,
where v is a zero-mean white noise. The state is not directly observable. Rather
observable variables y are measured, which are linearly dependent on the state vari-
ables x and the dependence is distorted by a zero-mean white noise (measurement
error) w, i.e., y, = Cx, + w,.

Full technical specification of the model: x,, is a state vector of dimension m, y,
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is an observation vector of dimension d.

Ty = Axp_q + vy, (1)
Yn = Cx, + w, (2)

where the first equation is called state or system equation, the second one is com-
monly known as measurement or observation equation. v and w are zero-mean
vector white noise processes. () is covariance matrix of v, R is covariance matrix of
w. Dimensions of matrices: A, QQ are mxm; C'isdxm and R is d xd. It is assumed
that v,,, w, are uncorrelated with the state z,,. This implies [fill-in-gap 1'] that: 7)
E(zp,wy) = 0,Yn,l; ii) E(x,,v) =0 for n <I; iii) E(y,,w;) =0 for n <1 —1; iv)
E(yn,v) =0 for n <1I; v) E(v,, w,) = 0,Yn,l; vi) E(v,,v) =0 for n # [ and = @
for n = [; vii) E(wy,,w;) =0 for n # [ and = R for n = [. The matrices A, C, @, R
are assumed to be known, as is also mean p and covariance X of initial state xg.

Given a time series of observations y}", known transition matrices A, C' as well as
noise covariance matrices @ (for v,), R (for w,) and a characterization of the initial
state z( it is desirable to estimate the sequence of states x}. This task constitutes
a filtration problem.

The filtration problem can be approached in two ways: @) the state vector z7
is estimated at once (say by ML method); when new observation ¥, arrives the
estimation should be done anew, or i7) sequentially /adaptively; previously estimated
sequence is used as an input to calculation of the estimate of n + 1-st state. In the
latter case the filtration problem turns into a task of estimating z,,, sequentially.
This can be done via Bayes filter.

2.2 Bayes filter

Instead of devising such a sequential estimator (filter) of x,|y?" and calculating
its co-variance it appears more tractable to solve a seemingly harder problem of
estimating the conditional distribution p(z,|y}). A point characteristic of the esti-
mated conditional distribution (e.g. mean, mode) can be then used as the desired
estimator of x,,.

The filtration will be performed in two steps: a prediction and a correction. The
steps will be repeated sequentially. A density p(x,|y! ') resulting from prediction
step will be used as an input to the correction step. Then the density p(z,|y}) which
results from the correction step will enter the next prediction step. And so on.

Prediction step Given the first n — 1 observations and p(z,_1|y}~") the proba-
bility p(z,|yy™") is calculated.

The predicted density can be obtained via

planls™) = [ Do) ol ™) drr 3)
which results directly from the property [fig2]

p(xn|yf_1,xn_1) = p(Tn|Tp-1). (4)

Correction step The predicted pdf p(z,|y;™ ') is combined with the measure-
ment /observation y,, in order to get the distribution of z,|yf.

The conditional probability p(z,|y}) can be obtained via Bayes formula. Equiv-
alently, it can be constructed from definition as the ratio p(z,,y})/p(y}). Since

! Abbreviated: figl.
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P(@n. Y1) = P(Yal2n, Y1~ )p(2n, yi ") the joint probability p(z.|y) = p(ynlzn, y7~")-
p(znly? 1) /p(ynlyy~t). This can be simplified, by finding that [fig3]

p(yn’xna y?il) = p(ynymn) (5)
into
Pyl = p(yn\wn)p(fﬁllyl ) (6)
pYnly? ™)

Bayes filter is based on the prediction step (3) and correction step (6). In order
to make it operational, the relevant distributions should be known/specified which
amounts to specification of distribution of v,, w, and x;.

2.3 Kalman Filter: gaussian Bayes filter

Assume that distribution of v is multivariate normal n(0, @), and distribution of
w is as well gaussian n(0, R). Let also the distribution of initial state be gaussian,
xg ~ n(zg, By). Gaussian Bayes filter is known as Kalman filter. In this special
case the densities of prediction step (3) and correction step (6) can be calculated
analytically.

Let z,_1|y?' ~ n(&,_1, P,_1) be the density which resulted from (n — 1)-st
correction step; [ql: how do we know that it is gaussian?]. Thanks to normality of
the distribution p(z,_|y} "), the prediction step can be done without having to use
(3). Indeed, since states evolve according to x, = Az, 1 + v,, and thanks to the
well-known properties of gaussian distribution (i.e., i) if u ~ n(u,Y) then v = Du
is v ~ n(Dp, DXD') and ii) u+ v ~ n(u + Dp, X+ DXD')) the sought prediction
step distribution is

Tyl ~n(Ad, 1, AP, 1A+ Q) & n(ay, Py). (7)

The prediction step density is then corrected via (6). Evaluation of the right-
hand-side of (6) is not an easy task. Fortunately, the need to evaluate the RHS of
(6) can be avoided, thanks to the following Theorem:

Thm. Let Xy and X5 have a bivariate normal distribution with means py and ps
and a covariance matriz . Then the conditional distribution of X given Xs is:
X1| Xy = 29 ~ n(py + T1985 (22 — o), L11 — L1255 Bo1). And vice versa: if the
conditional distribution has this form than X, and X5 are the bivariate normal.

The Theorem permits to find [fig4] the correction step distribution:

Tolyl ~ n(SC'R ™y, + S(P;) 4, S) (8)

n’

A

where S™' £ C'"R7'C + (P;)~!. Thanks to a matrix inversion formula: (A~! +
B ™! = A— A(A+B)™'A, mean and covariance of the density (8) can be simplified:

alyy ~ n(Kyn + [I = KCliy, [I — KCIP;) & n(in, P) (9)

where K = P, C'[CP;C'+ R is m x d matrix known as Kalman gain (matrix).
In summary, gaussian Bayes filtering steps are:
Predict n(&,-1, Po_1) = n(z,,, P,):

n

1. .f?; = Az,
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2. P = AP, A+ Q
Correct n(z,, P,) = n(Z,, Py):

1. K=P, C'[CP;C"+ R]™*
2. i =& 4 Ky, — Ci;)
3. P,=[I - KC|P;

Mean z,, of x,|y] is KF forecast of x,, given yf. It is a minMSE forecast.
Covariance P, is MSE of the forecast. Note that C'z; is KF forecast of y,, based on
the past observations y} . Hence, y, — C&: is y,-forecast error.

2.4 Initialization

Yet, one issue remains unsettled: how to initialize KF? More precisely, how to
select the zero-time-period parameters of the distribution of zy: mean zoy and co-
variance Fy?

At n = 0 there is no x, y available. So, in order to start the filter, it is necessary
to make a prediction of value of state vector xy, given no observation. Hence x1|yo
should have a gaussian distribution with mean #; given by unconditional expecta-
tion F(xq) of x1, and covariance P; equal to unconditional covariance Cov(xy) of
x1. This fact - in the case that the process x is covariance stationary - dictates how
mean z; and covariance P of the predicted x1|yo should be set up.

Taking unconditional expectation of the left hand side and the right hand side of
(1) produces E(x,) = AE(x,_1) equation. Let x be covariance stationary. Then,
E(z,) = E(x,-1), which implies that E(z,) should satisfy a requirement: (I —
A)E(x,) = 0. The requirement is satisfied solely by E(x,) = 0 (since I — A is
nonsingular).

In similar manner it can be shown [figh] that the unconditional covariance Coov(zy,)
should satisfy Cov(z,) = ACov(z,)A + @ equation. Its solution is vec(Cov(z,)) =
(I — (A® A)) tvec(Q). (vec(M) transforms a matrix M into a vector, by stacking
columns of M. ® denotes Kronecker product.)

Thus, the KF has to be started with 27 = 0 and P, given by vec(P; ) = (L2 —
(A® A))"lvec(Q). As the first observation y; arrives, the prediction is corrected.
The corrected mean and covariance 1, P, are then predicted. And so on.

Note that for covariance stationary process x thus initialization of KF does not
depend on g, Fy. If the process is not covariance stationary, the parameters should
be chosen by an analyst, and projected ahead. In this case, likelihood function
evaluated via KF' is no more exact.

3. State-space representation of ARMA process

ARMA process can be cast into the form of model which is described by (1), (2).
It is called state-space representation of the process. A process can have several
state-space representations.

For example, an MA(1) process y; — i1 = €; + 0¢;_1 can be in one way represented
at the state-space form (1), (2), by means of the following mappings: =, = [&, €;_1],

Yn = Yt — W, 5
0 0 o 0
=(10) e (V1)

C = [1,0], v, = [&,0], w, = 0, R = 0; there 0 denotes the variance of ¢;. Note
that this is a state-space representation of y; — p rather than of y; process. In
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order to turn this into a state-space representation of 1, process, another term — a
deterministic input term Bz, — has to be added to the observation equation (2):

There B is a matrix and z, is a vector of predetermined exogenous variables. In the
case of the MA(1) process B = p and z, = 1, for all n.

A general ARMA (p, q) process can be written as: Y;—p = ¢1(y—1— )+ P2 (yi—o—
w4+ O (Yo — ) + €+ 01601 + -+ + 016411, where m (i.e., dimension
of state vector) is m = max(p,q + 1) and ¢; is set to be zero for i > p, 6; = 0 for
i > q. Then ARMA process can be written in a convenient state-space form (1),

(27): Tpn = [yta S 7yt—m]a Yn = Ut, B = Hy Zn = 17

9251 ¢2 Qbr—l ¢r 0.2 0 0

1 0 ... O 0 0 0 0
A= 0O 1 ... 0 0 , Q= ' 7

0O 0 ... 1 0 00 0

C=[1,61,...,0 1], vo =[6,0,...,0], w, =0, R=0.

Using the model (1), (2’) instead of (1), (2) requires to modify Kalman Filter
equations (7), (9) accordingly; [fig6].

Two things are worth observation: 1) at the state representation of ARMA the
transition matrices A, C' depend on parameters of the process (¢, #). 2) Regardless
of state representation of a process, the forecasts of y,|y? " generated by KF is
identical; [q2: why?]. Of course, for different state representation KF forecasts of
2, |yp " are in general different.

4. Exact likelihood calculation via KF

Exact likelihood function for a time series of length T generated by a gaussian
ARMA process is a multivariate normal distribution with covariance matrix implied
by the AR and MA dependence.

It is straightforward to see that joint probability density function (i.e., likelihood
function) p(y{) can be expressed as a product of conditionals (so-called prediction-
error decomposition):

pi) = pl) [ palyi™). (10)

Moreover, Bayes formula implies that p(y1) = p(y1|yo).

Given a time series y! generated by an ARMA (p,q) process the exact likelihood
function given by (10) can be calculated for chosen values of parameters ¢, 6,0% of
the process by means of KF, since KF can be (mis-:)used for sequential calculation
of the conditional probability density functions p(y,|y}'). To see how, recall that
the prediction step (Eq. 7) results in conditional distribution x, |y}~ ~ n(2;, P;).
This, together with the observation equation (Eq. 2) implies that

Ynlytt ~n(C2,,CP, C"+ R). (11)

Note, that for the model (1), (2) the conditional density y,|y? " will take a
slightly different form; [fig7].
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The calculated likelihood can be then used as an input to a likelihood maximiza-
tion routine (e.g. EM algorithm).

5. Fill-in-gaps, questions, exercises

Fill-in gaps: [figl]; [fig2] and [fig3] (Hint: first show that P(A|B,C) = P(A|C)-
P(B|A,C)/P(B|C) and make use of it); [figd] (Hint: first find pdf of y,|z,, y7 "
Then use the 'vice-versa’ part of the Thm to get pdf of x,,y,|y" '. Finally, use
the "direct part’ of the Thm to get the desired pdf of @, |y,, ¥} *.); [figh] (Hint: Use
i7i) of the model specification); [fig6: Write KF equations for model specified by
(1),(2))]. [fig7: Write the conditional density y,|y} " for the model given by (1),
@),

Questions: [ql], [q2].

Ezercises:

1) Assume an MA(1) process. Propose a state-space representation of the process.
KF can be used to find exact finite sample one-step ahead minimum mean squared
error forecasts of y; given y7'~'. Do you know how? (Hint: cf. Sect. 4, Eq. (11) and
recall that conditional mean is the minMSE forecast). Initialize the filter, and find
out formula for the forecast and its MSE.

2) KF can be used to calculate exact s-step-ahead-forecasts. Can you see how?

3) Consider a state-space model defined by state equation z, = pzr,—1 + w,
and observation equation y, = z,z, + v,. There both z,, vy, are scalars; z is a
predetermined explanatory variable. Observation eq. defines a regression model
where the regression coefficient x evolves in time according to an autoregression
process specified by the state equation. Assume gaussian errors, pick up some values
of p,Q, R, z and generate y. Use KF to find a minMSE estimate of the time series
of states. Plot both true and KF estimated states.

In practice, p, @, R are rarely known; analyst should select a guess values of them,
say pg, Qg, Rg. Make a your choice and use KF to find an estimate of time series of
states. Use computer to investigate how does performance of KF depends on guess
values.

Use KF to get a series of predicted y’s and calculate value of the exact likelihood
function for both the true values of p, ), R and guess values.

4) Consider a scalar gaussian ARMA(1,1) process y; — . = ¢(yp—1— 1) + €+ 0¢e; 1.
Write the process into the state space form which was presented at Sect. 3. What
is P; here?

Choose some values of parameters ju, ¢, 0,02 and generate T' = 30 observations
from the ARMA(1,1). Next, using the same values of parameters, initialize and run
the KF, in order to evaluate likelihood function of the generated time series.

Do not forget to use the KF equations appropriate for the model of (1), (2’) form.

6. Notes

Kalman filter was originally proposed as a method for sequential recovering of
hidden state variables of a system from noisy measurements, by making use of
knowledge of the system dynamics.

For filtration of systems with non-linear dynamics and /or non-gaussian errors an
appropriate Bayes filter or other approaches have been and are being developed.
Yet, KF is still used for navigation, missile tracking etc.

In econometrics, its use is twofold. Since economy is a system, KF is suitable
for its evolution tracking. The other use is for calculation of likelihood function of
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ARMA process. For the purpose of likelihood calculations it is even more suitable
at the area of structural modeling of time series, since there the models are directly
formulated at the state-space form.

KF was presented here as a special, gaussian, Bayes filter. Alternatively, KF can
be motivated through recursive least squares.

7. Sources, further readings
Sources, and also some further readings:

Hamilton J. D., Time series analysis, PUP, Princeton, 1994.

Meinhold R. J. and Singpurwalla N. D., Understanding the Kalman filter, Am. Stat.,
37/2, pp. 123-127, 1983.

Meinhold R. J. and Singpurwalla N. D.; Robustification of Kalman filter models,
JASA, 84/406, pp. 479-486, 1989.

Rao C. R., A note on Kalman filter, Proc. Natl. Acad. Sci., 98/19, pp. 10557-10559,
2001.

Schwardt L., The Kalman filter, Lecture notes, DSP813 Lecture 10, University of
Stellenbosch, 2004.

Welling M., The Kalman filter, Lecture notes, CalTech.

This is a part of lecture notes (under preparation) based on an undergraduate in-
troductory course on econometric time series analysis taught for students majoring
in statistics. Comments welcome (m grendar, im&cs, banska bystrica, slovakia,
umergren@savba.sk).

Jan 23-30, 2005
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KLASIFIKAC[A ERYTROPOETINOVYCH OBRAZCOV METODOU
OPORNYCH BODOV (SUPPORT VECTOR MACHINES)

Klara HorniSova
Ustav merania SAV, Bratislava
umerhorn@savba. sk

1. Uvod. Odhalovanie dopingu syntetickymi ndhradami erytropoetinu (EPO)

Tvorbu cervenych krviniek, a tym i prenos kyslika krvou podporuje hormén obliciek ery-
tropoetin. Jeho zvygend hladina modze vo vytrvalostnych gportoch zvysit vykonnost az o 10%.
Na tento ucel sa ako doping zneuzivaju dve syntetické ndhrady erytropoetinu rEPO a NESP,
vyvinuté povodne ako lie¢ivd. Odhalit a odlisit od seba navzajom i od prirodzeného ery-
tropoetinu sa daji reakciou vzorky so Specidlnym substratom s meniacimi sa hodnotami pH
a naslednym zobrazenim chemoluminiscenciou. Prirodzeny EPO, rEPO a NESP sa ligia inter-
valmi hodnét pH, v ktorych najintenzivnejsie reaguju so substratom, ¢o sa prejavuje vyskytom
ovalnych svetlych machuliek - porade ide o pdsmo prostrednych, vysokych a nizkych hodnot
pH.

Pri automatizovani spracovania obrazcov vzoriek vznik4 tloha odlisit machulky zodpovedajice
skutoénym prejavom reakcie so substratom od artefaktov - falosnych machuliek, ktoré mozu byt
napriklad désledkom optickych Sumov pri zobrazovani. Jednou z faz algoritmu je segmentacia -
transformadcia povodného rastrového obrazu s 256—mi urovinami sivej farby na 0 — 1-ovy obraz
pozadia a machuliek. Na tcely triedenia na pravé machulky a artefakty sa 1—ové ostrovceky
opisali 8—mi veli¢inami (niektoré zo zauzivanych charakteristik 2—rozmernych tutvarov, imple-

mentované napr. v Matlabe): 1.) tvar = ¥ 2) vystrednost v smere osi x = |stred, —

T ous o e . __ osirkat+vyska s s i _ obsah i i —

tazisko,|, 3.) zlozitost hranice = 20582 4.) obdlznikovost = ST 5.) velkost =
obsah c obsah

6.) vystrednost = <, 7.) orientacia = 6, 8.) konvexnost =

obsah stipca’ a’ obsah konvex. obalu’
kde sirka, vyska = rozmery najmensieho opisaného obdiznika so stranami rovnobeznymi so
sdradnicovymi osami; a, ¢, § = dlhsia polos, polovica ohniskovej vzdialenosti a uhol v stupnioch
z-ovej osi s dlhgou polosou elipsy, ktord mé rovnaké tazisko a spektralny rozklad ako mnozina
stredov pixlov, z ktorych sa sklad machulka.

Na klasifikdciu tychto 8—rozmernych vektorov sa na nasom pracovisku pouzili metédy:
Fisherov linearny klasifikdtor, metoda k najblizsich susedov, metdda zalozend na vazenych
poradiach, neurénové siete, logistickd regresia, metéda opornych bodov (support vector ma-
chine).

Na korektné vzajomné porovnanie ich vysledkov sa pre kazdy variant segmentécie - iny sibor
skvin expertmi zatriedenych do dvoch az styroch tried: b) ozajstnd machulka, a) artefakt, ab)
ozajstnd machulka zliata s artefaktom, bb) zliate 2 ozajstné machulky
dohodol jednotny postup:

A) - kazdy sdbor sa rozdelil na oficidlnu trénovaciu (= 60%) a testovaciu mnozinu. Pri
hladani optimélnych parametrov kazdej z metéd sa pouzila len trénovacia cast siboru. Chyba
zovseobecnenia sa potom odhadovala podielom zle zatriedenych testovacich vzoriek.

B) - kazdy subor sa 100-krat ndhodne rozdelil na trénovaciu (= 60%, 75%,90%) a testo-
vaciu mnozinu. Chyby zov§obecnenia sa odhadovala priemernym podielom zle zatriedenych
testovacich vzoriek.

V dalsom podrobnejsie vylozime metédu opornych bodov zalozent na Vapnikovej statistickej
teérii ucenia sa (podla [10], [7] a [1]).

2. Vapnikova Statisticka tedria ucenia sa

V teérii sa hladajd nutné a postacujice podmienky zovieobecnenia vysledkov z empirickych
metdd pouzitych na dany ndhodny vyber na iné idaje z toho istého rozdelenia. Ako motivaciu
najprv pripomenme Glivenkovu vetu o rovnomernej konvergencii empirickych distribu¢nych
funkcii k skutocnej (pre jednoduchost iba pre jednorozmerné ndhodné premenné):
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Glivenkova veta. Nech P je pravdepodobnostnd miera na (R, B), nech P, je prislusnd em-
pirickd miera zalozend na ndhodnom vybere z P s rozsahom n. Potom

sup Pa((—o0,8) = P((=o0, )| " 0.

Ekvivalentne:

(1) sup | Po(A) — P(A)] "8 0,
AcA

kde A = {(—o00,1);t € R}.

Vapnik a Cervonenkis si polozili otdzku: Aké dalsie systémy mnozin A spliiaji (1)? Nutna a
postacujica podmienka sa d4 sformulovat pomocou nasledujiceho pojmu:

Definicia. Systém mnozin A rozbija mnozinu M na n casti, ak card{ANM;A € A} =n.

Definicia. Systém mnozin A je VC trieda, ak 3m € N také, ze pre VM;cardM = m plati,
ze A rozbija M na menej ako 2™ Casti.

Vapnikova - Cervonenkisova (VC) (zovseobecnend Glivenkova) veta. Nech A C B(R). Potom
(1) plati prave vtedy, ak A je VC trieda.

(Vysledok mozno rozsirit na ndhodné veli¢iny s hodnotami v polskych metrickych priestoroch.)

Ziadalo by sa mat ¢o najvicsiu VO triedu, vie sa vsak, ze maximalna VC trieda neexistuje.

Priklady VC tried v R":
- systém vs. gul
- systémy mnozin kladnosti polynémov s ohrani¢enym stupfiom
- B nie je VC trieda

VC veta je limitnou vetou pre empirické ndhodné veliciny P, (A), indexované mnozinami
A € A. Kedze pravdepodobnost na polskom priestore X mozno ekvivalentne (podla Rieszovej
vety o reprezentdcii) definovat ako linedrny funkciondl na C(X) (Radonovu mieru), mozno
uvazovat rozne systémy £ vieobecnejsich nahodnych veli¢in indexovanych funkciami f € F, kde
F je nejakd mnozina funkcii na X. Potom mozno riesit tlohy podobné tej zo zovseobecnenej
Glivenkovej vety: Aké sd nutné a postacujice podmienky, t.j. vlastnosti systému F, na
rovnomerni konvergenciu istych postupnost{ ndhodnych velicin z L,(f) z £ ; f € F? V
dalsom sa obmedzime na systémy nahodnych veli¢in prirodzene stvisiacich s dlohou binarnej
klasifikacie.

Ulohu riadenej bindrnej klasifikdcie mozno popisat takto: Dané su trénovacie vzorky

(xlayl)a"'a(mfvyf)a Ty GRvalE {_17+1}7
ktoré tvoria ndhodny vyber z nezndmeho pravdepodobnostného rozdelenia P(x,y). Treba urcit
funkciu f* z danej mnoziny F funkcii f : RY — {—1,1}, ktord minimalizuje riziko

2) R(f) = / L(f(2),9)dP(z,y) ; f € F

kde L(.,.) je stratova funkcia, napr. L(w,y) = max{l — wy,0}. Kedze P(z,y) je neznime, je
prirodzené hladat funkciu f¢, ktord minimalizuje empirické riziko

4
Q) Remp(H) = 73 i) 5 fEF

Ak je vsak ¢ malé, takyto pristup vo vSeobecnosti neddava informdciu, ¢i bude malé aj riziko
(2).

Ak vezmeme do tGvahy aj vlastnosti mnoziny F, mozno odvodit nutné a postacujice pod-
mienky na konzistenciu (3) (t.j. na konvergenciu v pravdepodobnosti

(4) R(f*) = R(f")
() Remp(f%) = R(f")

ak ¢ — 00).



Ak existuju A, B také, ze pre Vf € F

(6) A< / L(f(z),y)dP(x,y) < B,

tak (4) a (5) st ekvivalentné s podmienkou

(7) Ve; lim P{sup(R(f) — Remp(f)) >8} = 0.
{— 00 feF
Na formuldciu dalsich ekvivalencii potrebujeme niekolko charakteristik mnoziny funkcii L(f(z),y); f €
F:
1. Entropia:

entropia mnoziny indikdtorovych funkcii L(f(z),y); f € F: Pre ndh. vyber
(.’L’,y) = (mlayl)a L) (xlayf)

nech N7 (z,y) oznacuje pocet rozdeleni tohoto vyberu na dve ¢asti pomocou funkeii L(f(z),y); f €
F. N7 (z,y) sa takisto rovna poctu vrcholov £—rozmernej kocky < 0;1 >, ktoré majui tvar

(L(f(x1), 1), - .-, L(f (), y0)); | € F.
Dalej definujme néhodni entropiu
H” (z,y) :=In N7 (z,y)
a entropiu pre vybery s rozsahom /¢
H” () .= EH” (z,y),

(str. hodnota vzhl. na P(zy,y1)..... Pz, ye).
Definicia. Zocelens (annealed) VC-entropia je

H” () =In EN” (z,y)

a rastova funkcia je
G7 (¢) = In sup N¥ (z,y).

(z,y)
Veta.
H7(0) < Hy,(0) < G7(0).
Veta. (4) a (5) platia pre V p. mieru P(z,y) <=
F
lim G—(Z) =0.
£—00 {

Doteraz sme uvadzali iba asymptotické vlastnosti minimalizacie empirického rizika (MER). V

dalsom budeme potrebovat novi charakteriziciu kapacity - VC dimenziu. (Kapacitou mnoziny

{L(f(z),y); f € F} sarozumie jej schopnost bezchybne sa nau¢it akikolvek trénovaciu mnozinu.)
Veta. Bud

(8) G () = (In2
alebo
9) G7(¢) < h(ln % +1),

kde h € Z spfﬁa
G (h)=hln2 a GF(h+1)# (h+1)n2.

Definicia. VC dimenzia mnoziny indikatorovych funkeif {L(f(z),y); f € F} je nekonecnd,
ak plat{ (8).

VC dimenzia mnoziny indikdtorovych funkcii {L(f(z),y); f € F} je konecnd a rovnd sa h,
ak plati (9).

Ekvivalentne, VC dimenzia mnoziny indikatorovych funkeif { L(f(z),y); f € F} je maximalny
pocet h vektorov (x1,y1),- .., (zh,yn), ktoré mozno oddelit funkciami z tejto mnoziny vsetkymi
2" sposobmi.
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Veta. MER na mnozine indikdtorovych funkeii {L(f(z),y); f € F} je konzistentnd pre V
P(z,y) prave vtedy, ak je VC dimenzia tejto mnoziny konecna.

Doterajsie asympt. vysledky o rovnomernej konvergencii ndm teraz umoznia odvodit neasymp-
totické ohranicenia rizika R(f) zalozené na empirickom riziku Remp(f) a pocte trénovacich
vzoriek £:

Veta. Ak plati (6) a A = 0, tak s pravdepodobnostou aspon 1 —n pre Vf € F plati

(10) R(f) < Remp(f) + % (1 1+ %ﬂ) ,

kde )

h(ln3f+1) -y
7 .

(druhy ¢len na pravej strane (10) sa vold VC konfidencia)

E =

Princip MER je vhodny pre velké 2. (Rozsah vyberu £ sa povazuje za velky, ak je pomer £/h
velky, povedzme £/h > 20.) Vtedy je riziko R blizke empirickému riziku, ako to vyplyva z (10).
Na zdklade tychto ohraniceni Vapnik navrhol princip minimalizacie rizikového funkciondlu,
ktory berie do dvahy rozsah ¢ trénovacej mnoziny, ak je pomer £/h maly. To vedie k metédam
vhodnym pre dany rozsah vyberu. Kedze pre malé £/h este malé Remp(f*) nezaruéuje aj malé
R, novy princip by mal simultdnne minimalizovat oba ¢leny v (10). Pritom jeden z nich zavisi
od empirického rizika, druhy od VC dimenzie mnoziny funkcii. Dalej popiseme tento novy
princip - minimalizdciu trukturalneho rizika (MSR):

Nech je na S := {L(f(z),y); f € F} dand §truktdira podmnozin

S1C---CS,...
taka, ze

1) S* := USk je vSade hustd v S.

2) VC dimenzia hy, kazdej Sy, je konecna.

3) Pre Vk 3By, € R také, ze pre Vf € F, plati 0 < L(f(z),y) < Bx.

Podla principu MSR by sa mala vybraf podmnozina S, kde n = n(f) (presnejsie uvedieme
aalej) az S, vybrat funkcia f pre ktort je zarucené riziko na pravej strane (10) minimélne, t.j.
tym sa vyvazia kvalita aproximdcie a komplexita aproximujicej funkcie.

Veta. PreV P(z,y) konverguje MSR k minimu s pravdepodobnostou 1.

V horeuvedenych vysledkoch statistickej tedrie ucenia sa podmienky zovseobeciiujticej schop-
nosti a konzistencie MER formulovali pomocou vlastnost{ priestoru hypotéz (t.j. rozhodovacich
funkcif). Novsie sa doraz presiva na vlastnosti samotného algoritmu ucenia sa - takymi pod-
mienkami si rozne druhy jeho stability - ak z trénovacej mnoziny vynechdme jednu vzorku,
vyslednd hypotéza sa velmi nezmeni ([9]). Takéto nové podmienky mézu viest k véeobecnejsim
algoritmom.

3. Utiace sa stroje vyuzivajice oporné body

Doteraz sme neuvazovali o konkrétnych stratovych funkcidch L(.,.). Pri bindrnej klasifikdcii
by bola najprirodzenejsia 0-1-ova stratové funkcia, ktord dava bayesovské optimélne rozhodnu-
tie, t4 v8ak vedie k nednosnym vypoctom. Namiesto nej je nizSieopisany algoritmus opornych
bodov zalozeny na struktire mnoziny nadrovin {:13 eERY;<w,z>+b= 0}, kde (w,b) € RV xR
spfﬁa normovaciu podmienku

'min[| <w,x; > +b =1,

1=1,...,

ktorym zodpovedaju jednoduché rozhodovacie funkcie

fwvb :Bayzy {:tl}
(11) fuwp = sgn(< w,z > +b),
kde By, ...z, je najmensia gula v RN obsahujica body 1, ...,z Vie sa, ze pre VC dimenziu
h mnoziny {fup; ||w|| < A} plati
h < R?A?,
4



kde R je polomer B,, ... .,, takZe na mnozine nadrovin mozno zaviest struktiru s vlastnostami
1),...,3).
MSR mozno potom priblizne uskuto¢nit riesenim tlohy kvadratického programovania

¢
12 i ;
(12) g}u’lb<w,w>+C;§,
yi(<w,z; >+b)>1-&;i=1,...,¢
&>0ii=1,...,0

Clen < w,w > zodpoved4d VC konfidencii a ¢len Zle & je hornym ohranicenim poctu ne-
spravnych zatriedeni v trénovacej mnozine, takze od neho zavisi clen zodpovedajici empir-
ickému riziku na pravej strane (10). Regulariza¢ni konstantu C' > 0, ktord vyvazuje empirickd
chybu a komplexitu, treba vhodne zvolit. Oddelitelny pripad (= s pevnym rozhranim) (t.j. bez
trénovacich chyb) nastdva, ak: C =0 a & = 0;i = 1,...,¢. Opakom je neoddelitelny pripad
(= s volnym rozhranfm).

Linedrne rozhodovacie plochy nemusia byt dost viestranné, metédu viak mozno zovseobecnit:
Vstupné vektory z sa vhodnym zobrazenim ¢ transformuji do nejakého mnohorozmerného (aj
nekonecnorozmerného) priestoru X a linedrne oddelenie sa vykond v X'. Zobrazenie ¢(.) nemusi
byt explicitne zndme, kedze na riesenie tlohy (12), v ktorej sa body x; nahradia bodmi ¢(z;),
sta¢i poznat skaldrne sticiny tvaru < ¢(x), ¢(z;) >. Ak existuje jadro - funkcia K(.,.) taka, ze

K(.’IJ,.’L‘Z) =< (;5(.1’)7 ¢(ml) >,
vypoéty sa daji velmi zjednodusit. Najbeznejsie si jadra:
a) polynomické

K(zi,2) = (< x5, > +8)¢
b) standardné gaussovské

K (zi,2) = exp(~|lz — z;|*/0?)
c) vieobecné gaussovské
K(z, ml) = exp(—(z — mI)TA("I’. - ml))a

kde A je symetricka kladne definitnd matica,
d) neurénovosietové
K(x;,z) = tanh(k. < z;,x > —0).

Ak je jadro K(.,.) symetrickd, nezdporne definitnd funkcia, t.j. ak pre kazdé n € N a V
ai,...,an ERaxy,...,z, € X

n
Z aiajK(:v,-,:vj) Z 0
i,j=1
a ak je navyse K(.,.) spojita a patri do Lo(X x X), tak Hilbertov - Schmidtov operétor

Af(z): = /)(K(m,m')f(m')dm'

je pozitivny, kompaktny a samoadjungovany, a teda A m4 ortonormélnu postupnost spojitych
vlastnych funkcii ®1,®q,--- € L5(X) a vlastné hodnoty Ay > Ay > --- > 0 a jadro mozno
vyjadrit v tvare

(13) K(z,a') =Y A\®,(2)2,(2)

(pozri napr. [6]). Z (13) vidno, ze ¢(x) mozno definovat takto:

¢(£E) = (\/ )\1(1)1(.27), \/ )\2‘1)2(213), o ) € (5.
Podobné tvrdenia mozno dostat, ak podmienku kladnej definitnosti nahradime slabsimi pred-
pokladmi podmienene kladnej ¢i nezapornej semidefinitnosti.
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Namiesto tlohy (12) teda mozno riesit jej ¢(.)—obmenu

1
(14) m1n§<ww>+CZ§l

w,g, ’
i=
Yi(<w, ¢(z;) > +b) 21— §zi=1,... ¢
&E>0i=1,...,0.
(14) je konvexnd uloha kvadratického programovania. Z tedrie matematického programovania
je zname (napr. [8]), Ze namiesto (14) mozno riesit lahsiu dudlnu dlohu
1
max 1'a—=a'Qa
o 2
pri podmienkach 0<a; <C;1=1,...,¢,
(15) y'a=0,

kde Qij = yiy; K (v, ;)
Pre optimdlne rieSenie primdarnej a dudlnej tlohy plati

¢
w =Y ayid(x;)
i=1

1 £ 1
iw—rw + C;{i =1"a— §aTQa

Rozhodovacia funkcia potom je

fla) = Sg"(< w, (x) > +b) =
= Sgn Z oy K -Tz; + b)

Optimalne riesenie tlohy (15) navyse spliia Kuhnove-Tuckerove (KT) podmienky
a; =0= yisgn(< w,d(x;) > +b) >1and & =0
(16) 0<a; <C=ysgn(<w,d(xz;) >+b) =1and & =0
a; =C = yisgn(< w, p(z;) > +b) <1 and & > 0.

Zo (16) vidno dolezitd vlastnost metédy SVM - riedkost optimélneho vektora a. Trénovacie
vzorky x;, pre ktoré a; # 0, sa volaji oporné body. St blizko rozhodovacej hranice medzi dvoma
triedami. Vsetky tréningové vzorky z; s a; = 0 sa mohli na zaciatku algoritmu vynechat bez
straty informécie - si hlboko vnitri oblasti jednej z dvoch tried.

Treba poznamenat, ze optimdlne riegenie « nie je jediné.

Duélna tloha (15) sa spravidla riesi itera¢nou dekompozi¢néu metédou. Vyjduc z pociatocného
riesenia, v kazdom kroku sa cielova funkcia maximalizuje len na pracovnej podmnozine siradnic
vektora a, kym ostatné sa nemenia. Jej prvky sa vyberaju tak, aby ¢o najviac porusovali KT
podmienky. Pri sekvenénej minimélnej optimalizécii (SMO) sa pouZivaji 2—prvkové pracovné
podmnoziny, vdaka ¢omu sa optimalizacné dlohy v jednotlivych itera¢nych krokoch daji riesit
analyticky.

Numericky stabilnd hodnota prahu b je

mz Yi — Z%O‘J (zi,z;) |

el
kde I = {i;0 < a; < C} pre (14) a |I] je pocet prvkov I.
4. Obmeny metédy opornych bodov pri triedeni na k tried, k > 2

Na riesenie tlohy triedenia na viacero skupin sa navrhlo niekolko pristupov. Najstarsie z nich
zostrojuju viactriedny klasifikator ako kombinaciu niekolkych bindrnych klasifikdtorov. Nech
k je pocet tried. V metdde jedna proti vSetkym sa zostroji k modelov SVM. V i-tom modeli
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majui vSetky vzorky z i-tej triedy oznacenie +1, kym vSetky ostatné vzorky maji oznacenie —1.
Riesenim i-tej ulohy je rozhodovacia funkcia

(w') " p(x) + 0.
Vzorka z sa zaradi do triedy s najvicsou hodnotou rozhodovacej funkcie

trieda pre z = arg ;nllaxk((wi)TqS(:v) + bY).

V metéde jedna proti jednej sa zostroji k(k — 1)/2 klasifikdtorov, ktoré zodpovedaju vsetkym
moznym dvojiciam tried. V (i,j)—tom modeli sa vyuZzivaji iba trénovacie udaje z i-tej (s
oznacenim +1) a j-tej triedy (s oznacenim —1). Pri testovani sa uplatiiuje hlasovacia stratégia:
ak sgn((w®) T ¢(z) + b¥) = +1, tak sa poéet hlasov za i-tu triedu zvicsi o jeden. Vzorka z sa

Niektoré metédy uvazuju vsetky triedy naraz. Podobne, ako v metéde jedna proti jednej, sa
zostroji k rozhodovacich funkcif, ktoré si vsak riesenim jedinej tlohy, napriklad

. L ‘
gléré §T;w;wm+C;n§h§§”
wy, d(xi) + by, > wy$(a;) + by +2 — "
&>0, i=1,...,¢, me{l,....k}y.
Rozhodovacia funkcia je potom

arg max (w, ¢(x) + by).

m=1,....k

V inej podobnej metéde (pozri [2]) sa riesi uloha

' L [
min 3 Z:lw;',;wm-{-Cz;{,-
m= i=

Wi ,&i
kde ej" := 1 — d;7. Rozhodovacia funkcia potom je
arg max w, ¢(z).
m=1,....k
Experimenty v [5] na malych mnozindch idajov naznacujui, ze metéda 1 : 1 je najrychlejsia,
a pritom dost spolahliva.
5. Volba modelu

Dosial sme opisali trénovaciu fazu algoritmu opornych bodov, ktora prebieha s vopred danou
hodnotou parametra C' a danym tvarom jadra s danymi parametrami. Volba tychto parametrov
modelu vsak moze mat velky vplyv na dspesnost triedenia. Pouziva sa niekolko metéd volby
modelu, ktoré poskytuji predpovede chyby zovseobecnenia.

Najpouzivanejsia, a pritom najzdfhavejéia, je m-nasobnd crossvalidacia (CV). Pri nej sa pre
kazdy bod z nejakej siete v priestore parametrov modelu trénovacia mnozina ndhodne rozdeli na
m podmnozin s priblizne rovnakym poctom prvkov. Potom sa postupne v i-tom kroku vyberie
i-ta podmnozina ako testovacia a so zvyskom sa pracuje ako s trénovacou mnozinou. Takto sa
klasifikator m-krat natrénuje, a zakazdym sa vypocita chyba klasifikacie pre i-tu podmnozinu.
Vie sa, Ze priemer tychto m chyb je dost dobrym odhadom chyby zovseobecnenia.

Pre vypoctovi zlozitost je vyssie opisané prehladdvanie siete mrezovych bodov v paramet-
rickom priestore pri crossvaliddcii inosné iba pri optimalizicii hodnot velmi malého poqv
ctu parametrov. Inou moznostou je pouzit rézne horné ohranicenia chyby zovseobecnenia.
Ak je takéto ohranicenie diferencovatelné, mozno ho minimalizovat gradientnymi metédami
najvicésicho spddu a nijdeny argument optima pouzit ako aproximéciu hodndt parametrov
modelu, ktoré minimalizuji chybu zov§eobecnenia.

Pri velkom poéte parametrov modelu a pri optimalizacii nielen hodnét parametrov, ale i
tvaru jadra, viaceri autori experimentovali s evolu¢né stratégie a genetickym programovanim
(napr. [3], [4)).

6. Programové vybavenie
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Na vypocty sme pouzili program LIBSVM ([1]). Vykondva vSetky fazy algoritmu opornych
bodov a jeho autori priebezne zdokonaluji v fiom implementované optimalizacné metédy riesenia
ulohy kvadratického programovania.

Program riesi rozsirend verziu ilohy SVM Kklasifikdcie na dve skupiny ((14)) tvaru

1
(17) min B <w,w >+ Cwyq Z &+ Cwg Z &
e yi=1 yi=—1
yi(<w, d(z;) >+b) > 1= §zi=1,....¢
&E>0i=1,...,¢.

Pri triedeni na viac ako dve skupiny pouziva metédu 1 : 1. Parametre wy,...,wg, kde k je
pocet tried, mozu vyvazit skreslujici vplyv nerovnakého poétu trénovacich vzoriek v roznych
triedach.

Vstupmi do programu sd trénovacia a testovacia mnozina, druh jadra ((a), b) alebo d)),
parametre jadra, parametre C' a w; a toleranciu € urcujucu kritérium ukoncenia iteracnej
metddy. Pred spustenim vlastného algoritmu sa odporica osobitne kazdy atribit x v tréningovej
mnozine linedrne preskalovat do intervalu < u,v >=< —1,1 > alebo < u,v >=< 0,1 >. Ak
porade oznacime ako Myrain a Mipain minimum a maximum x v trénovacej mnozine, tak hodnoty
toho istého atribitu z’ v testovacej mnozine sa potom preskdluji transforméciou

'
T — Mgrain

g(@') = (v - ).

v Mirain — Mirain
Takouto transforméciou sa potlaci skreslenie sposobené rozlicnymi jednotkami, v ktorych sa
meraji jednotlivé atribiity, a urychlia sa numerické vypocty.

Ako néstroj na volbu modelu je v LIBSVM implementovana m—nasobné crossvalidicia. Na
automatické prehlad4vanie siete mrezovych bodov v parametrickom priestore sa d4 pouzit iba
pre standardné gaussovské jadro.

Simulécie rozdelenia mnoziny vsetkych vzoriek na trénovaciu a testovaciu cast sa robili v
Matlabe s volanim matlabovskych verzii funkcii programu LIBSVM.

7. Ijspeénosf metdédy pri erytropoetinovych tdajoch

V tejto Casti uvedieme vysledky klasifikacie siboru skvin ziskanej zo zdverecnej verzie seg-
menticie chemoluminiscenénych obrazcov EPO. Stubor sa skladal z 5977 vzoriek, z ktorych bolo
1789 pravych machuliek (trieda s oznacenim 1), 4091 artefaktov (onacenie 0), 69 predstavo-
valo artefakt zliaty s pravou machulkou (oznacenie 2) a 28 predstavovalo dve zliate machulky
(oznacenie 3).

Pri triedeni idajov sme uvazovali iba Standardné gaussovské jadro. Metaparametre C' a
g = 1/0? sa hladali ako body z mriezky {272,273 ... 217} x {2715, 2=13 . 23} s najviicsim
podielom sprdvne zatriedenych vzoriek pri 5— alebo 10—ndsobnej crossvalidacii na vopred
urcenej oficidlnej trénovacej mnozine.

Aby boli vypocty dnosné, pre kazdi zo 100 simulicii rozdelenia danej idajovej mnoziny na
trénovaciu a testovaciu ¢ast sa trénovalo uz iba s touto spoloénou hodnotou (C, g).

V nasledujicich dvoch tabulkéch si vysledky 5— a 10—ndsobnej crossvalidacie na oficidlnej

tréningovej mnozine na zaklade ktorych sa vybrali hodnoty metaparametrov C' (regulariza¢na

konstanta) a g = 01—2 (parameter standardného gaussovského jadra); C' = In, C, § = Iny g;

podiely crossvaliddciou spravne zatriedenych tréningovych vzoriek (v percentdch) su pre vy-
brané hodnoty (C, g) vysadzané polotucne:

gj\C -5 -3 -1 1 3 5 7 9 11 13 15 17
—15 68.4607 68.4607 68.4607 68.4607 68.4607 90.1562 93.5862 94.3112 94.4785 94.7016 94.9805 95.092
—13 68.4607 68.4607 68.4607 68.4607 90.1283 93.5862 94.3112 94.5344 94.7016 95.0084 95.1478 95.1757
—11 68.4607 68.4607 68.4607 90.1283 93.5862 94.3112 94.5622 94.6737 95.0363 95.2315 95.2593 95.3709
—9 68.4607 68.4607 90.0446 93.5862 94.3391 94.5622 94.7295 95.2315 95.4267 95.5382 95.4824 95.4267
—7 68.4607 89.6263 93.6698 94.367 94.618 95.0641 95.3709 95.5661 95.5103 95.4824 95.3988 95.4267
—5 88.8455 93.6977 94.5343 94.841 95.2593 95.4545 95.5661 95.4545 95.5661 95.5103 95.5103 95.5661
—3 04.0045 94.8689 95.2593 95.4267 95.4267 95.4545 95.594 95.5382 95.6219 95.5103 95.1478 94.367
—1 95.2593 95.4267 95.3988 95.5103 95.6497 95.6219 95.6219 95.3988 94.8968 94.5622 93.8371 93.5304
1 95.1757 95.4545 95.5103 95.6776 95.8728 95.6219 94.7853 94.367 93.3352 92.8332 92.7775 92.3592
3 92.6102 94.7016 95.6219 95.7334 95.7055 94.4228 93.7535 93.5862 93.4746 93.5025 93.4467 93.4189

8



g\C -5 -3 —1 1 3 5 7 9 11 13 15 17
—15 68.4607 68.4607 68.4607 68.4607 68.4607 92.2755 93.6977 94.367 94.5064 94.7016 95.0084 95.0084
—13 68.4607 68.4607 68.4607 68.4607 92.2755 93.6977 94.367 94.5064 94.7295 94.9805 95.092 95.1478
—11 68.4607 68.4607 68.4607 92.2755 93.6977 94.367 94.4785 94.7295 95.0363 95.1478 92.2593 95.5103
—9 68.4607 68.4607 92.2755 93.6977 94.367 94.5343 94.7574 95.2593 95.3709 95.5661 95.5103 95.4267
—7 68.4607 92.2755 93.6977 94.367 94.5901 94.9805 95.4545 95.5661 95.5661 95.5103 95.594 95.594
—5 92.1361 93.7535 94.5622 94.9526 95.2872 95.5103 95.6497 95.5661 95.6497 95.6776 95.7334 95.7334
—3 94.0881 94.8968 95.2315 95.3988 95.5382 95.6497 95.6776 95.6497 95.7334 95.7055 95.3988 95.0084
—1 95.2593 95.4545 95.4267 95.5382 95.6497 95.7334 95.7613 95.6219 95.0363 94.7016 93.9766 93.2794
1 95.1478 95.3988 95.5382 95.6497 95.7334 95.594 95.0084 94.5622 93.4746 92.7496 92.638 92.3034
3 93.0842 94.7574 95.6776 95.7892 95.6219 94.6458 93.6419 93.3631 93.2236 93.2236 93.2236 93.3352

Pre takto vybrané hodnoty (C, g) dalej uvadzame podiely zle zatriedenych vzoriek v celej
testovacej mnozine, aj v ramci jej jednotlivych kategérii 1, 0, 2 ,3. A) Oficidlna trénovacia (3586
vzoriek = 60% z 5977) a testovacia mnozina (2391 vzoriek):
preskalované data:

(C,g) 5—néis. CV 10 —nds. CV Chybal Chyba0 Chyba2 Chyba3 Chyba
(2%;2Y)  95.8728% 95.7334% 0.0475  0.0208 1 1 0.0448
(2%;23) 95.7334% 95.7892% 0.0461  0.0214 1 1 0.0448

B) Priemerné vysledky zo 100 simulécii ndhodného rozdelenia celej udajovej mnoziny na
trénovaciu (predstavuje 60%) a testovaciu mnozinu (jej doplnok):
preskalované data:

(C,g9) Chyba jej smer. odch Chybal Chyba0 Chyba2 Chyba3
(23;21) 0.0452 0.0025 0.0533 0.0196 0.9716  1.0000
(2%;23%)  0.0466 0.0025 0.0581 0.0193 0.9857  1.0000

Chybové matice pre tieto 2 hodnoty metaparametra su ((4, j)—prvok tejto matice udava podiel
poctu vzoriek, ktoré si v skutocnosti (t.j. podla povodného zatriedenia experta) z i—tej
kategdrie a klasifikdtorom boli zaradené do j—tej kategorie, a poctu vzoriek, ktoré si v skutoénosti
z i—tej kategérie. Poradie indexov tried je 0, 1, 2, 3.):

0.9804 0.0189 0.0007 0.0000
0.0527 0.9467 0.0005 0
0.0702 0.9014 0.0284 0 ’
0.1443 0.8552 0.0005 0

0.9807 0.0190 0.0003 0
0.0576 0.9419 0.0005 0.0000
0.1147 0.8710 0.0143 0
0.1402 0.8549 0.0050 0

Kedze podla numerickych vysledkov sa objekty z tried 2 a 3 takmer nedaji rozpoznaft (a
najcastejsie boli zaradené do triedy 1), a vzhladom na to, ze tieto dve triedy aj spolu zaberaju
iba zanedbatelnu ¢ast celého siboru, dalej sa skimali varianty postupov, ktoré objekty tried 2
a 3 vyradili z trénovacej mnoziny alebo ich priradili do triedy 1. Nimi sa celkové chyba zmensila
asi na 3 percenta.

V porovnani s inymi klasifikaénymi metédami patrila metdéda opornych bodov medzi na-
jlepsie, najma pri rozpoznavani najpocetnejsej triedy. Naopak, pri rozpoznavani prvkov zried-
kavych tried zaostdvala aj za celkovo hor§imi metédami.

Na vyskum prispel grant agentiry Vega ¢. 2/4026/04.
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Aktualny ekonomicky vyvoj SR do aprila 2005
Jozef Chajdiak

Vyvoj Stvrtroénych objem HDP v stalych cenach roku 1995 je uvedeny na obr. 1.
Vidime sinusoidu vyvoja s rastiicim trendom ale tento obrazok je vhodny skor pre Specialistov.
Podstatne zrozumitel'nejSia je prezentacia vyvoja HDP na obr. 2, na ktorom je znazorneny
medziroény vyvoj (tempa prirastku v %) kizavych ro¢nych objemov HDP v s.c. (t.j. rok 1994
k roku 1993; rok: 2. stvrtrok 1994 az 1. Stvrtrok 1995 k roku: 2. stvrtrok 1993 az 1. Stvrtrok
1994; rok: 3. Stvrtrok 1994 az 2. §tvrtrok 1995 k roku: 3. Stvrtrok 1993 az 2. Stvrtrok 1994,
atd.). Vo vyvoji vidiet' jasne dve etapy. Prva etapa od roku 1993 po 3. Stvrtrok 1998
s postupnym poklesom tempa prirastku z irovni nad 6 % o zhruba dva percentudlne body,
potom nasledné radikalne zniZenie temp prirastku pod jedno percento (rok: 4. Stvrtrok 1998 az
3. stvrtrok 1999 k roku: 4. Stvrtrok 1997 az 3. Stvrtrok 1998 — z hl'adiska tempa prirastku
najhorsi vysledok). V druhej etape od roku 2000 doteraz vidime postupny zrychl'ujlci sa rast.

HDP (v mld. Sk 5.¢.1938)
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Obr. 1 Vyvoj Stvrtrocnych objemov HDP (v mld. Sk s. c. 1995)

Na obr. 3 a4 je zndzorneny vyvoj zahraniéného obchodu tovarov. Na obr. 3 su kizavé
rocné saldd a mesacné saldd zahranicného obchodu rozpoctu. Vidime postupné zvySovanie
salda. Na obr. 4 su uvedené kizavé roéné hodnoty exportu a importu tovarov. Vidime rast
objemu zahrani¢ného obchodu.

Na obr. 5 a 6 je znazorneny vyvoj §tatneho rozpoétu. Na obr. 5 st kizavé roéné salda a
mesacné salda Statneho rozpoctu. V poslednom obdobi mozeme vidiet’ ndznak zlepSovania salda
Statneho rozpoctu a na obr. 6 s naznakom zblizovania prijmov a vydavkov Statneho rozpoctu.

Na obr. 7 vidime vyvoj po¢tu nezamestnanych v SR. Kym v predchadzajticich rokoch sa
maxima pohybovali vySe 560 tisic nezamestnanych, v poslednom roku je zretelny pokles ich
poctu: napriek tomu pocet cez 300 tisic je zdrvujuco vysoky.
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Na obr. 8 je vyvoj medzirocnej inflacie. Po historickom minime vo velkosti 2% v lete
roku 2002 ho mame opét’ v lete 2005.

Na obr. 9 je zndzorneny vyvoj podielu salda Statneho rozpoctu k objemu HDP. Cifry
svedcia o bohatych rezervach v procese zlepSovania hospodarenia so Statnym rozpoctom.

Na obr. 10 je zndzorneny vyvoj realnych miezd v SR. Zéaklad (Ciara 1) predstavuje
uroven miezd v jednotlivych Stvrtrokoch roku 1989. Vidime, ze sa zaraba menej ako v roku
1989. Posledna cifra za 1. Stvrtrok 2005 predstavuje 93.5 % zo 1. Stvrtroku 1989.

Na obr. 11 je znazorneny vyvoj koeficienta makroekonomického vyvoja v SR.
S vynimkou roku 1995 sa stale pohybujeme pod uroviiou nula, ¢o predstavuje negativny rast
(pokles) ekonomiky SR
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Obr. 2 Medziroény vyvoj temp prirastku kizavych roénych objemov HDP
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Obr. 9 Vyvoj podielu salda tatneho rozpo&tu na HDP (z kizavych roénych hodnét)
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Statistika na EF UMB v Banskej Bystrici

A. Kagcakova, P. Kral', L. Kuléar, G. Nedelova
Ekonomicka fakulta, Univerzita Mateja Bela
Katedra hospodarskej informatiky
Tajovského 10, 975 90 Banska Bystrica
Slovensko
alena.kascakova@umpb. sk
pavol.kral@umb. sk
ladislav.kulcar@umb. sk
gabriela.nedelova@umb. sk

1. Uvod

Cielom nésho ¢lanku je predstavit vyucovanie Statistiky (presnejsie Statistickych
predmetov) na Ekonomickej fakulte Univerzity Mateja Bela v Banskej Bystrici (da-
lej len EF), pricom sa zameriame predovSetkym na zdkladny kurz Statistiky pre
studentov denného studia. Zacneme zaradenim sStatistickych predmetov v studijnych
planoch EF, hodinovou dotéciou a obsahom zakladného kurzu $tatistiky. Dalsiu ¢ast
¢lanku tvoria ukazky materidlov z cviceni a pisomiek a tispesnost Studentov jednot-
livch odborov na skuske z predmetov Statistika, Statistika 1, Statistika 2 v rokoch
2001-2003. V zavere naznacime problémy, s ktorymi sa stretavame vo vyucovacom
procese a prvotné navrhy ich riesenia, subjektivne nazory studentov i vyucujucich na
Statistické predmety a predstavy vyucujtacich o dalsom vyvoji vyucovania Statistiky
na EF.

2. Statistické predmety na EF

Statistické predmety vyucované mozeme rozdelit na dve zékladné, na seba nad-
vézujuce skupiny:

1. zakladny kurz — prebieha v druhom roku denného studia vo vsetkych odbo-
roch v rozsahu 1 — 2 semestre, tvoria ho predmety Statistika 1, Statistika 2 a
Statistika.

2. volitelné a povinne volitelné predmety — st umiestnené v tretom a Stvrtom
roku $tudia, patria sem predmety Matematicko Statistické metddy, Analy-
tické metédy prieskumu trhu (Analyza ¢asovych radov) a Kvantitativny ma-
nazment (Tedria rozhodovania). Nebudeme sa nimi podrobnejsie zaoberat, len
poznamendvame, Ze ich hlavnym ciefom je prehibif poznatky studentov zis-
kané pocas zakladného kurzu a viest ich k praktickému vyuzitiu Statistickych
met6d (napriklad pri pisani diplomovej prace).

2.1. Statistika 1

Tento predmet absolvujt studenti denného studia odboru ERP(Ekonomika a ria-
denie podniku) v zimnom semestri druhého roénika. Casové dotacia predmetu je
prednéska 2h (80 min)/tyZdeii a cvicenie 2h/tyzden. Osnova predmetu Statistika 1
je nasledujuca:

korespondujtci autor



. Podstata Statistiky, sposoby Statistického zistovania a metddy triedenia Sta-

tistickych udajov, jednorozmerné a dvojrozmerné triedenie, charakter Statis-
tickych znakov. Absolatne, relativne a kumulativne pocetnosti.

. Znazornovacie prostriedky v statistike.

Meranie v statistike, stredné hodnoty, klasifikacia strednych hodnét, priemery
aritmeticky, geometricky, harmonicky.

Stredné hodnoty polohy (modus a median), kvantily. Vyuzitie strednych hod-
no6t na urcenie typu zosSikmenia rozdelenia pocetnosti.

. Variabilita, miery variability. Rozklad rozptylu. Sikmost a $picatost rozdelenia.

Kovariancia.

Meranie dynamiky ekonomickych javov pomocou indexov. Klasifikacia inde-
xov. Laspeyresova a Paascheho koncepcia urcovania indexov. Vyjadrenie in-
dexov relativne a absolutne.

Casové rady, druhy ¢asovych radov a podmienky ich zostavenia. Chronologicky
priemer. Pomocné prostriedky rozboru casovych radov. Zlozky ¢asového radu,
analytické a neanalytické urcovanie trendovej zlozky ¢asového radu. Prognoéza
v ¢asovych radoch. Urcéenie sezénnosti v ¢asovom rade.

Studenti v priebehu semestra absolvujia dve 50 bodové pisomné prace, pricom
kazd4 je tvorend prikladovou (30b ) a teoretickou ¢astou (20 b). Miniméalna hranica
pre uspesné absolvovanie celého predmetu je 65b.

2.2. Statistika 2

Tento predmet absolvuju Studenti denného stidia odboru ERP(Ekonomika a ria-
denie podniku) v letnom semestri druhého ro¢nika. Casova dotacia predmetu je
prednagka 2h (80 min)/tyZdeil a cvicenie 2h/tyzdeil. Osnova predmetu Statistika 2
je nasledujtca:

1.

Pravdepodobnost - zakladné pojmy a definicie. Ndhodnéd premennad, distri-
buc¢na funkcia funkcia hustoty pravdepodobnosti. Zakon rozdelenia pravdepo-
dobnosti diskrétnej a spojitej ndhodnej premenne;.

. Vyberové skiimanie - druhy a technika vyberov. Bodovy a intervalovy odhad.

Intervalovy odhad strednej hodnoty, relativnej pocetnosti a rozptylu zaklad-
ného suboru. Testovanie hypotéz o strednych hodnotach, relativnych pocet-
nostiach a o rozptyle.

Testovanie hypotéz o zhode strednych hodnét, relativnych pocetnosti a rozp-
tylov. Test zhody rozdelenia, test normality rozdelenia.

Analyza zavislosti kvantitativnych znakov. Regresna analyza, metéda najmen-
Sich stvorcov, parova linearna, nelinedarna a viacnasobna regresia. Odhady a
testy regresnych a korela¢nych charakteristik.

Korela¢na analyza, druhy rozklad rozptylu na jeho zlozky. Miery tesnosti za-
vislosti. Viacndsobnéa a ¢iastkova korelacia.



6. Triedenie Statistického stiboru podla kvalitativnych znakov. Analyza zéavislosti
kvalitativnych znakov, test nezavislosti kvalitativnych znakov, miery tesnosti
zavislosti kvalitativnych znakov.

Sposob hodnotenia je rovnaky ako v pripade predmetu Statistika 1.
2.3. Statistika

Tento predmet absolvuji Studenti denného studia odborov CR (Cestovny ruch)
a VES (Verejna ekonomika a sprava) v zimnom semestri druhého ro¢nika. Casova
dotécia predmetu je prednaska 2h (80 min)/tyzdetl a cvicenie 2h/tyzdenn. Osnova
predmetu je v podstate zjednotenim osnov predmetov Statistika 1 a Statistika 2
odboru ERP. Studenti v priebehu semestra absolvuju tri pisomné prace, pri¢om
kazdé je tvorena prikladovou a teoretickou ¢astou. Bodové hodnotenie jednotlivych
pisomnych prac je nasledujtce:

1. pisomna praca 35b (20b priklady, 15b teoretické otazky)
2. pisomné praca 35b (20b priklady, 15b teoretické otézky)

3. pisomné praca 30b (20b priklady, 10b teoretické otazky)

Minimalna hranica pre tspesné absolvovanie predmetu je 65b.
3. Ukazka tuloh z cvicenia

V tejto ukdzke pouzijeme tlohy z cvic¢enia zameraného na korelacni a regresnu
analyzu.
Priklad ¢.1

V piatich velkych firmach sa skimal vztah produkcie a nédkladov (v tis. Sk). Boli
zistené nasledovné udaje:

Firma | Produkcia | Celkové néklady
1 2 9
2 4 12
3 6 15
4 5 14
5 3 10
Ulohy:

a) Odhadnite linedrnu nékladovu funkciu C; = a + 3 - ¢; + U;, kde C; st celkové
naklady, ¢; je objem produkcie a U; je nahodné zlozka.

b) Na hladine vyznamnosti 0,05 overte, ¢i ma dana nezavisla premenna vplyv na
zavisla ndhodnti premennii.

c¢) Urcte 95 %— ny konfiden¢ny interval pre f3.

d) Na 2,5 %nej hladine vyznamnosti overte predpoklad, Ze 3 je mensia ako 1,8.
Vsetky ziskané vysledky interpretujte!
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Priklad ¢.2
V 100 nédhodne vybranych zadvodoch sa robil rozbor priemernej $tvrfrocnej nepo-
darkovosti vyroby. Z previerky mate k dispozicii nasledovné udaje:

Priemerny pocet | Percento plnenia vyroby | Pocet zavodov

nepodarkov tovaru za Stvrtrok

za Stvrfrok
160 104 8
200 103 16
210 103 24
270 101 19
320 101 15
340 100 12
350 99 4
390 99 2

Ulohy:

a) Za predpokladu linearity vyvoja uvedenych javov odhadnite funkciu, modelu-
jucu zavislost plnenia planu od priemerného Stvrtroéného poc¢tu nepodarkov.

b) Pri dodrzani stabilnych podmienok, vypocitajte predpokladané percento pl-
nenia planu vyroby tovaru, ak bolo za $tvrfrok vyrobenych 400 nepodarkov.

c) Vypocitajte 95 %-ny interval spolahlivosti pre regresny koeficient zakladného
stuboru.

Priklad ¢. 3

Majitel siete predajni s pocitadovou technikou pravidelne sleduje svoje tyzdenné
trzby a vynaloZené naklady na reklamu. KedZe predpokladé zévislost medzi tymito
ukazovatelmi, chce odhadnat funkciu, modelujicu tato zéavislost s vyuzitim pre ex-
trapolaciu. V tabulke st napozorované hodnoty vysky trzieb a ndkladov na reklamu
za niekolko mesiacov prevadzky siete predajni.

Tyzden | Trzby (tis. USD) | Néklady na reklamu
(v stovkach USD)
1 1.1 3.9
2 1,7 4,9
3 2.6 76
4 2.4 6,8
5 2,3 5,9
6 2,9 9,1
7 0,4 3,4
8 3.2 11,6
9 3.3 14,1
10 3,1 14,9
11 3,2 10,5
12 3,0 9,9
13 3.7 7.1
14 3,3 14,4
Ulohy :



a) Skonstruujte bodovy graf zavislosti sledovanych ukazovatelov.

b) Za predpokladu linedrnej zavislosti zistite, ako sa zmeni objem trzieb pri do-
dato¢nom vlozeni 100 USD do nakladov na reklamu.

¢) Vyrovnajte uvedent zévislost ukazovatelov parabolou.

d) Vypocitajte, aky objem trzieb je mozné ocakavat pri ndkladoch na reklamu
vo vyske 2 000 USD. Vyuzite oba modely a vysledky porovnajte.

e) Na zdklade porovnania prislusnych mier tesnosti zavislosti uréte, ktora z fun-
kcii je vhodnejsia na posudenie priebehu zavislosti.

Priklad ¢.4

Vysledky sktiok nového pracieho prasku vo velkokapacitnej automatickej pracke
st uvedené v nasledujtcej tabulke :

Déavka pracieho prostriedku | Uéinnost pracieho prostriedku
Vg v %
100 23
200 56
300 51
400 82
500 72
600 100
700 59
800 54

Uloha: Vypodéitajte a¢innost pracieho prostriedku pri davke 900 gramov, ak pred-
bezna analyza ukéazala, ze vyvoj zavislosti tychto dvoch javov je definovany parabo-
lou.

Priklad ¢é.5

Na zéklade idajov z nasledujicej tabulky, pomocou exponencilnej funkcie cha-
rakterizujte priebeh zavislosti vydavkov za sluzby (y;) od vysky prijmu domécnosti
(x;) v tis. Sk za $tvrfrok v 10 ndhodne vybranych domécnostiach.

x; | 23127 126129 32 | 35 | 28| 34 | 37 | 29
y; 1681761]72]87]10,8|134 |78 |12,3|14,5 8,9
Dalej vypocitajte, aky prijem mozno ocakavaf v doméacnosti, ktord vydala za
sluzby 5 000 Sk za Stvrfrok .

Priklad ¢.6

Spolocnost, zaoberajica sa predajom kvetov, sledovala tyZdenny objem svojich
trzieb. ManaZér tejto spoloc¢nosti chcel zistit, ako sa tento sledovany ukazovatel
vyvija pri zmenach Dalsich ukazovatelov. Uvazoval o tom, Ze na predaj kvetov vplyva
rocné obdobie a tiez reklama. Preto ndhodne vybral 8 tyzdiov a v nich sledoval
tyzdenny pocet reklam v televizii a v tlac¢i a priemernt teplotu ovzdusia v sledovanom
tyzdni.




Tyzdenny objem trzieb Pocet reklam za tyzden Priemerna tyzdenna teplota

(tis. Sk) (v o)
37,5 3 5
45,6 5 30
39,3 4 1
39,9 4 8
42,6 5 17
34,8 3 -5
38,1 3 13
48,9 6 28

Ulohy:

a) Odhadnite funkciu, modelujticu zavislost objemu trzieb od poc¢tu odvysiela-
nych reklam a od priemernej tyzdennej teploty.

b) ManaZér vie, Ze na budici tyzdei st objednané 4 reklamy a podla predpovede
mé byt priemerné tyzdenna teplota asi 6 °C. Aky objem trzieb moze ocakavat?

Priklad ¢.8

V ramci vyskumu trhu, ktory si objednal vyrobca urcitého vyrobku v agenture
pre vyskum trhu boli ziskané okrem inych, nasledovné informacie o trzbach za tento
tovar v tis. Sk (y;), ndkladoch na reklamu v tis. Sk (z;) a o podieli tohto vyrobcu
na celkovom predaji daného tovaru (z;):

y; | 149 | 152 [ 155,7 | 159 | 163,3 | 166 | 169 | 172 | 174,5 | 176,1 | 176,5 | 179
z; | 21 | 218 224 | 23 | 23,7 | 24,3 (249|255 | 258 | 26, | 26,2 | 26,3
z | 42,5 | 43,7 | 44.8 | 46 | 47 47,9 | 49 49,9 50,3 | 50,9 | 50,8 | 51,1

Ulohy:

a) Vypocitajte, kolkymi percentami by bolo mozné vysvetlit variabilitu trzieb va-
riabilitou podielu na celkovom predaji pri nezmenenych nakladoch na reklamu,
ak viete, ze r,, = 0.997 a r., = 0.999.

b) Odhadnite bodovym odhadom, na kolko percent sa daji rozdiely vo vyske
trzieb vysvetlif ostatnymi uvazovanymi ¢initelmi.

Priklad ¢.9
V mesiaci oktéber sa sledoval pocet majetkovych trestnych ¢inov vo vybranych
27 — ich okresoch Slovenska a vplyv miery nezamestnanosti na tento sledovany uka-
zovatel. Vysledky zistovania boli vytriedené do nasledujtcej korela¢nej tabulky:
x;/y; | 10-20 | =30 | =40 | —50 | 50+
5-10 1 2 1 - —

-15 — 3 7 - -

-20 - - 1 5 1

20+ — — - 1 5
Ulohy:

a) Vhodnou mierou zistite, ¢i je pocet majetkovych trestnych ¢inov korelovany s
mierou nezamestnanosti a do akej miery.

b) Néjdite bodovy odhad regresnej priamky.
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c) Vypocitajte vyberovy koeficient korelacie.

d) Na 5%-nej hladine vyznamnosti overte predpoklad, podla ktorého st sledované
dva javy tplne linedrne nezavislé.

e) Zostrojte 95 %-ny konfidenény interval pre koeficient korelacie zakladného st-
boru

f) Na hladine vyznamnosti 0,05 overte predpoklad, podla ktorého mé koeficient
korelacie zakladného stiiboru hodnotu vécsiu ako 0,6.

Studenti po ukonéeni uréitého celku dostanii vzorové riesenia prikladov. Riesenia
su k dispozicii v papierovej a v elektronickej podobe, ktora je umiestnend na www
stranke fakulty. Pripadné otazky moézu prediskutovat okrem samotnych cviceni s
vyucujicim pocas konzultaénych hodin (180 min/tyzdeni). Zvy¢ajne je mozné si do-
hodnit konzultéciu aj mimo vymedzeného ¢asu. Vyucujicim je mozne klast otézky
aj prostrednictvom emailu a telefonicky. Ttto moznost ale vyuzivaji najméi Studenti
dialkového $tudia.

5. Pisomna praca

Ako uz bolo uvedené, pisomné prace pozostavaju z dvoch casti - prikladovej a
teoretickej. Z bodového hodnotenia a z ukazky prikladov z cviceni je zrejmé, ze vic-
siu vahu sme priradili rieSeniu praktickych tloh, pretoze nimi student preukazuje
schopnost riesit konkrétne problémy praxe s pouzitim Statistickych metdd. Tejto
snahe sme dokonca prisposobili aj teoretické otazky, ktoré casto tizko stuvisia s popi-
som konkrétnej metody, s interpretaciou pripadnych vysledkov pouzitia jednotlivych
metéd (napriklad interpretéicia indexov) a hladanim prikladov. Prikladova ¢ast pi-
somnej prace je tvorené tilohami, ktoré si analogické ilohdm z cviceni. Z pochopitel-
nych dévodov tu neuvedieme konkrétne znenia prikladov (v pripade zaujmu mozete
kontaktovat jedného z autorov), ale len priklad teoretickych otézok:

e vymenujte stredné hodnoty polohy, ktoré poznate a definujte ich,

e napiste vlastnosti aritmetického priemeru,

e napiste vztah medzi hodnotovym indexom a indexami fyzického objemu a ceny,
e aké zlozky moze mat ¢asovy rad, popiste ich,

e napiste postup hladania modusu v pripade intervalového triedenia.

Pisomka mé teoretickt cast, ktord nahradza ustnu skisku od akademického roka
2004/2005.

6. Uspesnost Studentov 2. ro¢nika DS

V kreditovom $tidiu na EF sa pouziva Sest stupriové hodnotenie:

A(100% - 94%), B(93%-87%), C(86%-80%), D(79%-73%), E(72-65%), FX (mene;
ako 64%). Uspesnost studentov v akademickych rokoch 2002/2003 - 2004,/2005 st v
nasledujucich grafoch:
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7. Subjektivne zhodnotenie vysledkov

Tvrdenia, ktoré st obsahom tejto kapitoly st subjektivnou vypovedou vyucuji-
cich (a ¢iastofne aj Studentov) Statistickych predmetov a na ich objektivizaciu by
bolo potrebné uskutocnit rozsiahlejsi vyskum.

Na zéklade prvotnej analyzy uvedenych grafov je mozné povedat, Ze napriek tomu,
ze Ustna skuska je nahradend teoretickou ¢astou pisomky (Co povazujeme za vyrazné
znizenie naroc¢nosti), vedomosti Studentov a ich vysledky sa zhorsuju (vo vSetkych
odboroch). Percento netispesnych studentov v predmete Statistika 1 je mensie ako v
predmete Statistika 2 (s vinimkou akademického roka 2003/2004). Tato skuto¢nost
moze byt sposobend vysSou naro¢nostou uciva.

Dalej sa ukazuje, ze vysledky odboru ERP v Banskej Bystrici a na detasovanom
pracovisku v Poprade st velmi podobné. V prospech tohoto predpokladu hovoria
napriklad nasledujtice skutocnosti:

Zimny semester (predmet Statistika 1)

e v zimnom semestri v r. 2003/04 je charakter zastipenia zndmok podobny
bimodalny s dvoma maximami - jednom pri zndmke C (22% v BB,22% v PP),
druhé maximum pri zndmke FX (33% v BB, 28% v PP),

e v zimnom semestri 2004/05 vidief rovnaky charakter rozdelenia zndmok v BB

a v PP v tom zmysle, Ze percentudlne zastipenie znamok sa zvysuje smerom
od zndmky A po FX, kde nadobiida maximum (v BB 44% a v PP 29%),

e urcity, avsak nie podstatny rozdiel vidime v rozdeleni zastipenia znamok me-
dzi BB a PP v akad. roku 2002/03 v tom zmysle, ze v BB je vyrazné maximum
pri znamke C (37 %), zatial ¢o v PP je toto maximum pri zndmke D (33%).
Tento rozdiel v maximéch pri roznych znamkach v BB a PP nemusi byt taky
podstatny z toho dévodu, ze obe znamky C a D sa bodovym hodnotenim
vyrazne neodlisuju.

Letny semester (predmet Statistika 2):

e v 1. 2002/03 v Poprade bimodélne rozdelenie s maximom pri C (26%) a FX
(37%), pri¢om v BB je pritomny postupny nérast zastpenia zndmok od A po
FX - unimodalne rozdelenie s maximom pri FX 52%.

e v r.2003/04 je v PP unimodélne rozdelenie znamok s maximom pri C (31%) a
s malym zastipenim znamky FX (iba 6%), pricom v BB je vidiet dve maximéa
pri znamke D (25%) a FX (48%).



e v r. 2004/05 opdt v PP bimodélne rozdelenie s maximami pri D (20%) a
FX (47%), pricom v BB vidiet opét rovnaky charakter postupného narastu
zastipenia znamok od A, resp. B (2, resp. 0%) az po FX (55%).

Podla studentov patria Statistické predmety medzi narocné a od toho sa odvijaju
aj ich nazory (v zatvorke st uvedené komentére vyucujicich):

e je to zbyto¢ny predmet (tento nazor je len dosledkom toho, Ze Studenti maja
problém s jeho absolvovanim),

e zadania tloh st nezrozumitelné (snaha naudcit sa kltucové slovd a podla nich
identifikovat problém),

e vsetko by sa malo riesit pomocou pocitaca (nie je to vhodné bez pochopenia
zékladnych principov),

e rozsah udiva je privelky (obsah predmetu je v podstate zhodny s obsahom
predmetu vyucovaného na skolach podobného zamerania).

8. Zaver — plany do buducnosti

V kratkosti sme predstavili vyucovanie Statistickych predmetov (najmi zaklad-
ného kurzu $tatistiky) a problémov, ktoré st s nim spojené na EF UMB v Banskej
Bystrici v akademickom roku 2004,/2005.

Nasim hlavnym cielom do budticnosti je neustala snaha o zlepsenie celkovej kva-
lity vyucovania. Nie je mozné ju dosiahnut bez identifikicie moznych faktorov po-
dielajucich sa na neuspechu studentov, to si ale vyzaduje dalsi vyskum presahujici
ramec tohto ¢lanku.

Dalsim ciefom je rozvinutie prepojenosti povinne volitelnych a volitelnych sta-
tistickych predmetov (nadvizujicich na zakladny kurz) a ekonomickej praxe, ¢o v
konecénom désledku médze zvysit kvalitu absolventov EF.
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Aplikacia kvaziperiodickych ¢casovych radov v kardiologii

12 Stanislav Katina, ' Frantisek Stulajter a 2 Eva Kellerova
'Katedra aplikovanej matematiky a Statistiky, Fakulta matematiky, fyziky a
informatiky, Univerzita Komenského, Bratislava
katina@fmph.uniba. sk
2UNPF SAV, Sienkiewiczova 1, Bratislava

1. Uvod

Matematicka Statistika ma Siroké uplatnenie v biomedicinskych vedach. Jednym
z prikladov je dizajn experimentu s opakovanymi meraniami v ekvidistantnych
casovych bodoch. Prave vyssie spomenuty dizajn vedie k pouzitiu kvaziperiodickych
casovych radov.

S narastajiicimi moznostami ambulantného monitorovania krvného tlaku (7K,
Ambulatory Blood Pressure Monitoring) u dospelych sa potvrdzuje, ze vyznamnou
zlozkou intraindividudlnej variability TK je jeho periodické kolisanie. V literatire
najskor a najviac (roznymi metédami pre analyzu periodickych procesov) doku-
mentovanym biologickym rytmom TK je jeho cirkadidnne (CD) kolisanie s noénym
minimom. NajcastejSou Statistickou metdédou jeho dokazu a amplitidovo-casove]
kvantifikacie je Halbergom zavedend kosinorova analyza (Halberg et al. 1967). Svoje
miesto v diagnostike hypertenzie, resp. v chronofarmakoldgii ma hladanie charakteru
cca 24-hodinového periodického vykyvu jeho amplitidy okolo celodenného priemeru,
¢asovanie maxima a minima a taktiez pripadné nepritomnost noéného poklesu TK.

Konstrukcia vlastného ultrazvukového pristroja na meranie TK u novoroden-
cov (Kellerova et al. 1978) ndm umoznila prioritny dokaz existencie CD kolisania
TK uz u novorodencov v druhom postnatalnom dni (Kellerova a Kittova 1980,
Kellerova 1981). Disperzia jednotlivych hodnét TK okolo odhadu strednej hodnoty
s 24 hodinovou periédou (s pouzitim len kosinusovej funkcie) si vyziadala podrob-
nejsiu analyzu na pritomnost superponovanych ultradidnnych ( UD) periodicit. Této
ukdzala, ze kym CD rytmus TK a pulzovej frekvencie sa vyskytuje u 100% zdravych
dospelych, priblizne po 2 pomalé UD rytmy skoro u kazdého a rychle UD len asi z
30%, v porovnani s tym u novorodencov vySetrovanych v kontrolovanom rezime
novorodeneckého oddelenia, sa CD a pomalé UD cykly pozorovali v 60 — 57% a
rychlych UD periéd bolo priblizne 4-nasobne viac (Kellerova et al. 1989).

Cielom predkladaného prispevku je ukézat pouzitie priemerného periodogramu a
periodogramu z priemerov sledovanej premennej v jednotlivych ¢asoch na vypocet
peridd za cely stibor jedincov a naviac pouzitie Akaikeho informacného kritéria
(AIC) pri vybere vyznamnych peridd.

2. Material a metodika
2.1. Sibor jedincov

Subor jedincov tvorilo p = 20 fyziologickych novorodencov s postnatalnym vekom
45 4 11 hodin, pérodnou hmotnostou 3551 & 172 gramov (aritmeticky priemer +
smerodajnd odchylka), vo volnom rezime “rooming in” s matkou. Na tychto je-
dincoch sme merali TK v hodinovych intervaloch automatickym oscilometrickym
tlakomerom Nippon-Collin. Z dalsej analyzy sme vyradili 3, pretoze mali jedno
alebo viac chybajucich pozorovani, teda p = 17.



2.2. Statistické metédy

Analyza kvaziperiodickych ¢asovych radov je postavena na baze analyzy frekvencii
asociovanych s cyklami, ktoré sa v datach nachadzaji. Najcastejsie pouzivanou
mnozinou matematickych funkcii je zmes kosinusov a sinusov.

Majme nelinedrny regresngj model (NRM, Stulajter 2002)

X (t) = 1 + fot + i [B1j cos (Ajt) + Bojsin (A\;t)] + e (t),t € T, (1)

Jj=1

kde Bpui = (k, B, A)" = (K, 81, B2, Bi, ooy Bins ot ooy Baky Ay ooy M) je mezmémy vek-
tor regresnych parametrov (pocet parametrov modelu (1) je 3k +3 < n, kde k

je potrebné tiez odhadnit), € () je biely Sum (nekorelované ndhodné premenné s
nulovou strednou hodnotou a s rovnakou disperziou ¢?). Neznidme parametre mo-
delu (1) odhadneme 7 dét X (t);¢ = 1,2,...,n tak, ze najprv vypocitame odhady
linedrneho trendu ﬁl a (s a to obycajnou metodou najmensich stvorcov (MNS),
potom vypocitame X( ) =X (t)— Bi — Bot;t = 1,2, ...,n a tieto hodnoty pouzijeme
na vypocet periodogramu podla vztahu (Chrlstensen 2003)

I, (A =5 [(Zj: ) cos At) (tz:X sin (At) )2] AE(0,m),teT. (2)

Pozn.: Periodogram sa pocita len v niektorych frekvenciach. Najcastejsie sa
pouzivaju, ak n je parne, Furierove frekvencie \; = 2%j;j =1,2,...,n/2. Frekven-
cidm A zodpovedaji periédy Ty = 2.

Hodnotu k a frekvencie j\j, odhady frekvencii A;;j = 1,2, ..., k, uréime z peri-
odogramu, je to pocet vsetkych lokdlnych maxim funkcie (2), resp. frekvencie, v

ktorych su tieto lokdlne maximd. Potom uvazujeme linedrny regresny model (LRM)

X (t) =B+ Bot + ij By cos (Nt) + Boysin (Mt) ]| +e(t) €T, (3)

J=1

v ktorom odhadneme nezname parametre 31, ..., 81k, Bo1, ..., B2k pomocou obycajnej
MNS.

Model (3) je aditivnym saturovangm modelom bez interakcii. Vychédzajic z to-
hoto modelu, pomocou AIC (Akaike 1974)

AIC (Fp,6%) = —21(Fp,6%) — 2k

—2log (2m) — 5 log (
o (X=F) (x - F)

’\Qn)

= —2 - 2]{:7

kde () je maximum funkcie vierohodnosti, F/‘B je maticovy zapis odhadu strednej
hodnoty, najdeme optimdlny submodel pouzitim spdatného krokového mechanizmu
(Vanables a Ripley 2002).

Teda iterovanim za predpokladu konvergencie vyradujeme pomocou sluciek tie
regresné parametre, ktoré sposobuji pokles AIC. Iterdcie zastand vtedy, ked uz
nenastane dals{ pokles AIC.

Naértnuty postup hladania optimédlneho submodelu zhrnieme v nasledovnych

bodoch:



1. najprv vyberieme vsetky lokalne maxima funkcie I,, () v (2), ich pocet oznacime
k <n,

2. potom frekvencie k nim prislichajice pouzijeme v LRM (3), kde regresné
parametre odhadneme MNS,

3. dalej po spitnej krokovej procediire ostane v modeli (3) k; < 2k regresnych
parametrov, kedy tento model budeme povazovat za optimalny submodel.

Majme p jedincov v ndhodnom vybere, na ktorych opakovane meriame n-krat
nejaki premennt v case za rovhakych podmienok. Pre kazdého i-teho jedinca mame
realizdcie z; (t);i = 1,2,...,p;t = 1,2,...,n a pre kazdého z nich uvazujeme NRM
(1), periodogram IV (\) (2) s A € (0,7) a LRM (3). Hlavnou tilohou je identifikovat
najcastejsie sa vyskytujtice periédy, za predpokladu, Ze realizdcie z; (t) mozu byt
teoreticky u kazdého jedinca posunuté o ind fizu a naviac vyskyt hladanych periéd
moze byt rozny. Preto definujeme priemerny periodogram

I (A) = =3 Li (A) A€ (0,m) = 1,2, 5. (4)

=1

SR

Potom zoradime lokélne maximé priemerného periodogramu (4) podla velkosti a
dostaneme nasledovny vektor nim zodpovedajicich periéd Ty, = s/j,j = 1,2,...,s

v tvare
0 7@ )
>\ ) )\ AR ) )\ b

kde najcastejsie sa vyskytujica sa periéda bude TX(S) (v prispevku s = 60).

3. Vysledky a diskusia

V nasom priklade meriame ¢ v hodindch (n = 24), ¢ = 1 je pre 7. hodinu rano,
a t = 24 je 6. hodina rano nasledujiceho dna. Na ilustraciu sme si vybrali casové
zmeny diastolického krvného tlaku novorodenca ¢. 15, ktorého denny priemer bol
7% = 36.813 mm Hg. Z periodogramu (graf 1) vyberieme vetky lokdlne maximé,
ktoré spolu s odhadnutym linearnym trendom vstupuju do iteraénych procedtr.

periodogram

r T T T 1
0 pil4 pil2 3/4pi pi

frekvencie

Graf 1: Periodogram (novorodenec ¢. 15)



Optimalny submodel bude mat potom nasledovny tvar

F(t) = 43.114 — 0.504¢ — 91.642 cos (0.1177t) — 44.818 cos (0.2177t)
+43.593 cos (0.3337t) + 53.833 cos (0.4837t) 4 11.637 cos (0.5837t)
+12.471 sin (0.1177t) + 94.708 sin (0.2177t) + 71.364 sin (0.333¢)
—20.745 sin (0.5837¢) — 7.761 sin (0.767xt) |

kde st zahrnuté nasledovné frekvencie 3\(6) = 0.117m, X(l) = 0.217m, X(g,) = 0.333m,
N2y = 0.4837, Ag) = 0.5831 a Ay = 0.7677 a k nim prislichajice periody Ty =
8.571, T Shior = 4.615, Ty gssr = 3.000 , Ty gar = 2.069 , Togsr = 1.714 a Ty pgrr =
1.304 hodiny (tu k; = 10).

Odhadnutt stredni hodnotu optiméalneho submodelu ¢asového radu znazornuje-
me ako spojitu funkciu casu. Do grafu zakreslujeme aj skutoéné (namerané) hodnoty
sledovaného parametra v diskrétnych ¢asoch a linearny trend (graf 2).
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Graf 2: Kvéziperiodicky ¢asovy rad diastolického krvného tlaku (novorodenec ¢. 15),
odhadnuta strednd hodnota a linedrny trend

Globélny pohlad na periodické zmeny diastolického krvného tlaku novorodencov
v nami sledovanom sibore mézeme vyjadrit pomocou priemerného periodogramu
(graf 3).

Z priemerného periodogramu vyplyva, zZe sa podoba na periodogram bieleho
sumu, ktory je konstantny.

Z periodogramu (graf 4) vypoéitaného z dét
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vsak vyplyva, ze v diastolickom krvnom tlaku pozorovanej skupiny deti si vyznamné
periody.
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Graf 3: Periodogramy vsetkych p = 17 novorodencov (tensie ¢iary) a priemerny
periodogram (hrubsia ¢iara)
Optimélny submodel bude mat potom nasledovny tvar (graf 5)

z(t) = 40.290 — 0.164¢ 4 0.935 cos (0.2677t) — 0.961 cos (0.4507t)
+1.308 sin (0.183¢) + 1.003 sin (0.4507t) — 0.913 sin (0.6507t) .
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Graf 4: Periodogram z ¢asového radu priemerného diastolického krvného tlaku
sledovanej skupiny deti

Teda najvyznamnejsie frekvencie su X(4) = (0.183m, 3\(2) = 0.267m, X(g) = 0.4507
a Aq) = 0.6507 a k nim prislichajice periédy Tytsss = 5.455, Toggrs = 5.455,
To(i)&soﬁ =2222 a Té_lf)-)m7r = 1.538 hodiny (tu k; = 5). U novorodencov, podobne ako
aj u dospelych, sa prejavuje nocny pokles krvného tlaku, co si vyzaduje (podobne
ako aj denné kolisanie) dalsiu statistickd analyzu.



42
!

diastolicky krvny tlak

36

Graf 5: Kvaziperiodicky casovy rad diastolického krvného tlaku sledovanej skupiny deti,

odhadnuta strednd hodnota a linearny trend

4. Zaver

V praxi pri pouzivani kvaziperiodickych ¢asovych radov, ako NRM, odporicame
nepouzivat priemerny periodogram, ale periodogram z priemerov sledovanej premen-
nej v jednotlivych ¢asoch na vypocet peridd za cely stibor a naviac AIC pri vybere
vyznamnych period spatnym krokovym mechanizmom z linedrneho aditivneho sat-
urovaného regresného modelu bez interakeii.
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1 O vyucbe Statistiky

Katedra aplikovanej matematiky Strojnickej fakulty Technickej univerzity v KoSiciach
zabezpecuje vyucbu matematiky na troch fakultich — Strojnickej fakulte, Hutnickej fakulte
a Fakulte banictva, ekoldgie, riadenia a geotechnoldgii (FBERG). V prvej Casti prispevku sa
zameriame na vyucbu Statistiky na Strojnickej fakulte, pretoze vyucbu Statistickych
predmetov na Hutnickej fakulte a FBERG zabezpecuju findlne katedry materskych fakault.

1.1 Akademicky rok 1970/1971 — 1999/2000

Podl'a archivovanych tddajov o vyu¢be matematiky je mozné urobit’ prehl'ad o pocte
hodin venovanych prave vyucbe Statistiky. Viac ako 30 rokov sa na naSej katedre vyucoval
predmet Matematika IV, ktory bol stii¢astou zdkladného kurzu matematiky a bol povinny pre
vSetkych Studentov inzinierskeho Studia Strojnickej fakulty. Osnova predmetu zahriovala
zéklady tedrie pravdepodobnosti, popisnd Statistiku, teériu odhadu, testovanie hypotéz,
korelaénd aregresnii analyzu. Udaje orozsahu vyucby daného predmetu si uvedené v
tabulke 1.

Tab. 1: Vyucba predmetu Matematika IV od akademického roku 1970/71 do roku 1999/2000
na Strojnickej fakulte TU v KoSiciach

Akademicky rok (pocet hodin v tyzdni)
Predmet prednaska / cvienie

1970/ | 1975/ | 1980/ | 1985/ | 1990/ | 1995/ | 1998/ | 1999/
1971 | 1976 | 1981 | 1986 | 1991 | 1996 | 1999 | 2000

Matematiky IV -

Pravdepodobnost’ 32 | 24 | 213 213 | 43 22 | 22 | 212
a matematicka Statistika

2. roénik P,s P,s P, s P, s P,s P,s P kz | V,kz

(Poznamka: kz — klasifikovany zdpocet, s — skiska, P — povinny predmet, V — voliteI'ny predmet)

V 4. ro¢niku prebiehala vyucba predmetov Ekonomicka Statistika (v odbore
ManaZment podniku, Ekonomika a riadenie stroj. vyroby) a Statistické met6dy (odbor Kvalita
produkcie a bezpe¢nost’ technickych systémov).

1.2 Akademicky rok 2000/2001 - 2004/2005

Prelomovym a pre vyucbu Statistiky zvlast’ nepriaznivym rokom bol akademicky rok
2000/2001. V tomto roku doSlo k redukcii poctu hodin vo vyucbe matematiky a povinny
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predmet Matematika IV v 4. semestri bol nahradeny volitelnym predmetom
Pravdepodobnost’ a matematicka Statistika, ktory kon¢i klasifikovanym zdpoctom.

Po roku 2000/2001 ostiva v 4. roéniku denného $tidia predmet - Statistické metédy,
s tyzdennou hodinovou dotdciou 2 +3, ktory je povinny len pre jediny zo 16 inZinierskych
Studijnych odborov: Kvalita produkcie abezpecnost technickych systémov. Tym, Ze
Studentom chybali zdklady matematickej Statistiky vybudované v predmete Matematika IV,
bolo nutné upravit obsahovi ndplii tohto predmetu a zaviest zdkladny kurz Statistiky.
Tabul’ka 2 ukazuje prehlad vyucby Statistickych predmetov a pocet Studentov, ktori dané
predmety absolvovali od akademického roku 2000/2001.

Tab. 2: Vyucba Statistiky od akademického roku 2000/2001

Akademicky rok
Predmet (pocet Studentov v predmete/
celkovy pocet Studentov)

00/01 | 01/02 | 02/03 | 03/04 | 04/05

Pravdepodobnost’ a matematicka Statistika

2.ro¢nik DS, Ing., SjF, V, 2/2, kz N 5 7 7 6
Odbor: bez zamerania (250) (315) (316) (237)
Statistické met6dy

4. ro¢nik DS, Ing, SjF, P, 2/3, z/s 25 26 30 26 22
Odbor: Kvalita produkcie a bezpecnost’ technickych

systémov

Matematicka Statistika
2. roénik ES, B, SjF, P, 2/3, z/s - - - 14 28

Odbor: Kvalita produkcie a bezpecnost’ technickych
systémov

Statistické metédy v environmentalistike
5. roénik ES, Ing, SjF, V, 2/3, kz - - - 28 -

Odbor: Technika ochrany Zivotného prostredia

(Poznamka: z — zapocet, s — skiiska, kz — klasifikovany zapocet, V — voliteI'ny predmet, P — povinny predmet,
DS — denné Stidium, ES — externé §tddium, N —predmet sa nenachddza v Studijnom programe)

Z uvedenych ddajov vyplyva, Ze len hrozivo mald Cast’ absolventov, aj napriek ich
technickému zameraniu Stidia, ovldda zdklady Statistiky (pocet absolventov dennej a externe;j
formy Studia je priblizne 500 Studentov rocne).

Pocet tych Studentov, ktori si dany predmet zapisali a predovSetkym aj tspeSne
absolvovali sa radikdlne zniZil. Pri¢inu vidime vo vybere, z pohl'adu Studentov, lahSie
zvladnute'nych predmetov (Pocitacové konStruovanie, Tabulkové procesory, Databdzy
a informacné siete).

Podl'a nasho nazoru, Student tazko sam dokaze posudit’ doleZitost a potrebnost
predmetu pre jeho d’alSie Stidium. Neuvedomuje si, Ze neznalost’ Statistiky a Statistickych
metdd negativne ovplyviuje Stidium predmetov jeho odboru a najmé uplatnenie v praxi.
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1.3 Od akademického roku 2005/2006

Bakalarske Stidium je uz na Slovensku realitou a od akademického roku 2005/2006
vietky slovenské vysoké Skoly nastupuji na trojstupiiové Stidium. Studijné plany
bakaldrskych Studijnych programov, ktoré md SjF TU KE akreditované pre nasledujice
obdobie, obsahujii z pohladu 3tatistiky tieto predmety: Statistika pre environmentalistov (2/3,
P, z/s, 2.ro€., Environmentdlne ManaZérstvo; 2/2, P, z/s, 2.roC., Technika ochrany Zivotného
prostredia), Statistické metddy (2/2, P, z/s, 2.roC., Priemyselné inZinierstvo), Ekonomickd
Statistika (2/2, P, z/s, 3. roC., Priemyselné inZinierstvo).

Ak si uvedomime, Ze SjF TU KE ma akreditovanych 8 bakaldrskych Studijnych
programov, tak vyucba Statistiky sa tyka skoro polovice z nich. Z predbeznych ddajov o pocte
uchddzacov o jednotlivé Studijné programy vyplyva, Ze len 35% naSich budicich bakalarov
absolvuje pocas Studia niektory zo Statistickych predmetov.

2 Statistika v environmentalistike

Environmentalistika predstavuje ,,vednu disciplinu zaoberajicu sa ochranou a tvorbou
zivotného prostredia®. Vyvoj pristupu k ochrane Zivotného prostredia bol vyrazne ovplyvneny
Konferenciou o Zivotnom prostredi a udrZatelnom rozvoji v Rio de Janeiro v roku 1992 a
Svetovym summitom OSN, ktory sa konal v Johannesburgu v roku 2002. V stlade so zdvermi
tejto konferencie je Zivotné prostredie v stcasnosti chidpané ako jeden z pilierov trvalo
udrzatel'ného rozvoja (tzv. environmentalistického piliera).

V poslednom obdobi vzrastla potreba aplikdcie matematickych a Statistickych metod
aj v oblasti environmentdlnej vychovy a environmentalistiky. Existuje mnoho aspektov
environmentdlnych  problémov: ekonomické, politické, spoloCenské, medicinske,
psychologické, technologické ainé, v ktorych je mozné vyuzitie Statistiky (koncentrcia
toxickych latok v pode, vo vode, emisie plynov atuhych cCastic do ovzduSia, recyklacia
odpadov apod.) Porozumenie tymto problémom aich rieSenie suvisi predovSetkym so
ziskavanim a analyzovanim tdajov. Podl’a [1] je ,,analyza tdajov Ciastocne vedou, ¢iasto¢ne
Sikovnostou a Ciastotne umenim. Zru¢nost atalent pomdha, skusenosti maji cenu
a Statistické néstroje su nevyhnutné.*

Nevyhnutnost' aplikdcie Statistickych ndstrojov pri analyzovani Statistickych
problémov, ndvrhov na ich rieSenie a overovani ucinnosti a kvality ich rieSeni ilustrujeme na
niekol’kych prikladoch z praxe. Uvedené tlohy je moZné pouZit’ aj v samotnom vyucovacom
procese.

Priklad 1: Emisie sklenikovych plynov v SR

,Zmena globdlnej klimy, spdsobend antropogénnou ' emisiou sklenikovych plynov je
najvyznamnejs$i environmentdlny problém v doterajSej histdrii 'udstva.* (podl'a [4]). Kjotsky
protokol, ktory bol prijaty na tretej konferencii strdn Rdmcového dohovoru v Kjote
v decembri 1997, zosilnil medzindrodni zodpovednost’ za zmenu klimy. Slovenska republika
a viacSina krajin strednej a vychodnej Eur6py musi zniZit'" do roku 2008 emisie kl'icovych
sklenikovych plynov (oxid uhli¢ity CO,, metdn CH4, oxid dusny N,O , F — plyny) 08 %
oproti zdkladnému roku 1990.

! Antropogénny — vzniknuty Pudskou ¢innostou.
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Névrh dlohy: N4jdite charakteristiky polohy a rozptylu, nakreslite histogram, polygén pre
jednotlivé sklenikové plyny (tab.3).

Tab. 3 Celkové emisie sklenikovych plynov v SR

plyny 1990 | 1991 | 1992 | 1993 | 1994 | 1995 | 1996 | 1997 | 1998 | 1999 | 2000 | 2001 | 2002

CO, 59,6 | 52,5 | 48,7 | 45,8 | 42,9 | 44,2 | 44,7 | 45,0 | 44,0 | 43,1 | 40,6 | 43,0 | 42,5
CH, 6,5 6,0 5,6 5,2 5.1 5.2 5,3 5.0 4,7 4,6 4,5 4,6 4,7
N,O 6,0 5.2 4.4 3.8 4,0 4,2 4,2 4,2 4,2 3.8 3,8 4,0 3.8

F-plyny | 0,3 0,3 0,2 0,2 0,1 0,1 0,1 0,1 0,1 0,1 0,1 0,1 0,1

Priklad 2: Emisie z automobilovej dopravy

Rozvoj cestnej dopravy, vratane individudlneho motorizmu, patri medzi strategické ciele
v rezorte dopravy a hospodarstva SR. No okrem hospodarskeho, uzitkového a ekonomického
vyznamu negativne poOsobi na Zivotné prostredie. Sucasné dopravné prostriedky patria
k velkym spotrebitel'om fosilnych paliv a produkované emisie ovplyviiuji zemskd atmosféru.

V roku 1999 bola v ramci diplomovej prace sledovana vzorka 150 automobilov znaéky Skoda
[2]. Skiimané udaje — rok vyroby, pocet najazdenych kilometrov, obsah uhl'ovodikov HC
[ppm]2 a obsah oxidov uhlika COy [%] boli ziskané z protokolu technickej kontroly.

Navrh dlohy: Urcéte zdvislost’ obsahu uhl'ovodikov HC a obsahu oxidov uhlika COy od roku
vyroby vozidla aod poctu najazdenych kilometrov (kvoli velkému rozsahu tdajov su
namerané hodnoty uvedené na www.tuke.sk/jadronova).

Pre porovnanie dosiahnutych vysledkov modze sliZit' zdkon NR SR &. 127/94 Z.z.
O posudzovani vplyvov na Zivotné prostredie, z ktorého vyplyva: ,,V rdmci emisnych skuisok
vozidiel koncentracia oxidu uhol'natého CO a nespélenych uhl'ovodikov HC nesmie prekrocit’
limity
® 3,5 % CO a 800 ppm HC
® 4,5 % CO a 1200 ppm HC na vozidle vyrobenom pred rokom 1986.*

Priklad 3: Denitrifikacia (zniZovanie emisii oxidov dusika NO,) v elektrarfiach Vojany

Pdsobenie tepelnych elektrarni na Zivotné prostredie je v stiasnosti celosvetovym
problémom l'udstva. Ich vplyv v rdmci globdlnej biosféry nie je zanedbatelny - produkuji az
60 % vsetkych exhalatov, ktoré sa dostdvaji priemyselnou c¢innostou do atmosféry.
Spalovanim fosilnych paliv (uhlie, topny olej, zemny plyn) dochddza v dosledku chemicke;j
reakcie medzi vzduSnym kyslikom a dusikom ku vzniku oxidov dusika NOy [3].

Navrh dlohy: Uréte zavislost’ vystupnej koncentracie oxidov dusika NOy
® na parnom vykone kotla
e obsahu kyslika O, v spalindch v spalovacej komore

¢ na teplote v spalovacej komore
(kvoli vel'’kému rozsahu tidajov si namerané hodnoty uvedené na www.tuke.sk/jadronova).

2 ppm - parts per million = miliéntina = 1 / 1000000
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Priklad 4: Koncentracia toxickych latok (olova) v pitnej vode.

Jednou z latok, ktoré mdzu ohrozit’ kvalitu a zdravotni bezchybnost’ vody je olovo, ktoré ma
toxické ucinky na l'udsky nervovy systém. Chronickd otrava olovom moZe sposobit’ bolesti
hlavy, nepokojnost, dlhotrvajicu tnavu, problémy s pamitou, Crevné kifce, depresiu,
impotenciu a poSkodenie obli¢iek. V tabulke 4 stii uvedené namerané hodnoty olova v pitnej
vode [ug/L] z vodovodného potrubia.

Tab. 4: Koncentrécia olova v pitnej vode

Pb 0- 1- 2- 3- 4- 5- 10- 15- 20- 30- 40- 50- 60- 70-
[ng/L] 0,9 1,9 2,9 39 4,9 9,9 149 | 199 | 299 | 399 | 499 | 509 | 699 | 79,9
pocet 20 16 32 11 13 27 7 4 6 1 1 1 0 1

Svetovd zdravotnicka organizicia (WMO) urcila limit koncentricie olova 0,01 mg na liter
vody. Mnohé krajiny maju eSte stdle rozdielne limitné hodnoty, ale od roku 2003 nie je
povolend norma viac ako 0,025 mg na liter. Na Slovensku je limitnd hodnota 0,01 mg na liter
pitnej vody (Z.z. ¢.491/2002), &fm nasa krajina u¥ teraz spiia limit stanoveny WMO 0,01 mg
na liter s celosvetovou platnost'ou od roku 2023.

Navrh dlohy: Nijdite 90% - ny obojstranny interval spolahlivosti pre stredni hodnotu.
N4jdite charakteristiky polohy a rozptylu.

Priklad 5: Koncentracia toxickych latok (kadmia) v pode

Kvalita pddy patri medzi najvyznamnejSie faktory vyuZivania a rozvoja Uzemia a jej
kontamindcia tazkymi kovmi (Cd, Cr, As, Pb, Hg, Ni, Cu) je pretrvdvajici problém.
Kadmium je toxicky, karcinogénny prvok, prirodzene sa vyskytujici v pdde. K jeho zvySene;j
koncentricii prispievajui aj fosforecné hnojivd, priCom prirodzeny obsah kadmia vo velkej
miere z4visi od druhu a typu pddy, od materskej horniny a intenzity zvetrdvania. Limitnd
hodnota pre koncentrdciu kadmia v pol'nohospodarskej pode je stanovend na 0,1 mg na
kilogram pody (Z.z ¢.220/2004). Tabulka 5 obsahuje 39 merani koncentricie kadmia
[mg/kg] v pode.

Tab. 5: Vyskyt kadmia v pode (zdroj udajov [1])

0,023 10,005 {0,005 ]0,020 |0,005 |0,032 |0,010 {0,005 |0,031 |0,020 [0,013 0,005 |0,020
0,005 10,014 {0,020 0,094 |0,020 |0,010 |0,011 |0,005 {0,010 [0,005 |0,027 |0,010 |0,005
0,015 10,010 {0,005 0,015 |0,010 |0,028 |0,034 |0,010 [0,010 |0,005 [0,005 |0,018 0,013

Priklad 6: Rizikové faktory v Zivotnom prostredi — havarijné zhorSenie kvality vody

Na mimoriadnom zhorSeni alebo ohrozeni kvality vody (MOV) tak povrchovych, ako aj
podzemnych, sa predovSetkym podielaji ropné latky, Zieraviny, priemyselné hnojiva,
odpadové latky apod. Vyvoj vpocte MOV podla druhu litok Skodiacim voddm je
prezentovany v tab.6.
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Tab. 6: Vyvoj v po¢te MOV podrla druhu I4tok v rokoch 1993 — 2003 (zdroj tdajov [5])

Druh latok Skodiacich vodam 1993 | 1994 | 1995 | 1996 | 1997 | 1998 | 1999 | 2000 | 2001 | 2002 | 2003
Ropné latky 70 | 63 76 69 50 | 6l 54 33 40 | 64 | 59
Zieraviny 5 3 3 5 10 | 3 5 2 2 5 3
Pesticidy 2 1 0 1 1 3 1 0 0 1 0
Exkrementy hospod. zvierat 8 9 11 14 8 3 7 5 4 9 21
SildZne $tavy 0 0 0 1 1 0 2 4 0 2 1
Priemyselné hnojiva 0 0 1 0 0 0 0 0 0 0 1
Iné toxické latky 5 5 5 1 5 0 6 12 5 3 3
Nerozpustné latky 11 4 6 4 8 7 1 5 2 6 11
Odpadové vody 8 6 1 6 11 17 6 10 10 17 35
Iné latky 4 13 10 9 6 6 4 2 1 3 7
Latky Skodiace voddm, u ktorych| 29 17 16 7 9 17 12 9 7 17 35
sa Setrenim nepodarilo zistit’ druh

Navrh dlohy: Urcte zdvislost’ poctu mimoriadnych zhorSeni a ohrozeni kvality vody od druhu
latok Skodiacich vodam.

3 Zaver

Vyucba Statistiky by mala ¢o najlepSie odpovedat’ potrebdm katedier garantujiicich
jednotlivé Studijné programy a Studenti by mali byt vedeni ktomu, aby systematicky
vyuzivali ziskané matematické vedomosti v odbornych predmetoch. Ziroven je vel'mi
dolezit¢é a nevyhnutné prispdsobit’ vyber prikladov tematicky jednotlivym Studijnym
rocenky o stave Zivotného prostredia alebo i zdverecné prace Studentov.

Jednym zo spOsobov skvalitnenia a zatraktivnenia vyucby Statistiky, rovnako ako
zintenzivnenia spoluprdce s findlnymi katedrami v oblasti vyskumu a rieSenia dloh z praxe
sa javi zaradenie Statistického softvéru do vyu€ovacieho procesu. Pre splnenie tohoto ciela
bude na Katedre aplikovanej matematiky SjF TU KE od budiiceho semestra slizit’ poc¢itacové
laboratérium vybavené vhodnym softvérovym produktom.
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Testovanie spolo¢nych trendov v prietokoch slovenskych riek
Danusa Szbkeova
Magda Komornikova
Stavebna fakulta, Slovenska technicka univerzita

Bratislava

Pri Studiu r6znych €asovych radov ziskanych pozorovanim sa zistilo, zZe tieto
Casové rady obsahuju linearny deterministicky trend. V tejto praci prezentujeme
vysledky testovania spolo¢nych linearnych trendov v prietokoch slovenskych riek na
zaklade priemernych mesacénych prietokov, ktoré boli namerané v rokoch 1931 az
2001. VyuZili sme pritom tri Statistické testy. Spolo¢né trendy sme testovali na izemi
celého Slovenska ako aj v ramci piatich regiénov, do ktorych sme zaradili
pozorovacie stanice podfa zakladnych povodi (Dolné a Horné Povazie, Ponitrie,
Pohronie, Bodrog - Hornad). Statistické testy sme aplikovali na celkové ¢asové rady
ako aj na dvanast cCasovych radov, ktoré vznikli rozdelenim podfa mesiacov.
Vyhodnotenim vysledkov sa ukazalo, Zze existuju regiény, v ktorych prietoky maju
spolo¢ny trend a regiény, v ktorych prietoky nemaju spolo¢ny trend. Tieto trendy sa
vyskytuju v celkovych €asovych radoch ako aj mesacnych radoch.

Kracové slova: mesacné priemerné prietoky, viacrozmerné deterministické trendy,

testovanie hypotéz, F-test, Waldov test.

1. Uvod

Vplyv klimatickych zmien za posledné desatroCia sa prejavuje aj zmenami
v mnozstve zrazok a v objeme prietokov na vodnych tokoch. Namerané udaje vSak
samé osebe nevypovedaju o trendoch a vzdjomnych suvislostiach medzi tokmi v
jednotlivych regidnoch. Preto je potrebné ich S$tatistické spracovanie a odborna
interpretacia ziskanych vysledkov. Zaujima nas, &i dva alebo viac vodnych tokov ma
spolo¢ny stupajuci alebo klesajuci trend a ako tieto spolo¢né trendy zavisia od
regionalneho a ¢asového ¢lenenia.

V druhej a tretej kapitole popisujeme modely, testovacie Statistiky a testované
Casové rady. ZavereCna kapitola obsahuje podrobné zhodnotenie vysledkov
testovania z hladiska hydrologie, t.j. v ktorych regiénoch a v ktorych €asovych
obdobiach v ramci Uzemia Slovenska maju prietoky spolo¢ny trend a v ktorych

nemaju.
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2. Model a testovacie Statistiky
V tejto kapitole popiseme model, odhad parametrov a pouZité testovacie
Statistiky. Uvazujme m trendovo stacionarnych ¢asovych radov yi, ..., Ymt, t = 1, ...,
n. Predpokladajme, ze ich mézeme vyjadrit’ v tvare:
Yit= M1+ Bet+ Uy

Yoir=Uo + P2t + Uz

Ymit = Um + Bm t+ Umt,
¢o sa da vo vektorovom tvare zapisat

Yt =U+ B t+ Ut
kde Yt=(y1,ts y2,ts ey Ym,t),, Ut=( u1,t5 u2,ts"-s Um,t)’a B=(B15 525"'5 Bm),, !"l'=(l"l’1’ “*25"'5 “’m )"

Odhad [i, p vektorov p a B ziskame klasickou metédou najmensich $tvorcov.

Hodnota m je zavisla od po¢tu meracich stanic v regione. Predpokladajme dalej, ze
1 [en]
—>'U, = AW, (1)

ni5
kde = oznacuje slabu konvergenciu, Wn(t) je m x 1 rozmerny Standardny Wienerov

proces a [t n] je celd €ast' t n. Oznatme Q kovarian¢nu maticu U, t. |.

Q=AN=YT, kde T, =Cov(U, U, ).

et
Hypotéza, ktoru testujeme je:
Ho:RB=r Hi:RB=r,
kde R je matica typu q x m (zlozena z prvkov 0 a 1), r je vektor typug x 1, (@=m - 1).
Zamietnutie nulovej hypotézy znamena, Ze neexistuje spoloény linearny
deterministicky trend v skimanych ¢asovych radoch.
Na odhad kovarianénej matice Q pouzijeme tri robzne konzistentné odhady

(podrobnejSie napr. v [1, 2, 4]):

" R -1 H ., a y (LI

QHAC:rO+;(1_%j (FJ"'FJ )’ J:Ht§1ut U,

" R n-1 H a A,

Qn:r0+1_1(1_ﬁj(1+ j)

~ ~ n—1 H ~ ~ ~ n A _ n

&, =f,+ (vﬁj(rﬁn’ ) f=lyfe-Dolle-i-0 0] =13
= t=j+1 =1
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Uvazujeme tri testovacie Statistiky vzhfadom na uvedené odhady Q. Prvé dve
Statistiky su zalozené na F - teste (preq> 1) :

-

t=1
Tretim testom je Waldov test:

-1

WHAC =(R[3—I‘) R;QHAC R (Rﬁ_r)

n

> (t-tf
t=1
Podrobnu teériu tykajucu sa uvedenych Statistickych testov ako aj kritické

hodnoty pre tieto testy mozno ndjst v ¢lanku [4].

3. Data

Pri testovani sme pouzili daje o priemernych mesacnych prietokoch ziskané z
dlhodobych merani v priebehu rokov 1931 az 2001 na 29 pozorovacich staniciach. Z
kazdej pozorovacej stanice mame k dispozicii 852 udajov.

Na zaklade linearnej regresie uvedenych Casovych radov sa zistilo, Zze na
niektorych tokoch sa v uvedenom obdobi prejavuje stupajuci, resp. klesajuci trend
objemu vodnych prietokov. Sledované toky sme rozdelili do nasledujdcich piatich
skupin (ako je zrejmé z tabulky 1).

Region Rieka (Stanica) ;3:’1?;
, " Bela (Podbanské), Revuca (Podsucha), Vah (Lipt.
Horne Povazie | Mikulas), Biely Vah (Vychodna), Boca (Kral.Lehota) 5
Dolné Povasie Kysuca (Cadca), Kysuca (K.N.Mesto), Lubochnianka 5

(Lubochna), Rajéianka (Poluvsie), Turiec (Martin),
Ponitrie Nitra (N.Streda), Nitra (Chalmova), Bebrava (Biskupice)
Vajskovsky p. (D.Lehota), C.Hron (Hronec), Hron
(Brehy), Hron (B.Bystrica), Stiavnicka (Myto p.Dumb),
Pohronie Rimavica (Kokava.n.Rimavicou), lpel (Holisa), Lietava 11
(Plastovce), Krupinica (Plastovce), Stitnik (Stitnik),
Dobsinsky p. (Dobsing)
Bogrog, Hornad, | Uh  (Lekarovce), Topla (HanuSovce), Torysa
Poprad (Ko$.0l8any), Poprad (Chmelnica), Poprad (Matejovce)
Tabulka 1: Rozdelenie riek a pozorovacich stanic do regiénov podla povodi
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4. Vysledky

Testy popisané v kapitole 2 sme pouzili na analyzu celkovych a mesacnych
spolo¢nych trendov v prietokoch slovenskych riek. Vypoc&ty sme realizovali pomocou
vypoctového systemu Mathematica.

Pred testovanim boli vSetky ¢asové rady upravené do Standardizovaného tvaru

podfa vztahu: z, = =Y , kde Y je stredna hodnota, o, smerodajna odchylka.

Gy

4.1 Celkové trendy
Najskdér nas zaujimalo, Ci celkové rady, tj rady obsahujuce 852 hodndt
priemernych mesacnych prietokov, maju vzhfadom na kritické hodnoty spoloény
trend. Hodnoty vycCislenych S$tatistik testov F1 a F2 sme porovnavali s kritickymi
hodnotami pre «a=0.05.
Na zaklade vysledkov uvedenych v tabulke 2 pre celé obdobie 1931 az 2001
mozno povedat, ze :
1.v rdmci celého uzemia Slovenska ani jeden z testov nepotvrdil existenciu
spolo¢ného trendu,
2. v regionoch Horné a Dolné Povazie sa nepotvrdila existencia spolo¢ného trendu,
3. v regibnoch Ponitrie, Pohronie a Bodrog-Hornad mozno predpokladat mierne
klesajuci trend vyjadreny zapornou hodnotou smernice B (v tabufke 2 su hodnoty
spolo¢nych trendov oznacené hviezdic¢kou). Najvacsi zaporny celkovy trend bol

zisteny v regione Pohronie.

Stand

prietok Pohronie
1.25

1955 1965 197E

Obrazok 1: Standardizované prietoky upravené kizavymi priemermi a spologny trend v regiéne
Pohronie, obdobie 1931-2001

VSetky tri Statistiky sme aplikovali aj na dalSie rady, ktoré vznikli rozdelenim
pbvodnych radov na kratSie ¢asové obdobia. V niektorych pripadoch testy potvrdili
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existenciu spolo¢ného trendu (rasticeho alebo klesajuceho), aj ked celkovy ¢asovy
rad sa spoloénym trendom nevyznacuje. PretoZze obdobia, v ktorych sa striedaju
rastice a klesajuce trendy prietokov nie su pravidelné, nezistili sme ich pri
vySetrovani cyklickej zlozky ¢asovych radov v ramci spektiralnej analyzy.
V tabulke 3 su vysledky testovania obdobia 1931 az 1970 (prvych 40 rokov). Na
zaklade vypocitanych Statistik mozno povedat, Ze:
1.v rdmci celého uzemia Slovenska ani jeden z testov nepotvrdil existenciu
spolo¢ného trendu,
2.v regione Horné Povazie a Bodrog-Horndd mozno predpokladat existencia
klesajuceho trendu,
3. v regidne Dolné Povazie a Ponitrie mozno predpokladat existencia stupajuceho
trendu,
4. v regione Pohronie sa nepotvrdila existencia spoloéného trendu.

Stand
prietak Harne Povazie

0.8k
06t
0.4 f
0.2 F

o .
02 f

Fok

Obrazok 2: Standardizované prietoky upravené kizavymi priemermi a spologny trend v regiéne Horné
Povazie, obdobie 1931-1970

V tabulke 4 su vysledky testovania prietokov z obdobia 1986 az 2001
(poslednych 16 rokov):
1.v rdmci celého uUzemia Slovenska ani jeden z testov nepotvrdil existenciu
spolo¢ného globalneho trendu,
2. v regionoch Horné, Dolné Povazie a Pohronie existuje stupajuci trend,
3. v regidnoch Ponitrie, Bodrog-Horndd su hodnoty prietokov za uvedené obdobie
takmer konstantné.

Stand Stand
prietok Diiiis Barasis pritok Harme Povazie

) -

i g : i ; i i ’ o R > e &
| 1989 T4 mgﬂaamg;é199419951995199?1998199920002001 5 1990 1991 1992 1993 1994 1995 1995 1997 1998 1999 2000 2001
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Stand Stand.
prietok prietak

Pohronie

Faonitrie
; ‘/-f\lka
]
% /’\« A

1939 LTB?‘I/ 1992 1993 1994 1895 1995 1997 1998 1999

Rok

Stand
prietok

Rok

1989 1990 1991 1992 1993 1994 1995 1996 1997 1995 1999 2000 2001
Obrazok 3: Standardizované prietoky upravené klzavymi priemermi a spolo¢ny trend vo vSetkych

regiénoch, obdobie 1986—2001

4.2 Mesacné trendy
Hodnoty priemernych mesaénych prietokov sme dalej rozdelili do ¢asovych
radov, ktoré odpovedaju jednotlivym mesiacom roka, ¢im vzniklo dvanast radov po
71 udajov. Hodnoty vypocitanych Statistik na zaklade mesacnych radov pre
jednotlivé regiény su uvedené v tabulkach 5 az 10. V ramci celého Uzemia Slovenska
ani jeden z testov opéat nepotvrdil existenciu spolo¢ného trendu v Ziadnom mesiaci
roka (tabulka 5). V jednotlivych regibnoch mozno predpokladat existenciu
nasledujucich trendov:
1. Horné Povazie klesajuci trend v mesiacoch april, jul, august, september, oktdber
(tabulka 6),
2. Dolné Povazie klesajuci trend v mesiacoch februér, august, september, oktober,
november (tabulka 7),
3. Ponitrie mierne klesajuci trendu v mesiacoch januar, februar, marec, jan, jul,
november, december (tabulka 8),

4. Pohronie klesajuci trendu v mesiacoch april (tabulka 9),

Stand. Haorne Pavazie
prietak August
075 ¢
05 ¢
025

0
DA
‘%2: ’0/ \%\/\W’//w M Aj/:/\'lf?% Riok

Obrazok 4: Standardizované prietoky upravené kizavymi priemermi prietokov, mesiac august, a

spolo¢ny trend v regiéne Horné Povazie
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5. Bodrog, Hornad, Poprad stupajuci trend v mesiaci jul, v ostatnych mesiacoch
okrem novembra klesajuci trend (tabulka 10).

Najvacsie hodnoty klesajucich trendov boli zistené v regiéne Povazie v mesiaci
august, v regione Ponitrie v mesiaci marec, v Pohroni v mesiaci april a na vychode
Slovenska v mesiaci marec.

Testovali sme aj hypotézu existencie nulového trendu, ktora sa vSak v ziadnom

regione nepotvrdila.

5. Zaver

Aplikacia Statistickych testov na hydrologické Udaje potvrdila, Ze sa tieto testy
daju vyuzit pri overovani hypotéz tykajucich sa globalnych a lokalnych zmien
v prietokoch a pri skumani tychto zmien podfa roénych sezén. Pochopenie a
odhalenie pri¢in takychto trendov moéze byt zaujimavym obsahom dalSieho

skumania.
Regi6n Pocet q Smernica __ F1 ___ __ F2 ___ \.Na!Idov test
tokov trendu B [Statistika | Kriticka [Statistika | Kriticka [Statistika [p-value
1. 5 4 1 -0,00033 80,98 46,75 66,71 43,84 2,97 0,56
2. 5 4 | 0,00007 52,75 46,75 46,95 43,84 2,09 0,71
3. 3 2| -0,0002* 4,94 38,10 12,33 40,68 0,28 0,87
4. 11 |10] -0,00051*| 39,48 70,99 30,71 58,90 3,42 0,97
5. 5 4 1-0,00017* 3,39 46,75 5,96 43,84 0,27 0.99
VSetky | 29 [28]| —0,00038 | 667,18 136,3 666,27 106,8 | 182,14 10"°

Tabulka 2: Hodnoty Statistik pre rocné trendy podrla regiénov, obdobie 1931-2001

Region Pocet q Smernica __ F1 ___ __ F2 ___ \.Nalldov test
tokov trendu B [Statistika | Kriticka [Statistika | Kriticka [Statistika |p-value
1. 5 |4]-0,00054*] 12,82 46,75 11,65 43,84 0,76 0,94
2. 5 14] 0,00039* 3,48 46,75 4,63 43,84 0,30 0,99
3. 3 2] 0,0001* 0,16 38,10 0,35 40,68 0,01 0,99
4. 11 ]10] -0,00033 | 68,09 70,99 68,60 58,90 11,19 0,34
3. 5 |4]-0,00051*} 19,79 46,75 33,25 43,84 2,57 0,63
Vsetky | 29 |28| -0,00016 | 413,21 | 136,3 | 305,35 | 106,8 | 139,47 | 107

Tabulka 3: Hodnoty Statistik pre celkové trendy podla regidonov, obdobie 1931 — 1970

Regi6n Pocet q Smernica F1 F2 Waldov test
tokov Trendu B |[Statistika | Kriticka |Statistika | Kriticka |Statistika Lp-value
1. 5 41 0,00109* 18,89 46,75 28,15 43,84 3,38 0,50
2. 5 41 0,00125* 1,85 46,75 1,10 43,84 0,13 0,99
3. 3 |2 -10” 1,88 38,10 2,35 40,68 | 0,16 0,93
4. 11 |10]| 0,00145* 24,24 70,99 19,43 58,90 5,84 0,83
5. 5 4 10 16,69 46,75 23,08 43,84 2,77 0,60
Vsetky | 29 [28]| 0,00084 284,45 136,3 286,69 106,8 | 241,20 107"

Tabulka 4: Hodnoty Statistik pre ro¢né trendy podla regiénov, obdobie 1986—2001
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Celé Slovensko

Pocgt:gg: 29 Smernica F1 F2 Waldov test
Mesiac trendu B Krléltc;I:?s. ti1k:;6,3 Krléltc;I:?s. ti1k(;6,8 Statistika p-value
Januar —-0,00021 447,50 310,73 489,30 | 10™
Februar 0,0068 425,87 265,77 41850 | 10™
Marec -0,00107 253,77 232,44 366,01 107"°

April —0,00022 297,03 193,66 304,95 | 10
Maj 0,0089 231,30 172,48 27161 10
Jun 0,0026 512,88 312,34 49183 | 10™
Jul -0,00017 450,75 349,88 550,95 | 10"
August -0,00222 507,21 375,56 591,36 | 10™
September 0,00107 457,13 337,04 530,73 | 10™
Oktober —0,00005 764,47 452,60 712,69 | 10™
November -0,00495 733,88 631,11 993,79 | 10™
December -0,00273 340,38 256,61 404,08 | 10

Tabulka 5: Hodnoty Statistik pre mesacné trendy, celé Slovensko, obdobie 1931-2001

Horné Povazie

Poc:t::k: 5 Smernica F1 F2 Waldov test
Mesiac trendu B K"é':;':?s' tiﬁ;?s K"é':;':?s' ti‘%s‘l Statistika | p-value
Januar —0,0058 114,54 141,99 33,13 10
Februar —-0,0067 64,05 71,19 16,61 0,002
Marec —0,001 60,55 89,73 20,93 10
April —0,00022* 9,85 9,01 2,10 0,72
Maj 0,0089 16,88 26,00 6,07 0,19
Jun 0,0026 23,30 31,43 7,33 0,12
Jul -0,0027* 7,88 8,81 2,06 0,73
August —-0,0043* 5,67 5,24 1,22 0,87
September -0,0036" 7,01 8,20 1,91 0,75
Oktéber -0,0001* 5,49 4,29 1,00 0,91
November -0,0107 179,26 83,37 19,45 10°
December —0,0059 49,91 68,61 16,00 0,003

Tabulka 6: Hodnoty Statistik pre mesacéné trendy v regione Horné Povazie, obdobie 1931-2001

Region Dolné Povazie

Poc:t:lzk. 5 Smernica F1 F2 Waldov test
Mesiac trendu f K"é':;':?s' ti‘:g;?s Krgltc::?s. tﬁ(?;,84 Statistika | p-value
Januar 0,00688 107,89 86,26 20,12 10
Februar —-0,0025* 6,58 4,95 1,15 0,88
Marec 0,0025 51,99 61,41 14,32 10*

April -0,0011 41,32 36,51 8,51 0,07
Maj 0,0025 41,02 38,42 8,96 0,06
Jun 0,0006 105,73 95,56 22,29 10
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Jul 0,0068 50,16 41,54 9,69 0,04
August —0,0056* 1,84 4,06 0,95 0,92
September —0,00079* 5,65 2,90 0,68 0,95
Oktober —0,0076* 6,33 9,18 2,14 0,71
November —0,0037* 10,74 11,34 2,65 0,62
December 0,0027 51,19 58,23 13,58 0,01

Tabulka 7: Hodnoty Statistik pre mesacné trendy v regione dolné Povazie, obdobie 1931-2001

Regién Ponitrie

Poc:t=r|§ k:3 Smernica F1 F2 Waldov test
Mesiac trendu B K"é':;':?s' ti:i(%1 0 Krgltc::?s. tﬁgﬁs Statistika | p-value
Januar -0,0014* 0,28 0,55 0,06 0,97
Februar -0,0023* 0,66 1,52 0,18 0,92
Marec -0,0176" 3,37 8,21 0,96 0,62

April —0,00131 26,12 29,40 3,43 0,18
Maj 0,00 1,23 2,50 0,30 0,86
Jun 0,00157* 2,80 3,88 0,45 0,79
Jul -0,0038* 4,17 5,65 0,66 0,72
August —-0,0032 41,65 54,94 6,41 0,04

September 0,0004 27,50 28,88 3,37 0,18

Oktober —0,00037 29,32 47,21 5,51 0,06
November -0,00123* 2,79 7,15 0,83 0,66
December —-0,00687* 1,79 3,37 0,39 0,82

Tabulka 8: Hodnoty Statistiky pre mesacéné trendy v regiéne Ponitrie, obdobie 1931-2001

Regién Pohronie

Poc:t=r|1e(I)(: 11 Smernica F1 F2 Waldov test
trendu f — —
Mesiac Kriticka: 70,99 Kriticka: 58,90 Statistika | p-value
o =0.05 o = 0.05

Januar -0,00915 88,41 72,13 42,06 10
Februar —0,00183 144,21 62,27 38,31 10°®
Marec -0,0018 101,07 64,32 37,51 10°
April —-0,0080* 14,61 11,61 6,77 0,75
Maj —0,0039 45,53 38,72 22,58 0,01
Jun 0,0015 137,20 98,44 57,41 0,001
Jul —0,0031 80,78 63,27 30,89 10°®
August —-0,0017 93,08 49,07 28,62 0,001
September —-0,0082 156,47 102,89 60,00 107
Oktober 0,00065 105,16 106,85 62,31 10
November —-0,0016 90,90 98,13 57,23 107
December -0,017 182,16 107,53 62,71 107

Tabulka 9: Hodnoty Statistik pre mesacné trendy v regiéne Pohronie, obdobie1931-2001
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Region Bodrog, Hornad, Poprad
Poc:t::k: 5 Smernica F1 F2 Waldov test
Mesiac trendu B KrléltZI:?s. tﬁ(‘;ﬂs KrléltZI:?s. t;l‘(:;’84 Statistika p-value
Januar —-0,0034* 3,49 3,27 0,76 0,94
Februar -0,0039* 4,04 5,49 1,28 0,86
Marec -0,0116" 16,15 15,26 3,56 0,47
April —-0,0083* 6,70 5,38 1,26 0,86
Maj -0,0031* 7,65 8,41 1,96 0,74
Jun —-0,0020* 12,13 11,82 2,76 0,60
Jul 0,0043* 5,77 9,51 2,22 0,70
August —0,0031* 5,38 8,07 1,88 0,76
September -0,0023* 2,19 2,78 0,65 0,96
Oktéber —-0,0029* 1,18 1,08 0,25 0,99
November —0,0081 56,45 65,29 15,23 0,0042
December -0,0047* 1,12 1,47 0,34 0,99

Tabulka 10: Hodnoty Statistik pre mesacné trendy v regiéne Bodrog, Hornad, Poprad, 1931-2001
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Novy studijni obor na PFF UP v Olomouci
Statistické a pocitatové model ovani

Pavla Kunderova
Katedra matematické analyzy a aplikaci matematiky
Prirodovédecka fakulta UP, Olomouc, Tomkova 40
e-mail: kunderov@inf.upol.cz

Katedramatematické analyzy aaplikaci matematiky na Pfirodovédeckéfakulté UP ga-
rantuje vyuku dvou studijnich programil: Matematika a Aplikovana matematika. V ramci
druhého programu sejiz od roku 1996 vyuv cuje bakal a'sky obor ,, Matematika—ekonomie
se zamé&'enim nabankovnictvi “. Zavedeni tohoto studiabylo iniciovano tehdejSim fedite-
lem pobov cky Komerv cni banky v Olomouci, ktery poukazoval nato, v ze v regionu stv
redni Moravy chybi nabidka vysoko3kolského vzdélani pro pracovniky v bankovni sféfe.
Ucebni program studia byl sestaven ve spolupraci s pracovniky Komercni banky, ktefi
také nékolik let zgjidt ovali vyuku ekonomickych predmétll. O studium je stale zgem,
hlasi se fadové stovky studentti, do prvniho roéniku je prijimano vzdy 60-90 student, v
leto3nim roce bude pocet prijatych negjméné dvakrat vysSi. Absolventi tohoto oboru mohou
pokraCovat v navazujicim dvouletém studiu ,, Aplikace matematiky v ekonomii“.

Zdalo by setedy, ze katedranemadtivod nic ménit. Bohuzel o studium ,, €isté matema-
tiky — rozumég neucitelské" v programech Matematika a Aplikovana matematika zgem
stale klesa, v nékterych skupinach se jiz jedna o teméf individuani vyucovani. Proto ka-
tedra pfipravila dva nové studijni obory, které jsou v sou€asnosti posuzovany akreditacni
komisi. Jsou to: ,, Matematika—ekonomie se zaméfenim na pojistovnictvi“ a ,, Statistické
a poCitatové modelovani“. M{j prispévek bude vénovan druhému z uvedenych obord.
Nejprve kréatce k historii, jak ucebni plan vznikal.

Na pocatku bylo zadani: vytvorit dostateCné ucelené tfileté bakal afské studium, které
by bylo orientované na matematickou statistiku a jeji aplikace. Predstava byla takova,
Ze absolvent by mél byt schopen tvofive zpracovavat experimentani data, pomahat , kli-
entim* formulovat jejich pracovni hypotézy atd. To je samoziejmé obrovsky kol pro
tfi roky studia a jisté se shodneme, ze Ukol témé&f nefeSitelny. Presto jsme se pokusili
najit optimalni variantu (pochopitelné s pfihlédnutim k persona nim moznostem katedry).
Dlouho jsme také debatovali o nazvu oboru, aby (podle hesla, obal prodava*) zgemce ke
studiu pfitahoval a neodrazoval je.

Pod vedenim prof. dr. ing. Lubomira Kubatka, DrSc. se zaCala nepravidelné schazet
pracovni skupina ve slozeni dr. Fiserova, doc. Kunderova, dr. Miller, Mgr. Marek, Mgr.
Vrbkova. Mnoho navrhtl bylo uginéno v prlibéhu ¢asu, mnoho z nich bylo zamitnuto:
co ucit, v jakém rozsahu, na jaké teoretické Grovni (napf. pravdépodobnost bez teorie
miry ateorie integralu), zda uZivat jen hotovy software, zda ajak diikladné ugit studenty
samostatné programovat atd. Zaklady ucebniho planu vznikly v debatach kolektivnim
vyjednavanim, ngjvétsi zasluhu na jeho definitivni podobé maji Mgr. Jarodav Marek a
Mgr. Jana Vrbkova, ktefi navrhy predmétti vyladili, rozdélili je do roénikd, provéili jejich
navaznosti a (co jak znamo neni viibec jednoduché) vytvorili vsechny podklady nutné pro
akreditaci. Vysledny uCebni plan je nasledujici.
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Studijni program: B1103 Aplikovana matematika Kreditni limit: 180 kr.

Studijni obor: Statistické a pocitatové modelovani

Etapa: prvni Kreditni limit: 162 kr.
Povinné predméty Pocet kreditlr: 139 kr.
Nazev predmétu PoCet  Rozsahvyuky ZakonE. Dopor.
kreditl Pr+Cv+Sem Rok Sem

Linearni algebra 1 7 3+2+0 Zp,Zk 1 z
Matematika 1 11 4+2+0 Zp,Zk 1 Z
Software pro matematiky 1 3 1+2+0 Zp 1 z
Uvod do vypogetni techniky 3 1+3+0 Zp 1 Z
Anglictina 3 (odb.) 1 0+2+0 Zp 1 Z
Linearni algebra 2 7 2+2+0 Zp,Zk 1 L
Matematika 2 11 4+2+0 ZpZk 1 L
Popisna statistika 5 2+1+0 Zp,Zk 1 L
Statisticky software 1 3 0+0+2 Zp 1 L
Uvod do pravdépodobnosti 6 2+2+0 Zp,Zzk 1 L
Anglictina4 (odb.) 3 0+2+0 Ko 1 L
Matematika 3 3 1+1+0 ZpZk 2 z
Pravdépodobnost a statistikal 6 2+2+0 ZpZk 2 Z
Statisticky software 2 3 0+0+2 Zp 2 z
Uvod do numerickych metod 4 2+1+0 Zp,Zk 2 Z
Vybérova Setfeni 4 2+1+0 Zp,Zk 2 Z
Biometrie 4 2+1+0 ZpKo 2 L
Neparametrické metody 4 2+1+0 ZpZk 2 L
Pravdépodobnost a statistika2 5 2+2+0 pZk 2 L
Statisticka kontrola kvality 4 2+1+0 Zp,Zk 2 L
Statisticke linearni modely 4 2+1+0 Zp,Zk 2 L
Statisticky software 3 3 0+0+2 Zp 2 L
Casové fady 5 3+1+0 ZpZk 3 z
Mnohorozmérna stat. analyza 4 3+1+0 Zp,Zk 3 Z
Psychometrie 4 2+1+0 Ko 3 Z
Statisticky software 4 3 0+0+2 Zp 3 z
Pravdépodobnost a statistika4 3 2+1+0 Zp 3 L
Statisticky software 5 3 0+0+2 Zp 3 L
Diplomovaprace - bakalarska 13 0+0+0 Zp 3 L
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Volitelné predméty Volbamin.: 23 kr.

Nazev pfedmeétu PoCet Rozsahvyuky ZakonC. Doporuc.
kreditl  Pr+Cv+Sem Rok Sem.
Uvod do matematiky 4 2+1+0 Zp 1 Z
Software pro matematiky 2 3 1+2+0 Zp 1 L
Logistika 3 2+1+0 zp,Zk 2 Z
Software pro matematiky 3 3 1+0+2 Zp 2 Z
Databaze 2 1+2+0 Zp,Zk 2 L
Mat. teorie rozhodovani 1 4 2+1+0 Zp 2 L
Finanéni matematika 3 2+1+0 Zp,Zk 3 Z
Fuzzy mnoziny ajejichapl.1 4 2+1+0 Zp 3 Z
Linearni programovani 4 2+1+0 Ko 3 Z
Mat. teorie rozhodovani 2 4 2+1+0 Zp,Zk 3 Z
Stat. teorie experimentu 1 4 2+1+0 Zp,Zk 3 Z
Soft Computing 4 2+1+0 Zk 3 ZS
Ekonometrie 4 2+1+0 Zp,Zk 3 L
Fuzzy mnoziny ajejichapl.2 4 2+1+0 ZpZk 3 L
Stat. teorie experimentu 2 3 2+1+0 Zp,Zk 3 L
Teorie odhadu 3 2+0+0 Zk 3 L
Informacni systemy 4 2+2+0 Zk 3 LS
Doplfujici pfedméty
Nazev predmétu PoCet Rozsahvyuky Zakon€. Doporuc.
kred. Pr+Cv+Sem sem
Bankovnictvi a penézni ekonomiel 5 2+1+0 Zp z
Bankovnictvi a penézni ekonomie 3 4 2+1+0 Zp z
Funkce komplexni proménné 5 2+2+0 pZk  Z
Nelinearni programovani 4 3+1+0 Zp,Zk  Z
Obchodni a bankovni pravo 1 4 2+0+0 Ko Z
Pojistovnictvi 1 5 2+1+0 Zp z
Pojistny trh 4 2+1+0 Zp 4
Pojistné pravo 4 2+0+0 Ko ZS
TeX pro pokrocilé Z 2 0+2+0 Zp Z
Anglictinal (veo.) 1 0+2+0 Zp Z
Bankovnictvi a penézni ekonomie2 4 2+1+0 Zp,Zk L
Bankovnictvi a penézni ekonomie4 4 2+1+0 Zp,Zk L
Numerické metody optimalizace 3 2+1+0 Zp,Zk L
Obchodni a bankovni pravo 2 4 2+0+0 Ko L
Psychologie obchodniho jednani 3 0+0+2 Ko L
Pojistna matematika 3 2+1+0 Zp L
Pojistovnictvi 2 4 2+1+0 Zp,Zk L
Komercni pojist ovna 4 2+1+0 Zp,Zk L
TeX pro pokrocilé L 2 0+2+0 Zp L
Anglictina 2 (veo.) 3 0+2+0 Zp,Zk L

Kolektiv autorll prosi vdechny Gtenafe, aby prispéli svymi zkuSenostmi zda a jak
by bylo mozné tento uCebni plan vylepsit. Samozigimé, bude-li obor akreditovan (jak
doufame), mtizeme provadét jen dil&i Upravy ucebniho planu, alei tak budeme vdécéni za
kazdou radu a pfipominku.
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Potlacenie Sumu v RDPT

Matejcikova Andrea, Torok Csaba
KM SvF TU Kosice
andrea.matejcikova @tuke.sk, csaba.torok @ tuke.sk

Abstrakt

Clanok sa zaobera odhadom stupiia polynomialnej regresie pomocou modifikovanej
DPT, rozobera vyhody a nevyhody tejto modifikacie, poukazuje na moZnost’ jej
Specidlnej definicie, ktord umoziiuje potlacenie Sumu.

1. Uvod

UvaZujme regresny model y = a, +a,x+a,x” +...+a,x" + &, kde koeficienty
a,,...a, a stupen regresie r st nezname koeficienty, £ ~ N (0, c?).

Prispevok bude hovorit’ 0 novych moZznostiach odhadu stupna regresného polynému.
Hned’ v druhej kapitole pribliZi metddu diskrétnej projektivnej transformaécie a jej
modifikaciu RDPT. V d’al$ej casti bude popisané Statistické kritérium pouZité na
odhadovanie nezndmeho stupnia polynému. Sekcia 4 sa venuje problémom suvisiacim
s vyberom pivotov pri RDPT a nasledujica kapitola pontka nové riesenie. V Siestej Casti
st odvodené niektoré teoretické vysledky pre rozdelenie veli¢in, s ktorymi pracujeme.

V zévere su zhrnuté vysledky dosiahnuté pomocou pohyblivych pivotov.

2. DPT a RDPT

Diskrétna projektivna transformécia (DPT) je operdcia definovand pre vSetky
diferencovatel'né funkcie definované pomocou vzorca alebo pomocou tabul’ky. Tato cast’
sa zaoberd stru¢nym popisom DPT a modifikidciou RDPT.

Ak na grafe 'ubovolnej spojitej funkcie f(x)fixujeme dva body (pivoty) [4, f(4)] a
[L, f(L)], A # L, potom DPT zobrazi 'ubovolny bod [x, f(x)] (r6zny od
predchadzajuicich) na zodpovedajici bod [x,a(x)] na krivke jednoduchsSej geometricke;j

Struktdry.
Nech x# A # L, x,A,Le R, potom definujeme funkcie p,, i =1,..3:
xL Ax AL
=px,AL)=——"——p =p,(x,AL)=———— p.=p.(x, L,L) = —————.
P =pi( ) d-oi-0" P> ( ) L-DL—n P ( ) DD

Tieto funkcie zohrdvaju kl'i¢ovu tlohu v definicii DPT (pozri podrobnejsie [1]):

Vyskum bol podporeny z grantového projektu VEGA 1/1006/04 9150 MS
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Definicia I:

DPT lubovolnej diferencovatelnej funkcie f(x) je definovand pre kaZdé x+ A # L
nasledovne: D[f(x)]= p,f(A)+ p,f(L)+ p,f(x).

DPT transformécia ma niekol’ko dolezitych vlastnosti, vd’aka ktorym ju mdZeme

pouzit’ na odhad stupiia regresného polynému.
Ak transformujeme mocninovi funkciu, tak mdéZeme I'ahko dokazat’, Ze:

D[c] = c pre l'ubovolni redlnu konstantu ¢,

D[x]=D[x*]=0

D[x"]= g(x),n =3, priCom g(x) je polyném stupiia n—2.
Viacndsobnym pouZzitim DPT na polynémy skor ¢i neskor dostaneme konStantni
funkciu. Pri odhade stupna regresie hl'addme konstantni transformdciu a na zaklade
poctu vykonanych transformécii spdtne odhadneme stupen regresného polynému.

VysSie popisand transformdacia ma pri pivotoch vybranych z merani isté nevyhody
(strata najmenej dvoch bodov pri kazdej transformaécii, zvac¢Sovanie chyby — vid’ [5]),
kvoli ktorym sme ju v [2] modifikovali.

Modifikdcia spoc¢iva vo vyuZiti regresie na vyber pivotov. Nasleduje zmenena
definicia regresnej DPT (resp. RDPT):

Definicia 2:

RDPT lubovolného polynomu P,(x)je definovand pre kazdé x # A # Lnasledovne:
D,[P,(x)+€]=p,Py(A)+ p,P,(L)+ p,(P,(x)+ &), kde € ~ N(0,06°) a P,(.) oznacuje
regresny polynom s vektorom odhadnutych koeficientov B .

RDPT m4 podobné vlastnosti ako DPT, ¢o je dolezité pre jej pouZitie pri odhadovani
stupiia regresie. Definicia ndm umozZziuje vybrat’ za pivot lubovolny bod na Py (.),
pri¢om je jednoduché d’alej pocitat’ jeho transformaécie.

Pozrime sa na to, ako to vyzerd s RDPT vysSieho stupiia. Zavedieme si nasledovné
oznaenie: ¥, = a, +a,x, + a,x,” +...+a,x, +&,

9, =by +bx, +b,x. +..+b.x +&, py = p;(x;,A,L)

Potom je mozné ukdzat’, Ze: D,y, = Dy, + p,,(J, = 3.),

Dyy, =D"y, +(p3)" (§; = ;) (1)
Teda RDPT je sictom klasickej DPT a rezidudlneho ¢lena. V d’alSom budeme vyuZivat
vektory Y,Y so zlozkami y,.y,prei=1,.,n.

3. Analytické Kkritérium

Pri analyze vysledkov sme vychadzali z Akaike kritéria. Ako je zndme, toto kritérium
penalizuje rastuci pocet parametrov. V [3] sa pouziva penaliza¢na funkcia

g, () =s;(1+gq,,).k=1..K, 2)
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Y-Y)(Y -Y . .
s; = ( n)—(k ) .qp., = kn "% K je maximalny uvaZovany stupefi polynému.

Stupeti regresného polynému r sa aproximuje ¢islom r~ = k —1, kde k minimalizuje
funkciu g, (k) .

Penaliza¢nu funkciu modifikujeme nasledovne:

G,(k)y=S}(+q,,).k=1..K,q,, =kn">
(D2Y —b,) (D2Y —b,) VJ 3)

S,f =— - ,m=
Z(p,’,,‘)zm(l_xi (XX)AX,)
i=1

4. RDPT s kone¢nymi a nekone¢nymi pivotmi

V tejto Casti sa zaoberdme vyberom pivotov a jeho vplyvom na chybu RDPT.
Uvazujme konstantni transformaciu. Potom z (1) vyplyva D;'y, =b, +(p;,)" (¥, = 3,) -
Teraz sa budeme trochu hlbSie zaoberat’ tymto vyrazom a dosledkami, ktoré tato

forma prindSa. Ked’Ze hodnota b, je pre nds zndma (je to odhad absolitneho ¢lena

v pouzitej regresii) a neovplyviiuje presnost’ vysledku, nebudeme sa iiou d’alej zaoberat’.
Citatel si iste v§imol skuto&nost, Ze je to prave vyraz D5, » ktory md najvacsi vplyv na
samotny vysledok, resp. na jeho presnost. Zrejmy je aj fakt, Ze ¢im viac transformacii
vykondme, tym je vysledok viac ovplyvneny vd’aka umocfiovaniu p,,. Nakolko nas

zaujima zmensovanie Sumu, mdéZeme si I'ahko overit, Ze takato funkcia nadobuida
2

minimdlnu hodnotu v bode A =—L, ¢im dostaneme p,, = o Ked’ si podrobnejsie

i

pozrieme spravanie sa funkcie p,,, zistime, Ze jej graf ma nasledujtci priebeh:

-2 -1.5 1 -0.5 0 0.5 1 15 2

Obr. 1: Funkcia p,
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PretoZe ndm ide o odhad stupna regresného polynému, bez ujmy na vSeobecnosti
x -ové suradnice dat transformujeme (kvoli numerickej stabilite a aby boli chyby
symetrické) do kone¢ného symetrického intervalu < —a,a >,a € R . Z grafu vidime teda,

ze pre kone¢né L je p,, >1, Co vedie kvdli umociiovaniu k zvéc¢Seniu rezidualneho

¢lena. Ak sa zameriame na limitné vlastnosti p,,, m6Zeme si v§imnut’, Ze
2
re xe<—a,a>: limp, =lim———=1.
d ’ R e I’ —x?
1
To znamen4, Ze ked’ chceme potlacit’ zvacsenie rezidudlneho ¢lena, vyberieme pivoty
tak, aby boli od merani dostato¢ne vzdialené a aby bol vplyv mocnin p,; ¢o najmensi.

Tuto skuto¢nost’ ndm potvrdzuji aj simula¢né vysledky. Odhady na zdklade kritéria (3)
s pevnymi, ale malymi pivotmi (h =1.5resp. h =3, pricom L=h-a) saliSia od

vysledkov dosiahnutych v [3], pri vyssich hodnotach sa prakticky rovnaji (vid’ Obr. 2).
V d’alSej casti navrhujeme iné rieSenie daného problému.

0,9 /\/

0,8 - / et andel
—a—r=15
r=3
—e—r=10
r=25

0,3 ‘ ‘ ‘ ‘

11 12 13 14 15 16 1,7 18 19 2
SNR

Obr. 2: Percentudlna dspeSnost’ kritéria s pevnymi pivotmi pre n = 30

5. Pohyblivé pivoty

Téato Cast’ obsahuje zdkladny vysledok prace, ktory ndm umozni vyrieSit’ problém
Sumu bez limitného prechodu.
Mohli sme si v§imnut, Ze vSetky problémy, s ktorymi sme sa doteraz stretli, ma na

svedomi funkcia p,,. Pokisme sa s p,, nieco spravit. Je jasné, Ze kazdd zmena p, ma
vplyv na zmenu Sumu vo vyslednom RDPT. Zd4 sa teda, Ze p,, =c, c je konStanta, by

mohlo vyriesit’ problém so Sumom. PribliZime si tito situdciu a pozrieme sa na dosledky,
ktoré ndm vyplyvaju z tejto podmienky.
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2

— - Budeme vychadzat’ z toho, Ze konStantu ¢ si chceme

Ak p,. =c, tak ¢ =
Pai L —x;

zvolit. x, si merania, ktoré mdme dané, takZe ndm ostdva hodnota L, ktord musi byt

Z : Z e C
zdvisld od ca x,. Po uprave dostaneme vztah L= |xi| parE
\/ c—

Takéto vol'ba L pre doteraz fixné pivoty spdsobi, Ze sa zmenia na pohyblivé,
nakol’ko sa transformécie budu pocitat’ pre kazdy bod zvlast. Nezmeni to vSak podstatné
vlastnosti RDPT potrebné k odhadovaniu stupiia polynému, teda kazda transformécia
zniZi stupenl polynému o 2 stupne. Podstatny rozdiel oproti statickej RDPT spociva
v tom, Ze pohyblivi RDPT nemo6Zeme vyuZivat’ na vizudlny test. Zatial’ ¢o doteraz sme
mohli na grafoch jednotlivych transformacii pozorovat’ pokles stupiia polynému, tento
postup ndm takéto vyhodnocovanie neumoznuje, nakol’ko kazdy bod je transformovany
podl’a inych pivotov a teda kazdy bod ma po transformécii vlastny polyném nizSieho
stupna, aj ked’ tento stupen je pre vSetky rovnaky. Konkrétne to mdzeme vidiet' na obr. 3.
Statickd RDPT transformuje polyném x’ na priamku. Na obrazku vidime, Ze
transformované body neleZia na jednej priamke.

Obr. 3

Ked’ sa na to pozrieme z teoretického hl'adiska, kubicka funkcia sa pri pevnych
pivotoch transformuje podl'a vztahu Dx® = ALx . Pri pohyblivych pivotoch zvolime
A =-L,L = hx,. Kazdy transformovany bod leZ{ na inej priamke, ale ked’ uvazujeme

tieto body ako celok, dostaneme kubicki parabolu — /4°x’ . Napriek tomu vizudlny test
nemusime celkom odmietnut’. MdZeme vyhodnocovat’ konStantnd transforméciu, ktoré je
rovnaka pre vSetky body bez ohl'adu na to, aké pivoty sa pouZili na transformécie.

Mame teda vyraz L= |xl. |‘ ,Ll . Aby sme mohli urc¢it’ hodnotu L, musi byt’
C —
samozrejme vyraz Ll >0 (nie =0=0,lebo L # A =-L), teda dostaneme, Ze
C —

¢ € (—0,0) U (1,00). Pozrime sa na vyraz D'y, =b,+c"(y, —¥,), ako ho ovplyvni

203



vol'ba konstanty ¢ . KedZe pred (y, —J,) nie je len samotné c, ale ¢", tak budi pre nds

zaujimavé dve mnoZiny: . ce (oo, —1)U(le0) = |c"|>1

2. ce (=10 = \c’"\ <1

Specificky pripad nastane, ak ¢ = —1, vtedy sa najviac priblizime k hodnote klasického
rezidua, dokonca, ak m bude parne, tak ¢"(y, - y,) =y, — J,.

Tymto spdsobom sme teda ziskali nastroj, ktory ndm umoziuje regulovat’ vyraz
D}y, =b, +c" (¥, - 9,) prostrednictvom vol'by konstanty c . Dal3{ obrézok (obr. 4) ndm

vsak, zial’, ukazuje, Ze vSetky rezidua maji rovnaky priebeh, rozdielny je len interval
funk¢énych hodndt, ktoré dosahuju (vid’ vl'avo).

H=1e3)

Thos
+ ofs ]
12 ~

H=1e3)

— Klasicke reziduum

——p3=-0,1

04 e Bing 3 o o Yk
(A0 } ,

& .

Obr. 4: Porovnanie regulovaného rezidua

Vidime teda, Ze konStanta ¢ md vplyv na amplitidu rezidua (pozri Obr. 3) a tieZ na
rezidudlny sicet (D2Y —b,) (DY —b,).

Zrovnosti (DY —b,) (DY —by) =c™" Y (F, - $,)* dostaneme
i=1
(DFY —b)) (DY —=by) _ (¥ =Y)(¥ -Y)
c2mo_2 0_2 ?
¢o umoziiuje spojit’ nase vysledky s vysledkami J. Andéla v tejto oblasti. Ked’ sa spétne
pozrieme na Akaike kritérium (3) zostrojené na zdklade RDPT pri pohyblivych pivotoch

s konstantnou hodnotou p,, moéZeme konStatovat’, Ze sa zhoduje s kritériom navrhnutym

v [3], ¢o ndm potvrdzuji aj simuldcie.
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6. Vplyv RDPT na rozdelenie vyrazus (y, — J,)

Rozdelenie rezidua pri klasickej regresii je vSeobecne zname:
F-V({F-7)
2 ~ X .

n—k *

(5, - )~ NO.0>(1- X, (XX)"X,), ako a

Dalej budeme vychadzat z tychto zndmych faktov spolu s d’al§imi z [4]. Ako to teda
vyzerd pre RDPT s fixnymi resp. pohyblivymi pivotmi?
Pri statickej RDPT sa stretdvame s vyrazom D}y, =b, +(p,,)" (Y, — y;). V tomto

pripade dostaneme (p,,)" (¥, = 9,) ~ N(0, p2"o*(1- X, (XX)"'X,)), s odvodenim

rozdelenia pre (D} Y - b,) (Dy Y - b,)je to trochu ndrocnejsie a zatial’ otvorené (pretoze

2m

dostaneme vyraz Z P (3, —3,)°, odkial nemozno vybrat’ vyraz p..).

i=1

Overla lepSia situdcia je pri RDPT s pohyblivymi pivotmi. Vyraz Dy'y, m4 tvar :
Dyy. =b, +c"(y,—=3.), c" (Y, = 9,) ~ N(O,ioj(l—Xi (XX)"X.)).
(DyY —b)) (DY —b,) e

n—k *

Je zrejmé, Ze
C2mo_2

7. Zaver

Clanok obsahuje kratke zhrnutie vysledkov dosiahnutych pomocou regresnej DP
transformacie polynomov. Prindsa novy pohlad na problematiku — pouzitie pohyblivych
pivotov. Pohyblivé pivoty su Specidlne vyberané tak, aby sme mohli regulovat’ chybu
transformécie. Tato myslienka je rozpracovand tak po teoretickej ako aj po praktickej
stranke. Do budiicnosti by bolo vhodné ndjst’ kritérium, pre ktoré by bola skdlovatel'nost’
rezidudlneho ¢lena viacSou vyhodou.

Literatara

1. Dikoussar N.D.: Function parametrization by using 4-point transformes,
Computer Physics Communications 99 (1997), pp. 235-254

2. Torok Cs., Matejcikova A.: Estimating the polynomial degree, Prastan 2004,
pp- 71-77

3. Andél J., Garrido M.T., Insua A.: Estimating the dimension of a linear model,

Kybernetika 17 (1981), pp. 514-525

Andél J.: Matematicka statistika

5. Torok Cs.:4-Point transforms and approximation, Computer Physics
Communications 125 (2000), pp. 154-166

&

205



Pad gul’ky po Galtonovej doske

Iveta Molnarova
Katedra prirodnych vied
Akadémia ozbrojenych sil gen.M.R.Stef4nika, Liptovsky Mikul4s
imolnar@valm.sk

Abstract The aim of this paper is to ilustrate possibilities how to use VUStat in the course of
elementary Statistics.

S nasim sicasnym Zivotom sa spdja SirSie pouZivanie informacnych technolégii. Ich vyu-
Zivanie sa stalo stcastou vyucovania na vSetkych typoch $kol, pri vyucovani pravdepodob-
nosti a Statistiky sa to prejavilo h'adanim a vyuZivanim roéznych softvérov. Pri ich nekritic-
kom pouZivani hrozi nebezpecenstvo, Ze zo Statistiky sa mdze stat zbierka ndvodov
a postupov ako pracovat’ s danym softvérom, bez dorazu na interpreticiu ziskanych vystupov
a bez overenia vstupnych predpokladov.

Ako doplnok k takymto Statistickym produktom je moZzné pouZit vyucbovy program
VUStat, ktory dobre ilustruje zdkladné Statistické pojmy, umozZiuje graficky i numericky
spracovavat’ udaje, simulovat’ hromadné javy. Je to systém, ktory sa v Holandsku pouZiva na
pravdepodobnostné a Statistické vzdeldavanie ucitelov a Ziakov vo veku 12-18 rokov. Demo-
verzia tohto programu sa nachddza na stranke www.vusoft2.nl . Jedna aplikdcia tohto progra-
mu je obsahom prispevku.

Dnes zndma Galtonova doska je losovaci nastroj popisany v roku 1889 lordom Francisom

Galtonom. Pozostdva zo Sikmej dosky, na ktorej je v siedmich radoch nabitych do tvaru rov-
nostranného trojuholnika postupne 1, 2, 3, ..., 7 kolikov. Gulka po spusteni po doske nardza
na koliky, ktoré ju odrazia vpravo alebo vlavo s pravdepodobnostou 0,5. Gulka konéi svoju
drdhu v jednej z 6smich priehradok oc¢islovanych O, 1, 2, ..., 7 (obr.1).
Na ilustraciu aproximdcie binomického rozdelenia normalnym pouzil Rényi v [1] Galtonovu
dosku, kde po dostato¢ne velkom mnoZstve napr. N =1000 spustenych guliek po doske sa
tieto roztriedili do stipcov, ktoré spolu vytvorili ttvar, pripominajici Gaussovu krivku. Tento
nahodny pokus sa d4 simulovat’ aj v tomto prostredi, d4 sa menit’ pocet radov kolikov n, prav-
depodobnost’ p odrazenia gul’ky doprava, pocet spustenych guliek, vysledkom st absolitne i
relativne pocetnosti guliek v priehradkédch, ako aj teoretické pravdepodobnosti (st vyjadrené
v percentdch). Na porovnanie empirického a teoretického rozdelenia posluzia aj oba histo-
gramy, ktoré sa dajd zobrazit’ (obr.2).
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Obr.1

39



Obr.2

Pad gul’ky po Galtonovej doske méZeme pouZzit’ na:

- konStrukciu pravdepodobnostného modelu padu gul’ky

- na ilustriciu zdkona velkych Cisiel

- na overenie zhody empirického rozdelenia s danym binomickym rozdelenim

- na overenie zhody empirického rozdelenia s normélnym alebo Poissonovym rozdelenim

1. Pravdepodobnostny model padu gulky
Ak ozna¢ime odrazenie gulky vpravo ako udspech (1) a vlavo ako nedspech (0), tak drdha
gul’ky podla obr.1 spociva v 7-ndsobnom nezdvislom opakovani toho istého pokusu a da sa
zapisat pomocou sedemélennej varidcie mnoZiny {0,1}. Napr. draha 0001011 znamend, Ze
gul’ka skoncila v tretej priehradke. Pad gulky po Galtonovej doske je teda Bernoulliho sché-
ma so siedmimi pokusmi. Ak pravdepodobnost’ uspechu je p aneudspechu 1— p, tak pravde-

podobnost’ toho, 7e gulka prejde drahu 000101 1sa vd’aka nezdvislosti rovna p°(1- p)*. V k-

7
tej priehradke (k =0,1,...,7) kon&i (k] dréh. Preto pravdepodobnost’ toho, Ze drdha gulky

7
skon¢fi v k- tej priehradke , je (k] pr(1l- p)H . Teda pad gul’ky po klasickej Galtonovej doske
ma binomické rozdelenie Bi(7, p).

S vyuzitim schémy pre Galtonovu dosku mdZeme riesit’ aj iné dlohy:

a) Minimdlne kol'ko pokusov treba wurobit, aby tspech nastal aspon raz
s pravdepodobnostou aspoil P, ak v jednom pokuse nastane s pravdepodobnostou p.

Ak si zvolime napr. p=0,4a P=0,95, tak postupnym menenim hodnoty n =1, 2, 3,..zis-

time, e najmensie n, pre ktoré plati P(X >1)>0,95je n=6.Z obrdzka 3 vidiet, e

P(X 21)=95,33%.

b) Aka je pravdepodobnost, Ze Ziak, ktory ni¢ nevie, odpovie v teste s n otdzkami sprav-
ne asponi na k otdzok, ak na kazdud otdzku je pontiknutych r moZnych odpovedi.

Ak si zvolime 10 otdzkovy test a 4 mozné odpovede na kazdd otdzku, potom pravdepo-

dobnost’ ndhodného uhddnutia spravnej odpovede na kazdu otdzku je 0,25. Staci v schéme

pre Galtonovu dosku zadat' tieto hodnoty a z obrizka ur&it napr. P(X >4)=22,41%

(obr.4).
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¢) V rovnakom teste ako v ulohe b) potrebujeme urcit’ pravidlo pre vierohodné ohodno-
tenie Ziaka. To znamen4d, aké si zvolit’ kritérium pre tspesnost’ v teste, teda urcit’ mi-
nimdlny pocet spravnych odpovedi k. PoZadujeme, aby pravdepodobnost’ ndhodného
urobenia testu v pripade, Ze Student ni¢ nevie, bola menSia ako napr. 0,05, tj.
aby P(X >k)<0,05.
VyuZijeme predchddzajici obr.4 a zistime, Ze treba zvolit k = 6, lebo P(X >6)=0,0197
(na obrdzku v percentdch 1,97%). Pre k =5 nie je podmienka eSte splnend. Tymto prikla-
dom sa dostdvame k testovaniu Statistickych hypotéz, kde H, :Student ni¢ nevie, H, :Stu-
dent nieco vie. V pripade platnosti nulovej hypotézy je vysoky pocet spradvnych odpovedi
malo pravdepodobny, preto v takomto pripade musime nulovid hypotézu zamietnut
a prijat’ alternativnu.

2. Tlustracia zakona vel’kych Cisiel
Doteraz sme nevyuzili podstatnd vlastnost’ tohto programu, simulovat’ pdd vel'kého mnozZstva
guliek. Po dokonceni simulécie pre n=12 radov kolikov, N =1000 guliek a p =0,5 mdze
mat" vysledok podobu obrdazka 5. Vzniknuté rozdiely medzi relativnymi pocetnostami
a pravdepodobnostami (vyjadrené v percentdch) si vel'mi malé, ¢o nds v praxi opraviiuje po-
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uzivat’ relativnu pocetnost’ namiesto neznamej pravdepodobnosti pri velkom pocte pokusov.
V ukdZke je maximdlny rozdiel 0,0236.
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Obr.5

3. Zhoda empirického rozdelenia s danym binomickym rozdelenim

Mobze sa stat’, Ze Galtonova doska ako losovaci néstroj bude poloZena tak, Ze pravdepodob-
nosti odrazenia gulky vpravo avlavo nebudid rovnaké, to znamend p#0,5. Mame
k dispozicii ndhodny vyber - vysledok simuldcie piddu 1000 guliek (obr.6) a zd4 sa ndm, Ze
gul’ka padala castejSie do pravych priecinkov. Na zdklade ndhodného vyberu mame testovat’
hypotézu H , proti alternative H,:

Hy: Ndhodny vyber pochddza z Bi(7; 0,5).

H,: Ndhodny vyber nepochadza z Bi(7; 0,5).

START

a
£

Total

Count 7 34 116 245 273 229 76 20 1000

Percertage | 07% | 34% | 1159 | 245% | 273 | 220 | ree | 2 |00

Obr.6

Na postidenie zhody empirického a nulovou hypotézou predpokladaného binomického rozde-
lenia Bi(7;0,5) pouZijeme Chi-kvadrat test dobrej zhody. Vypocet hodnoty testovace;j Statisti-
ky, p-hodnoty 1 zaver su v tab.1.
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2
X; n; Pi n.p; M
np;
0 7 0,0078 7,8 0,082051282
1 34 0,0547 54,7 7,83345521
2 116 0,1641 164,1 14,09878123
3 245 0,2734 273,4 2,950109729
4 273 0,2734 2734 0,000585223
5 229 0,1641 164,1 25,66733699
6 76 0,0547 54,7 8,294149909
7 20 0,0078 7,8 19,08205128
2
7= iw 78,00852086
i=0 np;
d.f.=7
p-hodnota 3,50645E-14

Na v8etkych beznych hladinach vyznamnosti zamietame nulovi hypotézu.
Tab.1

4. Zhoda empirického rozdelenia s normalnym alebo Poissonovym rozdelenim

Binomické rozdelenie Bi(n;p) konverguje k normdlnemu rozdeleniu N(np;npq) pre n—> oo

a hodnoty p nie blizke jednotke alebo nule. Na Galtonovej doske sa d4 menit’ pocet radov
kolikov len od 1,...12. V tomto pripade zhodu empirickych ddajov z obr.5 pre n=12,p=0,5s

teoretickym modelom N(6;3) mdZeme tieZ overit Chi- kvadrat testom dobrej zhody. Vyhod-

ne pre uréenie p-hodnoty pouZijeme vo VUState graf distribu¢nej funkcie y* —rozdelenia.

Na priklade simulacie padu gul’ky po Galtonovej doske v programe VUStat chcem vy-
zdvihnut’ prednosti, ktoré tlacené uc¢ebnice nemajui, dynamickost’ celého procesu, moznost’
priameho zasahovania do vol'by parametrov a ipravy obrdzkov.

Literatara

[1] Rényi A.:Teorie pravdépodobnosti, Academia Praha, 1972
[2] Plocki A.: Pravdépodobnost kolem nés, Usti nad Labem,2001
[3] www.vusoft2.nl, program vustatengdemo.zip
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Virtuslna $kola ,,Statistika*

Michal Munk
Ustav technolégie vzdeldvania, PF UKF v Nitre
Tr. A. Hlinku 1, 949 01 Nitra
mmunk @ukf.sk

Jozef Kapusta
Katedra informatiky, FPV UKF v Nitre
Tr. A. Hlinku 1, 949 01 Nitra
Jkapusta @ukf.sk

Cldnok popisuje vytvorenii virtudlnu Skolu a jeden z vybranych kurzov, ktory je jej
sicastou. Skola md charakter HelpDesku a kurzy elektronickych ucebnych pomécok.

Virtualna ¥kola ,,Statistika* sliZi ako HelpDesk k spracovaniu roznych vyskumnych
problémov. Obsahuje odkazy na literatdru, inStiticie a verejné databdzy, ktoré mdzZu pre
pouZzivatel'a predstavovat’ cenny zdroj dat a informécii. Informuje pouZivatel'ov o udalostiach
(konferenciach, Skoleniach a pod.) suvisiacich s touto problematikou. Vytvorené kurzy, ktoré
st jej suCastou maji prevazne charakter elektronickych pomocok. Elektronické ucebné
pomodcky maju uplatnenie hlavne tam, kde sa oCakdva samostatné priaca Studentov. Napriklad
rieSenie projektov, vyskumnych problémov k zdvere¢nym pracam a pod.
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Obrizok 1 Virtudlna $kola ,,Statistika“

Prikladom je kurz ,Statistické spracovanie experimentu®. Kurz predstavuje
elektronickd ucebni pomocku k Statistickému spracovaniu experimentu. PouZivatel’ sa nemusi{
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ucit’ obsah kurzu naspamit’, staci, aby vedel pracovat’ s tymto materidlom a pouZival ho ako
pomodcku pri Statistickom spracovdvani experimentu. Velky doraz sme kladli na vizualizciu
problematiky, ktorou sa kurz zaobera.

Struktira kurzu:

Pouzité symboly

Uvod

1 Vytvorenie kontrolnej a experimentélnej skupiny
1.1 Ndhodny vyber
1.2 Priklad

2 Vytvorenie reliabilnych a validnych didaktickych testov
2.1 Vypocet reliability
2.2 Vypocet subeznej validity
2.3 Priklad

3 Realizécia experimentédlneho planu
3.1 Priklad

4 Porozumenie datam
4.1 Popisna Statistika
4.2 Interval spol'ahlivosti
4.3 Vizualizicia
4.4 Priklad

5 Overovanie validity pouzitych Statistickych metéd
5.1 Predpoklady pouZitia analyzy rozptylu
5.2 Predpoklady pouZitia analyzy kovariancie
5.3 Priklad

6 Analyza dat a interpreticia vysledkov
6.1 Analyza rozptylu a analyza kovariancie
6.2 Priklad

Zhrnutie

Literatdra

Kontakt

Hlavné kapitoly kurzu tvoria jednotlivé fazy experimentu. Kazda faza je ilustrovand na
priklade. Kazd4 kapitola obsahuje grafické prvky (animdcie, schémy, grafy, tabul’ky), ktoré
zasadnym sposobom sprehladiuji dand problematiku.
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_~ obrazok 1 > obrazok 2 ™.

Extrémne pripady
Stredna miera pozitivnej korelacie
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Obrazok 2 Extrémne pripady
Kurz sprehl’'adnuji pouZzité symboly.
EMiowe slova

Ciel lourzu
Téebny text

Priklad k doplneniu utebného textu

Pozrt tabullwobrazole

On-line dtatisticka kallbuladka, umoZiiuje generovanie nadhodnych éisel, prevod
testovacich Statistik na p-hodnotu a pod.

stromovy graf analytickych metéd, pomdcka pri wybere spravne] metéddy
Zhroutie
Doporutena literatira a zdroje

Kontakt na realizatny tim

XEYE® ¥ @< ]

Obrazok 3 PouZité symboly
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Kurz oboznamuje pouZivatel'a o postupe pri spracovani experimentu od vytvorenia
experimentdlnej a kontrolnej skupiny az po interpretdciu vysledkov. Kladie doraz na potrebu
vytvorenia kvalitnych meracich procedir — v naSom pripade didaktickych testov. Uddva
viacero metdd ako overit’ reliabilitu a validitu vytvorenych didaktickych testov. Pontka
pouZivatelovi k realizdcii viacero experimentdlnych pldnov. Upozoriiuje na potrebu
porozumiet’ ddtam, t.j. vypocitat’ popisné charakteristiky a intervaly spol’ahlivosti a ndsledne
ich vizualizovat ana zdklade tychto vysledkov postavit nulovid Statisticki hypotézu.
K testovaniu stanovenej hypotézy kurz ponidka dve metédy — analyzu rozptylu a analyzu
kovariancie. Okrem popisu tychto metdd a postupu ako overit’ predpoklady ich pouZitia uddva
aj rieSenia pripadnych poruseni predpokladov validity.

Vytvoreny elektronicky kurz je kombindciou html kédu a flashu. Je rozvrhnuty tak, Ze
v lavej Casti obrazovky si zobrazené grafické prvky (animdcie, schémy, grafy a tabulky),
prava Cast’ obsahuje text a matematické vzt'ahy.

7} Class Server - 5.3 Priklad - Microsoft Internet Explorer I 18] =l

File Edt Wiew Favorites Tools  Help

- | ﬁ| Qizearch [hFavortes lmeda o4 | By S S E et |

C] (5] rowmy Strana | 5.3 Priklad =l Strana 20z 27
=
obrazok 1> obrazok 2 * tabulka 1 < obrazok 3 853 Prikiad
Predpoklad normality Overenie validity analyzy rozptylu: )
. IR e iends . St ey dosttaeng VoK. adcTy e o4 noTmy il v

SVV-WV = 057284355, p = 0,6185 podstatna, pretofe na  zéklade centralnej limitng] wety ma
aritmeticky priemer  pribliZne  normalne  rozdelenie.  Owveravat’
normality je nutné iba pri malych vzorkach (<40)

Prevetime normalitu pre zavisld premennd v jednotlivych skupinach

o podla drovne faktora. Ma overenie predpokladu normality mdZeme
pouZit  normalny/polovicny  normalnyfodirendovany  normalny

1 80 pravdepodobnostny graf (w4257 graf) alebo histogram s normalnym

o preloZenim (mensi graf), alebo mdZeme testovat, &i pozorovane __|

hodnaoty  pochadzajd z nommalneho rozdelenia (Shapirow-Wilkov
test).

®0hrézok1 Predpoklad n ormality

Mormalny  pravdepodobnostny  graf  porowvndva  rozdelenie
premennych (rezidui) & normalnym rozdelenim pravdepodobnosti.
Priamka predstawuje distribugnd funkeciu narmalneho rozdelenia.
Cim s0 body bliZsie k priamke, tym premenné (rezidui) lepdie

Otakavana normalna hodnota
o

-2 < zodpovedajd  normalnemu  rozdeleniu: Poloviéng  normalny  graf
zobrazuje iba kladné normalne hodnoty. Odtrendovany normalny
graf sa zas li§i v tom, Ze skdr nei je graf vytvoreny, je odstraneny

3 Sl v linedrny trend. Toto Easto  rozprestiera® graf, a to umodni

14 18 18 20 22 24 26 pouZivatelovi lahSie objavit’ odchylky. Z histogramu zas mdZeme

Pozrovana Rodnota zistit, Ze ak pozorované hodnoty majl normalne rozdelenie, tak
maj tvar zvonu. Shapirov-Wyilkoy test testuje nulovd hypotézu

HO: Data pochadzajd z  predpokladaného  rozdelenia.  Proti
alternative H1: HO neplati.

% pripade, Ze rozdelenie skimane] premenne] nie je normalne, na

ma normalne rozdelenie | |nama? normalne rozdelenie |

testovanie sa wyuZivajl neparametrické postupy (@ Stromowy =
&3 UlnFt a piedchozi | Ulo¥t & daldi &

|&] pore = ’_ ’_ ’_ 4D Internet
Obrazok 4 Elektronicky kurz ,,Statistické spracovanie experimentu

Technické poziadavky:

1. Pre pristup k virtudlnej Skole je moZzny akykol'vek pocita¢ s prehliadacom Internet
Explorer 5.0, ¢i kompatibilnym (napriklad Netscape 7.1, ¢i IE 5.0 pre iMac). Pre
dostato¢ne kvalitné zobrazenie kurzu doporucujeme Internet Explorer 6.0.

2. Doporucené grafické rozliSenie 1024x768.

Ako riadiaci LMS sa pouZiva produkt MS Class Server 3.0, ktory umoZnuje pohodlnd
administrativu virtudlnych $kol. Serverovy produkt spolo¢nosti Microsoft — Class Server
pracuje nad serverovou platformou Windows 2000 a novSou.
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MS Class Server pre svoj chod vyzaduje:
sluzby Internet Information Serveru (softvérové sluzby, ktoré okrem dalSich
funkcii siete Internet podporuji vytvdranie, konfigurovanie a spravu webovych
strdnok), ktory je stcast'ou sietovych operacnych systémov,
sluzby SQL Serveru alebo u mensich inStal4cii produktu MSDE (bezplatny produkt),
ktory sa vyuZiva ako datovy sklad pre ukladanie Studijnych materidlov, informécii
o Studentoch a pod.

klient firewall

N

SQL server

Internet Information server

Obrazok 5 MS Class Server

Zaver

Ako sa ot¢akdvalo, virtudlna kola ,,Statistika je prevazne vyuZivand Studentmi pri
rieSeni vyskumnych problémov k zdvereCnym pracam, preto sa aj témy kurzov najcastejSie
tykaju problémov vyskytujucich sa v oblasti spracovania a analyzy dat.

Literatara

1. http://www.Ims.ukf.sk/statistika
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Moodle - virtualna univerzita?

Ol'ga Nandsiovd, Katarina Trokanova

KMDG SvF STU, Radlinského 11, 813 68 Bratislava

Pri slovhom spojeni virtudlna univerzita nds modZe napadnit viacero
vyznamov s dost’ Sirokym vyznamovym spektrom. Od pejorativneho vyznamu az po
futuristické predstavy. Napriek tomu sme si toto slovné spojenie zvolili pred
niekol’kymi rokmi ako ndzov projektu KEGA, v ktorom sme sa chceli zaoberat’ touto
problematikou. V dneSnych Casov sa v tejto suvislosti CastejSie spomina vyraz e-
learning. Napriek tomu, Ze vyhody a nevyhody takejto formy vzdeldvania su
dostatocne zname, diskusia k tejto téme tak skoro neskonci. Vo virtudlnom konflikte
je osobnost’ uditel'a vo vzdeldvacom procese a technika. Pravda je vSak takd, Ze ani
najdokonalejSia ,,vzdeldvacia technika® nemdZe nahradit osobny kontakt ucitela
a Studenta.

Slovné spojenie virtudlna univerzita ani v zmysle e-learningu nema jednotny
vyznam. Sndd najmodernej$i, respektive najdokonalejSie prevedenie virtudlnej
univerzity do praxe je vyroba digitdlnych zdznamov celych prednaSok, ktoré si
Student mdZe bud’ zakipit’ (platené Stidium), alebo mdze byt poskytované zadarmo
ako sucast vyukovych programov. Takéto pokusy sa v histérii uZz objavili.
V sedemdesiatych rokoch minulého storo¢ia boli spracované jednotné televizne
prednasky pre dialkové Stidium z r6znych oborov /konkrétne aj matematika/ na BBC
aaj v ruskej televizii. Zd4 sa, Ze tieto projekty zlyhali asi na tom, Ze sa snazili byt
jednotné pre vSetky skupiny posluchdcov a na absencii osobnosti ucitela. Aj k takej
vede ako je matematika Je vobec redlna nasledujica predstava?

Student si kliknutim vyberie tému a pred neho sa postavi trojrozmerny obraz
ucitel’a, ktory mu vysvetli dand tému, dokonca vie odpovedat’ na jednoduché otazky.
Problém je, Ze ulitel’ uz ddvno nezije.

Takato forma by zrejme viedla k velkej stagndcii, pretoZe aj pristup k uplne
najzdkladnejSim poznatkom vedy je Casom neustidle meni. To iste poznd kazdy
pedagdg na vysokej skole. Ak by sme takého programy mali vyrdbat’ kazdy rok, alebo

aspon raz za 5 rokov, potom by sa vzdelavanie nezmyselne predrazilo.
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Predstava o uniformite vSetkych materidlov pre Studentov na naSej katedre
nemala Sancu . Rozhodli sme sa pre zmieSany model. Z ponukanych programov pre
virtudlnu univerzitu sme si vybrali program MOODLE. Vyber mal niekol'ko dévodov.
Tie najdoleZitejSie: da sa ziskat' zadarmo, ak nie je vyuzivany komercne, je I'ahko
ovlddateI'ny a ma pomerne slusnd verziu v slovencine, daji sa v iom pouZivat
prikazy LaTeX-u na editovanie matematickych textov. Po kratkom Skoleni je

schopny zapliiat’ program aj ¢lovek, ktory nemd Ziadne poznatky o tvorbe www-

stranok.
Moodle strianka KMaDG Ste pripojeny ako Nédndsiovd Ol'ga (Odhlésit)
Slovengina (sK) j
Hlavné menu Miestne spravyQdhlisic zthotofora  Toto je MOODLE stranka
T Katedry matematiky a
e % deskriptivnej geometrie
(Ziadne novinky neboli Slovenskej Technickej
zaslané) univerzity v Bratislave. Tato
Administrativa stranka vznikla v rdmci
mep— projektu "Virtudlna univerzita"
o B (e-learning) KEGA ¢islo
3/0038/02 a zatial je len v
Kurzy experimentalnom Stadiu
vyvoja.
¥ Matematika I.
% Zaklady
: Statistiky Calendar
b << oktéber2005  >>
metédy
#'s Matematika Sun Mon Tue Wed Thu Fri Sat
[ ] _Hi 1
£ tend >3 45 6 18
%= Matematika 4 9 10 11 12 13 1415
—— 16 17 18 19 20 21 22
“  spracovania 23 24 25 26 27 28 29
merani 3 0 3 1
‘.:J'a Matematicka
Statistika
@ Akonato Upcoming Events
Vsetky kurzy...

>R@prihlasc—znie
Tomorrow (09:10 )

Go to calendar...
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Program Moodle mé zdkladné vlastnosti, ktoré sa vyZaduju od podobnych

programov:

ochrana obsahu kurzu — do kurzu sa vstupuje s klI'icom , ktory sa zadd iba

poZadovanému skupine posluchacov,

- rozdelenie velkého poctu Studentov na skupiny, priaca s jednotlivymi
skupinami,

- komunikécia so vSetkymi, jednotlivymi alebo skupinami Studentov pomocou
e-mailov,

- on line konzultacia — vyhoda hlavne pri diStan¢nom Studiu,

- oznamovanie vysledkov pisomiek , skuSok s ochranou osobnych tudajov, t.z.
Ze Student vidi len svoje vysledky aucitel’ ich mdZe aj komentovat, o je
zv1ast dodlezité pri externom Stidiu,

- moznost’ kontroly Studenta, pomocou pristupov k jednotlivym zlozkdm kurzu,
napr. k testom, Stidijnym materidlom atd’.,

- vytvdranie testov. Testy si vyznamny podporny ndstroj vyuky. Ich tvorba
v tychto programoch je pomerne jednoduchd s radou vyhod, ktoré by sa inak
museli pracne programovat’ napr. zdmena poradia otdzok a odpovedi, ndhodny
vyber z databdz prikladov atd’.,

- prenos materidlov zo starSich www-stranok je pomerne jednoduchy,

- otvorenost tychto systémov. D4 sa naprogramovat’ modul aky potrebujete, pre

konkrétny problém,

Na KMaDG sme sa rozhodli pracovat’ s tymto programom www.math.sk/moodle.
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Na nasledujtcich obrdzkoch mézete vidiet’ prostredie MOODLE.

Kurzy Odhlasit

Domov » Kategorie kurzov

Kategorie kurzov

Roéznorody 6
Prijimacie pohovory

InZinierske Stidium 7
Bakaldrske Stadium 18
Doktorandské Studium 1
Distan¢né Stidium 4

Vyhladat kurzy

Pridat novy kurz

Ste pripojeny ako Ndndsiovd Ol'ga
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MATEMATIKA 2 pre APS

Domov » MATEMATIKA2
Ludia Tyzdenny prehl'ad
ﬂ Ugastnici
VITAME VAS V PREDMETE
‘j Groups

g Upravit profil

Aktivity
() Chaty
oy, Fora

Administrativa

&y Zapnit
upravovanie

Nastavenia...
ﬁ Ucitelia...
ﬁ Studenti...

a Obnovit’ zo
zalohy...
-Iil Stupnice...

- Znamky...
E Prihldsenia...

u Stbory...

Pomoc...

I Ucitel'ské féorum

MATEMATIKA 2

E[.PRAVIDLA PRE ZISKANIE
ZAPOCTU A SKUSKY Z
PREDMETU MATEMATIKA

_:féFérum noviniek
ElsyLABY
PISKUSKY 2002/2003
LISKUSKY 2003/2004

ElKONZULTACNE HODINY -
KAMENNE - PREDNASAJUCI

(JKONZULTACNE HODINY -
ON-LINE - STREDA 12.-13. HOD.

Ste pripojeny ako Trokanova Katarina (Odhlasit’)

ElvZORCE
ElvYMENA NA CVICENIACH

ElpOLPNUIUCI KURZ
MATEMATIKA 2

E3v YHODNOTENIE SKUSKY
MATEMATIKA 1, 1-paralelka

By YHODNOTENIE SKUSKY
MATEMATIKA 1, 2-paralelka

ELOPRAVY V SKRIPTACH
MATEMATIKA LII

1 14 februar - 20 februar

NEURCITY INTEGRAL -
ZAKLADNE POJMY

EIPREDNASKA
ElPREDNASKOVE CVICENIE
ElcVICENIE

ElpoMACA ULOHA

[VITEST INTEGRALY

[0

Zapnut upravovanie

Weeks

Jump to current week
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Quantian jako védecké pocitacové prostredi

Radim Remes; Michael Rost; Roman Biskup
Zemédélska fakulta, Jihodeska univerzita, Ceské Budéjovice
inrem@zf.jcu.cz; rost@zf.jcu.cz; biskup@zf.jcu.cz

1. Zivé linuxové distribuce

Zivé nebo také bootovatelné distribuce linuxu se vyznaéuji automatickou detekei
hardwaru pfi zavadéni systému. Vétsinou jsou distribuovany na CD nebo DVD mé-
diich, ale nejsou vyjimkou ani ZIP média nebo USB flash disky. Takova distribuce
linuxu nevyzaduje instalovat cokoliv na pevny disk. Lze ji dokonce pouzivat na
bezdiskovych stanicich. VSechny soubory, které béhem prace vytvorite, se ukladaji
v operacni paméti.

1.1. Piiprava prostredi

Nez je pripraveno pracovni prostfedi, provadi se urcité iniciacni akce. Tyto akce
jsou provadény ve tfech krocich:

1. zavadé¢ systému nahraje jadro systému a dochézi k iniciaci RAM disku.

2. dochazi k autodetekci SCSI diskt, vyhlédani a pfipojeni CD mechanik, vytvo-
feni symbolickych linkt a pfedani kontroly hlavnimu fidicimu procesu.

3. priiprava komplexni hardwarové konfigurace (detekce hardwaru, nahrani pii-
slusnych moduli, vytvofeni odkazi na zafizenich, generovani konfiguracnich
souboril), otestovani grafického zafizeni a nakonec spusténi grafického uziva-
telského rozhrani (GUI).

Cely tento proces netrva déle, nez nékolik desitek sekund. Nyni je k dispozici pra-
covni prostiedi obsahujici mnozstvi aplikaci pokryvajici bézné pracovni spektrum,
véetné rozliénych nastroju pro kancelarskou praci (od textového procesoru, pres pre-
zentacni aplikace az po profesionalni grafické nastroje).

1.2. Knoppix

Knoppix je ziva linuxova distribuce na CD. Jeho autor, Dipl. Ing. Klaus Knopper,
jej predstavil v prvni verzi na 4. konferenci Annual Linux Showcase 2000 v Atlanté
(Georgia, USA). Na 700 MB CD je velké mnozstvi programi. Veskeré programy jsou
na CD zkomprimovany, pii pozadavku na zpfistupnéni se v realném case dekompri-
muji a transparentné nahraji do paméti.

1.3. Quantian

Quantian je ¢asto oznacovany jako sofistikované védecké pocitacové prostiedi. Je
to varianta Knoppixu konstruovana specialné pro vyuziti s numerickou a kvanti-
tativni analyzou. Autorem této upravy je Dirk Eddelbuettel. Jeho posledni verze
jsou derivaci clusterKnoppixu, ktery obsahuje podporu OpenMosixu. OpenMosix
je rozsiteni linuxového jadra pro samostatné systémy, které mohou byt zretézeny a
umoznit tak obycejnym pocitaciim prostirednictvim sité vytvorit superpocitac.

V distribuci Quantian je diky kompresi ulozeno na DVD témér 5 GB aplikaci, z
¢ehoz pres 3 GB dat jsou pravé védecké aplikace. Hlavni ¢ast téchto programi je
zaméfena na aplikované nebo teoretické pouziti.
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Quantian — pracovni prostredi

Z velkého souboru kvantitativnich, numerickych ¢i védeckych programii se zameé-
fime na statisticky programovaci jazyk a prostfedi GNU R. V distribuci se nachazi
spolecné s vizualizaénim programem Ggobi.

2. Prostredi R

Vyhody a nevyhody tohoto prostiedi do zna¢né miry souvisi s thlem pohledu.
S prostfedim R se komunikuje prostfednictvim prikazové fadky. To sice klade po-
nékud vyssi naroky na uzivatele, ale kfivka uceni je mnohem strméjsi, nez u pie-
vazné vétsiny statistickych paketii. Pokud je pocatecni bariéra prekonana, poskytuje
»Erko” v podstaté neomezené moznosti v oblasti statistického zpracovani dat. Ob-
rovskou vyhodou je volna dostupnost tohoto prostiedi, za splnéni podminek GNU
Licence. Oproti tradi¢nimu statistickému software (Statistica, SPSS, SAS) zahrnuje
R nejmodernéjsi (cutting-edge) statistické metody a techniky. Zajemce si mtize rov-
néz velmi jednoduse naprogramovat vlastni metodu a okamzité ji zacit vyuzivat.
V pribéhu tvorby programu lze pouzit princip objektové orientovaného programo-
vani. R disponuje velmi kvalitni grafikou a dosti podrobnou napovédou s odkazy na
literaturu.

Podivejme se na jeden skolni ptiklad. Pokusme se, prostifednictvim metody ma-
ximalni vérohodnosti, odhadnout parametry gama rozdéleni z napozorovanych dat.
Ukol fesme pomoci ,,Erka”. Logaritmus vérohodnostni funkce mtZzeme v piipadé
gama rozdéleni zapsat jako:

Uzi; 22 520y o5 A) = naln(A) — nln(l'(a)) + (o — 1) Zn:xz B Aixi

i=1



V programovacim prostiedi existuje nékolik moznosti jak tlohu vytesit. Napii-
klad, 1ze vyuzit optimaliza¢ni funkci optim(), nebo funkci fitdistr() obsazenou v
knihovné autort [4]. Dalsi moznosti je vyuziti knihovny stats4 a vestavéné funkce
mle (). Pouzijeme tedy posledné zminénou funkci mle(). Syntaxe v jazyce R pak
muze vypadat nasledujicim zptsobem:

library(stats4)
verohod<-function(lambda,alfa,rozsah){
n<-rozsah

x<-data -n*alfax*log(lambda)+n*log(gamma(alfa))
-(alfal)*sum(log(x))+lambda*sum(x)}

odhad<-mle(minuslog=verohod,start=1ist(lambda=2,alfa=1))

V pribéhu itera¢niho procesu vyuziva funkce mle() metodu BFGS. Ta je znama
rovnéz pod nazvem Quasi—-Newtonova metoda. Vysledky ziskané iteraci jsou ulo-
zeny do objektu s ndzvem odhad. Jako pocatec¢ni odhady parametrti byly nastaveny
hodnoty @ = 1 a A = 2. Finalni hodnoty odhadi parametri o a A lze ziskat po-
moci funkce summary (), tj. zapsanim do prikazového fadku summary (odhad). Pokud
bychom méli napriklad 200 udajt, o kterych bychom predpokladali ze sleduji gama
rozdéleni, mohli bychom ziskat nasledujici vystup:

Maximum likelihood estimation

Call:
mle(minuslogl = verohod, start = list(lambda = 2, alfa = 1))

Coefficients:

Estimate Std. Error
lambda 0.5583953 0.05708424
alfa  4.2926668 0.41366065

-2 log L: 1059.119

Z vystupu je patrné, ze odhady parametrii ¢ini pro A = 0,5583953 a o = 4, 222668.
Vsimnéme si vSak také standardnich chyb odhadid obou parametri. V pripadé pa-
rametru A\ je standardni chyba odhadu relativné maléd. Zcela jind je vSak situace
u parametru «. Standardni chyba je v tomto pfipadé mnohem vyssi.

3. Zavér

Prostredi R Ize povazovat za velmi flexibilni nastroj vyuzitelny pro vyuku statis-
tiky. Svou povahou je spise predurc¢en pro pokrocilejsi kurzy statistiky, doktorandy
a vyzkumné pracovniky. Vyuziti pfi vyuce zakladnich kurz vsak neni vyloucené.
V soucasné dobé zahrnuje R ptes 300 knihoven, které umoznuji vyuzit Siroké mnoz-
stvi nejmodernéjsich statistickych metod pro rizné aplikace (ekonomie, popula¢ni
genetika, analyza DNA, geoinformatika, atd...). Nespornou vyhodou je jeho freewa-
rova povaha, ktera nezatézuje jiz tak napjaté rozpocty vzdélavacich instituci v CR.
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Pravdepodobnost’ a Statistika
na zékladnych Skolach

Magdaléna Rencova

Univerzita Mateja Bela,
Tajovského 40, 974 01 Banska Bystrica
rencova@fpv.umb.sk

1. Uvod

V sucasnej dobe, ktord charakterizuje celoplo$nd informatizdcia spolo¢nosti, si na
matematiku kladené dplne nové poZziadavky. ,,Spojita* matematika, budovana na redlnej
osi a geometrickych predstavach o objektoch, strdca svoje vysadné postavenie a rastie
vyznam diskrétnej matematiky, tedérie pravdepodobnosti, Statistiky, numericke;j
matematiky, logiky a tedrie Cisel, podla [2].

Kombinatorika podporuje rozvoj pozornosti, flexibility, kreativity, divergentného,
logického a kombina¢ného myslenia. Mnohé zuloh zaradenych do tejto
,kombinatorickej“ kategdrie, maju niekol’ko rieSeni, teda rozvijaju divergentné
rozumové opericie, ktoré sivisia s kreativnou ¢innostou. Ulohy z kombinatoriky majd
vel'ki motiva¢ni hodnotu a priblizuji matematiku k Zivotu. Kombinatorika poskytuje
moZznost’ Ziakom ukdzat’, Ze aj matematika mdZe byt hrou. Skdsenosti deti ziskané pri
,,kombinatorickej hre* zaiste obohatia ich vnitorny svet a snad’ aj prispeju k zlepSeniu
ich vztahu k matematike, podla [3]. Za podobné, divergentné, logické a kreativne
myslenie rozvijajice ulohy povazujeme aj tie, ktoré patria medzi tlohy zamerané na
urcenie pravdepodobnosti a takisto Statistické ulohy.

Tento ¢lanok je venovany problematike vyucby kombinatoriky, pravdepodobnosti
a Statistiky na zakladnych Skoldch. Obsahuje informacie o sledovanej problematike,
pocnic obsahom pedagogickych dokumentov, ako sd ucebné osnovy, Casovo —
tematické plany a Standardy, ktoré urCuju obsahovu napln vzdeldvania, konciac
prieskumom skuto¢nych zru¢nosti, ktoré Ziak po absolvovani zdkladnej Skoly ziskal.

2. Tematické plany

Tematicky pldn uciva je Skolsky dokument, v ktorom sa ucivo vyucovacieho
predmetu, predpisané ucebnou osnovou, rozpisuje v ¢asovej postupnosti na jednotlivé
vyucovacie jednotky, podla [1]. S problematikou pravdepodobnosti a Statistiky sa
v Casovo-tematickych pldnoch uciva matematiky na zakladnych Skoldch stretivame az
v 8. a9. ro¢niku. Sprdvnemu vyrieSeniu pravdepodobnostnych a Statistickych dloh vSak
predchddza schopnost’ riesSit kombinac¢né tlohy. Z tohto dovodu je ddleZité sledovat
okrem tematickych celkov Kombinatorika a pravdepodobnost, Kombinatorika,
Statistika a pravdepodobnost’ aj tematické celky Kombinatorika a Kombinatorika
v tlohdch.

Nasledujica tabulka prindSa vynatok z ¢asovo - tematickych pldnov v jednotlivych
ro¢nikoch druhého stupnia zdkladnych $kol venovanych skimanej problematike:
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POZIADAVKY NA

OBSAH UCIVA POC.H. VZDELAVACI CIEL VEDOMOSTI A ZRUCNOSTI
6. rocnik
8. Kombinatorika v 10h
dlohach
8.1. Vsetky mozné 5h Systematicky usporiadat’ dany | Vediet’ systematicky usporiadat’
usporiadania daného pocet prvkov vSetkymi dany pocet prvkov (cifier,
poctu prvkov moznymi spdsobmi. pismen) vSetkymi mozZnymi
spdsobmi.
8.2. Vyber a usporiadanie 5h Vediet’ z daného poctu prvkov | Vediet’ z daného poctu prvkov
prvkov vybrat’ mensi pocet prvkov ako | vybrat’ mensi pocet prvkov a
dany a vybrané prvky usp.. Z usporiadat’ ich. Vediet' vypocitat’
daného poctu prvkov vybrat kombinatorické tlohy podl'a
usporiadant skupinu prvkov pravidla sti¢inu aspont pomocou
mensiu ako dany, uréit’ pocet nizorneho zobrazenia.
takychto skupin prvkov.
7. ro¢nik
11. Kombinatorika 6h
11.1. Vyber prvkov bez 3h Vediet’ pokracovat’ v systéme Vediet systematicky usporiadat’
ich usporiadania vypisovania vS. pripadov. V dany pocet (mensi ako 6) prvkov
roznych tlohach najst’ spolo¢ni | (cifier, pismen, ...) vSetkymi
mat. podstatu. moznymi spdsobmi.
11.2. DalSie tlohy z 3h V jednotlivych dlohdch objavit | Vediet’ z daného poctu prvkov
kombinatoriky spdsob tvorenia moZnych (mensi ako 6) vybrat mensi pocet
rieSeni. prvkov ako je dany pocet a tieto
vybraté prvky usporiadat’. Urcit’
pocet takychto vybratych a
usporiadanych prvkov
Systematicky vytvéarat’ vSetky | Vediet’ z daného poctu prvkov
mozné rieSenia. (mensi ako 6) vybrat’ usporiadani
skupinu prvkov mensSiu ako je
dany pocet . Urcit pocet takychto
skupin prvkov.
Riesit’ r6zne primerané
kombinatorické tlohy.
8. ro¢nik
9. Kombinatorika a 7h
pravdepodobnost’
Ziskat skuisenosti v pozorovani | Ziskat’ skisenosti v porovnavani
1h udalost{ roznych udalosti z hl'adiska miery
9.1 Néhodné pokusy ich pravdepodobnosti
Rozoznat’ isté, mozné, neisté a | Rozoznat’ isté, mozZné, nemozné
oh nemozné udalosti udalosti. Vediet vypocitat’
9.2. Relativna pocetnost relatlvqu pocetnost’ urcitej
AN udalosti
udalosti a jej vypocet
9.3. Pravdepodobnost 4h Odhad pravdepodobnosti Odhadniit’ pravdepodobnosti

udalosti a jej vypocet

udalosti

udalosti

55




9. ro¢nik

8. Kombinatorika,

Statistika a 13h

pravdepodobnost’

8.1. RieSenie rdéznych 3h Opakovanie kombinatorickych | Vediet systematicky usporiadat’

kombinatorickych tdloh pojmov dany pocet prvkov réoznymi
spdsobmi, vediet’ z daného poctu
prvkov vybrat’ mens{ pocet ako
dany a usporiadat’ ich, vediet' z
daného poctu prvkov vybrat
usporiadanu skupinu prvkov.

8.2. RieSenie roznych 3h Opakovanie Ziskat’ skdsenosti v porovnavani

Statistickych tloh pravdepodobnostnych pojmov | rdznych udalosti z hl'adiska miery
ich pravdepodobnosti. Rozoznat
isté, mozné a nemozné udalosti.
Vediet vypocitat’ rel. pocetnost’
nahodnej udalosti.

8.3. Statisticky subor, 3h Zavedenie $tatistickych pojmov | Vediet' zaznamenat’ a usporiadat’

jednotka, znak, pocetnost’ udaje ziskané z praxe, vediet

javu, aritm. priem, uskuto¢nit’ jednoduché Statistické

relativna pocetnost’ zistovanie a vysledky
zaznamenat’ formou tabul’ky.
Citat tabul’ky a vediet
interpretovat’ v praxi.

8.4. Riesenie tloh s 4h Precvicovanie prace s Vediet’ vypocitat’ aritmeticky

pravdepodobnostnou pravdepod. pojmami priemer

tematikou

Celkovo je problematike kombinatorika, pravdepodobnost’ a Statistika na druhom
stupni zdkladnych $kol venovany Casovy priestor 36 hodin z celkového poctu 792 hodin,
¢o predstavuje priblizne 4,5%.

3. Standardy

Pod pojmom Standard rozumieme ,,stupeni dokonalosti pozadovany pre urcity ucel
alebo akceptovany ¢i odsidhlaseny model (vzor, norma, miera), s ktorou si redlne
objekty a procesy rovnakého druhu porovndvané alebo merané*. Vzdelavaci Standard
predstavuje stbor poZiadaviek na Ziakov, uspeSné zvladdnutie ktorych im umoZni
postipit’ na d’als{ stupen vzdeldvania, podla [1].

Priklad vystupnych $tandardov zameranych na tému Statistika predstavuje stibor
poziadaviek na Ziakov 9. roénika, doplneny konkrétnymi tlohami. Ziaci 9. ro¢nika
zakladnej Skoly by mali po ukondeni 8. tematického celku v Casovej dotacii od 7 do 13
hodin vediet”

1.1 Zaznamenat’ a usporiadat’ idaje ziskané z praxe.
1. Zaznamenajte ¢o najvhodnejSie vysledky z vaSich pozorovani napriklad z premavky

osobnych, ndkladnych, doddvkovych dut a bicyklov pred vasim domom alebo pred Skolou pocas
1 hodiny.
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2. Zaznamenajte vysledky 50 hodov kockou, pomocou s¢itacich ¢iar.

1.2 Uskutoc¢nit’ jednoduché Statistické zist’'ovanie a vysledky zapisat’® formou tabulky alebo
zaznamenavat’ stipcovym diagramom.

1. Spracujte uc¢ebné vysledky Ziakov z vasej triedy dosiahnuté z matematiky na konci minulého
roka.

1.3 Citat’ tabulky a grafy a vediet’ ich interpretovat’ v praxi.

1. V obchodnom dome kupujiici ob¢ania nakupili:

Nakupili spotrebného tovaru za Sk potravin za Sk
1.tyZdeii 8 735973 12 499
2.tyzden 20 689 750 21763 840

a) Zistite, v ktorom tyZzdni v mesiaci bol prijem za predaj spotrebného tovaru

najvyssi? V ktorom tyzdni najnizsi?
b) Podobné zistenia preved’'te aj na prijem za predaj potravin.

2. Udaje uvedené v tabulke znazornite stipcovym diagramom.

4. Monitor

V predchddzajicich Castiach sme venovali pozornost pedagogickym dokumentom,
ktoré urcuji, aké zrucCnosti pri rieSeni uUloh z kombinatoriky, pravdepodobnosti a
Statistiky by mali ziskat’ Ziaci po absolvovani zdkladnych S$kol. Jedna z foriem
preverovania ziskanych zrucnosti, okrem vystupnych pisomnych prac, didaktickych
testov, testov ministerstva Skolstva preverovanych pri inSpekcidch a pod. predstavuju
testy z matematiky vyddvané Stitnym pedagogickym ustavom v Bratislave —
MONITOR?.

Prvy krét boli pokusne zavedené v roku 2003 a boli urcené len pre Specifickd skupinu
ziakov, ktorf mali podané prihldSky na Stidium na gymndazia. Podobne boli celoStatne
testovani len Ziaci, ktori sipodali prihlasky na gymndzid aj v nasledujicom roku.
Vyraznejsia zmena nastala v roku 2003, kedy sa testu zd¢astnili vietci Ziaci. Ulohy boli
formulované tak, aby vysledky ztychto testov mohli byt zohladnené ako jedno
z kritérii, ktoré urcuju stredné Skoly pri prijimacich pohovoroch. Z tohto doévodu, podla
typu $koly kam sa hlésili, si Ziaci mohli volit’ sadu tloh z dvoch variant, kde variant II
predstavoval stibor testovych dloh s vys$Sou obtiaZnostou.

Pocas testovania Ziakov roku 2003 sa z celkového poctu 20 tloh testovali zrucnosti
Ziakov rieSit’ 3 dlohy so zameranim na kombinatoriku, pravdepodobnost’ a Statistiku
a boli to nasledujice dlohy:

Uloha 1: Eva si vzdy oblieka blizku so sukiiou alebo puléver s nohavicami. Ma $tyri
blizky asedem sukni, pricom kazdd sukna sa hodi ku vSetkym blizkam. M4 tri
pulévre a dvoje nohavic, pricom kazdé nohavice sa hodia ku vSetkym pulévrom.
Kolkymi r6znymi sposobmi sa moze Eva obliect’?

A. 16 B. 28 C.34 D. 55 E. 168
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Uloha 2: V tabulke vidime, ako v 4.C dopadla pisomnd prica z matematiky. Aka je
pravdepodobnost,, Ze ndhodne vybrany chlapec zo 4.C nemd z tejto pisomnej prace

horSiu znamku ako 2?

Znamka | Pocet dievcat | Pocet chlapcov

1 6 7

2 2 3

3 4 2

4 1 2

7 5 1 2

A, — B. — C. — D. —
27 7 2 3

10
E. —
27

Uloha 3: Stipcovy diagram znazorfiuje rozdelenie kresiel v 80-Glennom parlamente
krajiny Demoland medzi 4 politické strany. Novinar chce toto rozdelenie zndzornit
kruhovym diagramom. Ak4 bude vtomto diagrame velkost uhla, ktory bude
prislichat’ Strane pokroku?

Politicka strana | Strana pokroku | Centralisti Dem:tl;z':ljtlcky Pravi liberali
Pocet kresiel 30 22 10 18
Rozdelenie
30
30
25
20
g 15
10
5
Strana Pokroku  Centralst Dermchraticky  Prawi leberali
stred
poiiticks strany
A.135° B. 120° C. 150° D. 140° E. 125°

Tohto testovania sa zucCastnili aj tri triedy 9. ro¢nika zo Zakladnej Skoly Spojova 14,
Banskd Bystrica. Z celkového poctu 68 Ziakov sa ho zicastnilo 37 budicich nadejnych

gymnazistov. Vysledky rieSenia hore uvedenych dloh prindSa nasledujica tabulka:

dloha 1 tloha 2 uloha 3
trieda AIB|C|XJIA|B|C|X]JA|B|C|ZX
spravne 9| 7112|2812 6| 41213 | 6| 5|14
nespravnel 1 | 1 | 4| 6] 5|1 |11|17] 5| 3| 7|15
neuviedli | 1| 2] 0| 3} 4|31 813 |1|4]8

Kvoli ndzornosti uvedieme vysledky jednotlivych tuloh zndzornené aj kruhovymi

diagramami:
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Vysledky rieSenia tlohy 1

Neuviedh
8%

Nespravne
16%

Spravne
76%

Vysledky rieSenia ulohy 2

Neuviedli Sprévne

2% 2%
Nespravne :ZEZEZ:Z::
46% QL
Vysledky rieSenia tlohy 3
Neuviedli Sprévne
22% 38%
Nespravne
40%

Na zdklade vysledkov pokusného zavedenia Monitoru 9 v roku 2003 je zrejmé, zZe
nadpoloviénid udspesnost md len dloha z kombinatoriky, uloha na vypocet
pravdepodobnosti a Citanie zo Statistickej tabul’ky alebo grafu ma dokonca menej ako
40% udspesnost’.

V roku 2005 rieSili vSetci Ziaci 9. rocnika testové ulohy MONITOR 9. Testovanie
7iakov bolo realizované Stitnym pedagogickym tstavom v Bratislave za pomoci
Eurépskeho socidlneho fondu. Ziaci si vyberali z dvoch variantov, kde variant II. bol
narocnejSieho charakteru. Testy pozostdvali z 30 uloh, vyskytli sa v nich dve tlohy so
zameranim na kombinatoriku a Statistiku, absentovala dloha pravdepodobnostného
charakteru.

Spominané ulohy sledovaného charakteru boli:
Variant I:
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Uloha 1: V zéhrade chceme do radu vysadit' 5 ovocnych stromov, z ktorych su tri
jablone a dve hrusky. Kol’kymi spdsobmi ich mdéZeme usporiadat’?

A. 6 B.7 C. 10 D. 8

Uloha 2: Firma X vyrobila 6 miliénov dut. Firma Y vyrobila o 1,8 miliéna kusov dut
viac ako firma X. Firma Z vyrobila o 2,4 miliéna kusov dut menej ako firma Y. Firma
T vyrobila 10,8 miliénov kusov aut.

V ktorej z moZnosti kruhovy diagram graficky zndzoriiuje pocet kusov dut vyrobenych
v tychto $tyroch firmach?

(A ) (5)
X
.
.
e
v
4 z
(C) x ® x
T
.
il Y
& 4
Variant II (vyssia obtiaznost):

Uloha 1: Vlajku na obrdzku tvoria 4 vodorovné pruhy. Na farebné prevedenie vlajky
mozeme pouzit’ 2-krat zeleny pruh, 1-krat modry pruh a 1-krat biely pruh. Dva zelené
pruhy musia byt stile vedl'a seba. Kol'ko je takychto réznych vlajok?

A. 3 B.4 C.6 D. 12

Uloha 2: Graf znazoriuje navstevnost’ kina Usmev vo vybranych diioch. Uréte rozdiel
v pocte navstevnikov medzi diiom s najviésou a diiom s najmensou navstevnostou.

110
100
%0
80

70
0 : inuil
Zen,
® o Hntly
40
0
20
10
o

pondelok  utorok streda Sturtok piatok

witevnikoy

podet i

A. 30 B. 60 C. 80 D. 90

Je zaujimavé, Ze pokial sledovanej problematike je v u¢ebnych pldnoch vycleneny
casovy priestor predstavujici ani nie 5%, v testovych dlohdch MONITOR 9 bola tomuto
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typu uloh venovand aZ privel’kd pozornost’, ked’ v roku 2003 tvorili 15% uloh, v roku
2004 15% a v roku 2005 bol uz primeranejsi priestor a to takmer 7%.

5. Zaver

Jednym z hlavnych cielov sucasnej pedagogickej Cinnosti je uskuto¢iiovanie krokov
veducich k zlepSeniu pozitivneho vnimania matematiky v spolocnosti, jej zatraktivnenie
a najmi doraz na prepdjanie teoretickych poznatkov s vyuZzitim aplikdcii v praxi. Toto je
potrebné uz na zakladnych Skoldch. Tradi¢né t€émy Skolskej matematiky ako aritmetika,
algebra a geometria st samozrejme doleZité a je takisto vel'mi potrebné ziskat v nich
dolezité zéaklady. Ale iné Casti matematiky, ako diskrétna matematika a Statistika si
v sicasnom svete, vd’aka informatizicii spoloc¢nosti, buduji ddlezité postavenie, ktoré
je nutné zohladnit’ pri vzdeldvani. Atraktivita tychto oblasti je vtom, Ze uZ na
elementarnej Skolskej urovni mozno predviest’ a preukdzat’ ich uzito¢nost’ v aplikécii
redlneho Zivota. Teda Ziakom ddva moZnost skimat’ procesy, ktoré maji prakticky
vyznam, ¢im sa ucivo stdva pochopitel'nej$im a atraktivnej$im.

Neuspech pri rieSeni testovych uloh z diskrétnej matematiky a Statistiky, pocas
MONITORu 9 v roku 2003 je moZzné odovodnit’ nasledujicimi faktami:

Vzhladom k tomu, Ze diskrétna matematika a Statistika bola do ucebnych osnov
zaradend v roku 1997, ma vel’ka Cast’ ucitelov nedostatocnu skiisenost’ s vyu¢ovanim
tychto oblasti matematiky. UCcitelia citia potrebu doplnit’ si odborné vedomosti, ale
hlavne metodiku vyucby diskrétnej matematiky a Statistiky, podl'a [2].

Ucivo je vo vSetkych ro¢nikoch zaradené sice ako zakladné ucivo, ale aZ na konci
Skolského roku, kedy je pozornost’ Ziakov uZ prirodzene orientovand aj na iné oblasti.
Dal§fm problémom je nepostacujiici ¢asovy priestor, pripomefime, Ze je mu venovanych
necelych 5% z celkového Casu.

Ako problém mdZeme uviest’, Ze sa z pohl'adu mnohych ucitelov a nésledne aj Ziakov
javi toto ucivo ,,menej dolezité* a to najmi vd’aka procesudlnemu sposobu vyucovania a
chdpania, ktoré je odliSné od klasického konceptudlneho charakteru.

V neposlednom rade, je aj neimernd naro¢nost’ vybranych tdloh na test z matematiky
MONITOR 9, kde najmi dloha 3 bola nadStandardne ndrocnd a dovolim si tvrdit, Ze
nejeden absolvent gymndzia by s jej vyrieSenim mal problémy.

Urcite existuje eSte niekol’ko moznych vysvetleni, avSak aj z tych, ktoré sme uviedli je
zrejmé, 7Ze ulohy z diskrétnej matematiky a Statistiky maji svoje miesto v ulive
matematiky zdkladnych Skol.
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Abstrakt

Clanok sa venuje tlohe, ktord vyuZiva viaceré poéitade. Komunikdcia medzi poéitadmi
bezi na platforme MS .NET. Na vytvorenie spojenia medzi pocitami pouZivame .NET
Remoting ako jeden z ndstrojov na programovanie sietovych aplikdcii v .NET Framework.
Prezentovana dloha je implementovand v MS Visual C#. V tlohe, v ktorej klient - zapisovatel
posiela na server kritickd hodnotu, a ten informuje vSetkych klientov - Citatel'ov o sledovane;]
hodnote, bolo potrebné zrealizovat’ volanie Citatelov zo servera. Je to rieSené cez spitné
volanie klienta zo servera pomocou udalosti.

1. Uvod

V poslednom c¢ase je bezné budovat’ aplikdcie ako mnoZinu komponentov, ktoré su
distribuované pocitaovou sietou a pracuji sicasne ako cCast jedného programu.
Distribuované aplikécia vyZaduje technoldgiu zalozeni na komponentoch a objektoch. Takou
technolégiou je u firmy Microsoft® DCOM (Distributed Component Object Model),
u skupiny OMG (Object Management Group) je CORBA (Common Object Request Broker
Architecture), alebo u firmy Sun je RMI (Remote Method Invocation) [1]. Tieto technolégie,
zaloZené na komponentoch, pracuji vel'mi dobre v prostredi Intranetu, ale ich pouZitie na
Internete predstavuje zna¢ny problém. Pozrime sa teraz stru¢ne na DCOM.

V minulosti medziprocesnd komunikacia medzi aplikdciami bola riadend MS cez DCOM.
DCOM dobre pracuje a vykonnost' je dostacujica pri aplikdcidch beziacich na pocitacoch
podobného typu v tej istej sieti. AvSak, nedostatkom DCOM je spoliehanie sa na bindrny
protokol, ktory nepodporuji vsetky objektové modely. DCOM mé problém pracovat cez
firewall. DCOM chce komunikovat’ s portami, ktoré blokuje firewall. Je to mozné dosiahnut’
vypnutim firewall. NET Remoting odstranuje t'azkosti DCOM podporou réznych formatov
transportnych a komunikaénych protokolov.

V ¢lanku uvadzame a popiSeme kod, ktory sme implementovali na rieSenie problému, v
ktorom beZzi komunikdcia medzi jednym serverom a réznym poctom klientov dvoch typov.

V nasledujicej Casti ¢lanku je definovany pojem distribuované pocitanie a st popisané dva
typy distribuovanych aplikdcii podla poctu klientov a serverov. Tretia Cast’ sa venuje
prostriedkom .NET Framework, ktoré umoZznuju programovat distribuované aplikdcie.
Podrobnejsie o jednotlivych stcastiach .NET Frameworku je pisané v $tvrtej Gasti. Dalsia ¢ast’
rozoberd dva typy vzdialenych objektov. Predposlednd, najddleZitejSia Cast’ popisuje rieSenie
ulohy s jednym serverom a viacerymi klientmi. V poslednej €asti su uvedené odportcania pre
testovanie.

2. Distribuované pocitanie

Pod pojmom distribuované pocitanie rozumieme pocitanie na viacerych pocita¢och. Pri
casovo ndro¢nych vypoctoch chceme vyuZit' viaceré pocitace, ktoré mame k dispozicii.
Pocitac, ktory posiela dlohu inému pocitacu nazyvame klientom a pocita¢, ktory dlohu pocita

Clanok bol podporeny grantovym projektom VEGA 1/1006/04 9150/MS
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pre klienta nazyvame serverom. Najjednoduch$ia komunikicia je medzi dvoma pocitacmi,
ked’ mdme jedného klienta a jeden server. Distribuované aplikdcie s teda aplikdciami typu
klient — server. Podla poctu klientov aserverov mdzeme rozli§it dva typy uloh
distribuovaného pocitania:
§ viac klientov a jeden server,
§ jeden klient a viac serverov — tento pripad uz zarad’'ujeme k distribuovanému
paralelnému pocitaniu.

Tento ¢lanok sa sustred’uje na prvy typ, lebo z hladiska implementdcie pomocou udalosti
vyzaduje viac usilia. Kym pri distribuovanom paralelnom pocitani na strane servera
nemusime pouZivat’ udalosti, v nami rieSenej tlohe (prvy typ) pouZitie udalosti na strane
servera poskytuje isté vyhody: menSie zat'aZenie siete a klienta.

p
o1 server aviac klienkoy -

oy = o=y

» viac serverow a 1 Kienk - ﬂ/ﬁ
1 _

Distribuované paralelné pocitanie

—

3. Distribuované aplikacie

.NET Framework poskytuje tri prostriedky na programovanie sietovych aplikacii: TCP/IP,
Web Services, Remoting. TCP/IP umoziuje programovanie distribuovanych aplikdcii na
najnizsej urovni pomocou posielania dat. Web Services a Remoting poskytuje programovanie
distribuovanych aplikdcii na vy3$Sej drovni. Web Services aj Remoting maji svoje vyhody a
nevyhody. Vyhodou Web Services v porovnani s Remoting je nezdvislost’ od platformy, OS.
Na druhej strane pomocou Remoting mdZeme vyuZivat’ udalosti, rézne formaty a protokoly.
.NET Remoting poskytuje infrastruktdiru pre distribuované objekty.

4. Suacasti .NET Frameworku

Pri tvorbe distribuovanych aplikacii v .NET Frameworku su potrebné poznatky
o vldknach, delegéitoch a udalostiach.

4.1. Vlakna - thready

Na vykonanie aplikdcie sa vyuZiva jedno hlavné vldkno. Pri ¢asovo naro¢nych vypoctoch
je mozné uvolnit’ hlavné vldkno aplikdcie a vypocet robit’ na pozadi v inom vldkne [2].
Vytvorenie a spustenie nového vldkna ilustruje kod:

// testThread.cs
class MyClass
{
public void MyMethod () {...}
static void Main () {
Thread myThread = new Thread(new ThreadStart (MyMethod));
myThread.Start () ;

}

Tu metdda MyMethod nesmie mat’ Ziadny vstupny argument, lebo toto Standardné pouZitie
vlakien nedovol'uje odovzdat’ argumenty metdde.

216



4.2. Delegati

Ak potrebujeme podat’ vstupné argumenty metdde, je mozné namiesto vlakien pouzit
delegdtov [2]. Delegét zastupuje metddy alebo funkcie istého typu a na delegat sa moZeme
pozriet ako na prototyp metdd a funkcii. V nasledujicom priklade delegdt computebDlgt
zodpovedd metédam s jednym vstupnym parametrom. InStancia myDlgt zastupuje metédu
MyMethod.

// testDelegate.cs
delegate void ComputeDlgt (int n);
class MyClass
{
public void MyMethod(int i) {...}
static void Main () {
ComputeDlgt myDlgt = new ComputeDlgt (MyMethod);

}

Metéda MyMethod ma jeden vstupny argument, a preto aj delegidt ComputeDlgt je
deklarovany s jednym argumentom. Vyvolanie metddy MyMethod prostrednictvom delegata
mdZze byt synchrénne alebo asynchrénne. Pri synchrénnom spusteni metddy delegita sa
metdda vykondva sekvencne v hlavnom vldkne aplikdcie. Asynchrénne spustenie delegita
vyvola metddu v novom vlékne.

myDlgt (5); // <=> MyMethod(5); synchrénne vyvolanie metddy MyMethod
myDlgt.BeginInvoke (5, null, null); // asynchrénne vyvolanie metddy MyMethod

V poslednom kédovom riadku Thread nevystupuje — skonStruuje ho v pozadi BeginInvoke.

4.3. Udalosti

Udalost’ je Specidlny typ delegéta. Pri prici s udalost'ou rozliSujeme dve Stddia: definicia a
volanie udalosti na strane servera a jeho vyuZzitie na strane klienta. Pri definicii udalosti najprv
sa deklaruje typ delegita a udalost, a potom nasleduje spidtné volanie udalosti (klientovej
metédy oSetrenia udalosti). Dalej ilustrujeme dané dve $tadia.

Definicia:

public delegate void CancelDlgt (object sender, CancelEventArgs aea);

static public event CancelDlgt Cancel;

Vyvolanie udalosti cancel:

if (Cancel != null)
Cancel (this, new CancelEventArgs (true)); // callback

VyuZzitie udalosti zahffia dva kroky: registraciu metédy na udalost’ a implementaciu metddy.
Registrécia:

Cancel += new CancelDlgt (On_Cancel); // CancelDlgt event registration
Implementacia metody:

private void On_Cancel (object sender, CancelEventArgs aea)

{...}

5. Vzdialené objekty v Remoting

Kazda aplikacia v .NET beZzi vo svojej aplikacnej doméne a Standardne nemodzZe
pristupovat ku koédu/objektom aplikdcie vinej aplikacnej doméne. Objekty modZu
komunikovat’ len v rdmci jednej aplikacnej domény. Vzdialeny objekt je objekt nachadzajici
sa mimo aplika¢nej domény bud’ v rdmci jedného pocitaca alebo na réznych pocitacoch. Na
komunikaciu medzi objektmi dvoch aplikaénych domén moZeme pouzit’ .NET Remoting.
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Pri komunikécii medzi aplikaénymi doménami rozliSujeme dva typy objektov [2]:
§ objekty podavané odkazom
Ak chceme pristupovat’ k vzdialenému objektu, objekt musi byt odvodeny od triedy
System.MarshalByRefObject, ktord umoZiuje pristupovat k objektu z inej aplikacne;j
domény. Aktivacia MarshalByRefObject objektu mdZe byt dvoma sposobmi:
§ serverom aktivované objekty (SAQO). Serverom aktivované objekty su vytvorené
serverom az ked’ su potrebné, ked’ klient prvy krat vold metédu objektu.
§ klientom aktivované objekty (CAO). Klientom aktivované objekty su vytvorené na
serveri ked’ klient vytvori objekt cez new alebo Activator.CreateInstance.
§ objekty poddvané hodnotou
Vyuzivame ich pri odovzddvani parametrov metéd. Tento typ objektu sa prenasa cely,
vytvdra sa kdpia objektu. Ak chceme predat’ kopiu, objekt musi byt serializovany.
Standardné typy (int, float, double, String...)su serializované. UZivatel'ské typy
je moZné serializovat’ pridanim atributu [Serializable] pred ndzov typu pri jeho
implement4cii. Vytvorenie serializovanej triedy vyzerd nasledovne:

[Serializable]
public class MyObject {
public int n = 0;
public String str = null;
}

Pri komunikdcii klient (jedna aplikacnd doména) pristupuje k objektom mimo aplikacnej
domény — na server (druh4 aplikacnd doména)

6. Aplikacia v .NET Remoting

Zaoberali sme sa dlohou, ked” mame jeden server a klientov dvoch réznych typov.
Prvy typ klienta writer (zapisovatel’) posiela na server sledovand hodnotu (kritickd hodnotu -
CV): najnovsiu informéciu napr. o pocasi, o stave na burze. Druhy typ klienta tieto informécie
zo servera ziskava alebo ¢ita, nazyvame ho reader (Citatel'). Tito dlohu je moZné riesit’ dvoma
spdsobmi: bud’ bude iniciativny klient alebo server. V prvom pripade klient v istych ¢asovych
intervaloch Ziada od servera aktudlnu hodnotu, ale nevyhodou je neustdle kontrolovanie
servera (pomocou nekonecného cyklu na strane klienta) a zataZenie siete. V druhom pripade
inicidtorom sa stdva server, hned’ ako dostane novd hodnotu rozoSle zaregistrovanym
¢itatel'om tito hodnotu. Druhy pripad, ked’ iniciativny je server, je rieSeny pomocou udalosti
takym spdsobom, Ze server v momente, ked dostdva najnovS§iu informéciu, posle vSetkym
pripojenym Citatelom najnovSiu sledovanid hodnotu. Na tejto aplikdcii ukdZeme, ako sa
vytvoria klienti a server, ktori budd medzi sebou komunikovat’. Pre skratenie vysvetl'ovania,
nepouzijeme konfiguracné subory ako je to bezné v rieSeniach dostupnych na Internete.

[ server

PC Mame: “odickaPC

IP Address: 147.23217.59 (oA EERvER | \
3z Set

-zerver's critical value by Interface

= writer

Obrazok ilustruje komunikdciu medzi serverom, zapisovatel'om a CitateI'mi v naSej Windows
aplikécii.
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Tato aplikdcia bude pouZivat’ dva r6zne vzdialené MarshalByRefObject objekty typu:

§ cvserver - writer ked’ chce na serveri aktualizovat’ kritickd hodnotu pristupuje ku
vzdialenému objektu tohto typu. Typ cvserver je definovany aj inicializovany na
serveri (je odvodeny od 1Criticalvalue rozhrania definovanom v Common.cs)

§ cvChanged_wrp - server informuje vsetkych Ccitetelov o ndstupe novej cvChanged
udalosti cez vzdialeny objekt cvChanged_wrp, definovany v Common.cs a
inicializovany u Citatelov.

V nasledujicich dvoch Castiach popiSeme definiciu tychto dvoch MarshalByRefObject typov
a v d’al$ich troch ich registraciu, inicializaciu a pouZitie.

6.1. Vytvorenie vzdialeného objektu cvserver (SAO)

Predtym ako vytvorime vzdialeny objekt cvserver, ktory bude umiestneny na serveri, aby
k nemu mohli pristupovat’ klienti, potrebujeme rozhranie Icriticalvalue, ktory obsahuje
dve metddy audalost cvchanged. Pomocou nej server zisti vSetkych zaregistrovanych
Citatel'ov.

// Common.cs
using System;
namespace Common
{
public delegate void CVChangedDlgt (String cv);
public interface ICriticalValue
{
event CVChangedDlgt CVChanged;
void setValue (String text);
String getValue () ;
}

Server implementuje vzdialeny typ cvserver, ktory je odvodeny od triedy
MarshalByRefObJject arozhrania ICriticalvalue.

// Server.cs
public class CVServer: MarshalByRefObject, ICriticalValue
{

public event Common.CVChangedDlgt CVChanged;

String _text = "";

public CVServer ()
{
MessageBox.Show ("ServerVector activated");
}
public void setValue (String text)
{
_text = text;
SafeInvokeEvent (text) ;

}

public String getValue ()
{
return _text;

}

6.2. Vytvorenie vzdialeného objektu CvChanged Wrp (CAO)

V nasledujuicich riadkoch kédu definujeme vzdialeny objekt CVChanged_Wrp, ktory je
tiez odvodeny od triedy MarshalByRefObject. Tento vzdialeny objekt md udalost
CvChanged2 a metddu CvChanged2_Trigger, ktord vyvold metédu zaregistrovand na udalost’
cvchanged2. Tento vzdialeny objekt bude inicializovany u Citetela.

// Common.cs
using System;
namespace Common
{
public delegate void CVChangedDlgt (String cv);
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public class CVChanged_Wrp: MarshalByRefObject
{
public event CVChangedDlgt CVChanged2;
public void CVChanged2_Trigger (String cv)
{
CVChanged2 (cv) ; // 2. callback

}

public override Object InitializeLifetimeService/()

{

return null;

}
}

Tato trieda cvChanged_wWrp je pomocnd, je iba obal. Sprostredkuje komunikdciu medzi
Citatel'om a serverom. NajddlezitejSim momentom je tu spitné volanie metddy na oSetrenie
udalosti cvChanged2 prikazom cvChanged2 (cv) .

6.3. Zavedenie CvServer objektu

V predchadzajucich dvoch Castiach sme definovali MarshalByRefObject typy: CVServer
a CvChanged_wrp. Tdto Cast’ stru¢ne popiSe zavedenie cvserver objektu. Pred zavedenim
vzdialeného objektu na strane servera, je potrebné vytvorit’ a zaregistrovat komunikacny
kandl, na ktorom bude prebiehat’ komunikécia medzi serverom a klientmi (napr. ¢islo 6789
urcuje vol'né ¢islo portu).

// Server.cs

IDictionary prop = new Hashtable();

prop["port"] = 6789;
sProvider = new BinaryServerFormatterSinkProvider () ;
cProvider = new BinaryClientFormatterSinkProvider () ;

sProvider.TypeFilterLevel = TypeFilterLevel.Full;

TcpChannel chan = new TcpChannel (prop, sProvider, cProvider);
ChannelServices.RegisterChannel (chan) ;

Zavedenie a registrovanie vzdialeného objektu typu CVServer ako WellknownServiceType
uskuto¢nime prikazom:

RemotingConfiguration.RegisterWellKnownServiceType (
typeof (CVServer), "CVServer.soap", WellKnownObjectMode.Singleton);

Prvy parameter urcuje typ vzdialeného objektu, druhy parameter urcuje I'ubovolné meno
vzdialeného objektu (pouZitie pripony .soap odporic¢a MS), pomocou ktorého je objekt
jednoznacne identifikovany v sieti. Treti parameter nastavuje spOsob aktivdcie objektu, Ci
objekt je vytvoreny len raz pre vSetky volania (singleton), alebo viackrat pre kazdé volanie
objektu (singlecall).

6.4. Pouzitie vzdialeného objektu CvServer u zapisovatel’a

Ak chceme u klienta pouzivat’ vzdialeny objekt, je potrebnd registracia komunikacného
kandla aj na strane klienta. V§Simnime si, Ze tu nie je nutné uddvat’ ¢islo portu:

// Writer.cs
TcpChannel chan = new TcpChannel () ;
ChannelServices.RegisterChannel (chan) ;

Na vytvorenie inStancie pouZijeme Activator.GetObject, pricom druhy parameter uddva
presné miesto, kde sa nachddza objekt s menom objektu:

ICriticalValue _remObj = (ICriticalValue)Activator.GetObject (
typeof (ICriticalvalue), "tcp://KM_pcOl.zamestnanci.svf.tuke.sk:6789/CVServer.soap");

Volanie metddy s aktivaciou vzdialeného objektu cvserver na strane klienta zapisovatela:

String t = textBoxl.Text;
_remObj.setValue (t);
labell.Text = _remObj.getValue();
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Napriek tomu, Ze sa pristupuje ku vzdialenému objektu, dva posledné prikazy sa vykonaji
synchronne, lebo su v jednom vldkne, nenastava predbiehanie.

6.5. Pouzitie dvoch vzdialenych objektov a udalosti u ¢itatePa

Registracia komunika¢ného kandla a vytvorenie inStancie sa uskuto¢nuje kédom:

// Reader.cs

TcpChannel chan = new TcpChannel (0);

ChannelServices.RegisterChannel (chan) ;

_RemObj = (ICriticalValue)Activator.GetObject (typeof (ICriticalValue),

"tcp://KM_pcOl.zamestnanci.svf.tuke.sk:6789/CVServer.soap");
Kéd prezentovany v tejto Casti je sndd’ najdoleZitejsi (ale urcite najzloZitej$i). Nardba sa
sdvoma rdznymi vzdialenymi objektmi, dvoma udalostami a asynchrénnym volanim
metddy. Aby server vedel kol’ki Citatelia si nanho pripojeni a mohol spitne vyvolat’ metédu
klienta on_cvChanged, vytvorime u Citatela inStanciu vzdialeného objektu typu
CVChanged_Wrp, ktory obsahuje metédu cvChanged2_Trigger a udalost’” cvchanged2. Na
udalost’ cvchanged vzdialeného objektu cvserver sa zaregistruje metdéda on_cvChanged na
oSetrenie udalosti cvChanged2 vzdialeného objektu cvchanged_wrp.

// Reader.cs

_evWrp = new CVChanged_Wrp();

_evWrp.CVChanged2 += new CVChangedDlgt (On_CVChanged?2) ; // see Callback 2
_remObj.CVChanged += new CVChangedDlgt (_evWrp.CVChanged2_Trigger); // see Callback 1

private void SetLabelText (String text)
{
labell.Text = text;
labell.Refresh();
}
private delegate void SetLabelDlgt (String s);
private void On_CVChanged?2 (String s)
{
this.BeginInvoke (new SetLabelDlgt (SetLabelText), new object[]{s});

}

Pretoze metéda cvChanged2_Trigger vyuZiva udalost cvChanged2 treba ju zaregistrovat
pred registrdciou udalosti cvChanged. Kym metéda on_cvChanged2 na oSetrenie udalosti
CVChanged2 je implementovand u Citatela, metéda CvChanged2_Trigger na oSetrenie
udalosti CvVChanged je implementovana v Common.cs. Metéda
_evWrp.CVChanged2_Trigger Vvold oOn_CVChanged2. V metéde oOn_cvChanged2 je
nebezpecné pouzivat’ kéd [3]:

labell.Text = text;
lebo je sicastou vldkna, ktoré inicializoval server a riadiace prvky sd oSetrené hlavnym GUI
vlaknom. KonStrukcia

this.BeginInvoke (new SetLabelDlgt (SetLabelText), new object[]{s});

zabezpeci volanie metédy v hlavnom GUI vlakne.
Na ukoncenie celého pribehu zostalo ndim ukdzat’ kde nastdva spitné volanie u Citatelov
zaregistrovanych metdd na oSetrenie udalosti cvChanged.

6.6. Vyvolanie udalosti CvChanged u servera

Citetel'a zaujimaji nové hodnoty sledovanej veli¢iny na serveri. Aby bol promptne
informovany o kazdej zmene hodnoty, mal by sa zaregistrovat’ na udalost’ cvChanged (zmena
kritickej hodnoty CV). NemoZe to urobit’ priamo, musi to realizovat’ sprostredkovane cez
pomocnu triedu cvChanged_wrp. V Casti 6.2 sme videli ako tento pomocny vzdialeny objekt
vold spitne metddu Citatela. Ostalo ndm iba ukdzat’ ako server vold spidtne metédu
pomocného objektu.
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// Server.cs
private void SafelInvokeEvent (String cv)
{
if (CVChanged != null)
{
CVChangedDlgt delCV = null;
foreach (Delegate del in CVChanged.GetInvocationList ())
{
try
{
delCV = (CVChangedDlgt) del;
delCV (cv) ; // 1. Callback
}

catch (Exception ex)

{
MessageBox.Show ("Exception occured " + ex.Message);
CVChanged —-= delCV;

}

Cez udalost’ cvchanged sa zistia vSetci zaregistrovani Citatelia. Zoznam Citatelov ziskame
CVChanged.GetInvocationList ()). Vyvolanie metddy Citatel'a uskutoéni delcv (cv) ;

7. Skisenosti pri testovani

Pri zaddvani adresy vzdialeného objektu, adresa pocitaca musi byt jednoznac¢nd. Zla
adresa vzdialeného objektu: " tep://KM_pc0l:6789/CVServer.soap”.
Vhodné adresy: "tcp://147.232.177.159:6789/CVServer.soap",
"tcp://KM_pc0l.zamestnanci.svf.tuke.sk:6789/CVServer.soap".
V naSich podmienkach pri istych sietovych nastaveniach bolo naviac potrebné vypnit
firewall, ¢o pri rieSeni distribuovanych tdloh bez udalosti, definovanej na serveri, nie je
potrebné.

8. Zaver

V préaci sme sa venovali komunikdcii medzi jednym serverom a viacerymi klientami (prvy
typ distribuovaného pocitania). V buddcnosti pldnujeme venovat sa druhému typu
distribuovaného pocitania — ked’ mdme viac serverov a jedeného klienta. Tento typ je mozné
pouZit na urychlenie vypoctu pri Casovo ndrocnych vypoctoch: neurénové siete [4],
autokorelac¢nd funkcia pre viac tisic dat, MIF (mutual information function — zahfiia vypocet
viacrozmerného integrélu).
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Niektoré konfidenéné intervaly pre spoloény stred!

Alexander Savin
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1. Uvod

V medzilaboratérnych studiach sa uvazuji merania, ktoré sa vykonévaji na rov-
nakom objekte zaujmu v réznych laboratériach. Laboratoria mozu vykazovat rozne
medzilaboratorne chyby (heteroskedasticita). Budeme predpokladat normalne roz-
delenie jednotlivych merani a pocet laboratorii budeme uvazovat za pevne dany.

Teda uvazujme model jednoduchého triedenia s pevnymi efektmi:

Yij = p+ei (1)

s navzajom nezavislymi chybami, ¢;; ~ N (0,07), prei =1,...,kaj=1,...,n,
(Nezname) varianéné komponenty o7 sii rusivé parametre: medzilaboratérne varian-
cie. Parameter zaujmu je (neznama) stredna hodnota p — spolo¢ny stred.

Cielom tohto textu je zosumarizovat a porovnat doteraz zndme metody, a odpo-
rucit ako postupovat pri hladani konfidencéného intervalu pre spolo¢ny stred p s ¢o
najlepsim pokrytim a najkratsou dlzkou.

2. Metody

Aby sme mohli robit Statistickii inferenciu — testovanie, konfiden¢né intervaly
apod., potrebujeme najst odhad pre spolo¢ny stred . Budeme sa snazit hladat
najlepsie linearne nevychylené odhady (BLUE), resp. ich odhady alebo pribliZenia.
V nasledujucich ¢astiach budeme popisovat jednotlivé metody zalozené na odhadoch
spolo¢ného stredu p za alebo bez predpokladu varian¢nej homogenity — homoskes-
ticita alebo heteroskedasticita.

2.1. Homoskedasticky variant

Homogenita variancii ndm upravuje model nasledovne:
Yij = p+ ey, (2)

kde e;; ~ N (0,6%), prei =1,...,k aj=1,...,n; st navzajom nezavislé.

LS odhad Za predpokladu varian¢nej homogenity — homoskedasticity, najlep-
sim linearnym nevychylenym odhadom (BLUE) pre stredni hodnotu p je odhad
pomocou metddy najmesich stvorcov (LS):

k
1 _
firs = - N Z: n;Yi, (3)
kde V; = Z YijaN= Zle n;, s varianciou

Var (Y,) = —. (4)

1Clanok bol podporeny grantom z Vedeckej grantovej agentiry Slovenskej Republiky VEGA
1/0264/03.
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KedZe varianciu odhadu nepozname, mozeme pouzit jej odhad:

k
Var(Yn) = NN— 1 ;;
1 1 ) o2
oM IIETSURS ) FNC
i=1
kde 57 = 55" | (Vi — Vi ) Potom statistika 7T),
Y, —
T, = b~ ity (6)
Var (Yn)

mé t rozdelenie s N — 1 stupniami volnosti. Konfiden¢ny (1 — a)100% interval
spolahlivosti pre spolo¢ni strednt hodnotu u je

C] = [ —tN L1-% Var (Yn) s Yn+tN_1;1_% Var (Yn) s (7)
kde ty_1;1-2 je (1 — a/2) kvantil ¢ nahodnej premennej s N — 1 stupiiami volnosti.
2.1. Heteroskedasticky variant

Porusenim predpokladu o homogenite variancii, teda plati: Var (e;;) = o2, 07 #
ajz pre © # j, odhad Y,, prestava byt BLUE. Aby sme dosiahli BLUE, potrebujeme
uvazovat metodu zovseobecnenych najmensich stvorcov (GLS).

GLS odhad. Vdaka poruseniu homogenity variancii, sa model (2) meni na:
Yij = 1+ €4, (8)

kde e;; ~ N (0,67), prei =1,...,k aj=1,...,n; st navzajom nezavislé.
Najlepsim linearnym nevychylenym odhadom (BLUE) je odhad zalozeny na me-
tode zovSeobecnenych najmensich stvorcov (GLSE):

-1
% _
N = n; o Zizl w; Y,
fiars = Yo = (E ;) E U—igyz‘. TS (9)
S varianciou

Var (V,) = (Z %) - Zk; 3 (10)

Ak by sme poznali varianéné komponenty o2, potom pivot T, zalozeny na GLSE

Y, — 1
1
(Zf:l wi)

ma Standardizované rozdelenie a (1 — «) 100% konfiden¢ény interval spolahlivosti
pre spolo¢ni stredntt hodnotu p zalozeny na tomto pivote

T, = ~N(0,1), (11)

Ul_, Ul_,

\/ 1% \/ 1%
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kde u;—q je (1 —a/2) kvantil standardizovanej normalnej ndhodnej premennej, je
najlepsi mozny, nakolko Y,, je v tomto pripade BLUE, teda mé najmensiu moznu
varianciu.

Graybillov-Dealov odhad LenZe v nasom pripade o? nepozname. Dosadenim
nevychylenych odhadov ¢ — 52, ziskame odhad BLUE, teda priblizny odhad p —
Graybillov a Dealov odhad (pozri [3]):

ktory BLUE uz nie je.
Rozdelenie statistiky Ty,

(Zaw)”

nepozname, ale vieme, ze asymptoticky konverguje k normalnemu rozdeleniu. Na za-
kladne tohto poznatku vieme zostrojit priblizny konfiden¢ny (1 — ) 100% interval
spolahlivosti pre spolo¢nu strednt hodnotu u:

Ur—2 _ Ur—2

Clep = |Yw — —2—<u<Yy+ —2—], (16)
(Ef:l WZ) <Zf:1 VV%)

kde u;—q je (1 — a/2) kvantil standardizovanej normalnej ndhodnej premenne;j.

Vdaka neznalosti presného rozdelenia 3tatistiky Yy, vzniklo vela metod, kto-
ré nam ho aproximuji roznym sposobom. V nasledujicich paragrafoch sa blizsie
pozrieme na niektoré z nich.

Metoda Kackara a Harvillea. Kackar a Harville (1984) v [6] aproximovali va-
rianciu pre Graybillov-Dealov odhad Yy rozdelenim na dve ¢asti, menovite Yiv —p =
(YW Y, ) (Yw ) Vdaka nezavislosti Y = (Yl, . ) a 82 =(5%,..., 52)
vidno, ze Yy — Y, a Y, — pu st tiez Statisticky nezavislé. Preto plati:
- - 2
Var (Yw) = E (Yw — p) ",
—E(Y,—p)’+EYw -Y,)%, (17)
— 0+ E(Yy - Y.)°.

Vidime, Ze ® nam podhodnocuje variacniu Yy o E (YW — Yw)Z. Rozpisanim Yy do
Taylorovho radu v S? = (S2,...,52)" okolo bodu ¢ = (¢2,...,07)" dostaneme:

k

ZSZ—O' +%Z 52—0 28Y.
i=1 =1 2

’l
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Pouzitim iba linedrneho ¢lenu v horeuvedenom rozvoji a tpravou, umocnenim a
zobratim strednej hodnoty dostaneme nasledujtiicu aproximaciu:

k
; 52—0 (90

2
E(Yw - Y,)

Vieme ukazat, ze plati:

oy, w? (Vo — 12
00 Yt wy

£ DAY _ wi o? 1
902 ) k 2\ n, SE w )
n; (Zj:l wj) ' =1

(2

Vdaka nezavislosti vietkych ¢lenov Y a S2,

Y. 2
E(Yw - Y.) ZE (S? — o) (%)

4 2
~ Var SiQ Wi (ﬁ — ;>
Z ( )n% (Th,w) \™ i

Inymi slovami, vieme vyjadrit E (YW — M)Q priblizne ako

_ w3 Ws
Var (Yi) ~ + Var (57) : 5 (1 - —l> ,
Z] 1%j ; nf <Z?:1 wj> Z?:l Wi

s prirodzenym odhadom vzniknutym dosadenim odhadov S? za nezname varianéné
2.
komponenty o;*:

k
— = 1 — w3 W;
Var (Vi) ® ———+ Y Var(5?) : (1 — —Z) :
Z?zl W; ; n? <Z§:1 Wj)2 Z;;l W;

Teraz mozeme pisat nasledovnu Statistiku, ktora asymptoticky konverguje k Stan-
dardizovanému norméalnemu rozdeleniu:

Y - 7.
TKH = LM pr N(Oa 1)7 (18)
Var (YW)HK

A -1

= W, 2 W, W

Var (Y, = — +—— — |1 = =, 19

T (2] = S

kde Var (YW)KH je vysledny odhad variancie s pouzitim nevychyleného odhadu
-1

o — (Zk L ) uvedenej Boeckenhoffovou a Hartungungom (1998) v [1], kde

i=1 Cis,?
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ci=fi/(fi—2),prei=1,... k. Statistiku Ty aproximuje pomocou ¢-rozdelenia
so stupfiami volnosti odhadovanymi podla Sattehwaitovej metody:
YW — U rib.
Ticn = ———=—="""tow (20)
Var (YW)KH

kde )
(zm)
S WRIf

Konfiden¢ény (1 — «) 100% interval spolahlivosti pre spolo¢nu stredni hodnotu p je

P = (21)

— —

CIKH = |:YW - tﬁw;l—% Var (YW)KH U S YW + tf/W;l—% Var (Yw) (22)

KH |’

kde t5,,.1-¢ je (1 — a/2) kvantil t-néhodnej premennej s oy, stupiiami volnosti.

Metoda Kenwarda a Rogera. 7 metédy odvodenej Kackarom a Harvilleom
(1984) (v [6]) vychadzali aj Kenward a Roger (1997) (pozri [7]), kde vychyleny

A

odhad pre ® odhadovali pomocou Taylorovho rozvoja ® v S? = (S2,...,52) okolo

bodu 02 = (0, ...,07)" v strednej hodnote:
-1
L)
1 ]- =1 1
k N Sk + Z (57 —o7) o2
Wi iawi IS g

Teda

-1
1 1 1< 0% (S0 wi
E [Zk W] ~ > +§ZVar(S2) ( >
=1 1 i=
Wi

N Zi:l Wi i (Zl.f_l wi) U_i [Zle Wi

Dosadenim odhadov nezndmych variancii mame odhad tejto strednej hodnoty:

—-1]. (23)

k
~ 1 1 — 1 n; Wi
d=E ~ - E Var (S52) — [ L — 1]
[Zf:l VVz] Zf:l L —— <Zf:1 VV1>2 S Zf:l Wi

1 2 777

L (s w) 27

W
SaWi|

S¢itanim odhadu @ a penalizéacie odvodenej Kackarom a Harvilleom v [6] dostaneme
nasledovnii aproximéciu variancie Yy :

k

— = 1 4

Var (Yiv) Wi

Wi
o e

CYELwW

] L (29)
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Nasledovnu Statistiku o
Tin = — = """ 11, (25)
Var (YW)KR

aproximujeme, podobne ako v predchadzajicej sekcii, pomocou t-rozdelenia so stup-
nami volnosti odhadovanymi podla Sattehwaitovej metody, kde

ko)l
Dy = % (26)

K tejto statistike s pribliznym ¢-rozdelenim, dospel pre tetno Specidlny pripad aj Me-
ier (1953) (pozri [8]). Konfiden¢ény (1 — ) 100% interval spolahlivosti pre spolo¢nu
strednt hodnotu u je

CIKR = |:}_/W — tﬁw;l—% \/ Var (YW)KR s YW + tﬁw;l—% \/ Var <YW)KR:| s (27)

kde t5,,.1-¢ je (1 — a/2) kvantil t-ndhodnej premennej s oy stupiiami volnosti.

Metody zalozené na F-Statistikdch. Hartung a Makambi (2002) v [5] postu-
povali inym sposobom, neodvadzali konfiden¢né intervaly aproximéciou rozdelenia
odhadu Yy ale aproximovanim rozdelenia pivotalnej Statistiky 77,

(Yw —n)°
(ohw) ™

F-rozdelenim so stupnami volnosti 1 a vrz,, kde stupne volnosti vpz odhadujeme
momentovou metddou:

2
TW: FlI/TQ’
w

E(T3)
—g_— W)
"y T TE(T2) - 1

KedZe strednii hodnotu T3, nepoznéme, odhadujeme ju. Ak rozvinieme Zle W,
do Taylorovho radu, mame

k k k
1 2 82 z 1 Wi
D Wi ) witgB ) (SF—ol) =5
=1 =1 i=1 7
Pouzitim vztahu E (X) = Ey [E(X|Y)], rozvinutim a ignorovanim zavislosti medzi

. -1
Y a (Zle Wl> dostaneme aproximaciu strednej hodnoty T3

E(T%) ~ ~ ZV&T S7) =
=1 =1 o

Teda, Statistika T3, je distribuovana ako F-rozdelenie s 1 a vr2, stupfiami volnosti,
kde stupne volnosti ohdadujeme momentovou metddou:

E(Ty)
, —o W)
" T CR(TR) — 1
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Odhad E(T%,) mozeme odhadovat pomocou dalsiecho Tayolorovho rozvoja tatis-
tiky T# v stupiioch volnosti opisanym v [5] s pouZitim nevychyleného odhadu

(T2, %) podra [1], kde ¢, = £/ (f; — 2)

k 2 k
E(T%) =1+ (Z‘f—) 22;[/ (22Wi—Wi>.

i=1

Potom odhadované stupne volnosti su:

) E(T2
UVHMF = 2/(\—W)7 (28)
E(T%) -1

Konfiden¢ény (1 — a) 100% interval spolahlivosti pre spolo¢nt strednt hodnotu g
je
YW N Fl,ﬁHMF;l—Oé YW + Flle’HIMFﬂ_Oé (29)
k ’ k ’
Ei:l Wi Zz’:l Wi

kde Fip,ypi-a je (1 —a) kvantil F-nahodnej premennej s 1 a Uypp stuphami
volnosti.

Cluymr =

Dalsie priblizenia — nasobky F-rozdeleni Kedze odhad d nam podhod-
nocuje varianciu Yy, priame pouZitie odhadovania distribiicie T3, déva vidsie hod-
noty, ako by sme ocakavali. Hartung a Makambi (2002) v [5] pokracovali v dalsej
aproximécie distribicie Statistiky 77, ako nasoboku F-rozdelenia:

ET‘?V ~ Fly”e

Porovnanim momentov F-rozdelenia s momentmi 73, dostaneme nasledujtce odha-
dy nasobku a stupniov volnosti:

(ve —2)E (TI?V)
6E* (T3,
Var (T%,) — 2E* (T%))

€ =

Ve =4+
Opit, podobnym postupom ako v predhédzajtce]j sekcii odhadujeme varianciu T3,
Var (T%,) a jej ohdad:
k

k 2 ( % -2 g
=2 () IS 3
v i=1 ¢ i=1

i=1 i=1 v

k 2 k k k
10 (z;w) + (3—221‘T1im> z;wf—gwiz;wi

Odhadované stupne volnosti st:

62 (T2,
Vimsp = 4+ —— ( W)/\ ; (30)
Var (T%,) — 2E* (T%,)
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o —

kde E(T3,) je odhad strednej hodnoty Statistiky 733, uvedeny vyssie. Hodnota na-
sobiacej konstanty je

~ VHMSF
€= —

(rmse — 2) E(TF)),

Konfidenény (1 — «) 100% interval spolahlivosti pre spolo¢ni strednta hodnotu g

> Fip i1 >
WVHMsFil—a
Yo — | = Ywt
€1 i Wi

kde Fipp0.m1—-a je (1 — ) kvantil F-nahodnej premennej s 1 a Dpypsp stuphami
volnosti.

je

CIHMSF =

Fairweatherova metoda. Fairweather (1972) odvodil v [2| svoju exaktni meto-
du na rozdeleniach linedrnych kombinécii nezavislych ¢-rozdeleni. V jednotlivych
triedach statistiky ¢; maja

t-rozdelenia s f; = n; — 1 stupnami volnosti. Ak zoberieme linedrni kombinaciu
tychto t-statistik

k —
Y —
Tr = Z diT’u\/nia (32)
i=1 v

kde d; st nenulové véhy, Zle d; = 1, mozeme dostat po znormovani odhad pu:

o

. i Y /W5

iz, = iz VW (33)
Zi:l diVVVi

Konfidenény (1 — «) 100% interval spolahlivosti pre spolo¢nu stredni hodnotu p je

(34)

y MTp

32 N B—
Zf:l di \% Wi Zf:1 dz’ \% Wi

kde tt5,,.1-« je (1 — /2) kvantil linedrnej kombinacie nezévislych ¢-ndhodnych pre-
mennych s f; stupfiami volnosti a vahami d;. Presnost linearnej kombinécie Tr je

maximalna ak sa vahy d; zvolia inverzne k varianciam ¢;:
2 (& 2\
d; = Ji— Z Ji— _
i \& T

V texte sme uvazovali konfiden¢né intervaly pre spolo¢ny stred p v medzilabo-
ratérnych meraniach zaloZzené na roznych metédach. V prezentovanej simulacénej
studii sme zistili nasledujtce vysledky:

. ttl_% ttl_%
Clp = HTe — ,

5. Zaver
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Homoscedastic for k = 2 Homoscedastic for k = 10
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Obrazok 1: Empirické pravdepodobnosti pokrytia 95% intervalov spolahlivosti za-
lozenych na 10 000 Monte-Carlo opakovaniach pre kazdy Specificky dizajn, kde me-
tody st BLUE pri znamych varianciach (C1,,) o, jednoduché t-statistika (CI,) O
a Fairweatherova metoda (C'Ir) ©. Pismeno “a” reprezentuje, Ze pocet laboratorii
je n; = 5, “b” reprezentuje n; = 5,10, “c” reprezentuje n; = 5,10 s alternativnym
typom variancii len v heteroskedastickom pripade, “d” reprezentuje n; = 10 a “e”
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Homoscedastic for k = 2 Homoscedastic for k = 10
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Obrazok 2: Empirické pravdepodobnosti pokrytia 95% intervalov spolahlivosti za-
lozenych na 10 000 Monte-Carlo opakovaniach pre kazdy Specificky dizajn, kde me-
tody st BLUE pri znamych varianciach (C1,) o, Kackarova a Hartungova metoda
(Clkpg) O, Kenwardova a Rogerova metéda (C'lxgr) <. Pismeno “a” reprezentuje,
Ze pocet laboratorii je n; = 5, “b” reprezentuje n; = 5, 10, “c” reprezentuje n; = 5, 10
s alternativnym typom variancii len v heteroskedastickom pripade, “d” reprezentuje
n; = 10 a “e” n; = 30.
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Homoscedastic for k = 2 Homoscedastic for k = 10
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Obrazok 3: Empirické pravdepodobnosti pokrytia 95% intervalov spolahlivosti zalo-
zenych na 10 000 Monte-Carlo opakovaniach pre kazdy Specificky dizajn, kde meto-
dy su BLUE pri znamych varianciach o, Hartungova a Makambiho metdda zalozena
na F-gtatistike (C'Iypypr) O a Hartungova a Makambiho metoda zaloZena na néa-
sobku F-gtatistiky (Clgyysp) ©. Pismeno “a” reprezentuje, Ze pocet laboratorii je
n; = 5, “b” reprezentuje n; = 5,10, “c” reprezentuje n; = 5,10 s alternativnym
typom variancii len v heteroskedastickom pripade, “d” reprezentuje n; = 10 a “e”
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e uvazované konfidencné intervaly zalozené na Statistike 7T,, distribuovanej jed-
noduchym t-rozdelenim (CI,) ma velmi dobré empirické pravdepodobnosti
pokrytia pre vietky pripady. Jedinou nevyhodou, je velka dlzka intervalov
v heteroskedastickych pripadoch oproti idedlnemu konfidenénému intervalu
pri znamych varan¢nych komponentoch. Je to dané tym, lebo v tychto pripa-
doch aritmeticky priemer Y,,, na ktorom je zalozena Statistika 7),, prestava byt
najlepsim linedrnym nevychylenym odhadom (BLUE) pre spolo¢ny stred pu.
Konfiden¢né intervaly zalozené na linearnej kombinéacii nezéavislych ¢-rozdeleni
— Fraiweatherova metoda (C'Ir) mé velmi dobré empirické pravdepodobnosti
pokrytia pre vSetky pripady. Pozri obrézok 1.

e Intervaly zalozené na Kackarovej-Harvilleovej (CIy i) a Kenwadovej-Rogerovej
metode (Clkgr) maju pre malé pocty pozorovani v triedach a pre narastajici
pocet tried pravdepodobnostné pokrytie nizsie ako pozadované pokrytie. Je
to dané tym, ze pri malych poctoch opakovani, vygenerované déata sa cho-
vaju z nadmodelu, ktory v tomto predstavuje model jednoduchej klasifikicie
s ndhodnym efektom:

Yij = p+ i + ey,
kde chyby st navzajom nezavisle, o; ~ N (0,02) a e;; ~ N (0,07), pre i =
1,...;kaj=1,....,n;
Pozri obrazok 2.

e konfiden¢né intervaly zalozené Hartungovej a Makambiho metode zalozenej
F-statistikach (C'Igyp, Clgysp) maju dobré empirické pravdepodobnosti po-
krytia, okrem pripadov s malym poctom opakovani v jednotlivych triedach a
malym poc¢tom tried, kde pokrytie je vysSie ako pozadované. Pozri obrazok 3.

Pri uvazovani nevyvazeného a heteroskedasticikého modelu, intervaly spolahlivos-
ti zostrojené na roznych priblizeniach rozdelenia GLS odhadu (Kenward&Roger,
Hartung&Makambi) majt dizku intervalov v heteroskedastickych pripadoch oproti
idedlnemu konfidenénému intervalu pri znamych varanénych komponentoch najniz-
Sie, ale pravdepodobnostné pokrytie je pre narastajici pocet tried a nizky pocet
opakovani v jednotlivych triedach nizsi (Kenward&Roger) ako pozadované pokry-
tie. Vyborné pokrytia s pomerne dobrymi dlzkami maja intervaly zostrojene pomo-
cou Fairweatherovej metody aj pri rozne nizkych poc¢toch opakovani v jednotlivych
triedach.
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De Moivreova rozdéleni
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1. Uvod

Abraham De Moivre (1667 - 1754), od jehoz smrti v loniském roce uplynulo 250
let (27. listopadu), je obecné znadm predevsim dutlezitym goniometrickym vztahem
(cosa + isin a)® = cosna + isin na po ném pojmenovanym. Pojmenovéni je vSak
demonstraci Stiglerova zédkona [20], podle néjz zadny védecky objev neni pojmenovan
po svém piivodnim objeviteli?2. De Moivre tento vztah ve svych pracich sice pouzival
a rozsitril tak jeho zndmost, ve vyse uvedené formeé jej vSak nikdy nenapsal. Slovni
formulaci vztahu podal jako prvni Francois Viete (1540 - 1603) ve své praci Angulares
Sectiones z roku 1570, spocetl odpovidajici tabulky pro n = 2,3,4,5 a pouzival jej
i v dalsich pracich (podrobnéji viz [17]). Nynéjsi forma vztahu i jeho dikaz jsou
piicitany Rogeru Cotesovi (1682 - 1716), exponencialni formu e*® = cos a + i sin o,
z niz De Moivretuv vztah plyne automaticky, zavedl Leonhard Euler (Introductio in
Analysin Infinitorum, Lausanne 1648). Stigleruv zdkon se vSak na De Moivreovi
uplatiuje jesté dvakrat, nebot by po ném spravné méla byt nazvana dvé vyznamna
pravdépodobnostni rozdéleni: Gaussovo (normélni nebo také Gaussovo-Laplaceovo)
a Poissonovo, kterd prvni odvodil jako limitni piipady rozdéleni binomického, popsal
jejich vlastnosti a pouzival je3.

De Moivre se do svych ¢tyticeti let zabyval prevazné teorii nekonecnych fad, je-
jich souctl a soudint, déle pak geometrii a algebrou [5, 12]. Své vysledky zvefejnil
v 15 pracich publikovanych v Philosophical Transactions of the Royal Society. V
dalsich letech se z existené¢nich diivodd* rozhodl vénovat teorii pravdépodobnosti,
zvlasté jejimu uplatnéni v hazardnich hrach a pojistovnictvi. Jeho hlavnimi dily
jsou proto knihy The Doctrine of Chances a Annuities on Lives urené Sirsi vefe-
jnosti; upravovany a rozsifovany vysly prvni v letech 1718, 1738 a posmrtné 1756,
druhé v letech 1724, 1731 v Dublinu, 1743 a 1750. Dalsi kniha, Miscellanea Ana-
lytica de Seriebus et Quadraturis z roku 1730, shrnuje jeho matematické vysledky
predevsim z teorie nekone¢njch fad. Siroce je oviem vyuzival i v pracich z oblasti
pravdépodobnosti a objevuji se v pozdéjSich vydanich The Doctrine of Chances.

IPrace byla podpoiena grantem GACR &. 201/03/0946.

2Stigler pfipousti, ze zdkon se vztahuje i na néj, protoze za vse s jeho objevem spjaté dluzi R.K.
Mertonovi.

3V [20] je metodou nendhodného vybéru z literatury publikované v letech 1816 az 1976 zkouman
vyskyt eponymického ndzvu normélniho rozdéleni s nasledujicimi vysledky (symbol [X]y,/z znadi,
ze v rozmezi let X bylo eponymické oznaceni v Y zkoumanych knihdch nalezeno Z-krat): [1816 —
1884]17/2, [1884 — 1917]5; /5, [1919 — 1939]19/9, [1947 — 1976]19/9. Ve vSech téchto piipadech se
vyskytoval nazev Gaussovo nebo Gaussovo-Laplaceovo rozdéleni. Laplaceovo jméno se objevilo
poprve v italské préaci v roce 1920, poté prevazuje v pracich francouzskych.

4 Abraham Moivre pochéazel z francouzské hugenotské rodiny. Kdy# po zruseni ediktu nanteského
povolujicitho protestantskou viru odmitl prestoupit na viru katolickou, byl tfi roky véznén. Po
propusténi v roce 1688 okamzité uprchl do Anglie, kde stravil zbyvajicich témét 70 let svého Zivota
(De pted jménem si zacal psat az v Anglii). Jako cizinec v8ak nemél pravo vyucovat na université.
Zivil se proto jako soukromy uditel, dochazejici za svymi glechtickymi zaky do jejich domovti, coz
bylo namahavé, ¢asové naroc¢né a nepiili§ vynosné. V pozdéjsich letech si diky vysledklim své
védecké prace prilepSoval vydavanim knih a poskytovanim rad hazardnim hra¢im a soukromym
pojistovatelim. Podrobné viz [7, 22].
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Posmrtné vydani z roku 1756 obsahuje také posledni verzi knihy Annuities on Lives
a je dnes obecné dostupné diky nékolikanasobnému reprintovani v poslednich letech.

De Moivreovy vysledky a knihy dovrsily prvni fazi rozvoje teorie pravdépodob-
nosti reprezentované pracemi B. Pascala a P. Fermata (korespondence a souborné
posmrtné vydani Pascalovych spist z roku 1665), Ch. Huyghense (De ratiociniis
in ludo aleae [O vypoctech v hazardni hie|, 1657), Jakoba Bernoulli (Ars Con-
jectandi [Uméni otdzky resp. predpokladu)®) a P. Rémonda de Montmort (FEssai
d’analyse sur le Jeux de Hasard, 1708, rozsifené vydani 1714). Rozvoj demografie a
pojistovnictvi podnitila kniha J. Graunta (Natural and Political Observations, 1662,
umrtnostni tabulky z idajt ziskanych pro Londyn) a prace E. Halleye (An estimate
of the Degrees of the Mortality of Mankind, 1693, tmrtnostni tabulky podle matrik
mésta Vratislavi).

2. Poissonovo rozdéleni

Jiz v prvni De Moivreové praci vénované pravdépodobnostnim tloham v teorii
her De mensura sortis seu de probabilite eventuum in ludis casu fortuito pendentibus
[O mife ndhody nebo o pravdépodobnosti jevu v hrach na ndhodé zalozenych|, pub-
likované ve Philosophical Transactions v roce 1711 (pteklad do angli¢tiny viz Hald
[10]) se vyskytuji lohyS, v nichz De Moivre jako prvni dospél k Poissonovu rozdéleni
Po()). To je limitnim ptipadem rozdéleni binomického Bi(n, p) (n je pocet opakovani
alternativniho pokusu a p pravdépodobnost vybrané alternativy; pravdépodobnost
alternativy opa¢né znacime ¢) pro piipad, ze p — 0,n — o0 anp = A > 0 je
konstanta. Pravdépodobnost, Ze ndhodné veli¢ina X majici rozdéleni Po(\) nabude
hodnoty k, je potom Py[X = k] = Are™>.

De Moivrem feseny problém se objevuje jiz u Jakoba Bernoulli v Ars Conjectandi
(to vSak v roce 1711 jesté nevyslo) a zni nésledovné:

Meéjme jev, jehoz pravdépodobnost je p. Kolik pokusi je treba provést, aby pravde-
podobnost, Ze jej realizujeme nejmené c-krat, byla rovna %?

Trivialni ilustraci je tiloha hozeni aspon jedné Sestky opakovanymi hody kostkou:
musf platit (2)" < 3, tj. n > log2/(—log 2) = 3.80. Obecné tloze ziejmé odpovida
podminka
c—1 n Lo 1

Plz>¢]=Plz<c 1]—;<$)pq =3
kde z je pocet uspésnych pokusi pii n realizacich. De Moivre zavedl r = ¢/p, tj.
g t=1 —i—% a Tesi pripad pro p — 0, takze r — oo, pTricemz ziejmé také n — oo. Pak
provede nésledujici tpravu, v niz zavede m = > = % a v zaveru kladen —x =~ n
prox=1,2...,c—1:

1_6_1 N\ 4 onew S (n I . 1NN 1. . m\ " <2 me
E—Z;(x)” ”Z}@F—(*?) ;(JF(W) 2o

V modernim zapisu bychom ¢len pfed sumaci aproximovali jeho limitou pro n — oo
a napsali

5Kniha byla vydana az posmrtné roku 1713, ale jeji rukopis pochazi z poéatku devadesatych
let XVII. stoleti. Jeji nézev pfipomind port-royalskou Arnaudovu knihu o logickém mysleni Ars
Cogitandi [Uméni myslet] vydanou roku 1677.

6Cisla 5, 6 a 7, stejné ve vydani z r. 1713, jako tlohy 3, 4, 5 ve vydanich pozdéjsich.
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kde P,,[X = z] je pravdépodobnost, ze nahodna veli¢ina s rozdélenim Po(m) nabyva
hodnoty z. De Moivre ovsem hleda hodnoty m = "—;’. Proto konstatuje, ze (1 + %) "
pro n — oo je veli¢ina majici hyperbolicky (tj. pfirozeny) logaritmus —m, zapis typu

e~ tehdy jesté nebyl zaveden, a vztah zapise ve tvaru

m2 mc—l

=In2+n{l+m+—+-+—|.
2! (c—1)!
Z né&j pak pocital m pro ¢ = 1,2,...,6 a dostal hodnoty 0.693, 1.678 [1.67835],
2.675 [2.67405], 3.6719 [3.67206], 4.67 [4.67091] a 5.668 [5.67016] (¢isla v [] jsou
vysledky ziskané softwarem Mathematica). Napt. pro hod tii Sestek t¥emi kostkami
dostaneme odhad poc¢tu takovych hodu pro rovnou Sanci jako nasobek n =m x 1 =
0.693x215 ~ 149 (DeMoivre nasobi 0.7 a dostava vysledek mezi 150 a 151). Chceme-
li vsak, aby nam tii Sestky padly dvakrat s pravdepodobnostl , potfebujeme pokust
215 x 1.678 ~ 361. Lze tedy konstatovat, ze De Moivre Pmssonovskou aproximaci
binomického rozdéleni jako prvni odvodil i pouzil. Poissoniiv podobny postup z roku
1837 je nastinén v [11].

3. Rovnomérné rozdéleni

Diskrétni rovnomeérné rozdéleni se u De Moivrea vyskytuje implicitné v tloze o
sou¢tu n ndhodné vybranych prirozenych ¢isel z intervalu 1 az f. Jedna se o his-
torickou tilohu fesenou po staleti, konkrétné pro pocty f = 6 an = 2, 3, které odpovi-
daji hodim dvéma a tiemi kostkami. ReSen je pocet moznosti, jimiz lze realizovat
dané celé ¢islo s jako soucet bodi na n kostkach resp. jako soucet bodia po n hodech
jednou kostkou. Pro tfi kostky se Sesti sténami podal feseni jako prvni Richard de
Fournival (1190 - 1260), humanista a kancléf katedraly v Amiens, a to v basni De
vetula [O stafence|, obsahujici spravné kombinatorické zdivodnéni a v pozdéjsich
tisténych vydéanich basné i tabulku. Dalsimi fesiteli jsou Girolamo Cardano, Galileo
Galilei, Christiaan Huyghens a také Jakob Bernoulli v Ars Conjectandi. Obecné
kombinatorické feseni podal také P. Renard de Montmort v druhém vydani své vyse
zminéné knihy.

V De Mensura Sortis je uveden pouze algoritmus pro feseni tlohy, teprve v Miscel-
lanea Analytica je duikaz, ktery je pak pretistén i v dalsich vydanich The Doctrine of
Chances. De Moivreuv postup je velmi diimyslny a vyuziva jeho poznatkl o praci s
mocninami polynomt; poprvé je zde zavedena pozdéji Laplacem uzivana a pojmeno-
vana vytvorugici funkce posloupnosti” - opét jedna z De Moivreovych priorit. Protoze
v De Moivreové dobé jesté nebyla uzivana kombinacni ¢isla, je ditkaz pomérné dlouhy
a proto jej zde reprodukuji v modernim zapise a jen nepodstatné upraveny podle
Halda [11]. De Moivre piedpokladd, Ze kostka m4 ¢ stén oznacenych 1, t? stén oz-
nacenych 2 atd., az do t/ stén oznacenych f. Celkovy pocet stén je tedy t+t2+- - -+t7.
Provedeme-li n hodi, budou podle pravidla o nasobeni pravdépodobnosti nezavis-
Iych jevt viechny mozné pripady zahrnuty v mocniné fady g(¢) = (t+t>+---+t/)".
Po roznésobeni dostaneme ¢leny typu N(s;n, f)t°, s = n,n+1,...,nf, kde N(s;n, f)

"Necht {p} = {po,p1,- .-} je posloupnost redlnych &isel a g(t) = Z pt®. Pokud ¢(t) konverguje

pro t z néjakého intervalu, nazyva se vytvorujict funkce posloupnostz {p} pokud je posloupnost {p}
koneéna, konverguje g(t) pro libovolné omezené t. Napf. pro pfirozené z je g(t) = (1+t)* generujici
funkci posloupnosti binomickych koeficientii. V teorii pravdépodobnosti se pouzivd momentova
vytvorujici funkce g(t) = EeX!, ktera je vytvoiujici funkci posloupnosti {u./r!}, kde u’ jsou
obecné momenty ndhodné proménné X.
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jsou hledané pocty moznosti vytvoreni bodového souctu s. De Moivre proto secte
geometrickou posloupnost souctu stén, tu umocni a dale upravi nasledovne:

(t+t2+...t0)" =t"<11__t;>n =t"zn:(_1)i(7;)tif§: ("+J - 1)#’,

i=0 j=0 J

kde citatele rozepise podle bézné binomické relace a pro jmenovatele pouzije jeji tvar

pro zaporny exponent (1 —z)™ = Y ( * )a"™™*! (viz [1], str. 822 v 7. vydéni z
i=n—1

roku 1968), v némz zavede j =i — n + 1. Potom s = n +if + j, takze kdyz j = 0,
pak i je maximalni: i = [(n — s)/f]. Pro kazdé mensi i je pak z nekoneéného souctu
vybrano jediné j = s —n — if, takze koeficient u t° je

(n—s)/1] s—if -1
vonn= 3, ()
coz je hledany pocet moznych souctti s. Snadno se presvédcime, ze pro f = 6,n =3
a s = 11,14 dostaneme napi. N(11;3,6) = 27 a N(14;3,6) = 15. V De Moivreové
postupu bychom ovSem spravné méli pracovat nikoliv s absolutnimi ¢etnostmi stejné
oznacenych stén t*, ale s jejich éetnostmi relativnimi, aby konvergence byla zarucena.

Soucty s lze chapat jako soucty nezavislych rovnomérné rozlozenych nahodnych
veli¢in a musi se tedy na né vztahovat centralni limitni teorém. Pro velkd n tedy
funkce N(s;n, f) musi konvergovat k normélnimu rozdéleni. Grafickd demonstrace
této skutecnosti je v knize [1] (str. 210): ,normélnost® N(s;n,6) je docela dobie
patrna jiz pii n = 4 a 8.

Jako prvni pouzil De Moivre také spojitého rovnomérného rozlozeni pravdépodob-
nosti, a to v knize Annuities on Lives v piikladu 20 (vydani z roku 1756 spolu s
The Doctrine of Chances). Tamtéz v piikladu 21 vystupuji i dalsi spojita rozdéleni
pravdépodobnosti (De Moivre pro né pocitd prvni momenty) - viz [8], podrobné
Hald v [11].

4. XX. stoleti objevuje De Moivrea

Karl Pearson ve svych prednaskach [12] o historii statistiky v XVII. a XVIII.
stoleti na londynské University College v roce 1922 a poté v ¢lanku [13] seznamuje
vefejnost se svym zjisténim, Ze normalni rozdéleni poprvé nezavedl ani Gauss, ani
Laplace, ale De Moivre. Zjistil to pfi studiu Miscellanea Analytica (1730) ze svazku
ve vlastnictvi University College Library, ktery mél dva Dodatky. Prvni z nich ob-
sahoval ¢trnactimistné tabulky logaritmu faktoridld pro n = 10(10)900, druhym -
datovanym 12. 11. 1733 - byla pak prace nazvana ” Approximatio ad Summam Ter-
minorum Binomii (@ + b)" in Seriem expansi Autore A.D.M.R.S.S.” (pismena jsou
zkratkou Abraham De Moivre, Royal Society Socius). V ni De Moivre dokazuje,
Ze limitou binomického rozdéleni pro velky pocet pokusi je rozdéleni, kterému dnes
fikdAme Gaussovo, Laplaceovo-Gaussovo ¢i normélni. Zavadi smérodatnou odchylku
o = /pqn, kde p = 1 — ¢ je pravdépodobnost sledovaného jevu a n je pocet sle-
dovéni, a jako prvni tedy odhaluje zavislost o o< y/n. Sumaci pravdépodobnosti jed-
notlivych jevii nahrazuje integraly limitniho rozdéleni, které pak priblizné pocita pro
dva konkrétni pripady a dospiva k dnes dobfe znamému vysledku, Ze v rozmezich
+20 a +30 lezi 0.95428 a 0.99874 jevi (pfesné hodnoty jsou 0.95450 a 0.99730).
Déle se pak vénuje zpfesnéni centralni limitni véty v nédvaznosti na vysledek Jakoba
Bernoulli. Pii svych vypoctech pouziva odhad faktoridlu velkych c¢isel ve tvaru
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m! = By/me~™m™, kde B po¢ita z rozvoje B=1— % + b= + o + lﬁlﬁ = 2.5074,
ktery zname jako vzorec Stirlingtiv s konstantou imérnosti B = /21 = 2.5066.

Pearson zavérem svého prispévku konstatuje, ze jednak Laplaceovo-Gaussovo
rozdéleni objevil a prozkoumal De Moivre, ze mé prvenstvi také v pripadé Stirlin-
govy formule®, a dale, ze jeho centralni limitni véta znacné zlepsuje formuli ziskanou
Jakobem Bernoulli v Ars Conjectandi. V téchto souvislostech kritizuje 1. Tod-
huntera, Ze ve své Historii [21] nedocenil De Moivretv pfinos dostatecné a jeho
objev normalniho rozdéleni piehlédl. Pearsonovo zjistovani pfitomnosti druhého
Dodatku v dalsich dostupnych exemplafich Miscellanea Analytica ukézalo, Ze z
dvanécti prozkoumanych vytiskit uloZzenych v rtznych britskych knihovnach byl
prvni Dodatek v sedmi a druhy Dodatek pouze v jediném, coz lze vysvétlit tim,
ze se mohl objevit pouze ve vytiscich prodanych po roce 1733.

V dalsim ¢lanku [14] Pearson provadi podrobné srovnani obou piistupt k cen-
tralnimu limitnimu teorému a ukazuje, ze De Moivreovy odhady poc¢tu pokusii pro
dosazeni pozadované presnosti odhadu pravdépodobnosti jevu jsou pro p = 0.6
zhruba tiikrat niz&i nez odhady Jakoba Bernoulli. Clanek pak uzavira konsta-
tovanim, ze ¢tvrta kapitola Ars Conjectandi neni tak vyznamna, za jakou je po-
vazovana’.

Zasadni nedostatek Pearsonova vystoupeni postiehl R. C. Archibald v diskusi
[2, 15], kterd probéhla v Nature, a poté rozebral v samostatném clanku [3]. K
ziskani Pearsonem uvedenych poznatki o De Moivreovych objevech totiz nebylo
nutné najit druhy Dodatek k Miscellanea Analytica, ale stacilo si jej samotnym
De Moivrem doslovné pielozeny a o néco rozsireny precist ve druhém vydani The
Doctrine of Chances z roku 1738, coz ostatné Pearson ve svém pfispévku z roku
1925 uvadi a konstatuje, ze s touto knihou pracoval. Ve tfetim vydani téze knihy
z roku 1756, je Dodatek opét zafazen a misto ptivodnich Sesti a ptl strany jich ma
jedenact. Navic Archibald zpochybnuje tvrzeni, ze se jedna o Dodatek k Miscellanea
Analytica, protoze jej De Moivre pii publikaci v roce 1738 uvadi konstatovanim:
,Zde prekladam svij c¢lanek, ktery byl vytistén 12. 11. 1733 a dan na védomi
nékterym pratelim, nikdy vSak publikovan, vyhrazuje si pravo své myslenky rozsirit,
jak se to bude hodit“1?. V pielozeném a snad i v latinském textu jests uvadi, ze
jsou to vysledky staré néjakych 12 let, takze je lze datovat do roku 1721.

Archibald se rovnéz zastava Todhuntera a konstatuje, Ze De Moivreovy vysledky
z fadné vytisténych Dodatki The Doctrine of Chances uvadi spravné, a dale spolu
se svym piispévkem v Isis publikuje fotokopii faksimile latinské verze, kterou pro néj
zhotovila University College Library v Londyné. Koneéné v poznamce pod carou
zada o patri¢nou informaci vSechny, kdo by nasli dalsi kopie této latinské verze. Ve
své Casti diskuse pripousti Pearson [16], Ze tvrzeni o druhém Dodatku bylo mozna
nepatiicné, ale ze pokud budou hledany dalsi jeho kopie, pak stejné doporucuje zacit
s Miscellanea Analytica. Poslednim priispévkem do debaty je Archibaldova zprava
z Berlina [4], v niZ Pearsonovi a ostatnim zajemcim oznamuje nalez dalsi kopie
Approzimatio svazané s Miscellanea Analytica v Pruské statni knihovné.

8Jak upozoriiuje Sheynin [18], tento nézor sdilel i A.A. Markov.

9 ?The contributions of the Bernoullis to mathematical science are considerable, but they have
been in more than one instance greatly exaggerated. The Pars Quarta of the Ars Conjectandi has
not the importance which has often been attributed to it.”

10 7T shall here translate a Paper of mine which was printed November 12, 1733, and communi-
cated to some Friends, but never made public, reserving to myself the right of enlarging my own
Thoughts, as occasion shall require.”
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Objeveni udajného latinského Dodatku k Miscellanea Analytica, obsahujiciho
zkracenou verzi Dodatkil nasledné radné publikovanych a tedy teoreticky dobfe
znamych, tak Pearsonovi vlastné jen poslouzilo ke implicitnimu konstatovani, ze
témer dvésté let vSichni slavnou De Moivreovu knihu bud necetli nebo ¢etli nepo-
zorné nebo nepochopili, co ¢tou (Todhuntertv text, ktery je pfesnym pfepisem textu
De Moivreova véetné znaceni, tento dojem vzbuzuje). Patrné proto, Ze mezi vSechny
by bylo tieba zaradit i jeho samotného, zvolil Pearson tuto ponékud neobratnou
formu. Za ni jej Archibald kritizoval, podstatu sdéleni o De Moivreovych prioritach
vsak nijak nezpochybnil. V publikacich o historii pravdépodobnosti a statistiky jsou
od té doby De Moivreovy zasluhy zminovany, do obecného povédomi vsak pronikaji
jen pomalu. Tim by se zdalo, Ze je pribéh ukoncen, ale neni tomu tak.

Po témér padesati letech R. H. Daw a E. S. Pearson [8] publikuji pfispévek
vracejici se k této problematice. V prvni c¢asti ji strucné, ale s vétsi presnosti
rekapituluji (napf. se dozvime, Zze mezi Miscellanea Analytica a Approximatio byl
vevazan skuteény Dodatek nazvany Miscellaneis Analyticis Supplementum s néko-
lika poznamkami patrné reagujicimi na pripominky Jamese Stirlinga poslané De
Moivreovi bezprostiedné po vydani knihy v roce 1730).

V dalsi ¢asti autori popisuji vysledky svého hledani dalsich kopii Approzimatio.
Jesté jedna se nasla v londynské University College Library, tentokrat vsak svazana
s italskou zemépisnou knihou z roku 1789; v katalogu ptvodné nebyla uvedena a
nasla se patrné ndhodou. Na jeji zadni osmé (nepotisténé) strance byl népis:

for Mr. Stirling
The above is an autograph of A. de Moivre

Podpis De Moivrea vsak chybél a dalo se usoudit, ze patrné byl odfiznut pfi vazbé.
Naproti tomu Archibaldova kopie v Pruské statni knihovné jiz neni a nepodafilo se
ji nalézt v zadné berlinské knihovné; patrné zmizela nebo byla znic¢ena za II. svétové
valky. Zato se podafrilo najit tii dalsi kopie, vzdy svazané spolecné s Miscellanea a
jejich Supplementum v pevném vysSe popsaném poradi. Prvni z nich v Basileji nalezl
jiz I. Schneider [17], dalsi se nasly v Moskvé a v Petrohradé. A tak se kuriézné zda,
Ze prece jenom Approximatio prakticky - mozna z rozhodnuti vydavatele - tvofilo
dodatek k Miscellanea Analytica.

K tématu se vztahuje také prace O.B. Sheynina [18], podle autora publiko-
vana k tfistému vyro¢i narozeni De Moivrea. Je ovSem, jak z nazvu vyplyva,
ponékud Sirsiho zaméreni, avsak obsahuje i nékolik zajimavych dil¢ich poznatk.
VySe zminéné tabulky faktorialtt Sheynin porovnal s tabulkami soucasnymi a zjis-
til, Ze jsou spravné do jedenactého az dvanactého desetinného mista s jedinou
vyjimkou u n = 380, kde chyba byla na patém desetinném misté. Volba /n jako
miry pfesnosti méla pivodné ¢isté formalni vyznam; vzdalenost od maxima (modu)
rozdéleni ¢ = /n/2 byla hranici pro dva zptsoby pfiblizné integrace funkce hustoty

pravdépodobnosti
¢ 23:2
/ e~ dx.
0

Pro ¢ < /n/2 pouzival De Moivre mocninné fady, mimo tento interval pak metodu
Newtonovu-Cotesovu. Sheynin déle vyjadiuje nézor, Ze stat Approximatio byla
psana predevsim s ohledem na praktické aplikace, tj. testovani konkrétnich experi-
mentalné realizovanych nahodnych jevi, jak dosvédcuje text pfedchazejici Dodatek
v The Doctrine of Chances. V ném De Moivre slibuje dale, tj. v Approzimatio, dat
navod pro pripad, kdy statisticky vysledek testu je v rozporu s apriornim predpok-
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ladem, a je tfeba rozhodnout, zda jej mame zamitnout.

Sheynin také upozornuje na to, ze prvnim, kdo si v§iml normélniho rozdéleni v
De Moivreovych pracich nebyl K. Pearson v roce 1924, ale v roce 1894 svycarsky
statistik J. Eggenberger [9], ktery je mélo zndmy, nicméné citovany v roce 1899
nejen svym soucasnikem Czuberem [6], ale i o sto let pozdéji Haldem [12].

5. Normalni rozdéleni

Aproximaci binomického rozdéleni Bi(n, p) = (})p*¢"* pro velké n se De Moivre
zabyval dlouho. V fadé tloh, zvlasté tam, kde se mél spoc¢itat pocet pokusii nutnych
pro dosazeni pozadovaného rozmezi pravdépodobnosti, byl totiz vypocet binomick-
ych koeficientti obtizny resp. s tehdejsimi prostfedky prakticky nemozny. Prvnim
krokem je nalezeni vysky jeho maxima, které pro symetrické rozdéleni p = % a sudé
n = 2m nastava pii hodnoté k = m. Pak pro Bi(2m, 3) je

2m\ 1
M =P[X =m]= —.
(m) = PLx =] = (1)
Nejprve pouzival odhad zaloZeny na Stirlingové formuli odhadujici n! pro velka n, v

roce 1730 v8ak vyuziva Wallisovy formule!!

Ty [2 x4 x -+ x (2m)]? 1
— = lim
2 moco[lx3x5X---x(2m—1)22m+1

k ziskani odhadu pfesného. Pfepsanim M (m) do tvaru

2m(2m—1)---x11 _ 2m(2m—1)---x1 _ (2m—1)(2m—3)---x 1

M = _— = —
(m) mim! om = 2m(2m—2)...2)2 om(2m—2)...2
. . . . 1 1 T ~ 2
a zapisem Wallisovy formule jako 711L1_I>noo T I il = 5 dostaneme M(m) ~ 4/ =.

Dalsim nezbytnym krokem k nalezeni normalni aproximace binomického rozdéleni
byl odhad poméru maxima M (m) a pravdépodobnosti P[X = m+{] = Q(¢) odpovi-
dajici hodnoté X vzdalené od maxima o £. Lze psat

M(m)  (m+ 0 (m—0)! m—i—ﬁz_lm—l-z
m—

Q(0) (m!)?

Postupem zaloZzenym na tdajné Newtonem odvozeném rozvoji

l+a = 2!
1 —9
Ry ;%—1

=1

a na vztahu Jakoba Bernoulli z Ars Conjectandi pro koneény soucet celociselnych
mocnin celych cisel

J
ZZ - ( ) Z 2j (23 )B%‘U”“”, J =max(jlv —2j > 0),

1 John Wallis (1616 - 1703), anglicky polyhistor, duchovni a jeden z prvnich kryptograft, a¢
samouk, nejvlivnéjsi anglicky matematik pfed Newtonem, profesor geometrie v Oxfordu od roku
1649 a jeden ze zakladateltt Royal Society. Privrzenec Cromwelltv, avSak protestoval proti popravé
Karla I., coZ mu nejen zachovalo profesorské misto, ale byl Karlem II. jmenovan kralovskym ka-
planem. V Arithmetica infinitorum z roku 1656 je uvedena jeho slavnéd formule pro =, kterou
odvodil p¥i FeSeni integralu z v/1 — 22 od 0 do 1 (vypocet plochy étvrtkruhu) interpolaci (slovo jim
zavedené) podle Cavalieriho.
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1 1

—35>—a9>--- pbroj=1,2,3,... atd., dostaneme

kde B,; jsou &isla Bernoulli rovna ¢,

In % ~ (m—{—ﬂ—%) In(m + ¢ — 1)+(m—£+%) In (m — £ +1)—2mInm+In m; £
Po vydani Miscellanea Analytica publikuje De Moivre jesté v roce 1730 dvaad-
vacetistrankové Miscellaneis Analytici Supplementum, v némz své odhady s ohle-
dem na svij a Stirlingtiv vzorec pro n! jesté zpfesnuje. Ziskané aproximace jsou
sice velmi presné, ale pro praktické vypocty stale jen obtizné pouzitelné. Teprve v
Approximatio z roku 1733 se daii De Moivreovi najit odhad jednoduchy. Pii velkém
m a { < m totiz oba vyrazy m £+ { + %,m + ¢+ 1 konverguji k m £+ ¢ a po rozv-
inuti logaritmt v fadu s ponechanim prvnich dvou ¢lent dostane (s pfipomenutim
historické notace)

mMz(mw)(ﬁ—ﬂ) +(m—€)(—£—£> _L_

Q) m  2mm

odkud v soucasné notaci

De Moivre nyni vyuziva jednoduchého tvaru ziskané aproximace a pocita celkovou
pravdépodobnost soustredénou v jistém intervalu kolem maxima m a konstatuje, ze
rozhodujici veli¢inou bude /n, kterou nazyva modulem. Dostéva

¢ t
4 2 4 2

Py(t) = P X =z = ezx/”dxz—/e%d *

()= Y PIX=ad] 2mo/ v CRE

Im—a|<t

pro { = t\/n,t = %, 1, % Exponencialu rozvede v fadu, integruje a dostava hod-
noty 0.682688, 0.95428 a 0.99874. Pfesné dnesni tabulkové hodnoty jsou 0.682689,
0.95450 a 0.99730 (vétsi rozdil pro k = % je ztejmé disledek jeho pocetni chyby,
nebot pii numerické integraci provedené stejnym postupem lze dostat 0.99710). To
tedy znamena, Ze kolem maximélni hodnoty % je zhruba 68% vysledkii pokusu
soustfedéno v rozmezi £+/n/2 a 99.7% vysledkil lezi v rozmezi +2./n/2. Piesnost
vysledku ndhodného pokusu je tedy timérna /n a nikoliv poc¢tu pokusti n. Dodatek
Approximatio uverejnény v nasledujicich vydanich The Doctrine of Chances ma jesté
jednostrankovy komentét (Corollary 10 zac¢inajici poslednim odstavcem z Approz-
imatio ve vydani 1738 a Remark I ve vydani 1756), v némz De Moivre diskutuje
disledky rovnice (*).

Bez ditkazu uvadi v Approzimatio i vysledek pro asymetrické binomické rozdéleni
s p # 3. Oznaéime-li npg majici vyznam variance'? 2 a stfedni hodnotu binomick-
¢ho rozdéleni np jako u, lze jeho vysledek v soucasné notaci psat

. 1 _(z=p)?
lim P[X =z| = e 202
n—ro0 27‘{'0‘

Je jisté podivné, ze asymetrické rozdéleni je aproximovano rozdélenim symetrickym,
ale kdyz opakuje odvozeni se zachovanim ¢lenii vyssich fadi, dostéava pro P[X = ]
navic ¢len fadu 1/1/n popisujici asymetrii P[X = z] pfi p # 1.

12Smérodatna odchylka a variance v dnes$nim vyznamu se neuzivaly nejen v dobé De Moivreové,
ale ani v Laplaceové.
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6. Zavér

Svého zivotniho vysledku doséahl De Moivre ve svych 66 letech a nelze se divit,
ze jej jiz dale podstatné nerozvinul. Ostatné jeho smyslem bylo feseni obtizné poci-
tatelnych tuloh z teorie her a toho bylo normalni aproximaci vyhovujicim zptisoben
dosazeno. Jeho prace v této oblasti byly obecné uznévany a meély velkou popularitu.
Podle Stiglera [19] jej citovala vétsina encyklopedii vydanych v XVIIL. stoleti véetné
Encyclopedia Britannica. Pokud se jedna o jeho vysledky tykajici se rozdéleni dnes
znamého jako normalni, zda se, ze odpovidajici pozornost nevzbudily. Divodem je
patrné to, ze aktudlnim se stal inversni problém, k némuz nemély jak ptispét (opét
podle [19]). Jeho vysledek lze sice povazovat za prvni uspésnou formulaci central-
niho limitniho teorému, ovSsem pouze pro procesy charakterizovatelné binomickym
rozdélenim. O jiné procesy se De Moivre nezajimal, i kdyz, jak bylo ukazano, jich
dovedl pouzit, pokud to povazoval za vhodné.

V dalsich vydanich The Doctrine of Chances rozsitoval okruh feSenych tloh a
dopisoval filosofické tivahy ndbozenské povahy, podle nichz prave ziskana aproximace
ukazuje, jak Bozi vili je ndhoda spoutana pevnym zdkonem. Ve tfetim (posmrtném)
vydani z roku 1756 se tak v Approximatio objevuje jesté Remark II, se slavnou a
hojné citovanou pasazi: ,Stejné jako lze ukazat, ze z povahy véci vyplyvaji jisté
zakony, podle nichz se udélosti déji, tak z pozorovani také vyplyva, ze tyto zakony
slouzi moudrym a prospésnym cilim: zachovat pevny fad vesmiru, rozmnozovat
nékteré druhy bytosti a dat jim tolik pocitu stésti, kolik je pro jejich stav vhodné.
Tyto zakony stejné jako jejich ptivodni ndvrh museji prichazet z vnéjsku: setrvacnost
véci a povaha vSeho stvoreni znemoznuji, aby cokoliv bylo samo schopno zménit svou
vlastni podstatu. ... A odtud, pokud se nedame oslepit metafyzickym prachem,
jsme vedeni kratkou a zfejmou cestou k uznéni velkého Tvirce a Vladare vseho,
vsevédouciho, vS§emohouciho a dobrého.“
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1. Basic characteristics of nonlinear systems

Generally, many systems can be described with the use of first-order ordinary homogeneous
differential equations [1]

01) xizfl(xl,xz,...,xn) xézfz(xl,xz,...,xn) ..... x;lzfn(xl,xz,...,xn)
where f; are real functions of n real variables. In vector notation
(02) x = f(x) X(8)=[x,(£).x,(2)....x, (1) e R"

The set of equations (01) or (02) can be considered as a mathematical model of a dynamical
system and x(t) as a system state. The space R" is called state space or phase space of a sys-
tem. To each point, a vector f(x) is assigned, starting from this point and giving the velocity of
state change x"=dx/dt (phase velocity). The mapping ¢ () gives the movement of a point x(t)
and his depiction in state space is state trajectory or phase trajectory. Hereat it holds

(03) ¢ (1) = f[p)]
For example, let us consider damped harmonic oscillations
(04) x(t)= Acos(ax + ) x (1) =v(t) = —Awsin(@x + J)

Eliminating time, we obtain an ellipse as state trajectory

(05) —+

To each value of amplitude A, certain trajectory is assigned and neighbouring trajectories do
not intersect.
From the point of view of terms, we can distinguish:

x =f(x) autonomous system (not excited, time invariable)
x =f(t, x) non-autonomous system (not excited, time variable)
x =f(x,u) non-autonomous system (excited, time invariable)

x =f(t, x,u) non-autonomous system (excited, time variable)

A set of all solutions x(t) for all possible initial conditions can be expressed using the

notion phase flux ® of differential equation x* = f (x), i.e. a mapping assigning to initial state
Xo and to given time a solution x(t). The following relations hold

(06) @, =x(1) D, [P, (x0)] =P, (X,)
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If we know the solution x(t ,) with initial state x(to) =X, , then the solution x(tz) with initial
state x(t ]) is identical with the solution X(t ,+ tz) with initial state X(lo). Trajectories gener-

ated by flux ® do not intersect. For example, in the case of linear autonomous system

07) x +kx=0 k)0 x(0)=x, = x(t)=x,exp(—kt)
it clearly holds
(08) D, x, =x,exp(—kt) = P, =exp(—kt)

Let x' =f(x)is a set of differential equations. Then the point satisfying the condition

f(x) =0 is called fixed point or stationary point. Periodic trajectory with basic period T is a

solution with the property
(09) x(t)=x(t+T) x(t)#x(0)  for O<t<T

Closed set A is called attractor, if there is such neighbourhood U, that for all x € U and for
P, x)elU= {im d,(x)=A. Aset U is then the area of attraction of the attractor A. Re-

pellor is a set having all properties the same as attractor, but trajectories are repelled.
Let us consider one-dimensional state space with corresponding dynamical equation

(10) x = f(x)

According to definition, the position of fixed points is determined from the relation
_=f(x)=0

At one-dimensional case, three types of fixed points can arise, and namely

e attractors (stable fixed points attracting neighbouring trajectories);

¢ repellors (unstable fixed points repelling neighbouring trajectories);

e saddles (trajectories are attracted on the one side and repelled on the second side).
With a view to (11), Taylor expansion round a fixed point will be

(12) f(x):%(x—)_c)+%cj;{ (x=x) "+

(11 x

where all derivatives are computed at fixed point. We introduce a new variable u = x — X, rep-
resenting the distance of a trajectory from fixed point. In first approximation, it will hold

(13) w=u—| -=Au = u(t) = u(0) exp(Ar)

Lyapunov exponent

P

4
(14) I

X=x

is a local characteristic of the stability of fixed point. If A < 0, then fixed point is stable,
whereas for A > 0 it is unstable.

As an example, let us consider logistic differential equation
(15) x = Ax(1-x) A0 = x()=

Xy

Xy — (x0 - 1) exp(—At)

which has two fixed points x_1 =0, x_2 = 1. The corresponding Lyapunov exponents are
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(16) A, =A(1-2x)|,,=A)0 A, =A(1-2x)

=—A(0

x=1

and the point x_1 = 0 is unstable, whereas the point x_2 =1 is stable.
In two-dimensional state space, dynamical equations will have form

A7) X =f (xl’x2) x5 = f, (xlaxz)
and fixed points are determined from the relations
(18) fi(x.x)=0 £2(x0x,) =0

Taylor’s development in the surroundings of fixed points will be

7., 7.

Xi:fl(xl’xz):fngl"‘fug fijzo-,x
X :fz(xl’xz):fngz"‘fzzj"‘---
1 2
Keeping only first-order terms, we obtain
(20) u; = fru + fiou, u =x —x
uy = fo ity + froity Uy =Xy =Xy

This system can be replaced by single equation of the second order
2D ”i’:(fn+f22)ui+(f12f21_f11f22)u1

Seeking a solution in the form u, (1) = Cexp(Ar), we get characteristic equation for the deter-
mination of Lyapunov exponents and its solution in the form

r _(fll +f22)ﬂ'+(f11f22 _flzle):()
11,2 :%(fn +f22 -'—_\/(fn +f22)2 _4(f11f22 _fIZfZI))

(22)

Clearly, the nature of a fixed point is determined by the value of f,, + f,, (0 (repellor) or
fi, + [ ) 0 (attractor). In the case of negative discriminant of characteristic equation, peri-
odic trajectories can arise as well.

2. Deterministic chaos

Even some simple non-linear deterministic systems can under certain conditions
pass to chaotic states [1]. Chaotic behavior is bounded, not periodic and similar to random
one. It is highly sensitive to small change of initial conditions and cannot be predicted for long
time. It is called deterministic chaos.

In the case of autonomous systems with continuous time, chaotic behavior can appear
in third order systems, in the case of non-autonomous already in second order systems. Some
systems with discrete time (described by difference equations) are capable of producing of
chaotic behaviour already in one-dimensional case.

As an simple example [2], let us consider discrete system described by logistic differ-
ence equation
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(23) x,, =Ax,(1-x,)=f(x,) 0<A <4

where A is control parameter. For 0 < A <4, values from the interval < 0,1> will be mapped
also into this interval. This system has been originally used for the modelling of the growth of
a population at limited territory providing that individual generations do not overlap. State
variable x, gives the number of objects in n-th generation. Quadratic term prevents the popula-
tion from unlimited growth, parameter A describes the influence of surroundings.

The function f (x, ) is so-called iterative function. The position of fixed points can be
determined from the relation

- - - - - 1
24 x=Ax[1-x = x1=0 x2=1—-—
(24) ( ) ! 2 1

and their stability from the behavior of first derivatives

d) _4 4
dO

= =2-A
x dx

(25)

x=1-1/A

For A <1, there is only one fixed point x1 =0, which is stable (attractor). A sequence
of values x,,x,,x,,...tends to converge to zero (a population becomes extinct).

In the range / < A < 3, two fixed points exist. Now, the point x1 =0 is unstable (re-
pellor) and x> =1—(1/ A) is stable (attractor). Trajectories from arbitrary initial condition

converge to one-point attractor (a population reach stationary state).

For A=3 , the first bifurcation occurs and the second fixed point will be unstable as
well. In the case of further increase of control parameter A , the function /* will have four
fixed points. Two of them correspond to unstable points of function f', another two ones are
stable and correspond to periodic attractor of function f with period 2. For A=3.45, the trajec-
tory with period two 2 becomes unstable and stable trajectory with period 4 arises. This dou-
bling of the period is repeated always at the growth of A and stable trajectories with periods
8,16,32,...arise.

Let A; is the value of control parameter, which gives rise to period 2, A, is the value at
which period 4 arises and A, is the value at which period 2" arises. Let us denote

A —A
(26) 5, =n el
An+1 - An

Feigenbaum has shown, this ratio is roughly the same for all n and it approaches to the limit

27 o=1limo, =4.66920161...

Thus, the intervals of the parameter A, at which bifurcation occurs, are still contracted in this
ratio. The sequence of bifurcation values A, , at which stable trajectories with period 2" oc-
cur, is convergent and tends to the limit

(28) A, =1limA, =3569946...

n—»eo

Within interval A_ ( A <4, the system behaviour becomes very complex. There is in-

finitely many intervals of the parameter A (periodic windows) with stable periodic trajectories.
On the other hand, there are certain parameter values leading to chaotic behavior. In the limit
case A=4, also analytical solution exists in the form

(29) x, =sin’ (2” arcsin xo)
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Clearly, from this solution, obvious extreme sensitivity to very small changes of initial value
Xp 1S seen.

Thus, the solution of logistic difference equation (23) leads in the case of increase of
control parameter A from periodic solution with period 2 through bifurcation cascade of pe-
riod doubling to chaotic behavior.

Now we mention briefly another way of the emergence of a chaotic state. It is the case
of the class of by part linear mapping. For example, to this class belongs symmetric roof

mapping

X, =2Ax, for 0<x <05
(30)

x,,=2A(1-x,)  for 05<x,<I

with control parameter 0 < A<1. This function is continuous, but it has not the derivative at

the point x=0.5. In the case A < 0.5, only one fixed point exists and namely x=0; this point
is stable, because 2A < 1. For A > 0.5 , there are two fixed points

- - 2A
3D x1=0 X2 =
2A+1
and it holds
af (=N _df (. =\ _
(32) a(x_xl) _5(x_x )_2A >1

Both fixed points are unstable and trajectories are chaotic. In this case, chaotic behavior arises
suddenly for A > 0.5 and no bifurcations occur.

3. Quantification of chaotic behavior

The reasons for the construction of quantitative characteristics of chaotic behavior are
the following:
e quantificators can help to distinguish deterministic chaos from ,,noisy* behavior, produced
by the action of external random influences
e quantificators can help to determine minimum number of variables needed for the con-
struction of a dynamical model of the system
e quantificators can help to classify systems according to universally valid regularities
¢ changes of quantificators may signalise changes in qualitative behavior of a system
On principle, we can use two kinds of description. The first type stresses the dynamics
of chaotic behavior and corresponding quantificators describe the system evolution and mu-
tual position of neighbouring trajectories. The second type is based on the geometry of trajec-
tories in state space. Here we shall confine ourselves to the first kind of the description.
One of characteristic features of chaotic behavior is the divergence of neighbouring
trajectories. Let us consider two close points x,,x, + £. Applying certain iterative function n-

times, the distance between these points will be

(33) d,=|f " (x,+&) = £ (x,)
In the case of chaotic behavior, we expect exponential growth of this distance with the number

of iterations
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M (e 4g) fO
(34) 4 _ ‘f o+ €)= f7(x, )‘ = exp(An)
£ £
and thus
) 0
(35) a=1 h{‘f (o +8) = )
n £

In limit approaching £&—0 we obtain after small algebra

)

(36) A= ([ (e ) () ()

or in alternative expression

)

This Lyapunov exponent characterizes the speed of the divergence of neighbouring trajecto-
riesi. It is given as averaged natural logarithm of absolute value of the derivatives of iterative
function at individual points of a trajectory. One-dimensional iterative function has chaotic
trajectories, if average Lyapunov exponent is positive (the condition of divergence).

Having a time series of equidistant values x,,x,,x,,...,x,, we can determine

37) /1:% (10l £+ )|+ In[ £+, )| + .+l (s, )

Lyapunov exponent using the following approach. Let us take two trajectories with starting
points x;,x; and let us create the sequence of differences

(38) d, :‘xj _Xi‘ d, :‘xﬁ—l ~Xin d, :‘xj+n Xitn
We shall assume time evolution in the form

1. d
(39) d, =d,exp(An) = A=—1In—"

n d,

For A > 0, the behavior of trajectories is chaotic. However, generally, A depends on the
choice of x; . Therefore, the more reliable is to compute average Lyapunov coefficient from
large number N initial values regularly distributed over whole attractor. Then we get

(40) 71=%§ﬂ(xi)

In the case of logistic function with control parameter A=4 is average Lyapunov exponent
given by analytical expression

L In [4(1- 2x)

:‘([ 1/x(l—x)

Grassberger and Procaccia introduced the characteristic called correlation dimension,
based on the behavior of so-called correlation sum [3]. For the computation of correlation di-
mension, we need data about the evolution of a trajectory (in sum n values). For each i-th
point of the trajectory, we seek relative frequency p, (r) of trajectory points, lying at distance

&

(41) dx=1n2

less than r from the point i (except i-th point)
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(42) P (="

Correlation sum is then computed as average ralative frequency
1 n
(43) C,(r)="2p.(r)
i=1

Obviously Ci(r)=0, if r is less than minimal distance among the points of a trajectory. On
contrary Cy(r)=1 means, the distances among individual points do not exceed r . Minimal pos-
sible non-zero value C,(r)=2/(n(n-1)) occurs in the case, only one distance is less than r.

Relative frequency can be formally expressed using Heaviside step function

44) H(x)=0 for x<0
H(x)=1 for x=0
(45) P ()=— ljzlyj#H(r—‘xi —x)))

Similarly, correlation sum can be written as

(46) C ()= > 3 (=l )

i=1 j=1,j#i

In limit case n—e0, correlation sum is melted into correlation integral. Correlation dimen-
sion is then given by formula

log C,(r
A7) D, =lim g—l()
r—0 logr

A time series of single variable can be often sufficient for the determination of impor-
tant characteristics of a multidimensional dynamical system. The groups of values
48) X9 X, yenis X t=012,....(n—d)

127V +2 2 t+d

gives the coordinates of a point in d-dimensional space. Then the sequence of these groups de-
scribes the time evolution of a system in d-dimensional embedding space.
In this case, correlation sum can be written as

H(r =[x, = x

because it depends on embedded dimesion d. Vector x; of dimension d has components

(49) C, (r

lljlj;ﬁz

(50) X; = ('xi s Xivr  Xivap>e ’xi+(d—1)L)

where L is time lag between neighbouring values. The length of the difference of two vectors
is mostly calculated as Euclid distance

d-1 )
(51 ‘Xi _Xj‘:\/Z(XH—kL_xchL)

k=0

Sometimes also Tchebychef distance is used
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(52) ‘Xi - Xj‘ = max ‘ Xivke = X jekt
Then it holds for correlation dimension

logC, (r
(53) D, = limg—d()
r—0 logr

Grassberger and Procaccia have studied the behavior of these characteristic. In the case
of i.i.d. (independent identically distributed) process with regular distribution is
log C,(r) log2+1logr

54 D, =lim =1lim 1
r—0  logr r—0 log r
log C log4 + 21
(55) D, =lim 222 (") logd+ 2logr
r—0 log r r—0 log r

and generally D, =d. On the contrary, in the case of non-linear deterministic process is the
behavior of correlation sum quite different. For example, in the case of roof mapping is
D =D,=.=D,=1

Brock, Dechert and Scheinkman showed, for a finite r and i.i.d. process the following
relation is valid [4]

d
(56) C,(r)=[C,(r)]
and they suggested test statistic

C, (r,n)—[Cl(r,n)]d

s, (rn)

(57) T,(r,n)=

where C d(r,n), Cl(r,n) are sample correlation sums and s, (r,n) is the estimate of the stan-

dard deviation of the difference. This statistic has asymptotically standard normal distribution
N(0,1) providing the validity of null hypothesis (i.i.d. process).

Hsieh suggested another type of non-linearity testing with the use of third standardized
moment [5]

t =i =

E(xx X )
(58) o, j)=——;

) [£(2)]”

For an IID process, (o(i, j) =0 for all i, j > 0. The estimate of (o(i, j) is the statistic

(1/ n)Z,: XX %,
{(1/ )y x; Tz

t

(59) f(i.j)=

Under validity of null hypothesis (p(i , j) =0 has the statistic f (i, j )\/; asymptotically nor-

mal distribution, whose variance can be estimated as follows
2.2 2
2 _ (1/n)§ :xt XX

((1/11)2)@2 )3

(60) s
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This test is based only on third-order moments, but in general, different moments can be used
simultaneously. Another possibility is the use of autoregressive model in the form

(61) X, = Zai X, + ZZby X, X+ ZZZCkaHxHxH +...
i=1

i=1 j=i i=1 j=1 k=j

and testing the significance of individual non-linear terms.
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1. Uvod

Riesil sa problém rozliSitelnosti niekolkych druhov drevin (buk, dub, ceresna,
jasen a javor) na zdklade hodnét jednoduchych deskriptorov. Tento problém sa riesil
pouzitim neurénovej siete a metodami logistickej regresie.

2.1 Neurénova siet

Neurénova siet (NS), je paralelny distribuovany systém schopny ukladat a opi-
tovne pouzivat sktisenosti. Sktisenosti st ziskavané v procese ucenia a ulozené v pa-
rametroch NS — vo vahovych w;; a prahovych 9; koeficientoch.

Formalne mozno NS povazovat za suvisly orientovany ohodnoteny graf. Neurdny
NS st vrcholmi grafu a prepojenia medzi neurénmi st ohodnotené orientované hrany
v grafe.

Signal sa NS §iri v smere orientovanych hran. Neurdny, prijimajtce signal z exter-
ného prostredia, sa nazyvaju vstupné neurény. Naopak, neurony, z ktorych je signal
odovzdavany prostrediu, sa nazyvaju vystupné neurény. Vo vSeobecnosti mozu byt
neurény oboch uvedenych typov zaroven. Neurdny, ktoré nie s ani vstupné ani
vystupné, sa nazyvaju skryté neurony.

Aktivna faza NS je proces, pri ktorom sa postupne S$iri signal od vstupnych ne-
urénov k vystupnym neurénom. Aktivity skrytych a vystupnych neurénov st dané
pomocou rekurentnych vztahov

J

x; = o(x;) (2)
kde x;, x; st aktivity i-teho, resp. j-teho neurénu'; w;; je vahovy koeficient (ohod-
notenie hrany, spajajtcej j-ty neurén s i-tym neurénom); ; je prahovy koeficient
i-teho neurénu a o(z) je sigmoidélna prechodova funkcia

b+ ae ™
o(z) = Tiew (3)
zobrazujuca R — (a,b), kde A je koeficient strmosti. Pre A > 0 je o(z) mono-
tonne rastica funkcia, vyhovujica dvom nasledujicim asymptotickym podmienkam:
o(x) — a pre z — —o0 a o(z) — b pre x — 0.
Pri kontrolovanom uceni je tréningova mnozina tvorena usporiadanymi dvojicami

k vektorov ) a y£’22,, kde ) = (:ng), xék), . ,:zrg\’f)) je vektor N vstupov a y&’;Z, =
(y§’fjeq, yg;)eq, . ,y](\?req) je vektor M pozadovanych vystupov.

Definujme tcelova funkciu ako sumu stvorcov rozdielu medzi k-tym vypocitanym
y® a pozadovanym yfn@] vystupom siete
M
k k
E®(w,9) = 0" ~ vin,) (4)

i=1

1Je konvenciou, Ze spojenie vedie z j-teho do i-teho neurénu.
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a celkovi celovi funkciu E(w, ) pre vSetky dvojice tréningovej mnoziny
E(w,9) =  EW(w,9) (5)
2

Proces ucenia spoc¢iva v najdeni takych optimalnych hodnoét prahovych 9, a
vahovych w,,; koeficientov, aby tcelova funkcia E(w, ) bola minimalna. Ide teda o
optimalizac¢ny problém v tvare

Wopt ﬁopt = argua%ler%g E(wv 19) (6)

Najcastejsie pouzivanou optimalizacnou metédou je gradientova metéda najprud-

sieho spadu. Vahové a prahové koeficienty si iteracne upravované podla vztahov

oFE

Wit+1 = W; — a@wi (7)
OF

791’+1 =v; — a@ﬂi (8)

kde koeficient « je rgchlost ucenia, o € (0, 1). Niekedy sa k rovniciam 7 a 8 zvykne
pridavat tzv. momentovy ¢len, zohladiiujici rozdiel v hodnotéch z poslednych dvoch
iteracif?.

Parcialne derivécie z rovnic 7 a 8 mozno numericky aproximovat pomocou vztahov

OFE Ew+e)— E(w—ce¢)

Q

(9)

8_w 2e
OE _EW+e)—E(—e¢)
o9 2 (10)

kde € je dostatocne malé ¢islo. Presnost uvedenej aproximécie mozno charakterizovat
kvadratickou chybou O(g?).

Procedura bezi pokial nie je splnend nejaké zastavovacia podmienka, napriklad
pokial dlzka gradientu nie je mensia ako nejaké vopred zvolena hodnota 6.

2.2 Logisticka regresia

Predpokladajme, Ze jednotlivé hodnoty vystupnej veli¢iny maju alternativne roz-
delenie

Plyi=1)=p, Plyi=0=1-p (11)

a skimajme zavislost pravdepodobnosti P(y; = 1) = p od vektora prediktorov
x = (11,...,2x)". Regresny model by mohol byt v tvare

p = aifi(zi) + azfo(zi) + ... + am fin(x:) (12)

ale problém by nastal, keby pre niektori kombinaciu odhadu regresnych koeficientov
a funkénych hodnét prediktorov vysla pravdepodobnost mimo intervalu (0, 1). Preto
sa v logistickej regresii uvazuje model

log ] P _ ay fi(x;) + ag fo(x;) + . .. + am fn () (13)

2Momentovy ¢len mé za tlohu zabezpeéit, aby minimaliza¢né procedira neuviazla v lokdlnom
minime, jeho tvar je pAw;, kde Aw; = w; — w;_1 je rozdiel v hodnotach vahového koeficientu v
ostatnych iteraénych krokoch. Koeficient p je momentum, p € (0,1). Momentovy ¢len pre prahovy
koeficient mozno vyjadrit analogicky, pAd; = pu(¥; — ¥;—1).
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Vystupna veli¢ina uz nadobtda hodnoty z R = (—o00, 00) a pravdepodobnost P(y; =
1) = p sa d& spétne prepocitat. Vyraz

p
sa zvykne nazyvat Sancou toho, ze y; = 1. V logistickej regresii sa vlastne predpovedé
pravdepodobnost p toho, Ze y; = 1, pri danych (zvolenych) hodnotéch prediktorov
x = (z1,...,7;)T. Dalsou z tloh logistickej regresie je identifikovat prediktory, ktoré
vyznamne ovplyviiuju pravdepodobnost P(y; = 1) = p. Testuje sa vyznamnost
jednotlivych regresnych koeficientov (Hy: a; = 0, Waldov test).

3. Formulovanie problému

Rieseny problém moZno charakterizovat ako klasicky klasifika¢no-predikény prob-
1ém. Ulohou je na zéklade jednoduchych popisnych charakteristik (deskriptorov) po-
uzitim metdd neurdnovej siete a logistickej regresie rozligit a spravne zaradit dreviny.
Vychodiskom boli zaznamy farebnych bodov drevenych dosiek v prie¢cnom smere v
suradniciach farebného priestoru RGB a z nich vypocitané jednoduché popisno-
Statistické charakteristiky (u(R) — stredna hodnota R, u(G) — strednd hodnota G,
u(B) — strednd hodnota B, o(R) — smerodajnd odchylka R, o(G) — smerodajna
odchylka G a o(B) — smerodajné odchylka B). Kazda z pouzitych metdd vsak vy-
zadovala rozdielny pristup.

Obr. 1: Neurénova siet s doprednym $irenim signélu.

3.1 Formulovanie problému pre neurénovi siet

Pouzité trojvrstvova neurénova sief s doprednym Sirenim signilu (obrézok 1)
pozostavala zo Siestich vstupnych (6 deskriptorov u(R), u(G), u(B), o(R), o(G),
o(B)), niekolkych skrytych a N = 5 vystupnych neurénov. Nech N je pocet uva-
zovanych druhov drevin. Kazdu drevinu potom mozno jednoznacne popisat jednym
vektorom v ortonormélnej baze N-rozmerného vektorového priestoru.

Cielom je tiez navrhnat optimalnu architektiru neurdénovej siete (optimalny po-
¢et skrytych neurénov) a optimalny pocet adaptaénych krokov v procese ucenia
(adaptécie).
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3.2 Formulovanie problému pre logisticka regresiu

V klasickom regresnom modeli

y=arfi(z) +axfo(z) + ...+ amfm(x) (15)
kde fi(z) (i = 1,2...,m) st zname funkcie vstupného vektora prediktorov & =
(z1,...,2x)", y je vystupna veli¢ina (odozva) a a = (ai,as,...,a,)" je vektor

neznamych regresnych koeficientov, sa predikcie veli¢iny y robia pomocou bodovych
odhadov vektora regresnych koeficientov a

n

estpsa = arg mﬂikn (y; — esty;)? (16)
acR™
i=1
Za predpokladu, Ze jednotlivé pozorovania (i = 1,2...,m)
Y; = alfl(xi) + agfg(l‘i) 4+ ...+ amfm(xz) +e; (17)

st nezavislé, rovnako rozdelené nédhodné veli¢iny so strednymi hodnotami (e; je
chyba i-teho pozorovania)

E(yi) = avfi(w) + agfo(ws) + . + am fn(25) (18)
E(e;) =0 (19)

a disperziami
D(y;) = D(e;) = o’ (20)

kvalita uvedeného odhadu vektora regresnych koeficientov nezavisi od typu rozde-
lenia vystupnej veliciny y. Zvicsa sa predpoklada, ze jednotlivé pozorovania maju
normalne rozdelenie. V pripade klasifikdcie druhu drevin je vhodné predpokladat, ze
jednotlivé pozorovania maji alternativne rozdelenie. Ulohou je totiz, pomocou hod-
no6t niekolkych prediktorov, rozhodnuft, ¢i uvedend drevina je napriklad buk (y; = 1)
alebo nie je (y; = 0). Tento problém riesi aj logisticka regresia.

druh train  test

dub 100%  90%
buk 100% 100%
javor 100% 100%
Cerestia  100%  90%
jaseri 100% 100%
celkom 100%  96%

Tabulka 1: Celkovy vysledok pre neurénovu siet.

4. Vysledky experimentu
4.1 Vysledky experimentu pre neurénovu siet

Mnozina vSetkych drevin (5 druhov, pre kazdy druh 25 pozorovani optickych
veli¢in) bola rozdelend na dve disjunktné podmnoziny — na trénovaciu a testova-
ciu mnozinu (pre kazdy druh 15 trénovacich a 10 testovacich vzoriek). Trénovacie
vzorky boli pouzité na hladanie optimalnych hodnét parametrov (vahovych w;; a
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Obr. 2: Priebeh chybovej funkcie.

prahovych ¥; koeficientov) neurdnovej siete. Testovacie vzorky boli pouzité na ove-
renie predikénej schopnosti uz natrénovanej neurénovej siete.

Najlepsie vysledky boli ziskané pre neurénovt siet s 8 skrytymi neurénmi pri kon-
trolovanom sekvenc¢nom uceni metédou backprop with momentum s nahodnym uspo-
riadanim trénovacich vzoriek po 1000 iteraciach (o = 0.6, 1 = 0.1). Uspegnost neurs-
novej siete pre jednotlivé druhy drevin vyjadruje tabulka 1. Podrobnejsie vysledky
st uvedené v tabulke 2.

Typicky priebeh chybovej funkcie E pre trénovaciu a testovaciu mnozinu nazna-
¢uje obrazok 2. Optiméalny pocet skrytych neurénov (6 az 8) bol stanoveny experi-
mentalne.

4.2 Vysledky experimentu pre logisticka regresiu

Pre 25 merani optickych veli¢in xq, x9, x3, 24, x5, T, zodpovedajicim 5 druhom
dreva (dub, buk, javor, ¢eresiia a jasenl), spolu teda 125 Sestic merani s kvalitativnou
veli¢inou druh dreva, bolo tlohou

1) rozhodnut ktoré veli¢iny Statisticky vyznamne vplyvaji na spoznavanie druhov
dreva;

2) spoznat jednotlivé druhy dreva z merani Siestich (pripadne menej) optickych
velic¢in.

Ukézalo sa, ze logistickd regresia dokézala na 100% spoznat buk, na 98,4% javor,
na 98,4% ceresiiu, na 88,8% dub a najhor$ie, na 62,4% jasen. Nasledujica rovnica
predstavuje vystup pre buk, kde v prvej etape boli uvazované vsetky optické veli¢iny

p
1
08

— 243.64 + 0.687, — 2.06z5 + 0.30z3 — 2.74z, + 2.31z5 — 2.31z¢  (21)

Po testovani vyznamnosti jednotlivych veli¢in ostal redukovany model

= 357.28 — 1.61xy — 4.7624 + 4.9125 — 3.3126 (22)

p
1
08 7
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pozadovany vystup vypocitany vystup

yi oy oy oyt oy Y1 Y2 Y3 Ya Ys

tréningova mnozina
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 0.9999 0.0000 0.0002 0.0000
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0025 0.9966 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 0.9981 0.0000 0.0036 0.0000
0 1 0 0 0 |0.0000 0.9988 0.0000 0.0000 0.0008
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0007
0 1 0 0 0 |0.0001 0.9994 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0001 0.0000
0 1 0 0 0 |0.0013 0.9995 0.0000 0.0018 0.0000
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 | 0.0002 0.9991 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000

testovacia mnozina
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 | 0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 0.9999 0.0000 0.0001 0.0000
0 1 0 0 0 |0.0155 0.9817 0.0000 0.0000 0.0014
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 | 0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 |0.0000 0.9998 0.0000 0.0001 0.0000
0 1 0 0 0 |0.0000 1.0000 0.0000 0.0000 0.0000
0 1 0 0 0 | 0.0000 0.9987 0.0000 0.0000 0.0067

Tabulka 2: Vysledky neurénovej siete pre buk.

z ktorého sa pocitala pravdepodobnost spoznania buka. Tato pravdepodobnost, ako
aj hodnoty jednotlivych optickych veli¢in st uvedené v tabulke 3. Zo 125 riadkov
st tam len riadky s poradovymi ¢islami 21 - 54, lebo v riadkoch 25 - 49 st hodnoty
optickych veli¢in merané na buku.

5. Zaver

Praca ukézala, ze pomocou jednoduchych popisno-statistickych charakteristik
(deskriptorov) je mozné dostato¢ne popisat a charakterizovat uvedené druhy drevin.

Kvalitativne veli¢iny — deskriptory u(R), u(G), u(B), o(R), o(G), o(B), boli po-
uzité ako vstupy trojvrstvovej neurénovej siete a nezavislé premenné v logistickej
regresii za ucelom predikcie. Celkova tspesnost predikcie (98.4%-né pre neurénovia
siet a 89.6%-na pre logistickil regresiu) predstavovala uspokojivy vysledok a potvr-
dila tak hypotézu, podla ktorej je mozné taky komplexny problém, akym je strojové
rozpoznavanie druhov drevin na zaklade hodnot optickych veli¢in, vyrazne zreduko-
vat.
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n 1 To T3 T4 Ts Te druh P

21 | 239.83 | 209.29 | 132.69 | 18.47 | 24.23 | 25.51 0 8.87TE-12
22 | 247.74 | 233.37 | 174.84 | 12.52 | 16.69 | 21.56 0 9.51E-27
23 | 241.57 | 203.23 | 119.18 | 16.94 | 23.47 | 29.59 0 6.89E-12
24 | 237.92 | 202.98 | 131.80 | 22.52 | 25.93 | 31.81 0 3.43E-21
25 1236.90 | 176.01 | 89.06 | 10.81 | 11.87 | 14.62 1 1.0

26 | 222.42 | 168.42 | 79.66 | 12.79 | 15.36 | 24.33 1 1.0

271 232.35 | 167.39 | 77.42 | 13.01 | 14.56 | 22.92 1 1.0

28 | 221.66 | 169.23 | 93.15 | 16.08 | 18.37 | 23.41 1 1.0

29 | 218.45 | 167.53 | 92.57 | 19.23 | 19.34 | 24.26 1 1.0

30 | 244.35 | 188.24 | 106.50 | 9.73 | 12.30 | 12.98 1 1.0

31 | 235.11 | 186.99 | 108.71 | 12.48 | 15.15 | 18.22 1 1.0

32| 238.18 | 177.95 | 94.99 | 11.39 | 13.11 | 17.47 1 1.0

33 |224.54 | 170.24 | 96.26 | 17.17 | 19.28 | 22.69 1 1.0

34 | 218.73 | 164.46 | 91.74 | 19.25 | 19.45 | 23.70 1 1.0

35| 239.69 | 177.72 | 89.75 | 9.13 | 10.91 | 15.28 1 1.0

36 | 219.25 | 163.70 | 71.44 | 14.15 | 17.16 | 28.50 1 1.0

37 | 234.15 | 170.76 | 78.36 | 12.99 | 14.69 | 23.62 1 1.0

38 | 214.27 | 161.51 | 86.42 | 17.84 | 20.01 | 25.89 1 1.0

39 | 214.96 | 166.27 | 91.53 | 19.11 | 20.49 | 25.87 1 1.0

40 | 232.29 | 169.54 | 79.27 | 9.76 | 11.67 | 18.07 1 1.0

41 | 216.29 | 160.48 | 69.06 | 13.17 | 16.31 | 26.99 1 1.0

42 | 228.15 | 161.83 | 65.05 | 14.02 | 15.59 | 25.15 1 1.0

43 | 212.32 | 159.84 | 84.88 | 18.50 | 20.23 | 26.60 1 1.0

44 | 214.94 | 167.16 | 95.65 | 18.62 | 19.55 | 24.23 1 1.0

45 | 233.41 | 169.96 | 81.44 | 10.03 | 11.03 | 15.98 1 1.0

46 | 221.65 | 164.57 | 76.79 | 12.29 | 15.25 | 25.82 1 1.0

47 | 230.24 | 162.18 | 70.09 | 15.25 | 17.64 | 27.48 1 1.0

48 | 216.43 | 159.67 | 86.27 | 17.53 | 19.37 | 24.66 1 1.0

49 | 215.28 | 161.89 | 91.68 | 18.52 | 18.40 | 22.48 1 1.0

50 | 248.22 | 215.95 | 153.37 | 10.39 | 13.93 | 16.91 0 2.19E-09
51 | 242.81 | 217.90 | 159.88 | 9.52 | 11.11 | 15.67 0 3.43E-13
52 | 237.43 | 209.60 | 144.32 | 9.75 | 11.94 | 16.01 0 1.31E-06
53 | 236.76 | 214.29 | 157.12 | 16.27 | 19.47 | 24.11 0 6.58E-19
54 | 236.32 | 218.57 | 164.89 | 17.91 | 21.68 | 26.19 0 1.55E-23

Tabulka 3: Pravdepodobnosti a hodnoty jednotlivych optickych veli¢in pre logistickt
regresiu.
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O asociacii nahodnych velic¢in a kopuliach.

Peter Volauf
Katedra matematiky FEI STU, Ilkovicova 3, 812 19 Bratislava
peter.volauf @stuba.sk

Abstrakt. V prvej casti prispevku hovorime o rdznych, hlavne kvalitativnych (sndd’ menej
znamych) mierach zdvislosti ndhodnych veli¢in. V druhej €asti kratko predstavime pojem
kopuly a ukdZeme, ako kopuly umoziuji formulovat’ a vySetrovat’ rdzne typy zdvislosti
ndhodnych veli¢in. Na zdver poukdZeme na to, Ze s pomocou kopil je mozné zostrojit’ na-
hodny vektor, ktorého rozdelenie méa predpisané vlastnosti.

1 Asociacia nahodnych veli€in

Termin asocidcia sa pouziva v dvoch vyznamoch. V SirSom zmysle asocidcia znamend su-
vislost’ medzi zloZkami ndhodného vektora, t.j. stochastickd vizbu medzi ndhodnymi veli-
¢inami. V uzSom zmysle je asociovanost’ konkrétny pojem, ktory sa radi medzi viaceré tie
pojmy, ktoré kvalitativne vypovedaji o stochastickej vizbe medzi veli¢inami.

Ked sa v zdkladnom kurze pravdepodobnosti a Statistiky na technickych univerzitich
hovori o mierach zdvislosti medzi ndhodnymi veli¢inami, tak sa v prvom rade hovori o
Pearsonovom korela¢nom koeficiente ako o kvantitativnej charakteristike, ktord zachytdva
linedrnu vizbu medzi zlozkami ndhodného vektora. Zial’, z nedostatku ¢asu, ¢asto nemame
moZnost’ hovorit’ o oboch verziich, to znamena o teoretickej a aj o vyberovej verzii tohoto
koeficientu. Dal§imi kvantitativnymi mierami zavislosti si napr. Spearmanov korelaény
koeficient, alebo korelaény pomer. Kym o prvom mdZeme povedat’, Ze detekuje mono-
tonny vztah medzi veli¢inami, korelatny pomer detekuje funkciondlny vztah medzi
veli¢inami, pretoze plati: Kx (¥Y) =1 prave vtedy, ak Y = g(X), pre nejaku borelovsky me-
ratel'nd funkciu g (vid’ kap. 5 Rényiho knihy [7]). Rényi diskutuje aj d’alSie kvantitativne
miery zavislosti, napr. kontingenciu, alebo maximalnu korel4ciu.

Druhd moZnost’ ako hovorit’ o stochastickej vizbe, t.j. o zavislosti ndhodnych veli¢in, je
hovorit’ o kvalitativnych mierach zavislosti. Napriklad, hovorme, Ze X a Y su pozitivne (ne-
zdporne) korelované, ak cov(X, Y) = 0. Teraz nds netrdpi, Ze kovariancia md zndmu
vlastnost™ cov (a X, bY) = ab.cov(X, Y), vdaka ktorej sa pri kvantitativnom vySetrovani
dava prednost’ Pearsonovmu momentovému korelacnému koeficientu. Teraz nas samotna
hodnota kovariancie nezaujima. Ide len o to, €i je nezdporna. Reldciu (R1) nezdpornej
korelovanosti zosilnime takto:

X, Y su v reldcii (R2), prave ak cov(f(X), g(Y)) =0, pre vSetky neklesajuce f, g

pre ktoré kovariancia existuje. Zrejme ak X(R2)Y, tak X(R1)Y a na relativne jednoduchom
priklade je moZné ukdzat’, Ze reldcie R1, R2 nie su (vo vSeobecnosti) identické. DalSie zo-
silnenie reldcie (R2) prindSa pojem asociovanosti (asociovanost’ v uz§om zmysle):

X, Y nazyvame asociované, ak cov(f(X,Y), g(X, Y)) >0, pre vSetky neklesajice f, g

pre ktoré kovariancia existuje (f, g su redlne funkcie dvoch premennych — funkciu dvoch
premennych nazyvame neklesajuca, ak je neklesajicou v kazdej premennej).
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Pojem asociovanosti zaviedli Esary, Proschan a Walkup v ¢ldnku [1]. Pomocou tohoto
pojmu (a odhalenych suvislosti s inymi pojmami) dosiahli zjednoduSenie niektorych sku-
tocnosti (napr. dokazov nerovnosti, ako ilustruje nasledujica nerovnost’:

Ak X, Xy, ... X, stinezdvislé a S; je postupnost ich ¢iastocnych sictov, tak plati:
P( Sl <Si, Sz <8S2, ..., Sn < Sn) > P(Sl <Si )P( Sz <$S )P( Sn < Sn)

Bez asociovanosti ju dokazal Robbins [5]. Ak vSak vyuZijeme asociovanost’ a suvislosti z
nej vyplyvajuice, nerovnost’ sa dd dokdzat’ podstatne jednoduchsie (vid' [1]).

Predtym neZz sformulujeme zadkladné vlastnosti a sudvislosti, uvedieme dve technické
lemy, ktoré v d’alSom ndjdu Casté uplatnenie.

ZNn

Prvou je CebySevova "druhd" veta:

Pre kazdu ndhodnu veli¢inu plati: cov( f(iX), g(X)) = 0, pre neklesajuce f, g.

Dokazovy trik spociva v uvazovani nezavislej kopie Y veli€iny X, teda vo vyuZiti dvojice
X, Y, kde Y je nezdvisla s X, majuca to isté rozdelenie. Potom zrejme z neklesajicosti fa g

(AX) = fY) ).(g(X) - g(Y)) 20

a preto E[ (fX) -fY)).(gX)-¢g(Y))] 2 0

z ¢oho po rozndsobeni a vyuZziti predpokladu o X, resp. Y, rezultuje zaver. Skutocnost’, Ze
cov( f(X), g(X)) =0, pre neklesajice f, g znamen4, Ze singleton { X } je asociovand mno-
Zina.

Druhou (a rozhodujucou) technickou pomdckou pre nasledujuce uvahy je Hoeffdingova
lema (r. 1940):

cov(X,Y)zI I(H(x,y) —F(x)G(y))dxdy

—o0 —oo

Dokaz opit’ vyzaduje uvazovanie "nezavislej kopie", ale tentoraz vektora. Nech (X, Y)),
(X2, Y») su nezdvislé vektory, majuce rovnaku distribuciu H(x, y). Dalej sa uplatni trochu
netypicka prica s integralmi charakteristickych funkcii, teda s indikatormi. Napr. plati

(X, —X,)(w)= I(Ix(Xz(a))) —1.(X,(®) ) dx

kde Iy znamena indikator intervalu (- oo, x). Zrejme z uvedenych predpokladov vyplyva:

2.cov(X1,Y1) = 2. EX1 Y1) - EX).E(Y1)) = E[(X1 - X).(Y1-Y2)] =

=2E([ [U.(X) =1L XU (1)~ 1,()) dxdy)

Ak teraz prejdeme operatorom strednej hodnoty za znak integrdlu a uvaZime, Ze plati napr.:
E(L(X).Iy(Y1))=P(Xi <X, Yi1<y)= H(x,Yy),

dostdvame Ziadany vztah.
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Hore uvedena definicia asociovanosti dvoch veli¢in sa zovSeobenuje na kone¢ni mnoZinu
veli¢in X, ..., X, celkom prirodzene:

X, .., X, su asociované, ak cov( f(Xy, .., Xy), gXi, .., Xp)) =0,
pre vSetky neklesajice funkcie f, g (pre ktoré existuje kovariancia).

Pod neklesajicost'ou funkcie n premennych rozumieme opit’ neklesajicost’ funkcie v kaz-
dej premennej. Zdkladné fakty a vlastnosti pojmu asociovanost’:

1) Ak X, Xy, .., X, su asociované, tak kazdd ich podmnoZina je mnoZinou asociovanych
velicin.

2) Ak X, X3, .., Xy suasociované, tak — X, — Xa, .., — X, su asociované.

3) Ak Xi, .., X, st asociované, Y;= f; (Xy, .., Xy), kde f; su neklesajuce, tak Y1, .., Y

su asociované.

4) Ak Xi, ..., X, st asociované, Yy, ..., Y st asociované, a pritom vektory (Xj, ..., Xy),
(Y1, ..., Ym) sunezdvislé, potom Xj, ..., Xy, Y1, ..., Y SU asociované.

Dokaz bodov 1, 2, 3 nerobi problém. Ddkaz bodu 4 je niro¢nejsi a vyZaduje netrividlnu
pracu s podmieniovanim (vid’ [1]).

Dosledok bodu (3):

Ak X, Xs, .., X, st asociované, tak pre neklesajtce funkcie A, su veli€iny h(X;), ha(X2),
..., hy(Xy) asociované, ¢o znamend, Ze asociovanost’ je invariantnd na neklesajice trans-
formdcie (to sa oznacuje slovami, Ze asociovanost’ je "scale-free dependence concept").

Désledok bodu (4):

Nezdvislé veliciny X, ..., X;, st asociované (a to je mozno prekvapujuce).
Ako priklady asociovanych veli¢in mézu sliZit’ napr.:

1) Ak Y=u(X), kde u(.) je neklesajuca, tak X, Y su asociované.

2) Ak Xi, ..., X, je ndhodny vyber, tak poriadkové Statistiky Xy, ..., X su asociované
(zrejme kazda X;) je neklesajicou funkciou ndhodného vyberu Xj, ..., X,).

3) Ak Xj, ..., X, su nezdvislé, tak n-tica Ciastocnych suctov Sy, S, ..., S, je asociovand
(ide zrejme o dosledok bodu 3).

4) Ak (Xi, ..., X4) je gaussovsky vektor, tak ide o asociovanu n-ticu prave vtedy, ak

cov(X;, Xj) =20, pre vSetky 7, j (vid’ [6]).

ESte pred zrodom pojmu asociovanost boli zndme aj iné pojmy, ktoré kvalitativne popi-
suju zdvislost’. Niektoré z nich skidmal Lehman v [3], medzi nimi pozitivnu kvadrantni
zavislost — PQD (positive quadrant dependence).

Hovorime, Ze X, Y st pozitivne kvadrantne zdvislé (PQD), ak pre vSetky redlne x, y plati
P(X<x,Y<y =2 P(X<x).P(Y <y).

Zo spojitosti pravdepodobnosti vyplyva, Ze znaky nerovnosti v uvaZzovanych udalostiach
mdZu byt neostré (musia mat’ rovnaky smer na oboch stranich nerovnosti). Dalej, znaky
nerovnosti (vyznacujice udalosti) mdZu mat’ opa¢ny smer (avsSak, potom vSetky). Napri-
klad, hore uvedenad podmienka je ekvivalentnd podmienke

P(X>x,Y>y) 2 P(X>x).P(Y >y).
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Je podstatné, Ze pojem PQD je invariantny vzhl'adom na neklesajice transformécie, to
znamend, Ze plati (a pomerne I'ahko sa dokdze):

Ak X, Y si PQD, tak pre vSetky neklesajice f, g plati, ze fiX), g(Y) si PQD.
Hoeffdingova lema umoziuje formulovat’ PQD cez kovarianciu:

X, Y su PQD prave vtedy, ked” cov( fiX), g(Y)) =0, pre vSetky neklesajice f, g.

Dokaz. Nech X, Y su PQD. Potom aj fiX) a g(Y) st PQD a nerovnost’ cov ( fiX), g(Y)) =0
vyplyva z Hoeffdingovej lemy, pretoZe integrdl z nezdporného integrandu je nezdporny.
Teraz naopak, nech cov ( f(X), g(Y)) = 0, pre vSetky neklesajuce f, g. Potom pre vSetky
X, y mame

0 < cov( 1 —Ix i (X), 1 =Ty, inp) (Y) ) = cov( L -inf, x) (X), L-int, y) (Y) ) =

= E(Linf, ) (X)X int, ) (Y) ) = ECL - int, ) (X))-E(L-int, y) (Y) ) =
=P(X<x,Y<y -PX<x)P(Y <y).
Vztahy medzi uvedenymi pojmami urcuji nasledujice implikdcie (ASS je asociovanost’,
NC je nezdpornd korelovanost):
ASS = PQD = NC

pricom Ziadna dvojica pojmov (vo vSeobecnosti) nie je ekvivalentnd. Je zaujimavé, Ze pre
binarne ndhodné veli€iny st pojmy ASS, PQD a NC totozné.

Lehman je autor nasledujticej zaujimavej suvislosti:

Ak X(PQD)Y, a pritom cov(X, Y) =0, tak X, Y su nezdvislé.

Dokaz tohoto tvrdenia ilustruje zdsadny vyznam Hoeffdingovej lemy:

0=cov(X,Y)= f f( P(X <x,Y<y)—P(X<x).P(Y<y))dxdy

—00 —oo

Vdaka PQD je integrand nezdpornd funkcia. Ak ale integrdl sa rovnd nule, tak integrand
H(x, y) — F(x).G(y) musi byt funkcia rovnd nule skoro vSade. Vd’aka spojitosti zl'ava
distribu¢nych funkcii to ale znamend, Ze rovnost H(x, y) = F(x).G(y) plati vSade, ¢o bolo
treba ukazat’.

NeskorSieho déta je viacrozmernd analdgia tohoto tvrdenia:

Ak Xi, ..., X, st asociované a cov(X;, Xj) =0, pre vSetky i, j (i #j), potom Xj, ..., X, si
nezavislé.

(Dokaz je podstatne zloZzitejsi, vid’ [2], resp. [8]).

2 Kopule

Pojem kopule sa zrodil v ¢lanku [9] avSak prebehli tri desatrocia, kym sa objavil napr. v
Encyclopedia of Statistics. Pritom (ako za chvilu ukdZeme) pojem kopuly umozZiuje dat’
odpoved’ na cely rad zaujimavych otdzok teérie pravdepodobnosti. Systematicky vyklad
problematiky predstavuje knizka [4]. NaSim cielom je predstavit’ pojem a naznacit’ jeho
uplatnenie. Neformélne je moZné pojem kopuly definovat’ pomocou pojmu ndhodny vektor
takto:

Nech (X, Y) je ndhodny vektor s distribu¢nou funkciou H(x, y), pricom nech F(x) a G(y) si
distribu¢né funkcie zloZiek X a Y. Predpokladajme, Ze F, G st spojité (ak za ich defini¢ny
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obor berieme [-o0 ; o], tak za uvedeného predpokladu spojitosti je obor ich hodnot interval
[0, 1]). Za tychto predpokladov je moZzné uvazovat’ zobrazenie z [— oo, c»o]2 do [O, 1]3 , ktoré
bodu (x, y) priradi bod ( F(x), G(y), H(x, y) ).
Kopula je zobrazenie, ktoré dvojici ( F(x), G(y)) priraduje H(x, y), to znamend, Ze pre
vSetky x, y €[- oo, o] plati:
C(F(x), G(y)) = H(x, y)

Ako vidime, kopula C(.,.) "spdja" hodnoty marginalnych distribucii a z nich vytvori hodno-
tu zdruZenej distribucnej funkcie. Formélna definicia sa vSak neopiera o pojem ndhodného
vektora.
Definicia. 2-dimenzionélna kopula je funkcia C: [0, 1]2 — [0, 1] s vlastnost’ami:
(cl) CO,u)=C(u,0)=0, C(1l,u)=C(u, 1) =u
(c2) Cje "2-increasing", t.j. ak a <b, c <d, tak

Cb, d)—C(a, d)—C, c)+ Cla,c) 2 0

Désledky vlastnosti (c1) a (c2) st napr.:

(c3) C(.,.) je neklesajuca v kazdej premenne;.
(c4) C(.,.) je Lipschitzovska (a preto rovhomerne spojitd), t.j.

[Ch,d)—Ca, c)l £ |lb—-al + |ld-cl

Zasadny vyznam ma Sklarova veta ( [9], resp. [4] ): Ak F(.), G(.) su distribu¢né funk-
ciea C(.,.) je copula, tak funkcia H definovand vzt'ahom

H(x, y) = C(F(x), G(y) )

je distribu¢nou funkciou, ktorej margindlami su prave funkcie F' a G. Naopak, ak H(.,.) je
zdruZend distribu¢nd funkcia a F, G su jej margindlnymi funkciami, tak existuje copula
C(.,.), Ze plati

H(x, y) = C(F(x), G(y))

(ak F, G su spojité, tak C(.,.) je jednoznacna).

UkédzZeme, Ze 2-dimenziondlnu kopulu mozZzno chépat’ ako distribu¢nd funkciu dvojroz-
merného ndhodného vektora. Nech (X, Y) je ndhodny vektor so zdruZenou distribu¢nou
funkciou H(.,.) a nech margindlne distribu¢né funkcie F, G st spojité.

Ak C(.,.) je kopula vektora (X, Y), tak C(.,.) mdZeme chdpat’ ako distribu¢ni funkciu
vektora (U, V), kde U = F(X), V = G(Y). Je dobre zname, Ze rozdelenie veliCiny U a tiez
rozdelenie V je rovhomerné rozdelenie na intervale [0, 1] (vd’aka spojitosti funkcii F a G).
Dokaz je celkom jednoduchy (symboly F a GV st kvantilové funkcie, teda pseudo-
inverzné funkcie ku F a G). Plati

Fov(u,v) = P(FX)<u, G(Y)<v)= P(X< FPu),Y<GPv))=
= H(F ), G"v)) = C(FF" W), GG ) = Clu, v)

Teraz ukdzme, Ze kopula je invariantnd k neklesajicim transformécidm, to znamend, Ze
plati:
Ak a, B sd neklesajice funkcie, tak kopula vektora (ou(X), B(Y)) je td istd, ako kopula
vektora (X, Y).
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Dokaz. Pseudoinverzné funkcie ku o, resp. f ozna¢me o, resp. Bk Plati

Hoxpy (u, v) = P(0X <u, BY <v)= P(X<a'(u), Y<B(v))= Hxy ('), ()
avSak

Hoxpy (4, v) = Cax py (Fax ), Gpy () = Cax py (Fx (o' (), Gy (B"(v)))

a na druhej strane

Hxy (o' (u), ') = Cxy (F(o' (W), GB"())

PretoZe F a G su spojité, kopula je jednoznac¢nd a rovnost’ Cx y(u, v) = Coxpy (1, v) je
dokazana.

Je prirodzené pytat’ sa, ako k danému 2-rozmernému rozdeleniu ndjst’ copulu. Podl'a
Sklarovej vety

H(x, y) = C(F(x), G(y))
a preto
Cy) = H(F W), GPm)
Napriklad, nech distribu¢na funkcia vektora (X, Y) je dand vztahom
H(x,y) = xy(x+y)/2 na [0, 1]~
To znamend, Ze vektor ma hustotu f{x,y) = x+y na [0, 1]2 (mimo Stvorca je hustota nu-
lovd) a margindlnymi distribu¢nymi funkciami su funkcie
Fx)=x(1+x)/2 na[0,1], G=F apreinverziu mime F" (u)=(-1+ sqrt(1+8u))
Preto kopulou vektora (X, Y) je funkcia
C(u, v) = (1/16)(-1 + sqrt(1 + 8u) ).(-1 + sqrt(-1 + 8v) ).(-2 + sqrt(1 + 8u) + sqrt(1 + 8v) )
Pojem kopuly umozZiuje zachytit’, resp. popisat’ zdvislost’ ndhodnych veli¢in. Ako vieme
z prvej Casti prispevku, reldcia pozitivnej kvadrantnej zdvislosti znamena, Ze plati
PX<x,Y<y) =2 P(X<x).P(Y<y)
ateda Cxy(F(x), G(y)) = F(x).G(y)

¢o znamend, Ze nerovnost’
Cxy(u,v) =2 uv

plati pre vSetky body jednotkového Stvorca. Takto jednoducho kopula vektora (X, Y) popi-
suje relaciu PQD veli¢in X, Y.

Da sa 'ahko ukazat, Ze pre aktkol'vek kopulu plati Frechet-Hoeffdingova nerovnost’:
max(u+ v—1;0) < C(u, v) < min(u, v)
a podla uvedeného X, Y su v relacii PQD prave vtedy, ked’
uv < C(u, v) < min(u, v)

V nasledujicom ukdZeme, ako kopule umoziuji ziskat’ dvojrozmerné rozdelenie poza-
dovanych vlastnosti. Predpokladajme, Ze chceme navrhnit triedu dvojrozmernych rozde-
leni, ktoré majui predpisané margindlne distribu¢né funkcie F, G, pri¢om korel4cia zloZiek
m4 byt funkciou parametra tak, aby ju bolo moZné zmenou parametra menit’.
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Uvazujme triedu kopil FGM (Farlie-Gumbel-Morgenstern), ktord je dand vztahom
Clu,v; 0)=uv+ Ouv(l—u)(l-v), -1<6<1

Ak kopulu C(.,.; 6) chdpeme ako dvojrozmernu distribu¢nu funkciu rovnomerne rozdele-
nych veli¢in U, V, l'ahko sa vypocita, Ze Pearsonov korela¢ny koeficient zloziek mé hod-
notu 8/3. KedZe pre spojité ndhodné veli¢iny X, Y, ich Spearmanov korela¢ny koeficient
sa rovnd Pearsonovmu koeficientu veli¢in F(X), G(Y), tak konStrukcia dvojrozmerne;j
distribu¢nej funkcie prostrednictvom kopuly C(u, v; @) umoZiuje ziskat’ rozdelenie vek-
tora (X, Y) s predpisanymi margindlnymi rozdeleniami a so Spearmanovym koeficientom,
ktorého hodnota moze byt 'ubovol'né ¢islo z intervalu [-1/3, 1/3].

Pre konkrétnost’, predpiSme margindlne distribucie napr. takto:
F(x) =x, pre xe[0, 1], resp. G(y) = y2 , pre ye[0, 1] (definovanie mimo [0, 1] je zrejmé).

Podrla Sklarovej vety
H(x, y) = C(F(x), G(y))

a preto H(x, y) = x.y2 + 6xy2(1 -x)(1 —yz)

je distribu¢nd funkcia s predpisanymi margindlnymi rozdeleniami, a pritom Spearmanov
korelacny koeficient vektora (X, Y) s touto distribu¢nou funkciou H( .,.) sarovnd /3, ¢o
znamena, Ze moze nadobudat’ 'ubovol'ni hodnotu z intervalu [-1/3, 1/3].

Ako vidime, trieda kopil FGM umoziuje ziskat' zdruzZené rozdelenie, ktorého zlozky
maju relativne slabu stochastickd vizbu (pokial’ ju meriame Spearmanovym korelacnym
koeficientom). Nasledujica konstrukcia sa opiera o dvojrozmerné rozdelenie predstavené
v préci [10] ako diagonal band distribution. 1de o jednoparametrické rozdelenie na jednot-
kovom Stvorci, ktorého zlozky maji rovnomerné rozdelenie, pricom korelacny koeficient
(z&visi na parametri @) mo6Ze nadobudat’ 'ubovol'nd hodnotu z intervalu [-1; 1]. Rozdelenie
bude definované hustotou b(u, v; @), ktora na Stvorci [0, 1]2 nadobuda len tri hodnoty.

Nech a€(0, 1). PoloZme a =1 — « a definujme hustotu b(u, v; @) v bodoch trojuhol-
nika ur¢eného vrcholmi [0, 0], [a, 0], [0, a] hodnotou 1/a. Rovnakd hodnotu nech ma hus-
tota b(u, v; @) v bodoch trojuholnika s vrcholmi [¢, 1], [1, a], [1, 1]. V bodoch obdiZznika
uréeného bodmi [0, a], [a, O], [1, a] a [ 1] nech je b(u, v; @) definovand hodnotou
1/(2a). V ostatnych bodoch Stvorca md hustota b(u, v; @) hodnotu 0. Pre & = 0 hodnota
hustoty b(u, v; @) sa rovna 1 vo vSetkych bodoch Stvorca (zrejme zlozky v tomto pripade
su stochasticky nezdvislé a korela¢ny koeficient sa rovnd nule). Pre & = 1 uvaZované roz-
delenie hustotu nemd a za limitné rozdelenie (pre @ — 1) povaZujeme singuldrne rov-
nomerné rozdelenie na diagonadle Stvorca, pri¢om plati: P( X =Y) =1 (a zrejme korelacny
koeficient zloZiek sa rovna 1).

Standardnym (aj ked” zdihavym) vypodtom sa d4 ukézat, 7e Pearsonov korelaény koe-
ficient zloziek rozdelenia ureného hustotou b(u, v; @) ma hodnotu - a+ad+aAka
prebieha interval [0, 1], hodnoty tohoto vyrazu prebiehaji cely interval [0, 1]. To znamena,
ze distribucnd funkcia s hustotou b(u, v; @) predstavuje kopulu, ktord umoznuje konstruk-
ciu ndhodného vektora s predpisanymi spojitymi magrindlnymi distribiciami a predpi-
sanou hodnotou Spearmanovho korela¢ného koeficientu.

Poznamenédvame, Ze pre hodnoty parametra & z intervalu [-1, O] je potrebné hustotu
definovat’ symetricky vzhl'adom na doteraz popisand konStrukciu b(u, v; @), a to
symetricky podl'a priamky y = 0,5 (hodnoty koreldcie budud prebiehat’ interval [-1, O].
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Popisand kopula umoZnuje definovat ndhodny vektor s predpisanymi margindlnymi
distribu¢nymi funkciami a predpisanou hodnotou Spearmanovho korela¢ného koeficientu,
ktord moZe byt’ 'ubovol'nou hodnotou intervalu [-1, 1].
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