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Abstrakt

Cernek, Peter: Vytvorenie jednoduchého modelu na zber, triedenie a vyhodnotenie dat s
relaénym vyberom - Ekonomické univerzita v Bratislave, Fakulta hospodarskej informatiky,
Katedra aplikovanej informatiky - Veduci zavereénej prace: RNDr. Cubomir Turiia, CSc.-
Bratislava: FHI EU, 2017, pocet stran 80

Cielmi predkladanej diplomovej prace je navrh aimplementicia modelu,
prostrednictvom  ktorého dokdzeme extrahovat data z Internetu, transformovat’
nestruktirované dat do podoby vhodnej pre ziskanie znalosti a ulozenie tychto dat do formy,
aby boli v budtcnosti k dispozicii pre Statistické analyzy. Diplomova praca je rozdelena do
5 kapitol. V prvej kapitole charakterizujeme pojmy v oblastiach extrakcie dat z Internetu,
transformécie nestruktirovanych dat a moznostiach uloZenia dat. Druhd kapitola sa zaobera
definovanim ciel'ov a metodik pouzitych v predkladanej diplomovej prace. Tretia kapitola
je venovana navrhu vSeobecného modelu zameriavajuceho sa na tri oblasti definované
v prvej kapitole. Stvrta kapitola sa venuje implementéacii navrhovaného modelu z tretej
kapitoly na rieSenie konkrétnej tilohy. Uloha sa tyka automatizovaného stahovania recenzii
z vybratych webovych zdrojov, ziskanie informécii z tychto nestruktirovanych data a tieto
informacie ulozit, aby boli k dispozicii pre Statistické metddy na ziskanie znalosti.
Implementacia modelu je realizovana v dvoch vyvojovych prostrediach: RStudio a MS SQL
Server. V zavereénej kapitole prezentujeme vysledky zo Stvrtej a kapitoly a zamyslame sa

nad moZnost'ami, ako zlepSit’ jednotlivé fazy modelu pri rieSeni nasej ulohy.

KPuacové slova: extrakcia dat, Text Mining, databazy, nestrukturované data, webové

stranky



Abstract

Cernek, Peter: Creating a simple model of collecting, sorting and evaluation of data with
relational selection — Economic university in Bratislava, Faculty of Economic Informatics,
Department of Applied Informatics, Supervisor: RNDr. Cubomir Turnia, CSc. — Bratislava:
FHI EU, 2017, 80 pages

The aims of the master thesis are to design and implement a model, through which
we will be able to extract data from the Internet, to transform unstructured data into the form
suitable for obtaining of information and to store data into a data storage, in which it will be
available for statistical analysis in the future. The document is divided into fifth main
chapters. In the first chapter, we characterize terms used in the areas: extracting data from
websites, Text Mining and data storages. Second chapter is focusing on defining goals and
methods, which are used in the thesis. In the third part, we design the model focusing on the
areas mentioned in the previously chapters. Fourth chapter introduces the practical
implementation of our model for solving of task. The task consists of automatic extracting
reviews of users from websites, obtaining information from unstructured this data and
storing information into a selected data storage. For the application of the model, we use two
open-source software: RStudio a MS SQL Server. In the last chapter, we present the result

of fourth chapter a we think about improvements of model for our task.

Key words: extraction of data, Text Mining, databases, unstructured data, websites
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Uvod

V priebehu poslednych rokov je vyuzitie informacnych technolégii Coraz viac
orientované na oblast’ spracovania dat. Je to sposobné dopytom spolo¢nosti, ktoré celia
velkému mnozstvu dat v Struktirovanej alebo nestruktirovanej podobe z r6znych zdrojov.
Schopnost’ ziskavat’ data z r6znych zdrojov a dolovat’ z nich informacie o zakaznikoch,
konkurencii alebo trhu, umoziuju spoloc¢nosti rychlo reagovat’ na zmeny, robit’ spravne
rozhodnutia a ziskavat’ novych zakaznikov. Tato schopnost’ zahriuje efektivne
zhromazd’ovanie vel'’kého mnozstva dat, ich spracovanie do vhodnej podoby, uchovavanie
a analyzovanie. Tieto Cinnosti st sucastou procesného modelu spolo¢nosti na zber,
uchovavanie a analyzovanie dat. Ich rozsah a naro¢nost’ zavisia od mnozstva dat, s ktorymi
dana organizacia pracuje, a od znalosti zamestnancov spoloc¢nosti.

Cielom predkladanej diplomovej prace je navrhnit’ model na zber, triedenia
a analyzovanie dat. Model sa sklada z viacerych procesov, ktoré st nevyhnutné na ziskanie
dat z externych zdrojov, ich transformaciu do vhodnej podoby, ziskat’ znalosti z tychto dat
a ukladat’ ich, aby boli dostupné kedykol'vek a vo vhodnej forme. Sucastou diplomove;j
prace je aplikédcia navrhnutého modelu vo vyvojovom prostredi R a databazovom systéme
MS SQL Server.

V diplomovej praci sa zameriavame na extrahovanie dat z webovych stranok.
Webové stranky obsahuju vel'ké mnoZstvo Strukturovanych, aj neStrukturovanych dat,
Vv ktorych mozu byt ukryté cenné informacie pre spolocnost’. Kazda webova stranka ma int
Struktiru a data st uloZené v roéznych formatoch. Preto Cast’ diplomovej praci zahfiia
procesy, ktoré detailne popisuji analyzovanie webovych stranok, extrakciu dat
a transformaciu dat do vhodnej podoby. Daliia ¢ast’ price je zamerana na analyzu dat
a ziskania informécii z tychto dat. Posledna Cast’ sa tyka procesov ukladania dat a sposobov,

ako ukladat’ data.
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1 Sucasny stav v oblasti extrakcie, transformacie a analyzy dat

V prvej kapitole vymedzime pojmy v troch oblastiach: Internet, transformacie
nestruktirovanych dat a relacné databazy. Kazda z tychto oblasti je dolezita pre nds model,
navrhnuty v tretej kapitole. Na zaciatku definujeme oblast’ Internetu z pohl'adu zdroja dat.
Nasledne vymedzime techniky a algoritmy, ktoré dokazu pracovat’ so vSetkymi typmi dat.
V préaci sa zameriavame najmd na neStruktirované data. V poslednej cCasti kapitoly sa
venujeme relaénym modelom a databdzam, do ktorych je mozné ukladat’ data, aby boli

dostupné v buducnosti vo vhodnej forme pre d’alSie analyzy.

1.1 Zdroje dat

Spolocnosti ziskavaju data z roznych zdrojov. Tieto zdroje mdézeme rozdelit’ do
dvoch skupin: interné a externé. Do skupiny internych dat patria systémy a aplikéacie ako
CRM alebo ERP systémy, v ktorych su data tvorené zamestnancami samotnych spolo¢nosti.
Data z externych zdrojov pochadzaji z webovych stranok, socidlnych sieti alebo suborov,
ktoré st dostupné na Internete. Tieto data st ulozené v réznych formatoch, pricom pred
analyzou a ukladani dat je nutné data transformovat’ do vhodnej formy. Data mdzeme
rozdelit’' na [1]:

o Struktirované — data su ulozené v presne definovanych schémach, ktoré si Gasto
popisané. Data su uloZené v tabulkach alebo v dokumentoch, ktoré maji presne
definovanu Struktaru (XML, JSON, atd’.).

e Nestruktirované — data nie su v presne definovanych Strukturach. Objavuju sa
v zvukovych zdznamoch, textovych dokumentoch, webovych strankach alebo statusoch
na socialnych siet’ach.

e SemiStruktirované — Cast’ dat je v Struktiirovanom formate a ¢ast’ v nestruktirovanom.
Napr. data v emaily mdéZeme oznacit’ ako semisStrukturované. Data v prilohach a v texte
spravy su nesStruktirované a udaje o emaily (odosielatel’, prijimatel’, ddtum poslania,

atd’.) su Struktirované data.

Spolocnosti ukladaja Strukturované data do relaénych databdz a z tychto dat je mozné
pomocou Statistickych metdd ziskavat’ informécie, uzitocné pre zamestnancov v procese
rozhodovania. NeStruktirované déata nie je mozné ulozit' do databaz a v neStrukturovane;j

podobe, maju malu alebo ziadnu informa¢nt hodnotu pre spolo¢nost’. Podl'a analyzy [2] az
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80% podnikovych dat nie je v kvantitativnej alebo Struktiirovanej podobe, ale je mozné ich

transformovat’ do podoby vhodnej pre relaéné databazy.

1.1.1 Webove sidla a webové sluzby

Internet sa stal primdrnym zdrojom informdcii pre l'udi aj firmy na svete. Cudia
vyuzivaju informadcie z internetu pre svoje osobné ucely alebo v ich pracovnom zivote. Na
zaCiatku je dolezité zadefinovat zékladné pojmy z internetového prostredia ako webova
stranka, webové sidlo alebo informacna architektara, s ktorymi budeme pracovat’ v d’alsich
Castiach.

Webova stranka je cast webového sidla, ktord sa zobrazuje uZivatelovi
v prehliada¢i ama svoju unikatnu adresu. Pozostava z klientskej a serverovej Casti.
Klientska cast’ je tvorena programovacimi jazykmi JavaScript, Flash alebo Silverslight
a znackovacimi jazykmi HTML a XHTML. Prikazy tychto programovacich jazykov su
priamo spustané vo webovom prehliadaci pri interakcii s uzivate'mi. Serverova ¢ast’ zahfiia
prikazy z programovacich jazykov ako PHP, ASP.NET alebo JAVA. Déta v serverovej Casti
nie su zobrazené v zdrojovom kdéde webovej stranky a prikazy tychto programovacich
jazykov vykonavaju definované ¢innosti [3]. Webové sidlo sa sklada z viacerych webovych
stranok, ktoré su navzajom prepojené. Poskytuje ucelené informécie a sluzby, za ucelmi
ktorych bolo webové sidlo navrhované a vytvorené. Pri webovom sidle je ddlezity jeho
navrh, navigécia, obsah a klasifikdcia, ktoré¢ urcuju ¢i bude webové sidlo uzito¢né pre
uzivatel'ov a majitel'a/majitel’'ov sidla. Informaéna architektiira je oblast, ktora sa zaobera
navrhmi a obsahmi webovych sidiel. Cielom informacnej architektiry je priehladnost’
Struktiry webovych stranok pre uZivatel'ov a majitel'ov webovych stranok, aby bolo mozné
obsluhovat’ webovu stranku a data na webovych strankach boli 'ahko dostupné. Webové
Standardy zahfiiaji néstroje, pomocou ktorych sa vytvaraju webové stranky. Zabezpecuju
dizajn webovych stranok a ich funkcionalitu. Cielom webovych Standardov je zobrazenie
a spravna funkcionalita webovej stranky v modernych prehliadacoch, ale aj v ich starSich
verziach. Boli vytvorené organizaciou W3C, aby webové stranky boli kompatibilné so
vSetkymi webovymi prehliada¢mi. Definuja Standardy a smernice webovych stranok, ¢im
ulahCuji pracu webovym programdtorom a dizajnérom, ktori nemusia vyvijat stranku
niekol’kokrat, pre kazdé zariadenie a prehliada¢ zvlast. Tym sa znizuji finan¢né a Casové
naklady pre spolocnosti pri vytvarani a aktualizacii webovych sidiel. Zabezpecuju

dostupnost’ stranok na starSich alebo novych webovych prehliadacoch a pri aktualizacii
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prehliadacov webové stranky nemusia byt aktualizované. Strdnka je webovymi

prehliada¢mi rozdelend na tri zakladné Casti: Struktara, prezentacia a spravanie[4].

Webové Standardy — Struktira

Pri tvorbe Struktury webovej stranky sa vyuzivaju programovacie jazyky HTML
a XHTML, ktoré si oznaCované ako znackovacie jazyky. Organizacia W3Techs sleduje
vyvoj technoldgii vyuzivanych na webovych strankach. Organizacia sleduje vyse 10
miliénov webovych sidiel. Na zaklade reportu zobrazené¢ho na ich webovej stranke, jazyk
HTML je vyuzivany v 74,2% webovych stranok a XHTML v 26,3% zo sledovanych
webovych stranok [3]. Existuji webové stranky, na ktorych sa vyuzivaju oba spominané
jazyky. Webovy dokument je tvoreny pomocou HTML tagov a dat, ktoré st zobrazované na
strankach. Prostrednictvom tagov definujeme ako su texty a grafické prvky zobrazené na
stranke. HTML dokument zacina tdgom, v ktorom je zverejnené, ktora verzia HTML kédu
je pouzitd v dokumente, aky jazyk je pouzity na webovej stranke a url adresa webového
sidla. Tato Cast’ nie je povinna, ale slizi ako informdcia pre osobu, ktord by chcela pracovat’
so zdrojovym kodom stranky. Dalsi tig <html> definuje zagiatok html dokumentu. Tento
tag je parovy, na konci dokumentu je jeho druhé cast’ </html>, ktora definuje koniec HTML
dokumentu. V ramci tohto tagu su definované dve hlavné Casti. V prvej Casti v tagu <head>
je nazov webovej stranky ainformacie o §tyle stranky. V druhom tagu <body> st
definované vsetky prvky, ktoré tvoria obsah stranky. Kombinaciou jazyka XML a HTML
vznikol jazyk XHTML. Vyhodou jazyka XHTML je , Zze dokumenty v tomto jazyku
neobsahuju chybne definované tagy, na rozdiel od dokumentov v HTML jazyku. Chybne
definovany tdg moZze sposobovat’ problém webovému prehliadau S nacitanim obsahu
webovej stranky alebo programom a automatom, ktoré ziskavaji data z tychto stranok.
Ulohou jazyka XML je prenos dat z jednej aplikacie do druhej a popisanie idajov. HTML

sluzi na zobrazenie dat na stranke.

Webové Standardy — prezenticia
Ich sucast'ou su jazyky ako CSS alebo Compression, ktoré definuju format stranok,
typ a farbu pisma a podobne. Pouzitie tychto jazykov na stranke zabezpecuje oddelenie

obsahu od Struktary stranky a preto pri zmene pisma nezasahujeme do Struktury stranky [4].

Webové Standardy — spravanie

Jazyky v ramci tejto skupiny umoznuji definovat’ spravanie stranky a definovat
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objekty na stranke. Z celej Skaly programovacich jazykov, ¢i uz skriptovacich alebo
objektovo orientovanych, vyvojari najcastejSie pri webovych strankach vyuzivaju PHP
a JavaScript. Podl'a W3Techs, JavaScript je vyuzivany na 94,4% stranok a PHP na 82,5%
[3]. PHP jazyk je oznaCovany ako skriptovaci jazyk, v ktorom sa programuju skripty na
stranu servera. Server je miesto, odkial’ sa nacitava stranka, ktord sa ma zobrazit’ uzivatel'ovi
V jeho prehliadaci. Tymto jazykom zabezpeCujeme ukladanie vstupov od uzivatela do
databaz alebo zobrazenie obsahu na stranku na zaklade navstevnika webovej stranky. PHP
skript je zvycajne sucastou HTML dokumentu, pricom je mozné kombinovat PHP a HTML
prikazy. Na odlisenie PHP prikazov od HTML sa pouzivaju tagy <?php ( niekedy len <?) na
zaCiatku a ?> na konci. V ramci tychto tagov mozeme vyuzit’ prikazy PHP jazyka [5].
JavaScript je skriptovaci jazyk na strane klienta, o znamena, Ze prikazy zbehnu
priamo V prehliadaci. Prostrednictvom JavaScriptu mézeme definovat’ spravanie webovej
stranky po prihlaseni uzivatela alebo na zaklade reakcie na jeho vstupy. Prikazy jazyka
JavaScript na webovl stranku je mozné pridat pomocou parového tagu <script>.
Prostrednictvom oboch spominanych jazykov mo6Zeme definovat’ premenné, funkcie, cykly

a podobne, ¢o sa znackovacimi jazykmi neda.

Srozvojom webu ako informa¢ného média sa webové stranky stali zdrojom
informacii uzito¢né pre kazdého uzivatela. S tymto rozvojom vznikol dopyt po extrakcii
aanalyzovani dat ztychto stranok. Ulohou Web Miningu je ziskat' rozne typy dat
generované webovymi strankami. Web Mining je definovany ako ,,.Data Mining-ova
technika na extrakciu znalosti zo Struktiry webu, z obsahu webovej stranky a z logovacich
stiborov servera® [6]. Na zaklade typu stahovanych dat delime Web Mining do troch typov:
Web Content Mining, Web Structure Mining a Web Usage Mining.

1.2 Web Content Mining

Je proces extrahovania réznych typov dat ako texty, obrdzky, vided alebo data
Vv tabul’kach z webovych dokumentov. Web Content Mining je mozné pouzit’ v ulohéch, v
ktorych chceme ziskat’ data z jedného alebo viacerych webovych dokumentov. Aplikovat
extrakciu dat je mozné v dokumentoch ako XML alebo HTML, ktoré¢ obsahujt Strukturované
aj nestruktirované data. Struktira webového dokumentu je tvoreni prikazmi
programovacich jazykov a z tagov, v ktorych je uloZzené mnozstvo dat. Z tagov je mozné

zistit, aky typ dat je ulozeny v dokumente. Dal§ou moznostou je odstranit z dokumentu
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tdgy, ¢im je dokument CitateI'ny pre program, ktory analyzuje text. Techniky na extrakciu
dat z webovych dokumentov mézeme rozdelit’ do viacerych pristupov, ktoré sa zalozené na

postupoch a algoritmoch a ich vysledkom je systém nazyvany web wrapper.

1.2.1 Web wrappery
Web wrapper je procedura, ktora umoziuje pouzit’ jeden alebo viacero algoritmov,

ktoré su schopné najst’ data na zaklade kritérii [8]. Pomocou wraperov dokazeme extrahovat’
data z neStruktirovanych a semistruktirovanych zdrojov do formy Struktirovanych dat,
ziskat" znich informacie pre dalSie procesy, ¢im je mozné cely proces extrakcie
zautomatizovat’. Existuje viacero pristupov pri tvorbe web wraperov, ale ich cielom by mala
byt

e funkénost,

e pravidelna extrakcia informacii,

e schopnost’ vediet’ reagovat’ na zmeny, spdsobené zmenou Struktiury dokumentu.

Na zaciatku tvorby wrapera je nutné definovat’ pravidla, na zéklade ktorych sa buda
data automatizovane extrahovat’. Struktira webového dokumentu je tvorena tigami a datami
ulozenych v nich. Pomocou tagov vieme identifikovat’ typ dat, ale koncovému pouzivatel'ovi
neposkytujii informaéntt hodnotu. Dat je v dokumente velké mnozstvo anie vietky st
potrebné a uzitocné pre pouzivatela. Preto ulohou pravidiel je extrahovat’ len tie data, ktoré
prinesu uzivatel'ovi zisk alebo pomd6zu pri jeho rozhodovani. Pretoze kazdy dokument ma
Specificku Strukturu, je potrebné definovat’ extrakéné pravidlé pre kazdy dokument. Existuju
4 typy wraperov podla spOsobu extrahovania dat a pristupu k datam [8]: Regular-

expression-based, Logic-based, Tree-based a Machine Learning.

Regular-expression-based

Regular-expression-based pristup pri tvorbe vyrazov, ktoré generuji extrakéné
pravidla. Cim lepsie su definované, tym kvalitnejsie buda pravidla a nasledne aj data
a Sablony najdené pravidlami. Vyhodou tohto pristupu je nezavislost wrapera od HTML
kodu. Pouzivatel' tiez moze hocikedy zadat' vyrazy a wraper dokaze definovat dalSie
pravidla a extrahovat’ nové data [8]. Nevyhodou pristupu je, Ze pouzivatel’ nemusi rozumiet’
vygenerovanym pravidlam a wraper mdéze mat’ problém s identifikaciou vztahu dvoch

typovo odlisnych hodnot (napr. Cislo a text).
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Logic-based pristup

Logic-based od predchadzajiceho pristupu povazuje webovy dokument za
semistruktirovany dokument a pri extrahovani dat z dokumentov vyuziva tagy. Wraper
neextrahuje data priamo z dokumentu, ale z dokumentového objektového modelu (DOM),
Vv ktorom st data zoskupené do stromovej Struktiry. DOM je tvoreny na zaklade tagov
v dokumente a pomocou uzlov, ktoré su definované postupnostou tagov. Uzly vyjadruja
»cestu‘ akou je mozné dostat’ sa k ditam. DOM pozostava z tychto objektov [9]:
e Elementy — tagy z webového dokumentu
e Atribaty — prvky definujuce $tyl dokumentu a textu
e Komentar — text popisujuci ¢ast’ v dokumente

e Text — texty zobrazené na webovej stranke

Na Obr. 1 je priklad dokumentového objektového modelu, ktory sa sklada

Z viacerych trovni.

<html>
\
<head> <body>
|
<title> <h1l> <p style> <table>
Textv
Titulok stranky Nadpis odseku <tr> <tr>
/komentar/

<th> <td>
Nazov Hodnota v
stipca tabulke

Obr. 1 Struktira dokumentového objektového modelu
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Na prvej trovni je graf definovany tdgom <html>, ktory sa nachddza v kazdom
webovom dokumente. Druhd trovei grafu sa vetvi na dve Casti a je tieZ tvorena elementami.
V prvej Casti su prvky nachadzajice sa v ramci tagu <head> v dokumente a v druhej Casti
v tagu <body>. Dal§iu Groveti tvoria elementy a atribity z jazyka CSS, ktoré definuju typ
dat a (sposob,) ako sa zobrazuju na webovej stranke. V d’alSich tirovniach grafu su pouzité
vsetky Styri zdkladné objekty DOM a kazdy uzol v grafe konci textom, ktory je zobrazeny
na webovej stranke a modze byt pre uzivatela uzitocny. Na tvorbu stromu DOM

a extrahovanie informacii z uzlov je mozné pouzit’ dopytovaci jazyk Xpath.

Xpath poskytuje moznosti ako extrahovat’ uzle a data z dokumentu. Bol vyvijany
organizaciou W3C, ktora sa zaobera aj ndvrhom webovych dokumentom, ¢im je
zabezpecené, Ze novinky sposobené v oblasti webovych dokumentov sposobia aktualizaciu
Xpath jazyka a pridanie novych funkcionalit. Pomocou tohto jazyka mézeme extrahovat’ len
jeden alebo viacero objektov z DOM. Vyhodou Xpath jazyka je 'ahka syntax na pochopenie
a vytvorenie kodu, na extrahovanie dat a moznost’ ndjdenia vztahov medzi datami odliSného
typu. Pri pouziti jazyka Xpath je nevyhnutné pocitat’ s dvomi komplikéciami:

e Menej nez 20% webovych dokumentov uplne spiiia standardy W3C a pri pouziti na
webové stranky, ktoré nespifiaju tandardy mozeme extrahovat’ neuplné data [10].
e Aktualizacia alebo pridanie novych prvkov a funkcionalit do webového dokumentu

sposobuje nevyhnutnu aktualizaciu wrapera v Xpath jazyku.

Xpath jazyk poskytuje uzitocnu al'ahko pouZiteI'nii moZnost’ na extrakciu dat
z webovych dokumentov, avSak je dolezité pocitat’ s pravidelnou udrzbou navrhnutého

wrapera v tomto jazyku [11].

Tree-based

Tree-based pristup je zamerany na techniku extrahovania dat z dokumentov
pozostavajuci z dvoch krokov: segmenticia a extrakcia dat zo segmentov. V segmentacii
dochadza k rozdelenie suvisiacich ¢asti webovych dokumentov do segmentov. V tejto Casti
nedochadza k extrahovaniu informacii, ale vytvara sa gratf DOM a aplikuje sa priestorova
technika (Spatial reasoning). Priestorova technika je uzito¢na pri h'adani medzier/ chyb
v datovych zaznamoch. Data ziskava priamo z webovej stranky, ktora je dostupna
uzivatel'ovi aj vo webovom prehliada¢i. Pomocou stradnic X a Y je moZzné nadefinovat’

presnu suradnicu dat vo webovom prehliadaci. Tato metdda je uzitocna najma v pripadoch,
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ak webovy dokument nie je navrhnuty podla Standardov. Nevyhodou je néarocnost’
aplikovania tejto techniky a moznost, ze data nadobudaju rdzne stradnice zavislé od
pouzitia inych prvkov na stranke, ako napriklad - od animacii. V druhom kroku dochadza
k extrahovaniu textov z jednotlivych stromovych grafov do hlavného grafu DOM, pretoze
niektoré data sa mozu nachadzat’ vo viacerych grafoch, ktoré vznikli v prvom kroku. Pocas
tohto kroku prebieha odstrafiovanie, prepisovanie uzlov a transformécia uzlov do inych.
Cielom je vytvorit prehladny DOM graf a zabezpeéit, aby sa Vv iom neobjavovali

duplicitné uzly a data [8].

Machine Learning

Machine Learning pristup sa zameriava na extrakciu dat z webovych stranok v ramci
vybranej problematiky. Systém na zaciatku potrebuje ziskat znalosti z vybranej
problematiky. Doménovy expert v skimanej oblasti vlozi manudlne do systému znalosti
z tejto problematiky z vybranych webovych stranok. Tieto webové stranky by mali mat’
rozdielnu Struktiru, aby bol systém schopny naucit’ sa extrahovat’ data z roznych typov
dokumentov. V pripade, ze su v systéme data ztychto stranok, systém sa pomocou

Statistickych metdd a metdd umelej inteligencie nauci data extrahovat’.

1.3 Web Structure Mining

Web Structure Mining je zaloZeny na tvorbe webového grafu, ktory pozostava
z uzlov zastupujice webové stranky a hran tvorené z hyperlinkov webovych stranok, ktoré
spajaju suvisiace webove stranky. Zameriava sa na extrakciu dat, pomocou ktorych mézeme
vyriesit’ tri typy uloh [7]:
¢ hodnotenie kvality webovych stranok,
o ziskanie Specifickych typov dat ako citacie, grafy, atd’.,

¢ triedenie webovych dokumentov do skupin na zéklade roznych kritérii.

Tieto typy uloh mdzeme vyrieSit pomocou hyperlinkovej analyzy a pouZzitim

roznych Statistickych metdd.

1.3.1 Hyperlinkova analyza
Hyperlink je referencia alebo odkaz pouzity v dokumente, ktory sa odkazuje na iny

dokument alebo $pecifické ¢asti dokumentu. Existuju dva typy hyperlinkov: intra-document
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a inter-document hyperlink. Intra-document hyperlink spaja odlisné Casti/stranky webového
sidla a inter-document hyperlink spaja odlisné webové sidla [6]. Cielom hyperlinkove;j
analyzy je ohodnotit” webové stranky a vytvorit’ poradie od najlepsie ohodnotenej stranky
po najhorsiu. Existuje viacero algoritmov, pomocou ktorych je mozné vypocitat’ hodnoty
stranok, ktoré budi urcovat’ kvalitu stranky. Su to napriklad PageRank, OPIC alebo HITS.
Algoritmy sa liSia v postupnosti krokov, avSak vSetky predpokladaji na zaciatku, ze buda
hodnotit’ stranky alebo dokumenty, ktoré suvisia.

HITS algoritmus je zalozeny na deleni stranok do dvoch skupin: hubs a authorities.
Stranky z tychto skupin spolu stivisia, nakol’ko stranka z jednej skupiny odkazuje na stranky
Z druhej skupiny. Algoritmus pridel'uje kazdej stranke dve hodnoty, ktoré urcuju jej poradie
vo vyslednom zozname. Ich velkost’ zavisi od poctu prepojeni medzi strankou a ostatnymi
strankami v skupinach. Prvé ¢islo vyjadruje prepojenost’ stranky s ostatnymi strdnkami v
skupine hubs a druhé v authorities. Na konci procesu ziskame hodnotenie jednotlivych

webovych sidiel [12].

1.3.2 Triedenie dokumentov

Triedenie webovych dokumentov moéze byt stcastou procesu, ktorého cielom je
extrakcia informacii z webovych dokumentov alebo tvorit’ cely proces, ktorého cielom je
zatriedit’ dokumenty do skupin. Triede webovych skupin je mozné pomocou tychto technik

[13]:

o Kiasifikacia - metdda triedi dokumenty do predom definovanych skupin. Tieto skupiny
vznikli z testovacich dat. Skupiny maju $pecifické charakteristiky a je dolezité, aby
testovacie dokumenty boli podobné s tymi, ktoré chceme klasifikovat’. Podobnostou sa
mysli, aby sa dokumenty tykali podobnych problematik a obsahovali podobné data.

e Zhlukovanie — na rozdiel od klasifikacie sa pri zhlukovani nevyuzivaji testovacie data.
Taktiez sa dokumenty triedia do skupin nazyvané klastry, avSak tieto skupiny pred
zaCiatkom pouzitia metody nie st zname. Klastre vznikaji pocas procesu zhlukovania
a kazdy z nich by mal byt’ definovany, aké typy dokumentov obsahuje.

e Sumarizacia - poskytuje zakladné informacie o dokumente auzivatel'ovi moznost
ziskat’ zakladné informécie o dokumente, bez potreby nastudovania celého dokumentu.
Sumarizacia dokumentu je vypracovana extrahovanim informacii z textov v dokumente
pri pouziti Statistickych a heuristickych metod.

e Selekcia - hPadanie dokumentov, ktoré spiiiaji zadané kritéria vo forme kla¢ovych slov.

20



e Vizualizacia - technika vhodnd ako doplnok pre prvé dve techniky. Pomocou nej
moézeme graficky zobrazit' vzt'ahy v ramci skupin resp. klastrov, medzi dokumentami

a medzi skupinami resp. klastrami navzajom.

Tieto techniky je mozné navzdjom kombinovat. Zalezi to najmé od typu ulohy

a zobrazenia vysledku.

1.4 Web Usage Mining
Web Usage Mining sa zaobera zberom troch typov dat o uzivatel'och webovych
stranok:
a) data generované z logov,
b) osobné data o uzivatel'och ako meno alebo adresa, ktoré vznikaji cez formulare priamo
na webovych strankach,

C) data zachytavajice spravanie uzivatel'ov na webovych strankach.

Déata pozostavajuce zlogov st generované serverom a modzeme znich ziskat
informécie o IP adresach, ¢asu stravené¢ho na stranke alebo o tom, aky webovy prehliadac
uzivatel vyuZziva. Vyhodou takychto typov dat je, Ze zachytavaju informacie
0 registrovanych ale aj neregistrovanych pouzivatel'och. Zo servera moze byt generovany

ECLF log file format, vo formate, Tab. 1.

Tab. 1 ECLF Log File Format

IP Address |rfc931] authuser | Date and time of request request status | bytes referer user agent
1281013592 - |- [09/Mar/2002:00.03:18-0600] |"GET/~harumyHTTP/L.0"| 200| 3014|http://www.cs.umn.edu/ |Mozilla/4.7 [en] (X1Z; I; SunOS 5.8 sundu)

Stbor pozostava 9 stipcov, v ktorych s zaznamenané informacie o uZivatelovi,
ktory sa prihlasil na webovt stranku a 0 udalosti, ktora nastala na webovej stranke. Udalost’
mozZe nastat’ prihldsenim uZzivatela na jednu z webovych stranok alebo vykonanim akcie na
stranke. Akcia na stranke moze byt zaznamenana po kliknuti na jeden z grafickych nastrojov
na stranke ako st napriklad tlac¢idl4, alebo po kliknuti na hyperlink alebo video.

Stbor poskytuje nasledovné informacie [7]:

e IP address - identifika¢né Cislo pocitaca v sieti,

e Rfc931 - meno pocitaca v Sieti,
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e Authuser — poskytuje informaciu ¢i je pouzivatel' prihlaseny na webovej stranke
a pod akym menom,

e Date and time of request - datum a ¢as uskuto¢nenia akcie,

e Request — informuje, z ktorej ¢asti webovej stranky bola akcia vykonana,

e Status — cislo, ktoré identifikuje, aki odpoved’ dostane po jeho akcii,

e Bytes — pocet bytov vznikajucich pri spojeni,

o Referer - URL adresa, z ktorej sa uzivatel’ prihlasil na stranku,

e User agent - nazov webového prehliadaca, ktory pouziva uzivatel na prezeranie

webovej stranky.

Z tychto dat je mozné napriklad zistit’, z ktorych webovych stranok prichddzaja I'udia
na webovu stranku, alebo v pripade problémov na stranke, aké prehliadace vyuzivaju.
Osobné data o uzivatel'och je mozné ziskat’ prostrednictvom webovych formulérov.
Naésledne su tieto tdaje ukladané do databédz a je mozné ich analyzovat’. Ich kvalita zévisi
najmd od uzivatel'ov, ¢i su ochotni poskytnut’ pravdivé osobné informacie a od kvality
formulara. Kvalitne navrhnuty formular méze obmedzit’ riziko uchovéavania nekvalitnych
dat v databaze. Napriklad tspesné odoslanie vyplneného formularu len v pripade zadania
emailu so znakom @ abez interpunkcii, pripadne, aby vsetky polia aotazky boli
zrozumitel'né pre uzivatel'a. Pomocou tohto typu zdroja dat mdzeme zistit’ percentudlny
podiel zakaznikov podl'a veku €1 pohlavia, alebo odkial’ pochadzaju uZivatelia stranky.
Analyza dat generovanych z aktivity uzivatela na webovej stranke sa nazyva
Clickstream Analysis. Pocas tejto analyzy prebieha zber, analyzovanie a reportovanie dat,
ktoré st generované po kazdom kliknuti na hocijaky prvok na stranke. Pomocou analyzy je
mozné zachytit’” data o potencionalnych, aj sucasnych klientoch. Clickstream analyza je
vhodna najma pre spolocnosti, ktoré cez ich webové sidlo pontkaju produkty alebo sluzby.
Spolo¢nost’ moéZe zachytit’ vel'ké mnozstvo dat, ako napriklad [14]:
e i siuzivatelia aj nieco kupili, alebo len pozerali na produkty alebo sluzby,
e kolko casu stravili pozeranim na jednotlivé produkty,
e (i sa na stranku vratili,

e ktoré produkty alebo sluzby st najviac sledované a ktoré najmene;.

Existuje ovel'a viac otdzok, na ktoré sme schopni pouzitim Clickstream Analysis

odpovedat’ a tym identifikovat’ spravanie klienta a pontuknut’ im produkt alebo sluzbu, 0
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ktort budi mat’ zaujem.

1.5 Text Mining
Existuje viacero pristupov, ktoré definuju Text Mining inym spdsobom. Kazdy
Z pristupov definuje Text Mining z in¢ho pohl'adu [15], podla:
e techniky extrakcie faktov z textu,
e procesu, ktory zahfia sériu krokov ako extrakcia textu z dokumentov, analyzovanie
textu a vizualizaciu vysledkov,
e oblasti, podobnej Data Miningu, ktora zahfiia met6dy a techniku, pomocou ktorych

dokéazeme extrahovat’ informacie z nesStruktirovaného textu.

V tejto praci sa priklaname poslednému pristupu, v ramci ktorého techniky
a Statistické metddy Text Mining-u st pouzité v oblasti dolovania dat, kedy je tlohou

ziskanie informacii zo vSetkych typov dokumentov alebo textov.

1.5.1 Techniky Text Miningu
Text Mining sa zameriava na pracu s vel’kym poétom textovych dokumentov. Na

zaciatku je nutné spracovat’ texty z tychto dokumentov a texty ulozit’ do Struktar vhodnych
pre analyzu. Vac¢Sina Text Miningovych pristupov je zaloZena na myslienke, Ze ,textovy
dokument moze byt reprezentovany skupinou slov, tzv.. textovy dokument je popisany na
zaklade skupiny slov v bag-of-words reprezentacii“ [15]. Jednotlivé techniky je mozné
kombinovat’ v zavislosti od cielov. Techniky mdézeme rozdelit na pre-procesingové
a techniky uloZenia dat. Tokenizdciou sa odstraiiuju z dokumentu znaky, ktoré nemaju
informacéna hodnotu, akymi st interpunkéné znamienka alebo biele miesta v ramci textov.
V ramci tokenizacie sa definuju nasledovné premenné [15]:

e mnoZina, zahrnujlca vSetky skimané dokumenty,

e mnozina slov, objavujucich sa v dokumentoch,

e frekvencia urcujuca pocet vyskytov slov v dokumentoch.

Po extrahovani slov z textov je nutné znizit’ mnoZinu slov filtraciou, lemitizaciou a
indexami. Filtraciou je mozné odstranit’ slova na zaklade podmienok alebo slova, ktoré
neposkytuju informacnu hodnotu, napriklad predlozky alebo spojky. Nemusia sa

odstraniovat’ slova len na zaklade slovného druhu, ale aj slova vyskytujlice sa vo velkych
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poctoch alebo len zriedka v dokumentoch. Lemitizdciou sa snazime upravit' slova do
zakladnych tvarov. Pri tejto technike je dolezité, aby slova v dokumentoch boli gramaticky
spravne a boli spisovné. Tento proces je uzitocny najmi v jazykoch ako slovencina, ked’
slova mozu nadobudat’ viacero tvarov. Pri indexovani dochadza k ohodnoteniu jednotlivych
slov v dokumentoch. K slovam su priradené ¢iselné hodnoty (entropie), ktoré urcuju
schopnost’ slov oddelit’ dokumenty na zéklade vyhl'adavania kI'a¢ovych slov. Cim sa slovo
CastejSie vyskytuje v dokumentoch, tym ma nizs$iu hodnotu entropie a neodporuca sa ho
pouzit’ na zniZenie poctu slov v dokumentoch.
Dalsie procesy, ktorymi je mozné zredukovat’ poet slov, si procesy zaoberajiice sa

jazykovou strankou slov a slovnych spojeni. Do tejto skupiny patri tieto 4 metody [15]:

e urcovanie slovného druhu slov,

e Text chunking - zoskupovanie slov vo vete,

e obmedzit’ slovd majlce viacero vyznamov,

e Parsovanie — najdenie vzt'ahov medzi slovami vo vete a urovanie funkcie slov vo

vete prostrednictvom vetnych ¢lenov.

Po zniZeni poctu slov v dokumentoch, Vector Space Model ponika moznost
uchovat' slova aslovné spojenia z dokumentov. Pozostdva z multidimenzionalnych
vektorov, ktorych pocet zavisi od skimanych dokumentov. Do kazdého vektora s vkladané
slova alebo slovné spojenia z jednotlivych dokumentov, ktoré presli technikami na zniZenie
poctu slov. Kazdy riadok vo vektore moéZeme nazyvat’ element reprezentujici unikatne
slovo, slovné spojenie, vetu alebo odstavec z dokumentu. Vo Vector Space Modeli st
definované vahy pridelené k jednotlivym elementom vektora, ktoré hodnotia relevanciu
elementov v modeli [16]. Priklad takéhoto modelu je zobrazeny v Tab. 2.

Tab. 2 Priklad Vector Space model

D1| D2 | D3
cena 1 4
kvalita 2 3

rychlost’ 1131

spolahlivost’ | 2

vek 1
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Stipce D1, D2 a D3 reprezentujii jednotlivé dokumenty. V riadkoch st elementy
(slové) extrahované z dokumentov. Cisla v tabulke vyjadruju véhu elementov v kontexte
dokumentov. Vahy jednotlivych elementov je mozné vyjadrit’ vlastnou stupnicou alebo

roznymi matematickymi metodami ako entropia alebo euklidovska veta.

15.2 Metody Text Miningu
Su statistické metddy, pomocou ktorych mdzeme charakterizovat’” dokumenty na

zaklade kl'acovych slov, zlu¢ovat dokumenty na zaklade spolo¢nych znakov, dolovat
informacie a Sablony z dokumentov a vizualizovat' vysledky extrahovania informacii
z dokumentov. Podl’a typu uloh delime Text Mining-ové metddy do 4 skupin:

e Kklasifikacné,

o zhlukovacie,

e extrakcia informacii,

e vizualizacné.

Do kazdej skupiny patri viacero metod. V ramci tejto kapitoly vysvetlime niekol'’ko

vybranych metod z kazdej kategorie.

Klasifikacia

Metoda Naive Bayes klasifikdtor je zaloZzend na principe vypoctu
pravdepodobnostni, pomocou ktorych sa klasifikuji webové dokumenty a elementy (slova,
slovné spojenia, atd’.) charakterizujice skupiny. Predpoklada sa nezéavislost’ jednotlivych
elementov medzi skupinami. .,,Vychddza z predpokladu, Ze efekt, ktory ma hodnota
(kazdého) atribGitu na danu triedu, nie je ovplyvneny hodnotami ostatnych atribatov [17].
V ramci metddy dochadza k vypoctu posteriornej pravdepodobnosti, ktord charakterizuje
pravdepodobnost’, kI'icové slova extrahované dokumentu maji spojitost’ prave s jednou

triedou. Posteriornu pravdepodobnost’ mézeme vypocitat’ podl'a vzorca [16]:

p(tl,---'tn|Lc)*p(Lc)
ZLELp(tl;:tnlL)*p(L) ’

p(Lelty, ohty) = 1)

kde:

p(tl, e tn|Lc) - pravdepodobnost’, Ze vybrané slovné spojenie bude zaradené do triedy L,

p(L) — pravdepodobnost’, Ze dokument patri do triedy Lc bez ohl'adu na obsah dokumentu.
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Po vypocitani posteriornych pravdepodobnosti sme schopni na zaklade vysledkov
klasifikovat’ jednotlivé dokumenty. Dokument bude zaradeny do triedy, pre ktori nadobtida
najvyssiu postreriornu pravdepodobnost’.

Rozhodovacie stromy generuju mnozinu pravidiel, podl'a ktorych su dokumenty
klasifikované do skupin. Vysledkom metody je strom, pozostavajici z uzlov reprezentujici
skupinu a z hran, charakterizujucich slovné spojenia, ktoré definuji skupinu. Z testovacej
mnoziny dokumentov su vytvorené skupiny a graf. Nasledné dokumenty prechadzaja
grafom cez jednotlivé uzly a klasifikuji sa do skupin. Existuje viacero algoritmov
Rozhodovacich stromov. Jednym z najzndme;jsich je C4.5, pri ktorom sa pocita Shannonova

entropia [17]:

H=—=%71p() * log,(p(x)) . 2

Pred identifikaciou klIi¢ovych slovnych spojeni je entropia dokumentu vysoka. Je

nutné vybrat’ tie slovné spojenia, ktoré znizia entropiu na minimum.

Zhlukovanie

Pri zhlukovani dochadza k triedeniu dokumentov do zhlukov. Vysledkom metddy je
mnozina zhlukov. V ramci kazdého zhluku by mali byt obsahovo podobné dokumenty na
zaklade kI'icovych slovnych spojeni, ale zhluky by mali byt rozdielne. Pri zhlukovani
mozeme vyuzit' rézne Statistické parametre a zhlukovacie algoritmy pre ¢o najpresnejsi
vysledok. Pomocou Statistickych parametrov nie je mozné zaradit’ dokumenty do klastrov,
ale ohodnotit’ vysledky algoritmov. MoZu byt pouZité na ohodnotenie vysledkov
generovanych jednotlivymi algoritmami alebo na ziskanie informacii o Klastroch.

Moézeme pouzit’ tieto Statistické merania [16]:

e Metoda najmensSich Stvorcov — hodnoti kompaktnost’ procesu zhlukovania. Nevyhodou
je zéavislost’ hodnoty od poctu klastrov.

e Silhouette koeficient — hodnoti kvalitu klastrov, ¢i kazdy z klastrov je dostato¢ne
Specificky a charakterizovany. Koeficient nadobuda hodnoty z intervalu (0,1), pricom
hodnoty od 0,7 vysSie vyjadruji, ze Struktaru klastrov je l'ahké identifikovat a st
navzajom odlisné. Hodnoty 0,25 nizSie vyjadruja slabu Strukturu klastrov a problém

S pochopenim, aké dokumenty st zhromazdené v jednotlivych klastroch.
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e Porovnavaci koeficient — hodnoti homogénnost/odlisnost’ klastrov. ,,S kazdym
vyslednym klastrom P z mnoZziny obsahujicej vSetky dokumenty sa pracuje ako
s vysledkom dotazu.“ [16] Rovnako sa pracuje aj S mnozinami dokumentov v klastroch
oznac¢ovanymi L. Najskor je nutné vypocitat’ presnost’ Pr klastra P a nasledne ¢istotu C

toho istého klastra ako vazeny priemer maximalnych hodnét presnosti klastra [16]:

Pr(P,L) = |P|T>|L| , (3)
C(P,L)=Xpep| % maxpe;, Pr(P,L). 4)

Cistota nadobuda hodnoty od 0 po 1. Cislo 1 vyjadruje dobre definované klastre, do
ktorych boli rozdelené dokumenty.

Algoritmus k priemerov (k means) patri medzi najznamejsie algoritmy zhlukovania.
Prostrednictvom tohto algoritmu zhlukujeme dokumenty do k zhlukov, pricom vzdialenost’
dokumentov a centrom zhluku je minimalizovana. Algoritmus je vyuzitelny aj pri velkych
poctoch dokumentov obsahujucich mnozstvo dat a prebieha v tychto Styroch krokoch:

1. Ur¢ime pocet zhlukov a ndhodne vyberieme dokumenty, ktoré budu reprezentovat
centrd zhlukov.

2. Vypocitaju sa vzdialenosti (podobnosti) medzi dokumentami a centrami zhlukov. Podl’a
najkratSej vzdialenosti zaradime dokumenty do zhlukov.

3. Definujt sa nové centré a opét’ sa vypocitaji vzdialenosti medzi dokumentami a novymi
centrami.

4. Algoritmus koncime, ked’ ziskame optimélne centra zhlukov a nebude existovat’ lepSia

moznost’.

Na vypocet vzdialenosti medzi dokumentami a centrami sa vyuZivaji napriklad
Euklidovska, Hammingova alebo Minkowskeho vzdialenost’. Algoritmus k priemerov patri
do nehierarchického zhlukovania, ked” dokumenty nevytvaraju stromovu Strukturu, ale su
postupne rozkladané do zhlukov. Naopak hierarchické zhlukové algoritmy ako ,,Algoritmus
najblizsieho suseda“ alebo ,,Pravidlo priemernej vzdialenosti®, vytvaraji stromovu Struktiru
a hl'adaju podobnosti medzi zhlukmi. RozliSujeme dva typy principov: aglomerativny

a divizny. Pri aglomerativnom kazdy dokument tvori jeden zhluk. Postupne dva najbliZsie
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vzdialené (najviac podobné) zhluky spojime do jedného. Algoritmus konci, ked’ sa vSetky
zhluky spoja do jedného. Pri diviznom principe st na zaciatku vSetky dokumenty v jednom
zhluku a postupne dochadza k tvorbe novych zhlukoch. Najskor oddel'ujeme dokumenty,
ktoré s najviac vzdialené (najodlisnejSie). Hierarchické algoritmy su Casto pouzivané na
zaciatku procesu zhlukovania a na ziskanie koncového riesenia sa pouzije nehierarchicky

algoritmus.

Extrakcia informacii

Dokumenty casto obsahuju vela textov, ktoré nie je vhodné ihned’ analyzovat.
Extrakciou informacii je mozné z tychto textov extrahovat’ Casti, v podobe slov, slovnych
spojeni alebo fraz. Extrakcia prebiecha na zdklade sémantiky jazyka, kedy sme schopni
definovat’ presné tvary extrahovanych informacii. Tento typ extrakcie si m6Zeme ukazat’ na
konkrétnom priklade. Uvazujme o extrakcii informacii z tejto vety: Andrej Kiska ako
obCiansky kandidat bol zvoleny za prezidenta 29. marca 2014. Z tejto vety mdzeme
extrahovat’ tieto informacie: meno a priezvisko (Andrej Kiska), pozicia vo volbach
(obciansky kandidat), novd pozicia (prezident), daitum zvolenia (29. marca 2014). Na
rozpoznavanie slov v textoch je mozné pouzit’ skryté markove modely, ktoré patria v tejto
oblasti medzi najuspesnejSie. Su schopné zachytit' roznorodost’ slov vo vetach. Model
pozostava ztroch komponentov: mnoZina stavov, pravdepodobnostami medzi nimi a
pravdepodobnostami generovania vystupnych symbolov. Na zaliatku je definovany
pociatoény stav (zaciatocné slovo vety). Pri kazdom prechode z jedného slova na druhé je
definovany znak. Tento znak je ndhodny aurCeny svojou funkciou hustoty
pravdepodobnosti. Pravdepodobnosti medzi jednotlivymi slovami urcuji, ako sa model

dostane z jedného slova na druhé [18].

Vizualizacia

Graficka prezentacia umoznuje lepsie pochopit’ vysledky Text Mining-ovych technik
ametod. Vysledky tychto technik v tabulkach alebo v dokumentoch st castokrat
nezrozumitelné, najmé pre I'udi bez Statistickych vedomosti. Vysledné vzt'ahy a vysledky
(naymd Statistické) je mozné zobrazit napriklad v trojdimenziondlnej reprezentacii
kategorii, ktoré su prehl'adné a je v nich 'ahké vyhl'adat’ data podl'a definovanych kritérii.
Na vizualizaciu dokumentov alebo skupin dokumentov sa vyuziva dvojrozmerny priestor,
v ktorom st dokumenty alebo skupiny zobrazené farbami na odliSenie a zvyraznenie

roznych typov. Na identifikaciu dokumentov alebo skupin sa pouzivaji rozne grafické prvky
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ako textové vlajky a bubliny, v ktorych su zobrazené kl'ucové slova, charakterizujuce
dokument alebo skupinu. Self-Organizing mapy pontkaji moznost triedit dokumenty do
skupin a zobrazit podobnosti a odliSnosti medzi jednotlivymi skupinami. Na mape su
jednotlivé skupiny zobrazené v podobe buniek, ktoré maju definovanu farbu na odliSenie od
inych buniek. Self-Organizing mapy rovnako ako zhlukovanie zhlukuji dokumenty do

skupin, avSak zhlukovanie nezachytava vztahy medzi jednotlivymi zhlukmi [16].

1.6 Datové modely a databazy

Data, ktoré chceme uchovavat’ a neskor dolovat, je nutné ukladat’ v strukturovanej
a organizovanej podobe. Datové modely definuju vzt'ahy medzi datovymi prvkami v modeli
a definuju tiez format a Strukttru dat. Na zaklade sposobu uchovévania dat a vztahov medzi
datami rozliSujeme tri typy datovych modelov: sietovy, hierarchicky a entitno-rela¢ny.
V hierarchickom modeli st data ukladané do stromovej Struktury. Vztahy medzi datami
Vv tomto modeli su vyjadrené vdzbou rodi¢-potomok. Hlavna datova Struktura (tabul'ka)
vystupuje v modeli ako koren, na ktory sa napajaju ostatné datové Struktury oznaované ako
uzly. Uzly st umiestiiované na rdznych Urovniach a st pospajané prostrednictvom vetiev.
V sietovom modeli st data usporiadané do entit, medzi ktorymi st vztahy 1:1,1:N alebo
N:M. Sucast'ou modelu je aj graf, v ktorom entity st zobrazované ako uzly a hrany medzi
uzlami predstavuju vztahy medzi relaciami. Entitno-relacny model je z tychto modelov
najmladsi, avSak v oblasti podnikovych dat najpouzivanej$i. V- modeli sa pracuje s dvomi
zakladnymi komponentami: tabul’ka a relacia. Po dokonceni definovania tabuliek a vztahov
medzi nimi je model pripraveny na nasadenie do systému. Model, ktory je nasadeny
Vv systéme, st v fiom ulozené data a vykonavaju sa na fiom databazové operacie (napriklad
procedury, funkcie, atd.), sa nazyva databdza. Existuje viacero ndzorov ¢o je databaza
a ktoré objekty su stcast'ou databdz, a ktoré¢ do databaz nepatria. My definujeme databazu
ako mnozinu obsahujucu Struktirované data, ktoré reprezentuju fakty redlneho sveta.
Databdzy uchovavaju data aje mozné ich kedykol'vek ziskat prostrednictvom
dopytovacieho jazyka (najcastejSie SQL). Data st ukladané do tabuliek, ktoré su
dvojrozmerného priestoru. Skladajt sa zo stipcov a riadkov, pri¢om v tabulke neexistuju
dva riadky, ktoré by mali rovnaké hodnoty vo vietkych stipcoch.

V databdze existuju tri typy vztahov medzi tabulkami [19]:
e 1:1 — vyjadrenie vzt'ahu medzi dvomi tabul’kami, kedy jeden zaznam ma vztah prave

s jedinym jedineCnym zaznamom z druhej tabul’ky.
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e 1:N - vidzba v ramci ktorej jedineény zaznam z prvej tabul’ky ma vizbu s jednym alebo
viacerymi zdznamami z druhej tabul’ky.

e N:M —viézba pri ktorej, kazdému zaznamu z prvej tabul’ky moézeme priradit’ viacero
zéznamov z druhej tabul’ky atieto zdznamy z druhej tabulky maji l'ubovolny pocet

vézieb so zaznamami z prvej tabul’ky.

Vztah 1:N je medzi tabul'kami najpouzivanejsi. Navrhari databaz sa snazia vyhnut
vztahu N:M medzi tabulkami. Preferuje sa rozbitie tohto vzt'ahu spdésobom, Ze medzi
tabul’ky sa pouzije tretia tabul'ka, ktora bude mat’ s tymito dvomi tabulkami vztah 1:N.
Pomocou tejto tabul’ky je mozné prepojit’ data z tychto dvoch tabuliek.

Néavrh modelu a Struktara dat v iom moéze byt definovand tromi zikladnymi

schémami: 3.normalna forma, hviezdicova schéma a snehova vlocka.

1.6.1 Normalizacia

Jednym z najdolezitejSich predpokladov spradvneho fungovania databaz je
neopakovatelnost’ dat v tabulkdch a odstranenie redundancie dat v tabulkach v ramci
jedného modelu alebo databazy. Redundancia je oznacenie pre stav databazy, v ktorej sa
nachddza vela zbytocnych tdajov. Za zbytocné moézeme povazovat’ data, ktoré s duplicitné
alebo nevyuzivané. Nadbyto¢né udaje zaberaju len vela miesta, ale aj spdsobuju chaos
v ramci databaz. Ulohou procesu normalizacie je zniZit’ tieto rizikd a navrhnat tabulky v
databaze tak, aby boli 'ahko pouZziteI'né a poskytovali sprave data pre rozne typy uzivatel'ov
ako administratori, programatori alebo analytici.

Normalizaciu moZeme oznalit’ za proces, skladajici sa z troch hlavnych €innosti.
Tieto Cinnosti nie je mozné vykonavat' naraz, nakolko bez vysledkov jednej Cinnosti
nemézeme zacat’ nasledujucu. Po kazdej vykonanej aktivite su tabulky v urcitom tvare.
Tieto ¢innosti sa nazyvaju prva normalna forma, druhd normélna forma a tretia normalna
forma. AvSak eSte pred zaatim prvej normalnej formy je dolezité si zozbierat’ poziadavky
od buducich uzivatel'ov alebo zadavatelov poziadavky. Po dokonéeni analyzovania
poziadaviek, sa zvy€ajne dostavame k holej databaze alebo k zdrojom dat. Hol4 databaza sa
sklada z tabuliek obsahujticich vel’ké mnoZstvo stipcov a opakujiicich sa dat vo viacerych
tabul'kach. Pri holych databazach je cCasto poziadavka na migraciu dat z jednej
implementéacie do druhej [20]. Zdrojmi dat myslime data nachadzajuce sa na webovych

strankach alebo tabul'’kovych editorov (Excel, Access, atd’.). Pri tychto zdrojoch je nutné, na
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zaciatku definovat’ data, aké chceme uchovavat. Definujeme tabulky, ktoré v tejto faze

mdzu obsahovat vel’a stlpcov. Proces normalizécie je zobrazeny na Obr. 2.

Hola Prva normalna Druhd normalna

databaza/ forma forma
Zdroje dat

Tretia normalna
forma

Obr. 2 Proces normalizicia

V ramci prvej normalizacnej formy dochadza k prerozdelovaniu dat do tabuliek. Po
vytvoreni tabuliek je v kazdej definovany primarny kIa¢. Primarny kIa¢ definuje stipec
alebo kombinaciu stipcov, ktorych hodnoty st v tabul’ke jedineéné. V tejto faze je nutné, aby
kazdy stipec bol priradeny k definovanému primarnemu kI'a¢u. Dochadza k zniZeniu poétu
stipcov v tabulkach, ktoré st rozdelené do viacerych mensich tabuliek. V druhej
normaliza¢nej forme dochadza opit’ k zvyseniu poétu tabuliek, nakolko stipce, zavislé len
na Casti primarneho kl'ica, su rozdelené do novych tabuliek. V poslednej normaliza¢ne;j
forme odstranime z tabuliek stipce, ktoré nie st zavislé na primarnom kI'a&i a miesto tychto
stipcov budi pouzité cudzie kli¢e v tychto tabulkach. V novovzniknutych tabul’kach buda
tieto stipce primarnymi kI'aémi [20].

1.6.2 Vyhody a nevyhody normalizacie

Jednou z najvécsich nevyhod relaénych databaz po normalizacii je niz§i vykon
databazy [20]. Tato nevyhoda komplikuje situdciu pri selektovani dat z databaz.
Normalizované databazy spotrebuju viac paméti a procesorového Casu pocas databazovych
dotazov a transakcii. Je to spdsobené najmi tym, ze pri normalizacii dochadza k rozbitiu
velkych tabuliek na malé. Tento pristup poskytuje vel'a vyhod uvedenych v tejto kapitole,
avSak pri praci s ddtami musi databazovy systém prehl'adavat’ viac tabuliek a néasledne ich

spojit’, ¢o ma za nasledok dlhsi transakcny cas.
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Normalizacia poskytuje tieto najdolezitejsie vyhody [20]:
lepSie usporiadanie databaz — Setri €as pristupu k tabul’kdm a pomaha lepSie pochopit’
vzt'ahy medzi datami vSetkym uzivatel'om databazy na réznych trovniach pozicii.
mensi pocet nadbytocnych udajov (nizsia uroven redundancie) — Setri pamét na diskoch
a zjednodusuje datové Struktiry.
konzistencia dat v tabulkach — znizuje riziko, ze najdeme rovnaké data v dvoch
rozdielnych tabulkach v réznych formatoch.
flexibilnejsi navrh databazy — poskytuje 'ah$iu modifikéaciu dat v tabul’kach.
lepsia moznost’ zabezpeCenia databdzy — umoznuje efektivnu a l'ahSiu pracu pre

administratora databazy, najma v oblasti pristupovych opatreni.

Normalizicia odstrafiuje tieto tri anomalie objavujice sa pri denormalizovanych

databazach [21]:

Anomalia vkladania — nie je mozné ulozit' do databazy nové data, nakolko existuje

zavislost’ medzi stlpcami.

Tab. 3 Anomalia vkladania

id_z Meno Priezvisko Pozicia Platové rozmedzie na pozicii
1 Roman Maly analytik 1100-2100
2 Jana Horvathova uctovnik 800-1400
3 Peter Chory analytik 1100-2100
programator

V Tab. 3 je zobrazend situacia, kedy firma otvori nova pracovnll poziciu

programatora, ale zatial’ tdto pozicia nie je obsadend. Je nutné, aby sa v databaze uloZila

informacia, Ze takdto pozicia existuje vo firme, avSak v tejto situacii to nie je mozné,

nakol’ko stipec Pozicia je zavisly od ostatnych stipcov a na pozicii zatial’ nikto nepracuje.

Anomalia mazania — po odstraneni zaznamov stratime detailnejSie informacie.

Tab. 4 Anomalia mazania

id_z Meno Priezvisko Pozicia Platové rozmedzie na pozicii
1 Roman Maly analytik 1100-2100
2 Jana Horvathova uftevnik So64e8
3 Peter Chory analytik 1100-2100
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V Tab. 4 sa rozhodneme vymazat' druhy zaznam, nakolko zamestnankyna Jana
Horvathova uz nepracuje v spolo¢nosti. Bola jedinou pracovni¢kou na pozicii uctovnik a po
vymazani druhého riadka z tabulky, stratime informéciu o platovom rozmedzi na tejto
pozicii.

e Anomalia modifikdcie — aktualizdcia jedného typu zdznamu sposobi aktualizaciu na

viacerych miestach v databaze.

Tab. 5 Anomalia vkladania

id_z Meno Priezvisko Pozicia Platové rozmedzie na pozicii
1 Roman Maly analytik 900-1800
2 Jana Horvathova uctovnik 800-1400
3 Peter Chory analytik 1100-2100

Po zmene platového rozmedzia na pozicii analytik je nutné aktualizovat’ kazdy udaj
v tomto stipci, v ramei ktorého zamestnanec pracuje na tejto pozicii.
RieSenim tohto problému by bolo rozbit' tabulku na dve tabul’ky, medzi ktorymi by

existoval vzt'ah.

Zamestnanci Pozicie
meno nazov_pozicie
priezvisko platove_rozmedzie
d_p -

Obr. 3 Vizba dvoch tabuliek

Tabulka zamestnanec obsahuje stipce identifikaény stipec zamestnanca, meno
a priezvisko zamestnanca a identifikacné ¢islo zamestnanca, ktoré je v tejto tabulke ako
cudzi klIa¢. Tato tabulka ma vztah stabulkou Pozicia N:1, v ktorej st informécie
0 identifikatnom ¢isle pozicie, nazvu pozicie a platovom rozmedzi. Identifikaéné Cislo

pozicie (id_p) je v tejto tabul'ke primarnymi kl'a¢om.
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1.6.3 Hviezdicova schéma

Datovy model podla tejto schémy je v tvare hviezdice, pozostavajici z centralnej
tabul’ky faktov a dimenzii. V datovom modeli je tabul’ka faktov zobrazena v strede a tabulky
dimenzii okolo. Je to sposobené kvoli vzt'ahom, ktoré existuju len medzi tabulkou faktov
a jednotlivymi dimenziami, nie medzi dimenziami navzdjom. Tabulka faktov obsahuje
cudzie kl'uce odkazujice na identifikatory (primarne kli¢e) v dimenziach a metriky
zvycCajne Ciselné, ktoré vyjadruju urcity Statisticky ukazovatel’ v podniku a pocitaju sa na
zaklade hodnoét v dimenziach. Dimenzie nie su normalizované, ¢o ma za nasledok, ze Casto
obsahuju rovnaké data na viacerych riadkov. Na Obr. 4 je zobrazena hviezdicova schéma
jednoduchého datového modelu [27]. Datovy model pozostava z jednej tabulky faktov:
Denna vyroba a troch dimenzii: Zamestnanci, Datum a Produkt. Kazdy riadok v tabul'ke
faktov ma tri cudzie kl'i¢e pridruzené ku jednotlivym dimenziam. V dimenzii Zamestnanci
je zoznam zamestnancov, ktori vyrabaji produkty. V dimenzii Produkt je zoznam
vyrabanych produktov aV poslednej dimenzii Datum st roky, mesiace adni, kedy
prebiehala vyroba produktov. V tabul'ke faktov Denné vyroba st okrem cudzich kl'icov aj
dve metriky: Pocet vyrobenych kusov a Celkovy pocet vyrobenych kusov.

IPK id_z — id_d

id_d " K|
meno — id_z rok
priezvisko — id_p mesiac
vyrobene_kusy Pocet_vyrobenych_kusov den

Celkove_naklady

Produkt

amm— K id_p

nazov
popis
naklad
kategoria

segment

Obr. 4 Priklad hviezdicovej schémy

Granularita je na dennej Urovni pre ¢asovu dimenziu, na Urovni jednotlivych

zamestnancov V pripade zamestnaneckej dimenzie ana Urovni jednotlivych produktov
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Z pohl'adu produktovej dimenzie. Nastavend granularita je na najnizSej moznej Urovni vo
vSetkych dimenziach, ¢im metriky vyjadruji:
e kolko aaké typy produktov vyrobia jednotlivi zamestnanci za vybrany den,
mesiac, rok alebo celé vyrobné obdobie,
e kolko a aké typy produktov sa vyrobia celkovo za jeden den, mesiac, rok alebo
za celé vyrobné obdobie,
e kolko produktov vyrobia jednotlivi zamestnanci za jeden den, mesiac, rok alebo
za celé vyrobné obdobie,
e kolko produktov sa vyrobi celkovo za jeden den, mesiac, rok alebo za celé

vyrobné obdobie.

1.6.4 Snehova viocka

Schéma datového modelu nazyvana snehova vlocka je variantnou hviezdicovej
schémy. Schémy sa liSia Struktarou pri tabul'kach dimenzii, nakol'ko kazdd dimenzia ma
nielen relaény vzt'ah s tabul'kou faktov, ale aj d’alSimi tabul’kami, ktoré su v tretej normalne;j
forme. Tymito tabulkami je zabezpeceny mensi vyskyt duplicitnych dat a mens$i narast
vel'kosti dat v ddtovom modeli. Na Obr. 5 je datovy model z predoslej kapitoly, obsahujuci

rovnaky pocet dimenzii, no rozsireny o dve tabul’ky: Segment a Kategoria.

T o id_d < {0 idd
id_z rok
meno
— id_p mesiac
priezvisko
Pocet_vyrobenych_kusov den

vyrobene_kusy

Celkove_naklady

Produkt Segment Kategoria
B idp e id_segment id_kategorie
id_segment ﬁ—,_m

id_kategorie — nazov_kategorie

nazov
nazov_segmentu

popis

naklad

Obr. 5 Priklad schémy snehovej vloc¢ky
35



Model rozsireny o tieto dve tabul’ky, ¢im pontka d’alSie moznosti pre tvorbu zostav.
Granulita v tomto modeli je na vy$sej urovni, nakol’ko moézeme dostat’ d’alSie zaujimavé

data, napriklad z akého segmentu najviac vyrabame produkty alebo z akej su kategorie.

1.6.5 NOSQL pristup

NOSQL (Not only SQL) predstavuje pristup na ukladanie dat s nerelanym
charakterom v distribuovanych prostrediach. Tento pristup nenahradzuje relaéné databazy,
ale zahfiia postupy a technologie, ktoré nie s postavené na relaénom modeli dat. NOSQL
pristupy zacali vznikat’ na zaciatku 21. storocia, za u¢elom zachytavania velkého mnozstva
dat vo webovych aplikaciach a v cloudoch [22]. Tieto technologie st schopné pracovat’ so
vietkymi typmi dat (uvedené v kapitole 1.1). Ulohou tychto pristupov je uchovavat’ a nagitat’
vel'ké mnozstvo dat. Nové webové aplikacie alebo systémy vyzaduji od datovych modelov
dynamickost’, rychlu odozvu a najmai data v readlnom case.

Pri vel'kych mnozstvéach dat tieto potreby klasické relacné databazy nevedia splnit’,
apreto NOSQL pristupy sa stdvaju dolezitou sucastou datovej architektary pre firmy
pracujuce s velkym mnozstvom dat [22]:

e TESCO - pouzite NOSQL pre ecommerce alebo produktové katalogy
e Ryanair — na zvySenie rychlosti odozvy mobilnej aplikacie pouzivanu viac ako tromi
miliénmi pouzivatel'ov

e Marriott - pre rezervacny systém, v ktorom sa Gc¢tuje 38 bilion dolarov ro¢ne

NOSQL technolégie su vysoko vykonné, avSak neposkytuju tak vela funkcii

a operacii na pracu s datami, ako klasické systémy zaloZené na relacnom modeli dat.
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2 Ciel prace

V ramci tejto kapitoly definujeme ciele diplomovej prace, postupy a metddy, ktoré
sme pouzili pri navrhu a aplikécii modelu.

Hlavnym cielom zavere¢nej prace je navrh modelu, pomocou ktorého dokazeme
extrahovat’ r6zne typy dat z webovych stranok a transformovat’ ich do podoby, kedy budu
mat’ informa¢ni hodnotu. Nasledne tento model aplikovat’ v situacii, kedy chceme zistit’
skusenosti a ndzory uzivatel'ov na internetové obchody.

Ciastkovymi cielmi predkladanej diplomovej prace v oblasti navrh modelu su:

e Navrhnat model, skladajuci sa z procesov, pomocou ktorych sa dostaneme Ku
kompletnému findlnemu rieseniu.

e Detailne definovat tieto procesy, vV ramci ktorych budeme vyuzivat’ rozne technoldgie
a metody.

e Kazda technologia a metdda je vyuzivana na Specifické Cinnosti, preto pouzite tychto

technologii a metod bude vysvetlené na ukazkovych prikladoch.

V oblasti aplikacie modelu mame stanovené tieto Ciastkoveé ciele:

e Identifikovat' a analyzovat webové zdroje obsahujuce data, ktoré potrebujeme na
rieSenie nasho problému.

e Extrahovat’ Strukturované, neStruktirované a semiStruktarované data z vybranych
webovych zdrojov.

e Transformovat’ tieto typy dat do vhodnej podoby pre pamitové média tak, aby
poskytovali cenné informaécie.

e Ulozit' transformované data do relatnych databdz vo vhodnej forme pre buduce

analyzovanie.

Pri navrhu a aplikovani modelu sme ¢erpali zo skusenosti a poznatkov, ktoré autor
diplomovej prace nadobudol pocas §tiidia na Ekonomickej univerzite (Fakulta hospodarske;j
informatiky), semestralneho $tudijného pobytu na Abo Akademi (Finsko), pracovnych
skusenosti v tomto odbore a z prislusnej odbornej literatry a internetovych zdrojov.

Nastroje a technologie spomenuté a pouzité v d’alSich dvoch kapitolach nemusia
patrit’ medzi najlepsie na trhu, avSak na zaklade nasich sktisenosti, vedomosti a vedomia ich

pouzivame v ramci naSho modelu na implementovanie funkcionalit a aktivit v modeli.
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3 Navrh modelu

V ramci tejto kapitoly predstavime nd$ navrhnuty model a popiSeme jednotlivé Casti
modelu.

Model pozostava z fazy Navrhu a Implementicie modelu, ktora pozostava z troch
Casti: Extrakcia, Transformacia a Uchovavanie. Model je zobrazeny na Obr. 6. Na tomto
zékladnom obrazku nie s zobrazené vsetky procesy, aktivity a technolégie, ktoré mozeme
pouzit v procesoch  extrakcie, transforméacie a analyzovania  Struktirovanych

a neStruktarovanych dat, ale obrdzok slizi na predstavu fungovania ndsho navrhovaného

mmme SPracovanie

Analyzovanie
dat

8 8 @

Obr. 6 Model na extrakciu, transformaciu a analyzu dat

modelu.
_\
Navrh Implementécia modelu
Extrakcia 5 Transformacia i Uchovavanie
. i Strukttrované E
Docasneé ! Formatovanie ¢ Databéza
uloZisko e : ﬁ‘
i c i
L2 i
1 (=] 1
L3 i
Stratégia ! - :
ik i Vizualizacia
§ dét

Prva faza modelu zahima Cinnosti suvisiace s identifikaciou uloh, ktoré model bude
vykonat’ a ndvrhov funkcionalit. Na konci tejto fazy by sme mali mat’ k dispozicii detailne
popisané tri Casti druhej fazy modelu. V cCasti Extrakcia ziskavame rozne typy datovych
suborov, webovych dokumentov alebo dat a ukladame ich do docasného uloziska. V d’alSej
Casti najskor pracujeme len s neStruktirovanymi datami, ktoré pomocou Text Mining-ovych
metdd transformujeme do Struktirovanej podoby, vhodnej pre ziskavanie znalosti z dat

a uchovavanie v relacnych databdzach. Ked’ mame vsetky data v Strukturovanej podobe
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mdzeme zacat’ formatovat’ data, aby ich bolo mozné ukladat’ do databazy. V poslednej Casti
po prenose dat do databazy analyzujeme naSe data pomocou zékladnych Statistickych metod
alebo Data Miningov-ovych metod. Vysledky metod pre lepSie pochopenie vizualizujeme
a ukladame do databazy, aby sme ich mali k dispozicii a nemuseli aplikovat’ metdédu znova
na rovnaké data.
Na zéklade informacii v predchadzajicom odseku a v d’al§ich Castiach tejto kapitoly,
Vv ktorych detailnejSie popiSeme jednotlivé Casti definujeme zakladné ciele fazy Navrhu
a jednotlivych Casti Implementacnej fazy:
e Navrh — detailny popis funkcionalit jednotlivych Casti vhodnych pre data a definované
ciele.
e Extrakcia — ulozené data a subory z r6znych datovych zdrojov v nasom tloZisku.
e Transformécia — Struktirované data v jednotnom formate vhodnom pre nami navrhnutt
databazu a jej objekty.

e Uchovavanie — uskladnenie dat a vysledkov analyz, a vizualizacia vysledkov.

V dalSich Castiach sa venujeme detailnejSie faizam modelu a moznostiam, aké

metody a technoldgie je vhodné pouzit'.

3.1 Navrh

Prvé ¢ast’ modelu pozostava z ¢innosti, ktorymi by sme mali zistit' aké funkcie by
mal mat’ na§ model a ¢i sme schopni model s takymito funkciami implementovat’ v redlnom
prostredi s redlnymi datami. Tato faza pozostava z tychto 4 krokoch:

¢ identifikacia a definovanie ciel’ov,
e identifikdcia a analyza datovych zdrojov,
e navrh procesov a technologii,

e navrh datového modelu a implementacia databazy.

Pred navrhmi, ako realizovat’ model, je nutné venovat Cas identifikacii ciel'ov. Pri
identifikovani ciel'ov berieme do uvahy cely rad faktorov, ako su finan¢né, technologické
alebo znalostné moznosti. Pri finanénych musime vediet’, aky rozpo¢et mame pre nas model.
Technologické moZnosti nam hovoria o tom, aké technoldgie mame k dispozicii pre model

a znalostné, ¢i sme schopni tieto technologie vyuzit' a aké metody a algoritmy budeme moct’
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pouzit’ v rdmci ndSho modelu. Po zisteni naSich moznosti by sme mali ndjst’ odpovede na
otazky:

e Preco sa ma model pouzit’?

e Ako sa bude s modelom pracovat’?

e Bude model spinat’ poziadavky uZivatelov?

Naésledne sme schopni identifikovat’ nase ciele, pre ktoré model chceme aplikovat’.
Tieto ciele definujeme z viacerych pohl'adov v zavislosti od typov uzivatel'ov, ktori buda
data z databazy a znalosti (vysledky analyzy v poslednej faze modelu) vyuzivat’. Napriklad
je mozné, Ze data z modelu budl vyuzivané zamestnancami z viacerych oddeleni. Kazdé
oddelenie moze mat’ inu poziadavku na model, a preto je dolezité pri tvorbe modelu brat’ do
uvahy rozne poziadavky.

V d’alSej faze najskor identifikujeme potencialne datové zdroje. Déta, ktoré chceme
analyzovat’, mozu pochadzat’ z viacerych zdrojov a mézu byt dostupné v réznej podobe
(kapitoly 1.2,1.3 a 1.4). Data mozu pochadzat’ priamo z webovych sidiel alebo suborov
(napriklad textovy, pdf, tabulkovy alebo databazovy), ktoré s vol'ne dostupné na webovych
sidlach. V mnohych pripadoch sa stava, Ze na webe najdeme stibor obsahujuci netplné data,
alebo pristup k datam moézeme ziskat' len so stthlasom majitela webového sidla alebo
spoloc¢nosti, ktora vlastni dané webové sidlo. V pripade zaujmu o tieto data je nevyhnutné
kontaktovat’ majitel'a a dohodntt’ sa s nim na poskytnuti dat. V tejto faze by sme mali brat’
do tvahy aj doveryhodnost’ dat na webe. Vyberat’ by sa mali len tie datové zdroje, ktoré
poskytuju pravdivé a overené informacie. Pri identifikacii zdrojov je vhodné pouZzit
metadata, pokial’ st stcastou datového zdroja. Metadata ndm poskytujii informacie
0 datovom zdroji a 0 datach v nich. PouzZitim metadat, ziskame:

e lepSiu predstavu o datach,
e vyhodu pri rozhodovani, ktoré datové zdroje pouzit’,

¢ informacie vyuziteI'né pri d’alSich procesoch v modeli.

Po identifikovani zdrojov a vybrati tych, z ktorych budeme extrahovat data, je
dolezité analyzovat’ tieto webové sidla a sibory. Zaciname analyzovanim jednotlivych
zdrojov z pohladu struktiry a nasledne sa zameriavame na identifikovanie typov a formatov
dat. Pri webovych strankach analyzujeme Struktiru zdrojového koédu stranky a data

Z pohl'adu pozicie v zdrojovom kode, a zobrazenia na stranke. Pokial’ spolo¢nost’ dodrziava
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zasady a normy pre weby stanovené organizaciou W3C, sme schopni na zaklade tagov vo
webovom dokumente urcit’ vztahy medzi datami a typy dat. Pokial’ sa data nachadzaju
v databdzovom subore, je nutné analyzovat datovy model databazy, prostrednictvom
ktoré¢ho ziskame prehl'ad o databaze, vztahoch medzi datami a typmi dat. V textovych
siborov sa vyskytuji najmd neStruktirované data, preto dochadza k analyzovaniu
dokumentu pre extrakciu dat, avSak nie je mozné urCovat vztahy medzi datami.
Analyzovanim zdrojov ziskame prehl'ad a informacie o datach uzito¢nych pre extrakciu
a analyzu dat v d’alSich fazach modelu.

Ziskanim prehl'adu o datach, s ktorymi budeme pracovat’ v modeli sme schopni
zacat’ planovat’ aké technologie, metddy, techniky a dopliiujuce procesy pomozu extrahovat,
transformovat’ a ukladat’ data. Na Obr. 6 s zobrazené v druhej, tretej a Stvrtej asti zakladné
procesy, ktoré budu v d’alSich castiach doplnené o d’alSie aktivity. Po dokonceni tychto fazy
by sme mali mat’ k dispozicii zoznam ciel'ov modelu a navrh, ako budeme model realizovat'.
Mali by sme byt schopni vysvetlit ako bude model fungovat' a pre koho bude model
vyuzitel'ny.

Navrhovat’ Strukturu rela¢nej databazy by sme mali vo faze, ked mame prehlad,
s akymi datami budeme v modeli pracovat’ a aké data planujeme ukladat’ do databazy.
Najskor je nutné urobit’ rozhodnutie, v akom type modelu budeme ukladat’ nase data. Typom
datového modelu myslime, v akej datovej Struktare budu tabulky rozmiestnené v modeli.
Na vyber mame z troch zékladnych Struktuar:

e hviezdicova,
e snehova vlocka,

e 3.normalna forma.

Kazda z tychto Struktir ma svoje klady a zapory. Vyber vhodnej Struktiry by mal
zavisiet’ najmd od konkrétneho pouzitia modelu. Datovy model mdze byt navrhovany
a pouzivany pre dva zakladné ucely: dolovanie dat a multidimenzionalnu analyzu [27].

Pre tucely multidimenzionalnej analyzy vyuzivame schémy: hviezdicovu
alebo snehovu vlocku. Tymito postupmi sledujeme konkrétne data, ktoré st vyuzivané
Vv analyzach, ktorymi sledujeme napriklad vyvoj predaja vyrobkov alebo vyuZivania sluzieb.
Pri dolovani dat hFadame znalosti v datach, ktoré by nam pomohli pri rozhodovani alebo
hl'addme zéavislosti a Sablony medzi datami. V tychto pripadoch je vhodné mat’ ddtovy model
Vv tretej normalnej forme, ktora je schopna zachytit' vztahy medzi ddtami a moZeme spéjat’
data z r6znych oblasti.
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Po rozhodnuti, aky typ datového modelu budeme vyuzivat, za¢iname navrhovat
atributy, ktoré budi zhromazd'ovat’ rovnaké typy dat. Po definicii atributov zaciname
s tvorbou datového modelu, ktory bude pozostavat’ z tabuliek a vztahov medzi nimi. Stipce
tabul’ky budu tvorené z jednotlivych atribttov, primarnych a cudzich klIaicov.

Na zéklade datového modelu mozeme zacat’ s tvorbou databazy, do ktorej budeme
vkladat’ Struktirované data, ktoré nam budu k dispozicii pre analyzy. Pred implementaciou
datového modelu sa rozhodujeme, v akom databazovom systéme bude fyzicky uloZzeny nas
model a data. Pri rozhodovani by sme mali brat’ do uvahy:

e Financné néklady spojené s ndkupom audrzbou databazového systému — niektoré
systémy su spoplatnené pre komeréné pouZitie, iné st vol'ne dostupné pre sukromné aj
pre komercné pouzitie.

e NasSe znalosti a skusenosti s databazovymi systémami — kazdy systém je Specificky
svojou syntaxou a doplnkovymi nastrojmi.

o Kompatibilita s d’alsimi aplikaciami a systémami vyuzivanymi v modeli.

Na zéklade rebricka zostaveného organizdciou DB-ENGINES st tri najpouzivanejsie
databazové systémy: Oracle Database, MySQL a Microsoft SQL Server. Systém MySQL je
jedinym z tychto nastrojov volne dostupny na Internete. Zvyc€ajne sa vyuziva na pracu
s webovymi technologiami. Databdzovy systém od firmy Microsoft sa vyznacuje
jednoduchou integraciou s ostatnymi nastrojmi od tejto firmy v oblasti dat. Databazu je
mozné zalohovat’ na cloudovom ulozisku MS Azure. Posledny z tychto nastrojov od firmy
Oracle je podla rebricka najpouzivanejsi. Firma tiez ponuka cloud-ové rieSenie na
zélohovanie dat. Systém je mozné pouzivat' aj s réznymi d’al§Simi ndstrojmi, pomocou
ktorych je mozné vytvarat’ databazové aplikacie [28].

Pocas implementacie databazy vytvarame rézne databazové objekty. Zaciname
tvorbou tabuliek a definovanim typov stipcov, ktorym uréujeme aké typy dat budi
vV jednotlivych stipcoch. Mame moznosti vytvorit aj d’alie databazové objekty, ako su

indexy, pohlady alebo procedury. Ich definovanie a pouZivanie zavisi od naSich potrieb.

3.2 Zdroje

Po dokonceni ¢innosti v predoslej casti mame predstavu o datovych zdrojoch
a datach v nich . Extrahovanie dat moze byt’ vykonané:

e vytvorenym programom/skriptom pre tento ucel,
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e zaktpenym softvérom alebo open-source softvérom,

e kombinaciou predoslych typov.

Vyber vhodného softwaru zavisi od mnozstva kritérii, v d’alSej Casti predstavime

niektoré z nich.

Tvorba programu/skriptu

Existuje mnozstvo programovacich jazykov, pomocou ktorych je mozné vytvorit’
skript alebo program na extrakciu dat z webovych stranok. Avsak dva programovacie jazyky
R a Python ponukajt Siroku skdlu mozZnosti na pracu s réznymi typmi datovych zdrojov a
dat. Pomocou tychto jazykov je mozné:

b4

e ‘“zavesit™ sa na webovu stranku a extrahovat’ data,
e analyzovat’ data a vizualizovat’ vysledky v r6znych grafickych podobéch,

e vytvorit’ prepojenie medzi jazykom a roznymi typmi databdzovych softvérov.

Jazyk R je programovaci jazyk, ur€eny najméi pre Statistické vypocty a vizualizaciu
vysledkov tychto metod. V jazyku sme schopni pracovat’ s velkym mnozstvom dat, ktoré
mdzeme importovat zroznych stborov. Jazyk zahffia velké mnozstvo metdéd na
klasifikaciu, zhlukovanie alebo predikciu dat a Statistickych funkcii akymi su ANOVA
alebo Chi-square test. Program je neustale vyvijany, ¢im je zabezpecené, Ze v programe st
dostupné najnovsie metddy a technologie. Nevyhodami jazyka R su zloZitost' prikazov
najmaé pre zaciato¢nikov a nedokonalé baliky obsahujtice ré6zne metody a funkcie [24].

Programovaci jazyk Python je definovany ako objektovo-orientovany jazyk
s dynamickou Struktirou, v ktorom sme schopni pracovat’ s réznymi datovymi Struktirami
atypmi dat. V Pythone je moZné vyuZivat rozne Styly programovania: objektovo-
orientované, proceduralne a Strukturalne a je len na uZivatel'ovi, ktory Styl programovania si
vyberie. Jazyk podporuje rozne Statistické metddy, avSak v porovnani sjazykom R

neposkytuje tak vel'a moZznosti na vizualizaciu vysledkov [25].

Softvéry
Na trhu existuje velky pocet softvérov nazyvanych Web Scraping nastroje,
prostrednictvom ktorych je mozné extrahovat’ data z webovych stranok. Niektoré z nich su

vol'ne dostupné v zékladnej verzii a za roz§irent verziu, ktora ponika viac moznosti, si musi
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uzivatel’ zaplatit’, za pouzivanie inych je treba zaplatit’, bez ohl'adu na rozsah pouZzivanych

sluzieb.

Prikladom tychto typov nastrojov su [26]:

e Import.io — ponika moznost’ extrahovania dat z viac ako tisic webovych stranok a ulozit’
data CSV suboru, bez znalosti programovania.

e Webhose.io — pomocou S$pecialnej techniky na prehl'adavanie webovych stranok
extrahuje Struktirované data do formatov XML, JSON a RSS.

e Spinn3r—umoznuje extrahovat’ aj nestrukturované data z blogov alebo socialnych médii

a uklada data do JSON formatu.

Tieto nastroje si zvycajne cenovo vyhodné, avSak malé mnozstvo tychto typov
nastrojov umoziuje ukladat’ data do relaénych databaz. Data st ukladané do CSV, JSON
alebo XML formadtov, ale ak chceme data ukladat’ do databéz, je nutné pouzit’ d’alsi néstroj
na prenos dat, alebo vytvorit’ program/skript s touto funkciou.

Dalsou moznostou je zakupenie licencie na cloud-ové platformy, ako sa IBM
WebSphere alebo Microsoft Azure. Tieto néstroje sa vyznacuji svojou komplexnostou,
nakol’ko umoziujt nielen st'ahovat’ data z r6znych typov zdrojov, ale je aj mozné aplikovat’
rozne Statistické metddy a poskytuju uloziska pre data. Sucastou nastrojov byva aj vyvojoveé
prostredie, ¢im je zabezpeCend moznost’ dodato¢ného vyvoja novych funkeii. Tieto nastroje
vSak byvaji cenovo drahSie a integracia s d’alSimi pouzivanymi technologiami v organizacii

je spojend s finanénymi nakladmi.

Poslednou moznostou je kombinacia zakipeného nastroja na extrakciu a nami
vytvoreného programu alebo skriptu, napriklad skript v systéme Unix alebo program

v jazyku Cobol [27].

Vyber spravneho néstroja na extrakciu dat zavisi nielen od finanénych moznosti, ale
aj od nasich schopnosti a znalosti. Preto je pri vol'be vhodného nastroja zohl'adnovat aj tieto
skuto€nosti.

Pocas extrakcie dat je vhodné hladat’ sposoby triedenia stahovanych webovych
dokumentov, dat alebo suborov, aby nepriSlo k neprehl'adnosti medzi nimi. Je dolezité
separovat’ rozne typy dat, aby neprislo v budliicnosti zmatkom pri analyze dat. Minimalne by
sa mali oddelit’ Strukturované a nestruktirované typy dat, nakol'’ko neStruktirované data je
nutné d’al$imi procesmi transformovat’ do Struktiirovanej formy. Stiahnuté data st ukladané
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do docasného tloziska dat, v ktorom sa nachddzaju len aktualne stiahnuté data. V docasnom
ulozisku nendjdeme historické data a ak su data pouzité v d’alSich procesoch (Text Mining,
Formatovanie), si mazané z doCasného uloziska. Pri nastavovani intervalov extrahovania
resp. mazania dat do resp. z do¢asného uloziska musime brat’ do uvahy minimalne tieto
faktory:

e ako Casto vznikaju nové data v nasich zdrojoch,

e (i chceme mat k dispozicii data, ktoré vznikli pred hodinou, dnes alebo nam stacia

data zo vcera,
e od pamétového miesta na do¢asnom tulozisku,
e znizit' riziko straty v pripade, Ze by prislo k necakanej chybe v procesoch, ktora by

sposobila poskodenie alebo stratu dat.

Posledny faktor vyrazne ovplyviuje Cas, kedy budi data vymazané z doCasného
uloziska. Tieto typy ulozisk nemaju zvyCajne velké mnoZstvo pamiti, a preto je Casta
iniciativa, aby data boli ithned’ vymazané uz pocas procesov a prenechali miesto novym
datam. Tento krok moéze spdsobit, ze data budeme mat’ k dispozicii rychlejsie. AvSak
podstupujeme riziko, Ze v pripade neoc¢akavanej technickej alebo procesnej chyby, mozeme
0 data prist. Moznost'ou je vytvorit’ este jedno do¢asné ulozisko, kam by sme ukladali data,
s ktorymi sa v tom ¢ase pracuje. S tymto krokom st vSak spojené financné naklady aj vacsia

zlozitost’ v architektire modelu a previazanosti jednotlivych ulozisk dat v modeli.

3.3 Transformacia dat

Po dokonceni extrakcie dat z datovych zdrojov mame data roztriedené v doCasnom
tilozisku. Strukturované typy dat sme schopni transformovat do spolo¢nych formatov.
Druhou skupinou dat su neStruktarované data, z ktorych je treba vybrat’ len data, ktoré su
pre nas zaujimavé a maju informa¢na hodnotu. Tieto data by bolo mozné najskor ulozit’ do
relacnych databaz spolu s ostatnymi datami a potom z nich extrahovat informacie a ukladat’
ich do databaz. AvSak v naSom predkladanom modeli tieto data neukladame do databaz, ale
Znich extrahujeme informécie aukladame do databaz. Tymto postupom zniZime cas
dostupnosti dat v databdzach anezahltime pamét databazy datami, sktorymi uz
v budicnosti nebudeme pracovat’. V pripade vyskytnutia sa chyb v procesoch extrahovania
dat, su nestrukturované data v do¢asnom ulozisku do ur¢itého ¢asu a mdézeme z nich

opakovane extrahovat’ data.
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3.3.1 Spracovanie nestrukturovanych dat
Aplikovanim Text Mining-ovych technik a metéd (podrobnejSie vysvetlené

Vv kapitole 1.5) ziskame data vhodné pre analyzy a ulozenie do relacnych databaz. Neexistuje
presny navod, ktoré techniky a metddy st najlepsSie alebo najvhodnejSie. Vyber zavisi od dat
a mdzeme povedat’, Ze kazda mnozina dat vyzaduje ini kombinaciu technik a metod. V tejto
Casti modelu odporu¢ame najskor pracovat s Text Mining-ovymi technikami,
prostrednictvom ktorych znizime pocet dat a odstrdnime “zbytocné™ data. Nasledne
pouzijeme Text Mining-ové metddy, s ktorymi sme schopni:

e triedit dokumenty klasifikacnymi a zhlukovacimi metédami,

e extrahovat klucové data,

e vizualizovat’ vysledky metdd.

Nakol'ko v druhej ¢asti sme analyzovali aj nestruktirované datové zdroje, znalosti
Z tejto fazy mozu byt teraz pre nas uzitocné. Na Obr. 7 je zobrazeny proces, ako by sme
mohli transformovat’ neStruktirované data do Strukturovanej podoby prostrednictvom Text
Mining-u.
Aplikacia
techniky alebo Testovanie
metody na spravnosti

trénovacej vysledkov
mnozine dat

Nestruktirované
webové Vyber techniky

dokumenty alebo metody

Nestrukttrované
data

Aplikacia
techniky alebo
metddy na data

Nestrukturované
subory

Struktirované
data

Informacie o
datach

Obr. 7 Proces vyberu a aplikovania Text Mining-ovych technik

Na zaciatku mame zhromazdené neStrukturované data z predchadzajicej fazy

modelu. Najskor vyberdme medzi Text Mining-ovymi technikami. Vybrani techniku
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pouzijeme na data a nasledne otestujeme vysledky pouzitej techniky. Je vhodné aplikovat’
najskor techniky na trénovaciu mnozinu dat, aby sme boli schopni efektivnejSie a rychlejsie
overit’ spravnost’ pouzitia metddy. Po zisteni spravnosti vysledkov, mézeme pouzit’ techniku
na vSetky data. Ak zistime chyby pri aplikécii, mdme na vyber dva pristupy:

a) Znovu pouzit’ techniku tak, aby sa nezopakovali najdené chyby z predosle;j aplikacie.

b) Pri pouziti sa nasli chyby, ktorym sa nejde vyhnut' a ukazuji, ze dana technika je

neefektivna pre naSe data.

Tymto spdsobom postupujeme dovtedy, pokym nevyskuSame vsetky techniky.
Mozeme takto otestovat’ vSetky techniky Text Mining-u, alebo vybrat’ len tie techniky,
0 ktorych sme presvedéeni, Ze nam pomdzu.

Na zredukovanom pocte dat pouzijeme Text Mining-ové metddy. Proces aplikovania
tychto metdd je rovnaky ako pri Text Mining-ovych technikéch. Najskor otestujeme vybrant
metédu na trénovacej mnozine dat. Néasledne overime vysledky metédy a Vv pripade
spravnosti vysledkov aplikujeme metddu na vSetky data. Vizualizaciu dat je mozné pouZit
pre lepSie pochopenie vysledkov a dat, atieZ ndm moze pomoct’ pri rozhodovani, ¢i je

vhodné pouzit’ danu metodu.

3.3.2 Formatovanie dat

Po nasadeni databazy do realneho prostredia atvorbe objektov, sme schopni
transformovat’ Struktirované data do formatu, vhodného pre naSu databdzu. V tejto faze
dochadza k ¢isteniu dat. Upravujeme vSetky Struktirované data, aj tie, ktoré boli extrahované

z neStruktirovanych dat. V ramci tohto procesu by sme mali vykonat’ tieto ¢innosti, aby déta

boli pripravené pre databazy:

e Obmedzit vyskyt duplicitnych dat - rovnaké data sa mozu nachadzat' vo viacerych
zdrojoch, preto je nutné tieto data zIucit’ a ukladat’ do databazy len jeden raz. Napriklad
sa stane, ze v zozname potencialnych klientov ndjdeme rovnakt firmu viackrat, nakol'ko
firma na webe alebo v zdrojovom subore bola zmienend viackrat v ramci réznych
kategorii. My vSak nechceme typ firmy, ale len adresu. Preto uloZime identifika¢ny kod
firmy, nazov firmy a adresu do tabul’ky len raz, aby sme nasli informacie o firme.

e Transformovat’ data rovnakého typu do spolocného formatu — data pochadzajuce
Z r6znych zdrojov st v roznych formatoch. Takéto data treba upravit do formatu

definovanom v databaze. Napriklad v tabulke sme definovali stipec vaha produktu
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a chceme zaznamy uchovavat’ v kilogramoch. Avsak data o produktoch z jedného zdroja
mozu byt kilogramoch, z druhého zdroja v gramoch a z tretieho v tonach. Preto vsetky
Ciselné udaje vyjadrujice vahu produktu by mali byt do nasej databazy ukladané
v kilogramoch.
Odstréanit’ alebo upravit’ data, ktoré nespiiaja §tandardy — do databazy je nutné ukladat’
len uplne data. Napriklad chceme do databazy vlozit' e-maily firiem. Mdze nastat’
situdcia, ze niektoré emaily nebudu mat’ v adrese znak @. Tento pripad mozeme riesit’ :
a) Automatickym vkladanim znaku @ do emailovej adresy, ak tento znak sa v nej
nenachadza. V tomto pripade musime navrhnat automat, ktory bude schopny
rozoznat’ nespravnu adresu a vloZzit’ (@ na spravne mesto V textovom ret’azci.
b) Odstraneni takychto adries a neukladanim do databazy.
c) Tieto adresy docasne ulozime do inej tabulky, kde budi zhromazdované
a d’al8imi sposobmi (napr. dodatocnym osobnym vyhl'adavanim z inych zdrojov)
zistit’ spravnu adresu.
Kazdy z tychto pristupov ma svoje klady aj zépory. Pri prvom pristupe musime mat’
technické znalosti, aby sme boli schopni takyto automat navrhnat’. Pri druhom pristupe
hrozi strata dat, najma v situdciach, ked’ to je jediny mozny kontaktny daj na firmu. Pri
tretom pristupe moze nastat’ problém, ak je takychto adries niekolko tisic a museli by
sme vSetky manudlne vyhladéavat’, ¢o je narocné ¢asovo aj persondlne.
Rozbitie viacslovnych dat — textové retazce mozu obsahovat’ data, ktoré vyjadruji a
poskytuju rozne informécie. Napriklad zo zdroja dostaneme adresu pozostavajicu
z ulice, mesta a PSC. My vsak v tabul’ke mame definované stipce ulica, mesto a PSC.

V tomto pripade je nutné oddelit’ tieto data a vlozit' do spravnych stipcov.

Tieto ¢innosti by mali prispiet’ oCisteniu dat do takej formy, aby sme boli schopni

analyzovat’ data v databaze. Ked su data v takej podobe, mdézeme ich vlozit' do predom

definovanych a existujucich tabuliek v databaze.

3.4 Uchovavanie dat

Jednym z hlavnych ciel'ov preco data uchovavame v databazach je, aby sme ich mali

k dispozicii v buducnosti, ked’ by ndm mali pomdct’ najmé v procese rozhodovania. Dat je

vSak vel'ké mnozstvo v databazach a my chceme mat’ ¢o najkomplexnejSie informécie. Preto

je nutné tieto data analyzovat a vizualizovat’ vysledky analyzy vo forme zrozumitel'nej pre
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'udi pdsobiacich na roznych poziciach. Proces, zacinajici od dat v databaze az po zobrazenia
vysledkov analyz modze prebiehat’ pomocou BI nastroja alebo kombinaciou ¢innosti, pri
ktorych vyuzijeme viacero nastrojov.

Na trhu je dostatok reporting-ovych nastrojov, ktoré umoziuji ziskat' data
z databazy, aplikovat’ r6zne Data Mining-ové metddy na data a vizualizovat' vysledky
v podobe grafov alebo animécii. Vyhodou tychto nastrojov je moznost’ ich vyuzivania bez
znalosti programovacich jazykov a cely proces ziskania dat z databaz az po premenu na
znalosti prebieha v jednom nastroji. Nevyhodou st pociatocné investicie do nastroja, ¢i uz
finan¢né alebo ¢asové, nakol'ko integracia nastroja s databazou a S ostatnymi systémami je
zlozita a Casto vyzaduje pomoc konzultantskej firmy. V mnohych pripadoch zamestnanci
nemaju predchadzajucu skusenost’ s tymito nastrojmi, nakol’ko sa snimi Vvich
predchédzajicich zamestnaniach nestretli a ani na univerzitach nie su ¢asté kurzy, venované
tymto typom programov. Takymito nastrojmi su napriklad Microsoft Power BI alebo
QlikView.

Druhou moznost'ou je zvolit’ si proces, skladajici sa z tychto ¢innosti:
e “Vytiahnut™ data z databazy v databdzovom systéme prostrednictvom jazyka SQL.
e Analyzovat' data prostrednictvom jednoduchych Statistickych parametrov (priemer,

median, atd’.) a Data Mining-ovych metod.

e Vizualizovat’ vysledky metdd.

Pri ziskani dat z databaz SQL jazykom pouzivame databazovy systém, na ktorom

“bezi* aj naSa databaza, ¢im nemusime nakupovat dodatocné nastroje. Podmienkou si
znalosti a sktsenosti s tymto jazykom. Ked” mame data z databazy stiahnuté, mézeme ich
analyzovat’ a vizualizovat’ vysledky pomocou:

e programovacich jazykov ako R alebo Python,

e nastrojov ako EXCEL alebo RapidMiner,
ktoré umoziuju aplikovat’ rozne Data Mining-ové metody a nasledne vizualizovat’ vysledky
metdd. Ulohou obidvoch pristupov je zmenit' data na znalosti a aby boli k dispozicii ¢o

najskor a v o najzrozumitel'nejSej podobe.
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4  Aplikacia modelu na rieSenie konkrétneho problému

V poslednej kapitole sme pouzili navrhnuty model z predoslej kapitoly na konkrétne
rieSenie ulohy. Ak spolo¢nost’ vlastniaca internetovy obchod (d’alej len obchod) chcee zistit,
ako st jej zédkaznici spokojni s ponikanymi tovarmi a sluzbami ma len dve moznosti. Prva
moznost’ je pytat’ sa zakaznikov na ich ndzory prostrednictvom telefonatov alebo emailov.
Tato forma vSak nemusi byt’ idealna pre zakaznika, nakol’ko modze to brat’ ako obt’azovanie,
ak mu zavoldme v jeho pracovnom case alebo v Case, ked’ nema cas odpovedat’ na nase
otazky alebo poslany mail moze byt zaradeny do spamu. Druhou moznost'ou st socialne
siete a webové stranky ponutkajuce moznost’ zdiel'at’ svoje skisenosti s obchodom. Zvy¢ajne
tieto informacie hl'adaju potencionalny zakaznici obchodu, av§ak mézu byt uzitocné aj pre
obchod, ktorého sa tykaju recenzie. Spolo¢nost’ mdze z tychto dat zistit’ napriklad:

e aké oblasti smerom k zdkaznikom by mala vylepsit’,

e (inavrhnuté procesy zlepsili spokojnost’ zdkaznikov.

Tieto komentare si na stranke ako nestruktirované data. Zakaznici nevyplhaju
anketu, kde by len zaskrtli odpoved’ na otazky, ale piSu komentare vo vetach a preto sme ich
oznacili ako nestruktirované. Avsak pre spolo¢nost’ by bolo vel'mi naro¢né spracovat’ tieto
komentare manualne zamestnancami. Napriklad len na stranke spolo¢nosti Heureka.sk, kde
najdeme recenzie réznych obchodov, na spolocnost MALL.SK je 73200 recenzii [30]. Preto
sme sa rozhodli na tato Glohu pouzit’ nd§ model, pomocou ktorého dokazeme extrahovat
tieto komentéare automaticky, ¢im sa dosiahne, ze vysledky budeme mat’ k dispozicii za par
minut. Po ziskani recenzii je z tychto komentarov tazké vyhodnocovat’, co zakaznikom
obchodu prekéza a naopak €o je devizou spolo¢nosti vlastniacej obchod. Tieto komentare st
Casto dlhé, v roznych formatoch a obsahuju vela “zbytocnych® dat. Transformaciou tieto

problémy odstranime a vysledky budeme ukladat’ pre d’alSie pouZitia.

4.1 Stratégia modelu
V prvej faze modelu sme sa zamerali na:
e Identifikaciu cielov, ktoré chceme dosiahnut’ nasim modelom a definovaniu ciel'ov do
hierarchickej Struktary.
e Identifikovat’ a analyzovat’ vybraté webové stranky.
e Navrh procesov a vyber vhodnych technologii v modeli.

e Navrh datovych modelov a ich implementacia.
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4.1.1 Identifikacia cielov modelu

Pri identifikacii cielov sme museli brat’ do uvahy naSe finan¢né a znalostné
moznosti. Finan¢né ovplyviiovali vV nasom pripade najmé technologie, ktoré mézeme pouzit’
v modeli. Pri identifik4cii ndm pomohli typy otdzok spomenutych v kapitole 3.1. Na prvua
otazku z akého dévodu sa bude model pouzivat, sme odpovedali v predoslej kapitole. Na
druhu a tretiu otazku, ako bude model vyuzity a ¢i model bude spinat’ poziadavky sme boli
schopni odpovedat’ v tejto casti. Model bude vyuzity na extrakciu dat z webovych stranok,
na ktorych najdeme recenzie o obchodoch a informacie o zakaznikoch.

Medzi nase zakladné ciele sme zaradili extrakciu dat. Extrahovat’ data sme chceli
zZ ¢o najviac datovych zdrojov, avsak chceli sme extrahovat’ data len z webovych stranok, na
ktorych neprebiehajii nekalé praktiky, ako napriklad mazanie negativnych recenzii. Dalej by
sme chceli modelom ziskavat' zrecenzii len tie informacie, ktoré budil uZitoné pre
spolo¢nost’. Nechceli sme transformaciou informadcii ziskat’ z recenzii vel’ké mnozstvo dat,
ktoré nebudu spolo¢nosti poskytovat’ informacie v zrozumitel'nej podobe. Informacie sme
chceli mat’ v ¢o v najkratSom Case, aby boli k dispozicii spolo¢nosti. Ked’Ze sme chceli, aby
informacie boli k dispozicii 24 hodin 7 dni v tyzdni a aby boli dostupné aj za viacero rokov,
bolo nutné vytvorit takéto datové tlozisko.

Po identifikacii sme zostrojili hierarchicky diagram, pozostavajuci z definovanych

ciel'ov modelu, Obr. 8.
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Extrakcia i
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Obr. 8 Hierarchicky diagram ciel'ov modelu

o1



Hlavny ciel’ nasho modelu je poskytovat’ presné, zrozumitel'né a rychle informacie.
Vedl'ajsie ciele sme roztriedili do troch kategorii: Extrakcia, Transformacia a Analyza,
a Ukladanie. Do kategorie Extrakcia patria ciele, ktorymi sme chceli dosiahnut, aby sme
mali k dispozicii, v ¢o najvacsej miere spravne data. V kategorii Transformacia a Analyza
sme definovali ciele, splnenim ktorych by spolo¢nosti mali informacie, ktoré¢ im pomoézu
definovat’ nedostatky, pokroky alebo tipadky v jednotlivych oblastiach. Ciele v poslednej
kategérii nam mali pomdct dosiahnut’ efektivne a bezpetné uchovavanie informacii,

a rychly pristup k datam.

4.1.2 Analyza datovych zdrojov
Po definovani cielov sme vybrali datové zdroje, ktoré poskytuju data zaujimavé pre
nas model. Zamerali sme sa na webové sidla, ktoré poskytuju priestor pre zadkaznikov
hodnotit’ obchody. Podarilo sa ndm najst’ tri webové sidla, na ktorych je mozné vyjadrit
svoje skusenosti s obchodom alebo najst’ informacie, o sa l'udom péci a nepaci na obchode:
e https://lwww.heureka.sk/ (d’alej len heureka),
e https://www.najnakup.sk / (d’alej len najnakup),

e https://new-webdizajn.sk.

Po vybrati tychto zdrojov sme mohli zacat s analyzovanim, ¢i webové sidla
poskytuju aktualne a pravdivé data. Zamerali sme sa, ¢i webové sidlo poskytuje dostatok
aktualnych dat a ¢i nie si na niektorom z nich konané nekalé praktiky, ako napriklad
mazanie negativnych komentarov, aby mal obchod lepSie skore. Prvé dve webové sidla
spifali nase kritéria, nakol’ko sa objavuje na nich dostatok aj pozitivnych aj negativnych
recenzii. Na tretom webovom sidle https://new-webdizajn.sk st dva roky staré data, ktoré
pre nas neboli zaujimavé, pretoZe za dva roky sa mohla kvalita tovarov a sluZieb v ramci
obchodov diametralne zmenit. Preto sme sa rozhodli vylucit' z nasich datovych zdrojov
posledné webové sidlo z nasho zoznamu.

Po vybrati dvoch webovych sidiel sme zacali s analyzovanim Struktury webovych
stranok jednotlivych webovych sidiel a analyzovanim, aké typy dat budeme extrahovat

z tychto stranok. Na Obr. 9 je zobrazena recenzia na obchod MALL.sk [31].

52


https://www.heureka.sk/
https://new-webdizajn.sk/
https://new-webdizajn.sk/

T W .
¢ 90% WRAWIY uls Odporica obchod
Overeny # spofahlivost .
2oL # spolahlivost frirdrirr dodacia lehota
3 . - LU vilal . 1
Overeny zakaznik frdrfrdrr prehladnost obchodu
Pridané: véera, 10:38 = odmeny za pravidelny nakup Trirdrirdr kvalita komunikacie

Odporacam pre spolahlivost

Reakeia obchodu MALL.SK
MALL 'S K Dobry den,

Obr. 9 Priklad recenzie z heureky

Recenzia pozostava z viacerych Casti. Na l'avej strane stranky je zobrazeny uzivatel’,
ktory pridal tGto recenziu. Heureka ponuka mozZznost anonymizovat uzivatela, ¢im
nemodzeme analyzovat recenzie na zaklade veku alebo pohlavia, nakol'ko niektori uzivatelia
nie su ochotni pri recenzii zverejnit’ svoju identitu. V strede stranky su tri typy recenzii:
plusy, zapory a moznost’ vyjadrit’ svoj nazor a tento komentar nebude triedeny do plusov
alebo minusov. VSetky tri typy komentidrov st priddvané formou okna, do ktorého sa
uzivatelia mo6zu bez obmedzenia vyjadrit’ (heslovito alebo vo vetach). Z tohto dovodu sme
mohli oznacit’ tieto data za nestruktirované. Napravo od komentarov je informacia, ¢i
odportca uzivatel’ obchod a jeho hodnotenie na tovary a sluzby obchodu. Pod komentarmi
je vyhradeny priestor pre vyjadrenie spolo¢nosti na recenziu. Na strankach najnakup su data

jednej recenzie zobrazené v tomto formate [32].

a nakup neodporticam

+ AZ do poslednej objednavky som bol spokojny, teraz uz tu ] To, Ze sa tovar uZ na sklade nenachddza a na stranke to
nenakupim. zverejnené nieje je jedna vec, ale nedat vediet zakaznikovi,
Ze tovar nedostane, nech si ho hfada inde.... tak toto je
neseridznost!!l

I V tomto obchode nakupujem pravidelne. Objednavku mi zrugil obchod a neuviedol Ziadny dévod.

Nevhodny prispevok?

Obr. 10 Priklad recenzie z najnakup

Recenzie su zobrazované v podobnom formate. V lavej casti je zobrazené
prihlasovacie meno uzivatela. V strede su komentare, nal’avo pozitivne a napravo negativne.

Tieto komentare st rovnako nestruktirované data, nakolko uzivatelia pri nich nie su
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obmedzovani a mozu pisat’ vo vetach alebo heslovito. Nad negativhymi komentarmi je
informadcia, ¢i uzivatel' odporuca obchod. V spodnej Casti recenzie je priestor pre dalSie
vyjadrenie uzivatel'a, avSak tieto komentare nie su pisane uzivatel'om, ale uzivatel’ si vyberie
formou checkboxov, s akymi tvrdeniami sthlasi a tieto su zobrazované na stranke. Tieto
komentare sme preto oznacili za Strukturované data. Po preskumani zdrojovych kédov
webovych stranok sme boli schopni prehlasit, Ze spifiali $tandardy W3C spolo¢nosti.
Testovanie stranok sme realizovali aj formou, ¢i sa dostaneme k datam cez html tagy, ¢o sa
nam podarilo vo vsetkych pripadoch.

Po zisteni s akymi typmi dat budeme pracovat’ a Strukture datovych zdrojov sme
definovali procesy atechnoldgie pouzité v modeli. Zakladné procesy v modeli sme
definovali v predchadzajticej kapitole (Obr. 6), teraz sme vsak tieto procesy prisposobili na
nasu ulohu a navrhovali v ramci nich vhodné nastroje, techniky a metédy. Model pozostava

Z troch cCasti: Extrakcia, Transformacia a Ukladanie.

4.1.3 Navrh procesov a funkcionalit
Pri ndvrhu procesov a funkcionalit sme definovali ako model ma fungovat’ a tok dat

v modeli v jednotlivych Castiach implementacnej fazy.

Extrakcia

Automatizovane sme chceli stahovat’ data z dvoch webovych stranok. Po analyze dat
sme sa rozhodli extrahovat’ komentdre uZzivatelov na webovych strankach, ktoré maju
definovany typ, €i su pozitivne alebo negativne. Na zaklade analyzy Struktiry webovych
stranok sme sa rozhodli vytvarat’ web wrapper, prostrednictvom ktorého dokazeme stahovat’
webové dokumenty. Ulohou web wrappera bude nielen stahovat’ tieto dokumenty, ale aj
ukladat’ data z dokumentov do do¢asného tloziska. Extrahovat’ a ukladat’ sme chceli len tie
data, s ktorymi budeme neskor pracovat. Na extrakciu dat z dokumentov sme sa rozohdli
vyuzit' techniku XPath definovanil v kapitole 1.2. Stiahnuté webové dokumenty spliiaji
Standardy W3C spolocnosti, o umoziiuje, aby technika bola pouzita efektivne. Pomocou
techniky dokazeme v kratkom casovom tseku extrahovat’ vybraté data na zéklade zvolene;j
cesty pozostavajucej z HTML tagov. AvSak museli sme pocitat’ s moznost'ou, Ze Struktury
webovych stranok jedného z webovych sidiel budii zmenené a my budeme musiet’ definovat’
novu cestu k datam.

Miesto pre docasné uloZisko dat sme sa rozhodli vytvorit' samostatnu databazu,

Vv ktorej budeme uchovavat’ stiahnuté komentare v nestruktiirovanej podobe 6 mesiacov od
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vlozenia do databéazy. Pre tento pristup sme sa rozhodli, nakol’ko stiahnuté komentére
budeme transformovat’ do Struktirovanej podoby tak, Ze budeme extrahovat len data, ktoré
budu informovat’ o kvalite tovarov a sluzieb obchodu. Pocas transformacie v§ak moze dojst’
k vypadku alebo chybe v transformacii, na ktora prideme az po niekol’kych hodinach alebo
diioch. Tato databdza ndm umozni opiat’ ziskat’ tieto komentare v nestruktiirovanej podobe

a opakovat proces transformécie v pripade neoCakéavanej chyby alebo vypadku.

Transformacia

V tejto faze sme najskor pracovali S nestruktirovanymi datami. Vysledkom tejto fazy
dostaneme zoznam slov, ktoré budu charakterizovat’ obchod a ich vyskyt. Nasledne tieto
data upravime do formatu vhodného pre uloZenie do databazy. Popis procesu spracovania
nestruktirovanych dat je zobrazeny na Obr. 11, ktory pozostava z dvoch faz: testovacej

a aplikacnej.

Testovacia faza

_ Odstranenie
Testovacia Cistenie dat zékladnych
mnozina “stopwords*

Vypocet poctu
vyskytov slov

RozSirenie
zoznamu Analyza slov
“stopwords”

Definovanie
charakteristik

Aplikacna faza

T \ S raneni
Docasne Cistenie dat Detiductic

ulozisko

“stopwords“

Vypocet
poctu Extrakcia slov
vyskytov slov

Obr. 11 Spracovanie komentarov
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V testovacej faze budeme pracovat’ s mnozinou nahodne vybranych komentarov

0 roznych obchodoch, aby sme mali k dispozicii réznorodé data. Na komentare sme najskor
navrhli aplikovat’ techniky na ¢istenie dat. Rozhodli sme sa vyuzit’ textové operacie ako:

e odstranenie velkych pismen,

e odstranenie interpunkénych znamienok,

e odstranenie mikéetiov a dizfiov,

e odstranenie Cislic,

e nahradenie dlhych a mikkych slabik za kratke,

e lemitizacia.

V testovacej faze chceme postupovat’ podla Obr. 7. Po aplikovani kazdej techniky
skontrolujeme, ¢i technika je spravne aplikovand, nakol'ko v aplikacnej faze uz nebude
mozné overovanie spravnej funkcionality kazdej techniky a bolo mi komplikovanejSie
testovat’ nové techniky. Po vy¢isteni dat odstranime z komentdrov slové, ktoré neposkytuju
informa¢nu hodnotu nazyvané “stopwords®. Tento zoznam sme ziskali z webovej stranky
http://text.fiit.stuba.sk [33]. Zoznam slov v§ak budeme musiet’ rozsirit’ o nespisovné slova a
skratky, ktoré vyuzivaja casto uzivatelia pri pisani recenzii. Definitivny zoznam tychto slov
ziskame v testovacej faze pri analyze slov, kedy Statistiky zistime, ako ¢asto sa jednotlivé
slova vyskytuji v textoch. Tieto Statistiky ziskame metdédami na vypocet vyskytu slov
v texte. Pomocou tychto Statistik identifikujeme zoznam slov, ktoré¢ definuju napriklad
predavany tovar alebo sluzbu, kvalitu sluzieb pri doruceni alebo spokojnost’ so
zamestnancami. Nakol'ko v slovenskom jazyku existuju synonymad, vytvorime pre nase
ucely kratky synonymicky zoznam, v ktorom ku kazdej hlavnej charakteristike budi
priradené d’alSie slova s rovnakym vyznamom.

Vysledkom aplika¢nej fazy bude zoznam naSich charakteristik aich vyskyt
v komentaroch o jednom obchode. Rovnako ako v testovacej faze, budeme aplikovat
techniky na Cistenie dat a odstranime slova bez informac¢nej hodnoty. Nasledne extrahujeme

Z komentarov len tie slova, ktoré sme vybrali v testovacej faze.

Posledny krok pred ukladanim dat do databaz je ich formétovanie do tvaru vhodného
pre naSu navrhnutu databdzu. Rozhodli sme sa, Ze data o obchodoch (nazvy, kontaktné udaje,
atd’.) a sledované charakteristiky budeme ukladat’” predom definovanych tabuliek, nakol’ko

ich potrebujeme mat k dispozicii pri aplikacnej faze. Z tohto dovodu budeme formatovat
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vysledky spracovania recenzii a to na zéklade formatu tabul’ky, ktorti navrhneme v d’alSom

kroku.

Uchovavanie
Data budeme mat’ k dispozicii v databaze, odkial’ si ich budeme moct’ hocikedy
stiahnut' a spracovat’. Data musia byt K dispozicii vo forme vhodnej pre analyzu
a vizualizaciu. Ulohou vizualizacie je pomdct’ lepsie pochopenie vysledkov. Pri vizualizacii
sme sa chceli zamerat’ na:
e porovnanie charakteristik sluzieb atovarov vramci kladnych a negativnych
komentarov,

e vyvoj vybratych charakteristik v Case.

Rozhodli sme sa implementovat’ na§ model vo vyvojovom prostredi R-Studio
a databazovom systéme MS SQL Server (dalej MS SQL). V R-studio je vyuzivany
programovaci jazyk R avtomto prostredi zimplementujeme prva, druht fazu modelu
avizualizaciu dat v ramci tretej fazy. Docasné ulozisko dat a navrhnuty datovy model
budeme implementovat’ do databazového systému MS SQL formou dvoch databaz.

V d’alej ¢asti navrhneme $trukturu do¢asného uloziska a databazy, v ktorej budeme

ukladat’ statistiky zo spracovania recenzii a informacii suvisiacimi s tymito datami.

4.1.4 Navrh datovych modelov a implementacia
V ramci naSho modelu sme sa rozhodli navrhnit’ dva datové modely pozostavajice
z tabuliek a atributov. Prvy datovy model Monitoring bude pozostavat z atributov
obsahujucich informacie o sledovanych obchodoch, charakteristikach a datovych zdrojoch.
V dalSich troch tabulkach s zobrazené atriblity z jednotlivych oblasti a ich stru¢ny popis:
e sledované obchody,

Tab. 6 Zoznam atribtitov pre sledované obchody

Popis Nézov atributu
Identifika¢né ¢islo obchodu idObchodu
Obchodny nazov spolo¢nosti Nazov

Adresa sidla spolo¢nosti Sidlo
Identifikaéné Cislo internej kategorie idKategorie
Typy vyrobkov pontkané v obchode Kategoria
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charakteristiky,

Tab. 7 Zoznam atributov pre sledované obchody

Popis

Nazov atributu

Identifikaéné ¢islo skupiny zahfiiajica vyznamovo rovnaké

charakteristiky

idSkupiny

Hlavna charakteristika zastupujica ostatné charakteristiky

S rovnakym vyznamom

zaklCharakteristika

Identifika¢né Cislo charakteristiky

idCharakteristiky

Slovo pomenuvajice tovary, sluzby alebo aktivity stvisiace

s obchodom

Charakteristika

Identifikacné ¢islo typu komentara

idHodnotenia

Typ komentaru [plusy/minusy] Typ
Pocet vyskytov danej charakteristiky Pocet
Datum st’ahovania dat Datum

e datové zdroje.

Tab. 8 Zoznam atributov pre sledované obchody

Popis Nazov atribatu
Identifikacné ¢islo zdroja idZdroja

Webova adresa na prva stranku, kde sa nachadzaji recenzie | hyperlink
uzivatel'ov na vybranych obchod

Domovska webova adresa spoloc¢nosti, poskytujuca recenzie | domovskaStranka
uzivatel'ov

Nazov spolo¢nosti poskytujuca recenzie nazovZdroja

Rozhodli sme sa pouzit' ako schému datového modelu snehovi vlocku, nakolko

v databaze budeme uchovévat nielen metriku (atribit pocet),

ale aj informécie

0 charakteristikach, obchodoch a datovych zdrojoch. Tabulky obsahujuce tieto typy dat sme

znormalizovali, aby sme sa vyhli duplicitnym datam v naSej databaze. Faktova tabul’ka bude

pozostavat’ z piatich atributov: idObchodu, idSkupiny, idHodnotenia, pocet a datum.

Ostatné atributy sme pouZili pri procese normalizacie. V nultej normalizacnej forme sme
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zobrazili vsetky atribty do jednej tabulky. Do prvej normaliza¢nej formy sme sa dostali
rozdelenim atributov do troch tabuliek v zavislosti od toho, na aky identifikacny kl'i¢ sa
viazali. Zvolili sme tri identifika¢né kI'a¢e (idObchodu, idSkupiny a idHodnotenia), ktoré st
vo faktovej tabul’ke. Do druhej normaliza¢nej formy sme sa dostali vytvorenim tabuliek pre
atributy, ktoré boli len ¢iasto¢ne zavislé na primarnom kl'uci. Prva tabulku sme rozdelili,
nakol’ko posledné Styri atributy sa uplne neviazu na idObchodu. Druht tabul’ku sme rozdelili
z rovnakého dovodu pre posledné dva atributy. Vytvorenim novych tabuliek pre atributy,
ktoré neboli zavislé na primarnom kI'u¢i tabulky, sme ziskali datovy model v tretej
normalizac¢nej forme. Z druhej normaliza¢nej formy sme rozbili prvu tabulku, pretoze
atribut kategoria je zavisly len na idKategdrii. Rovnako sme postupovali pri vSetkych

tabul’kach a normalizovany datovy model je zobrazeny na Obr. 12.

0.normalizacna forma 1.normalizacna forma 2.normalizacna forma 3.normalizacna forma

idObchodu

idObchodu
idKategorie

idKategorie
idObchodu kategoria
nazov
sidlo
idKategorie
kategoria

idHodnotenia
typ

Obr. 12 Normalizacia datového modelu

idCharakteristiky
Charakteristika

idHodnotenia
typ
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Po navrhu sme implementovali datovy model do prostredia MS SQL, v ktorom sme
vytvorili databazu s nazvom Monitoring. Pri tvorbe databazy sme definovali nazvy

jednotlivych tabuliek, typy atributov a definujeme databazové objekty pre jednotlivé

atributy.
SkupinyCharakteristiky -
ol idStupiny Charakterisitiky ObchodyKategorie
. - - idObchodu
idCharakteristky Oy | ¥ 10Charakteristiey 9 :
charakteristika idKategorie o
PocetVyskytov Obchody
Skupin i —
piny idObchodu po——-—0 | § idObchodu
=6 § idSkupiny Go———cq | idSkupiny -
zaklCharakteristika idHodnotenia
sidlo
pocet
datum
TypHodnotenia
% idHodnotenia
typ
ObchodyZdroje Kategorie
Zdroje idObchodu . @ idKategorie =
¥ idZdroja =00 | idZdroja nazov
domovskaStranka hyperlink
nazov
Kl

Obr. 13 Implementovana databaza

Pri nédvrhu datového modelu Docasného uloziska sme pouzili atributy idKomentara
a komentar. Atribut idKomentara oznacuje identifikacné C¢islo kazdého stiahnutého
komentara z webovej stranky a do atributu komentar ukladame jednotlivé stiahnuté
komentare. Docasné ulozisko bude pozostavat' zjedného typu tabuliek. Nakolko sme
nechceli mieSat’ v jednej tabul'ke komentare rézneho typu (kladné a zaporne), tykajtce sa
roznych obchodoch a stiahnuté v roznych datumoch, budeme na zaklade tychto kritérii
komentare ukladat’ do existujucich tabuliek alebo vytvarat' nové. Nazov tabul’ky pozostavaju

z identifika¢ného cisla obchodu, z identifikacného ¢isla typu hodnotenia a datumu, kedy sa
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tieto komentdre stiahli. Medzi jednotlivymi identifikanymi Udajmi bude znak

(3

podciarkovnik: ,,-“. Pre tento krok sme sa rozhodli, pretoZze nevieme presny pocet
komentarov ulozenych do tabuliek a chceli sme sa vyhnut’ situacii, kedy by v jednej tabul'ke

bolo uloZenych vel'ké mnozstvo dat.

4.2 Implementacia modelu

V nasledujucej kapitole ukdzeme prostrednictvom fragmentov programov, ako sme
implementovali navrhnuté funkcionality modelu. Fragmenty pozostavaju z Casti kodov,
ktoré st sucastou zdrojovych kodov, uvedené v prilohe predkladanej diplomovej prace.
Zdrojové kody v prilohe su obsiahlejSie a zahfiaju viac funkcionalit, cielom tejto kapitoly
je vysvetlit' Casti kodu, ktorymi sme realizovali hlavné navrhy a myslienky z predosle;j
kapitole. Implementaéni fazu modelu sme realizovali vo vybranych vyvojovych
prostrediach R-Studio a MS SQL, v ktorych sme zrealizovali navrhnuté funkcionality
aprocesy zpredoslej casti. Data ulozené¢ v databaze potrebujeme pri extrakcii aj
transformacii dat v R-Studio a transformovan¢ data z R-Studia budeme vkladat’ do databazy,

preto sme na zaciatku vytvorili Spojenie medzi nimi.

> 1ibrary(RODBC)

> db_Monitoring <- odbcDriverConnect("Driver=0DBC Driver 11 for SQL Server;Server=PC;
Database=Monitoring;Uid=; Pwd=; trusted_connection=yes")

> db_Docasnellozisko <- odbcDriverConnect("Driver=0DBC Driver 11 for SQOL Server;Server
=PC; Database=Docasne_ulozisko;Uid=; Pwd=; trusted_connection=yes")

Fragment 1 Vytvorenie spojenia medzi vyvojovymi prostrediami

Na vytvorenie spojenia sme pouzili package RODBC a spojenia ulozili do
premennych “db_Monitoring” a “db_DocasneUlozisko*, pouzitim ktorych dokaZeme

presunut’ data z jedného prostredia do druhého.

4.2.1 Extrakcia

Pri extrakcii dat sme vyuzili znalosti z analyzy datovych zdrojov. Proces extrakcie je
zobrazeny prostrednictvom vyvojového diagramu, Obr.14. Vyvojovy diagram poskytuje
navod, akymi krokmi a postupmi ziskame data z vybratych dvoch webovych sidiel. Nakol'ko
data z tychto dvoch zdrojov pochadzaju z viacerych webovych stranok, ktoré su sicast'ou
webovych sidiel, museli sme nastavit’ postupy spdsobom, aby sme boli schopni extrahovat’

vSetky dostupné data. Diagram pozostava z viacerych ¢innosti, ktoré na seba nadvizuju.
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V ramci diagramu sme pracovali S dvomi typmi premennymi. Prvym typom boli premenné
uchovavajice data (kladné a negativne komentare, informacie o obchodoch). Do druhej
skupiny patrili premenné, do ktorych sme ukladali ¢iselny udaj pouzity pre cykly vo

vyvojom diagrame.

Zatiatok s k o
o O. ¢ Nacitanie dat z databazy Monitoring
extrakcie

Uspesné naditanie
tivodne stranky
pbchodu z heureky

Extrahovanie
poctu strdn

Existuje zdznam, pre
ktory idObchodu = id?

UloZenie komentdrov do
Docasného Uloziska

Uspe$né naitanie
p> Pocet stran stranky obchodu z
najnakup?

Koniec

Natitanie
webovej stranky]

Extrakcia kladnych

resp. zapornych index=+1
komentarov

A

Ukladanie do
z0znamu
kladnych resp. Ukladanie do zoznamu
negativnych kladnych resp. negativnych
komentdrov pre dan| komentérov pre dany obchog
obchod

Extrakcia kladnycl
resp. zapornych

komentdrov

Obr. 14 Vyvojovy diagram extrakcie dat

V tejto Casti ukdzeme ako sme niektoré casti vyvojového diagramu aplikovali
v RStudio:
Nacitanie dat z databazy - z databdzy Monitoring sme chceli vytiahnut' informécie
o0 obchodoch a url adresy. Pomocou jazyka SQL sme ziskali tieto data z databazy a ulozili
ich v R prostredi do datového typu data frame, aby sme mohli pracovat’ s tymito datami, ako
keby boli v tabul’ke.
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> obchody_df <- data.frame(sqlQuery(db_Monitoring,
"SELECT  o.1d0bchodu,
0.nazov,
ozh.hyperlink as url_heureka,
ozn.hyperlink as url_najnakup
FROM Obchody o
JOIN ObchodyZdroje ozh ON o.id0Obchodu
JOIN ObchodyZdroje ozn ON o.1id0bchodu

Fragment 2 Aplikaciu SQL jazyka v R-Studio

ozh.id0Obchodu AND ozh.idzZzdroja
ozn.idobchodu AND ozn.idZdroja

Podmienka na overenie existencie obchodu - na to aby sme zacali extrahovat data
z webovych stranok museli sme mat’ obchody, ktoré chceme sledovat’ ulozené v databaze
a k nim aj potrebné udaje. Z data framu sme zistili, ¢i sme mali taky obchod a ak ich je viac,

pre kazdy z nich stahneme data postupne.

»1d < 1
> while(length(obchody_df Snazov [obchody_df§idobchodu == 1d]) ==1) {....... id <- id + 1}

Fragment 3 Cyklus na overenie existencie d’alSiecho obchodu na extrakciu

Nacitanie prvej stranky na heureke o vybranom obchode - z data framu “obchody_df* sme
ziskali url adresu pre vybraty obchod a stiahneme si prva stranku, ktora obsahuje aj

komentare.

> url <= Tevels(droplevels(obchody_dfSurl_heureka[obchody_df§idobchodu == id]))
> stranka <- read_html(url)

Fragment 4 Ziskanie url adresy a nacitanie zdrojového kodu stranky

Ziskanie poctu stran - nakol’ko recenzie byvaji na viacerych strdnkach, museli sme vytvorit’
cyklus, ktory bude extrahovat’ webové stranky podl'a toho, na kol’kych st recenzie o danom
obchode. Tuto informaciu sme ziskali extrakciou z premennej “stranka pomocou

definovania cesty k tomuto udaju.

= text <- stranka %>% html_nodes(".bot") %=% html_text()

= strany <- strapply(text, "\\d+", as.numeric, simplify = TRUE)
> pocet_stran <- strany[3,1]

> library(plyr)

> pocet_stran<-round_any(pocet_stran/10,1,f=ceiling)

Fragment 5 Ziskanie poctu stran
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Extrakcia kladnych a zapornych komentdrov - na zéklade Struktiry webovych stranok na
heureke sme urcili cestu, ako extrahovat’ kladné a zaporné komentare. Komentare boli

ukladané do premennych typu vektor, v ktorej boli ulozené v 1-dimenzionalne tabulke.

> plusy_e <- stranka %>% html_nodes(".plus 1i") %% html_text()
= minusy_e <- stranka %% html_nodes(".minus 1i") %% html_text()

Fragment 6 Extrakcia kladnych a zapornych komentarov

Nacitanie uvodnej stranky pre dany obchod na najnakup - pri tomto webovom sidle sme
museli extrahovat’ recenzie z jednotlivych webovych stranok inym spésobom, nakol'ko na
uvodnej stranke nie je informdaciu o pocte strdnok, na ktorych budu recenzie. Avsak ak sa
prihldsime na stranku na ktorej uz nie su recenzie, zobrazi sa webova stranka s napisom
“STRANKA UZ NEEXISTUJE*. Opit sme definovali cyklus, v ktorom sa budt vykonavat’

prikazy, kym sa na stranke neobjavi spominany nadpis.

> index <- 1

> url <= levels(droplevels(obchody_df$url_najnakup[obchody_df$idobchodu == 1d]))

> while (tryCatch(read_html(url),error = function(e) {print("NEEXISTUIE STRANKA")}) !=
"NEEXISTUIE STRANKA™) {....index <- index + 1}

Fragment 7 Cyklus na extrakciu dat z najnakup

Ulozenie kladnych a zapornych komentdarov do Docasného uloZiska - zoznam kladnych
komentéarov bolo ulozenych vo vektore, avSak ked’ sme chceli ukladat’ data do databazy,
museli sme transformovat’ premennt “plusy* na datovy typ data frame. Nasledne sme si
vytvorili stipce, ktoré budu v tabul’ke a definujeme ich typy. Na uloZenie tabulky v MS SQL
sme si vygenerovali jej nazov pozostavajuci z idObchodu, typu komentov a dne$ného

datumu. Pouzitim prikazu “sqlSave* tabul’ka bola ulozena do databazy.

> nazov_tabulky <- paste(id,1,gsub("-","",5ys.Date()),sep="_")

> plusy <- data.frame(plusy)

> typy_stlpcov <- list(idkomentu="int", komentar="Nvarchar(MAX)")

> sglSsave(db_DocasneUlozisko, plusy,tablename = nazov_tabulky, colnames=
c("idkomentu","komentar") ,varTypes = typy_stlpcov)

Fragment 8 UloZenie kladnych komentarov do Docasného uloziska
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Data po tejto faze boli ulozené v Docasnom ulozisku a stale aj v R-Studio, kde boli

pripravené na druhu ¢ast’ Transformaciu

4.2.2 Transformdcia

Podl'a Obr. 11 sme sa najskor zamerali na Testovaciu fazu, po ktorej by sme mali
mat k dispozicii definovany zoznam technik na Cistenie dat, zoznamy slov bez informacnej
hodnoty a sledované charakteristiky. Postupnym testovanim technik na ¢istenie dat sme

dospeli k zaveru, Ze najlepsie je pouzit’ techniky v tomto poradi, Fragment 9.

komenty <- chartr("aaAd","aaaa", komenty)
komenty <- chartr("éE", "ee", komenty)
komenty <- chartr("11","11", komenty)
komenty <- chartr("TTCL","TTT1", komenty)
komenty <- chartr("0000","ooo0",komenty)
komenty <- chartr("rR","rr" komenty)
komenty <- chartr("u0","uu",komenty)
komenty <- chartr("yv","yy", komenty)
komenty <- chartr("cC","cc", komenty)
komenty <- chartr("dD","dd",komenty)
komenty <- chartr("nR","nn", komenty)
komenty <- chartr("s5","ss" komenty)
komenty <- chartr("tT","tt", komenty)
komenty <- chartr("zZ","zz" komenty)
komenty <- iconv(komenty, "UTF-8", "ASCII", sub ="")
komenty <- removePunctuation(komenty)
komenty <- removeNumbers (komenty)

komenty <- tolower(komenty)

komenty <- removeWords(komenty, stopwords_)
komenty <- stripwhitespace(komenty)

R T A T T T T A VL T Y A T T

Fragment 9 Techniky na Cistenie dat

V testovacej faze sme pracovali s mnozinou 250 000 komentarov, ulozenych
v premennej “komenty*. Najskor funkciou “chartr* sme nahradili dlhé samohlasky a jednu
dvojhlasku (6) za kratke samohlasky a mékké spoluhlasky za tvrdé. Pomocou funkcie
“iconv* sme odstranili z komentarov znaky, ktorymi sa tvoria rozne grafické vizualizacie v
textoch a su Casto vyuzivané uzivate'mi na webovych strankach. Rozhodli sme sa najskor
pouzit’ funkciou “chartr, nakolko funkcia “iconv* odstrafiuje zo slov aj miakké a tvrdé
hlasky, ¢im by sme stratili vyznam slov. Pomocou dalSich dvoch funkcii

“removePunctuations® a “removeNumbers* sme odstranili interpunkéné znamienka a Cisla.
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Funkciou “tolower* sme upravili komentdre do jedné¢ho formatu, zmenenim vSetkych
velkych pismen na malé. Z komentarov funkcia “removeWords” odstranila slova
definované v premennej “stopwords_“ a pouzitim funkcie “stripWhitespace* sme odstranili
prazdne miesta medzi slovami v komentaroch, ktoré zostali po odstraneni slov
Vv predchadzajiicom kroku.

Ocistené data boli pripravené vo formate vhodnom pre analyzy. Najskor komentare
z datovej Struktary vektor sme vlozili do korpusu, kde kazdy komentar bol ulozeny ako
dokument. Definovanim a pouzitim funkcie “tokenizer” sme extrahovali z jednotlivych
dokumentov korpusu jedno a dvojslovné pomenovania a vysledky funkcie sme ulozili do
premennej “komenty tdm* typu TermDocumentMatrix. V tejto premennej bol uvedeny
pocet slov alebo slovnych spojeni v jednotlivych dokumentoch korpusu. Pomocou funkcie

“findFreqTerms* sme analyzovali vysledky z predoslych aktivit.

> komenty_corpus <- VCorpus(VectorSource (komenty))

> tokenizer <- function(x)

+ { NGramTokenizer(x, Weka_control(min = 1, max = 2)) }

>

> komenty_corpus <- VCorpus(VectorSource(komenty))

> tokenizer <- function(x)

+ { NGramTokenizer(x, Weka_control(min = 1, max = 2)) }

> komenty_tdm <- TermDocumentMatrix(komenty_corpus, control = list(tokenize = tokenizer))
> findFreqTerms (komenty_tdm, 3000)

Fragment 10 Proces extrakcie slov z komentarov

Analyzovanim slov a dvojslovnych spojeni sme roz$irili zoznam slov bez
informacnej hodnoty o d’alSie slova, ktoré su vyuzivané v recenziach uzivate'mi, ako
napriklad: na, neviem, atd’. Zoznam sme rozsirili o 19 slov, ktoré buda vyuzité v Aplika¢nej
Casti. Analyzou sme tieZ ziskali charakteristiky, ktoré pomenuvaji kvalitu tovarov alebo
sluzieb obchodu. Najskor sme si jednotlivé slova vypisali, ktoré sme chceli sledovat’ a kazdé
z nich zastupuje jednu skupinu. Po skonceni ziskavania slov, sme mali k dispozicii zoznam,
kde kazdé slovo zastupuje jednu skupinu. Nakol'’ko v zozname sme mali slova so spolo¢nym
vyznamom, tieto slova boli zoskupené do jednej skupiny. Skupiny boli rozsirene este

0 d’alSie slova s rovnakym vyznamom, pomocou online synonymického slovnika [34].
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Tab. 9 Zoznam prvych 10 skupin charakteristik

id_skupiny [zaklCharakteristika [chrakteristiky

1{cena cena

2|promptnost pohotovost,promptnost
3|personal personal,zamestnanec,zamestnanc
4lweb stranka,eshop,web

5{ponuka ponuka,navrh,vyber

6|ochota ochota, pozornost,obetavost,serioznost
7|posta posta,postovne

8|tovar tovar,komodita, produkt,sortiment
9|prehladnost prehladnost,informacnost
10({dodanie dodanie,dorucenie,distribucia

Obidva zoznamy sme ulozili do databazy Monitoring, kde buda vo forme tabuliek
k dispozicii a mézeme ich kedykol'vek aktualizovat’.

V Aplikacnej faze boli dispozicii kladné a zaporné komentére, s ktorymi sme
pracovali separatne v zavislosti od toho, na aky obchod sa viazali. Najskor sme pouzili
techniky na Cistenie dat, Fragment 9. Z komentarov boli extrahované slova, ktoré sme ulozili
do premennej typu TermDocumentMatrix, do ktorej sa ukladali aj tidaje o pocte vyskytov
jednotlivych slov v textoch. Pouzili sme rovnaké prikazy ako vo Fragment 10, avSak funkcia
“tokenizer* vyhladala len slova, nie dvojslovné pomenovania. Slova, ktoré sa vyskytli
v kladnych komentaroch resp. zapornych komentaroch sme ukladali do premennej
“plusy tdm* resp. “minusy tdm*. Funkciou “rowSums® sme scitali celkovy vyskyt
jednotlivych slov v kladnych a zapornych komentaroch, ktoré predtym boli uloZené do

datového typu matrix, pre lepSiu pracu z datami a pouZitie funkcie “rowSums*.

> plusy_m <- as.matrix(plusy_tdm)
> plusy_pocet <- rowSums(plusy_m)
> minusy_m <- as.matrix(minusy_tdm)
> minusy_pocet <- rowSums(minusy_m)

Fragment 11 Vypocet vyskytu jednotlivych slov v kladnych a zapornych recenziach

V R-studiu sme vytvorili premenné “charakteristiky p* a “charakteristiky m* typu
data frame, ktoré sa skladali z troch stipcov:

e zaklad — hlavné slovo charakterizujice skupinu slov,
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e charakteristiky — slovo alebo skupina slov s rovnakym vyznamom pomenuvajlice
urcity tovar alebo sluzbu obchodu,
e vyskyt — pocet vyskytov charakteristik v komentaroch, na zaciatku st v tomto

stipci hodnoty na 0.

Do posledného stipca vyskyt sme sa rozhodli pripoditavat podty vyskytov
jednotlivych slov, na zaklade toho, v ktorej skupine boli definované. Predtym sme vSak
museli este zo slov odstranit’ pripony, aby sme boli schopni automatizovane slova
prirad’ovat’ k jednoslovnym definovanym charakteristikdm. Rozhodli sme sa neodstraniovat’
predpony, nakolko odstranenim predpony zo slov by sme zmenili vyznam slova [35].
Proces odstranenia pripon zo slov a vypoctu vyskytov jednotlivych charakteristik zobrazime

na vyvojovom diagrame, Obr. 15.

Nacitanie poctu slov do
premennej pocet,i=1

Zaciatok

Pripocitanie poctu
Nacitanie slova do x i < pocet vyskytov x do
charakteristik

charakteristiky_
Odstranenie pripon pScharakteristi
ky obsahuju x

Obr. 15 Vypocet poctu vyskytov sledovanych charakteristik

V tomto odstavci vysvetlime Casti kodu z R-Studia, ktorymi sme realizovali niektoré
aktivity z vyvojového diagramu na Obr. 15:
e Odstranenie pripon — bolo realizované na zédklade podmienok, ktoré¢ boli vyhodnocvané

prostrednictvom funkcie “substr, aka pripona je v slove pouzita. Ak jedna z podmienok
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rozozna priponu, nasledne je odstranena zo slova. Vo Fragment 12 je zobrazena Cast

koédu, pomocou ktorej sme odstranili zo slov pripony pozostavajice zo Styroch pismen.

» 1f (str_sub(x,-4) == "ence" || str_sub(x,-4) == "tami" || str_sub(x,-4) == "tach"
|| str_sub(x,-4) == "tami" || str_sub(x,-4) == "fach" || str_sub(x,-4) == "ovia" ||
str_sub(x,-4) == "tach")
+ Ix < str_sub(x,0,-5) }

Fragment 12 Odstranenie pripon zo slov

Podmienka, na overenie, ¢i slovo patri do niektorej zo skupin —na overenie, ¢i dané slovo
patri do urcitej skupiny sme pouzili funkciu “grep*, ktora ak nasla zhodu slova a urcite;j
charakteristiky v skupine, vratila hodnotu 1 a ak nena$la zhodu, vratila ¢islo 0. Pred
vykonanim podmienky sme vytvorili premennu “slovo®, ktora pozostavala

z vyhladévacieho znaku ,,** a zakladu slova ulozeného v premennej “x“.

> slovo <- paste("A" , x , sep = "")
if  (length (charakteristiky_p[grep(slovo,charakteristiky_p3charakter
istiky), 11 ) = 0)

Fragment 13 Podmienka na overenie, ¢i dané slovo sa nachadza v mnozine

definovanych charakteristik

Pripocitanie poctu vyskytov slova do priradenej skupiny charakteristik — do premennej
“zaklad syn*“ sme vlozili zdkladné slovo reprezentujuce skupinu charakteristik, na
zéklade toho, ku ktorej skupine bolo extrahované slovo z komentarov priradené. Do
premennej “pocet vyskytov® sme uloZili hodnotu, kolkokrat sme dané slovo nasli
v komentaroch. V poslednom kroku sme aktualizovali hodnotu stipca vyskyt pre vybrata
skupinu s¢itanim aktualnej hodnoty v stipci ahodnoty uloZenej v premennej

“pocet_vyskytov®.

> zaklad_syn <- charakteristiky_pSzakICharakteristikalgrep (slovo,charakteristiky_p$ charakteristiky)]
pocet_vyskytov <- plusy_pocet[i]
charakteristiky_pSvyskyt [charakteristiky_p$zaklCharakteristika == zaklad_syn] <- pocet_vyskytov +
charakteristiky_pSvyskyt [charakteristiky_p$zakICharakteristika == zaklad_syn ]

Fragment 14 Prirad’'ovanie slova do skupin charakteristik a aktualizovanie poctu

vyskytov pre danu skupinu
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Rovnako boli spracované slova aj z negativnych komentarov, avSak vysledky sme

ukladali do inej premennej. Vysledky pat’ skupin pre kladné komentare st na Obr. 16.

zaklad charakteristiky vyskyt
1 cena cena B27
2 komunikacia  komunikacia,dorozumievanie,jednanie 320
3 promptnost pohotovost,promptnost 3
4 dodanie dodanie,dorucenie,distribucia 440
5 tovar tovar,komodita, produkt,sortiment 556

Obr. 16 Vysledok prvych 5 skupin charakteristik pre obchod DOMOSS

Vypocty charakteristik pre kladné aj zaporné komentare boli vykonané aj pre d’alsie
dva obchody, ktoré boli ulozené do databazy.

Formdatovanie dat pre uloZenie do databdzy nevyzadovali od nds pouzitie vela
technik, nakol’ko okrem komentarov stiahnutych z webov, sme pracovali z datami, ktoré boli
stiahnuté priamo z databazy. Vysledky spracovania neStruktirovanych dat sme ulozili do
tabulky “PocetVyskytov* ulozent v databaze Monitoring. Tato tabulka pozostavala
z piatich stipcov: idObchodu, idSkupiny, idHodnotenia, pocet,datum. Pre prvé tri stipce mali
hodnoty uloZené v premennych a tieto hodnoty museli byt celo¢iselné, kedze tieto stipce
boli predtym pri implementacii definované typom integer. Stvrty stipec v tabulke bol tiez
definovany ako celoc¢iselny apocet vyskytov sme exportovali z premennych
“charakteristiky p* (pre negativne komentare “charakteristiky m“), zo stipca vyskyt.
Posledny udaj musel pozostavat’ z datumu, ktory sme vygenerovali prostrednictvom funkcie

“Sys.Date()*“ v RStudio.

4.2.3 Uchovavanie

Pre ulozenie vysledkov do tabulky “PocetVyskytov v databdze Monitoring sme
najskor museli vysledky ulozit'” do Docasného tloziska rovnakym sposobom ako v Casti
Extrakcia. Jediny rozdiel bol v sposobe definovania tabuliek. Nemohli sme mat’ v ramci
jednej databazy dve tabul’ky s rovnakym nazvom, preto nazvy tabuliek museli pozostavat’ aj
zo slova “Vysledky*“. Nasledne sme v MS SQL vytvorili proceduru, ktora pouzitim prikazu

“insert into* ulozila data do existujucej tabul’ky “PocetVyskytov®.

Vysledky sledovanych charakteristik pre vybrané obchody a informacie o tychto

obchodoch boli k dispozicii v databaze Monitoring. Pre d’alSie analyzy bolo mozné pouzit’
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reporting-ovy nastroj, ktorym je mozné ziskat data z MS SQL a prostrednictvom tohto
nastroja vizualizovat’ skimané data. RStudio ndm tiez ponuka velké mnozstvo moznosti na
vizualizaciu dat. Cez vytvorené spojenie medzi prostrediami sme boli schopni ziskat’ data
z databazy Monitoring.

Pomocou grafov sme sa najskor pokusili zobrazit' porovnanie poétu jednotlivych
charakteristik pre obchod DOMOSS v rdmci kladnych aj negativnych komentarov. Pre
potrebu tejto analyzy sme potrebovali nazvy zakladnych charakteristik a hodnotu ich
vyskytov Vv kladnych aj negativnych komentarov. Data sme stiahli funkciou “sqlQuery*
(Fragment 1). Bolo potrebné pouzit’ taky typ grafov, v ktorom dokazeme zobrazit’ dva druhy
¢iselnych udajov, ktoré patria jednotlivym charakteristikdm. Pouzitim pyramidového grafu

sme boli schopni tieto poziadavky splnit’.
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Obr. 17 Pyramidovy graf zobrazujici porovnanie poétu vyskytov jednotlivych
charakteristik v kladnych a negativnych komentéarov

Na vytvorenie grafu sme pouzili funkciu “pyramid.plot. Na l'avej strane je graficky
v podobe farebnych stipcov zobrazeny pocet vyskytov charakteristik v kladnych
komentaroch a na pravej strane v negativnych komentaroch. Medzi stipcami st zobrazené

jednotlivé charakteristiky. Pomocou tohto typu grafu a dat zobrazenych v nom dokaze
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manazér alebo veduci pracovnik obchodu zistit’, v ¢om by sa firma mala zlepsit’ a z akymi
sluzbami su ich zékaznici spokojni.

Zamerom dalSej vizualizacie bolo zachytit vyvoj péat charakteristik (cena,
promptnost’, tovar, dodanie a komunikacia) v ¢ase. Vyberali sme graf, v ktorom je mozné
zobrazovat' Casovy vyvoj hodnot (pocet vyskytov) pre jednotlivé premenné

(charakteristiky). Rozhodli sme sa pre ¢iarovy typ grafu, v ktorom je mozné zobrazit’ viacero
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Obr. 18 Spojnicovy graf zachytavajuci vyvoj po¢tu vyskytov jednotlivych
charakteristik v Case

Na osi x sl zobrazené dni, kedy boli iidaje zachytené a na osi y zase pocty vyskytov
charakteristik. Kazdej charakteristike v grafe patri jedna Ciara (cena = Cervend, promptnost’
= ¢ierna, tovar = zelend, dodanie = ¢ierna, komunikécia = oranzova). Tento typ grafu moze
byt’ uzito¢ny v situaciach, kedy sa obchod rozhodne zlepsit’ urcita sluzbu. Prostrednictvom
tohto grafu je mozné zistit, ¢i zavedenie novych opatreni alebo inovacii spdsobilo

u zéakaznikov viacsiu spokojnost’ v tejto oblasti.
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5 Diskusia

V praci sme sa zamerali najmd na neStruktirované data tykajice sa recenzii
uzivatel'ov na internetovych strankach. Na§ navrhnuty model sme aplikovali na tlohu, ktorej
cieclom bola extrakcia recenzii z doveryhodnych webovych sidiel, transformacia tychto
recenzii do formy, aby nam poskytovali informacie zachytavajuce kvalitné a slabé stranky
obchodov a zabezpecit’ ulozenie dat.

Pouzili sme na implementaciu modelu dve vyvojové prostredia, ktoré dokazu medzi
sebou posielat’ data. RStudio sa ukézalo ako prostredie, v ktorom dokazeme pouzit’ rozne
techniky a metody na pracu s réznymi typmi dat. MS SQL sme pouzili na implementaciu
datového modelu a bezpecné ukladanie dat. Vramci prvej fazy modely sme
neimplementovali Ziadne rieSenia, ale zamerali sme sa na definiciu ciel'ov a funkcionalit, a
potom sme presli k ndvrhu a implementacii databazy. Pri implementécii modelu sme vyzili
navrhy a analyzy prvej fazy, co nam potvrdilo dolezitost’ tejto fazy a skutocnost’, ze az po
uplnom dokonceni prvej fazy by sa malo prejst na druhti fizu modelu, ktorou je
Implementicia.

Druha fdza modelu pozostavala najskor z extrakcie dat z vybratych a analyzovanych
webovych sidiel. Osved¢ila sa ndm pouzitd technika Xpath na extrakciu dat z webovych
strdnok. Rozhodnutim navrhnat a implementovat’ Docasné tulozisko sme sa snazili
zamedzit, aby v pripade necakanej chybe doslo k strate dat a opdtovne by sme museli data
stahovat’ z webovych stranok. Zaoberali sme sa myslienkou, Ze Docasné tlozisko nebudeme
implementovat’, nakol’ko recenzie je mozné hocikedy stiahnut’ z webovych stranok. AvSak
sme sa rozhodli ukladat’ stiahnuté data do Docasného tloziska, pretoze je rychlejSie ziskat
data ztohto zdroja, nez sa pripojit na stranku a opdtovne stahovat data. Vo faze
Transformacia sme najskor spracovali tieto data. Rozhodli sme sa najskor zaviest
Testovaciu fazu, v ktorej sme vyskusali rozne Text Mining-ové techniky a metody a vybrali
tie, ktoré budu uzitocné pre naSu ulohu. V Aplikacnej faze sme pouZili tieto techniky uzZ na
datach, ktoré sa tykali len jedného obchodu a boli jedného typu (kladné alebo zaporn¢). Na
konci tejto fazy sme prirad'ovali jednotlivé slovd do skupin pozostavajucich zo slov
s rovnakym vyznamom. Extrahované slova z komentarov boli roznych padoch a stali sme
pred otazkou, ¢i budeme odstranovat’ pripony zo slov alebo vytvorime zoznam, v ktorom
kazdému slovu v zdkladnom tvare budl priradené formy tohto slova v ré6znych padoch.
Rozhodli sme sa pre prvii moznost’, ktora nam prisla rychlejsia a dosahovali sme v nej

vysoku uspesnost’ priradenia. Vysledky sme v poslednej faze ulozili do implementovane;j

73



relacnej databédzy, sposobom aby boli zachované predom definované vztahy medzi
tabulkami a stipcami vo vyslednej tabul’ke. Ulozené data sme nasledne vizualizovali na

dvoch ulohach, ako by mohli byt’ data spracované v modeli vyuzité.

Navrhované a implementované rieSenie by bolo mozné rozsirit o dalSie
funkcionality, ktorymi by sme mohli napriklad zvysit' pocet dat, s ktorymi sa pracuje v
modeli. Na webovom sidle heureky st okrem kladnych a negativnych komentarov este
komentare, ktoré nie su zaradené do tychto dvoch kategérii. My sme sa rozhodli tieto
komentare neextrahovat z webovych strdnok. AvsSak aj tieto komentare by bolo mozné
zatriedit’ do tychto dvoch kategoérii prostrednictvom automatu, ktory by vedel tieto texty
triedit’ pomocou Text Mining-ovych metdd. Automat by mohol najskor pouzit’ Text Mining-
ové techniky na ocCistenie dat, ktoré sme aj my wvyuzili v procese spracovania
nestrukturovanych dat a nasledne vyberom spravnej Text Mining-ovej metddy zarad’ovali
tieto komentare do jednej z dvoch kategorii. Rovnakym spdsobom by sme mohli ziskavat’
data aj zo socialnych sieti, kde je tieZ mozné pridat’ recenziu na obchody. Tu vSak okrem
pouzitia automatu na rozoznavanie komentirov by bolo nutné dostat’ schvalenie od
jednotlivych majitelov obchodov, ktori vlastnia stranky na socialnych sietach. Bez sthlasu
majitel’ neobdfzania prihlasovacich tdajov nie je mozné tieto data extrahovat. Data sme
ukladali do tabuliek, ktoré st sucastou relacnych databaz. V modely sme navrhli
a implementovali dve relacné databazy. Bolo by zaujimavé sledovat, ¢i pri vacSom
mnozstve dat, by bolo mozné s databazami pracovat’ rychlo a efektivne. V prvej kapitole
sme definovali okrem relacnych databaz, aj NOSQL pristup, ktory by bolo mozné pouzit’
V tejto situdcii. V pripade objavenia problému suvisiaceho s mnozstvom, by mohla ¢ast’ dat,
napriklad data ukladané do Docasného tloziska a vysledky spracovania nestrukturovanych
dat (vysledky poctu vyskytov jednotlivych skupin charakteristik), byt ulozend do formatu
JSON alebo XML. Bolo by zaujimavé zistit’ ¢i by sa zmenSil alebo odstranil problém
s vel’kym poc¢tom dat a ¢i by bolo mozné pouzit’ dva rozdielne pristupy uchovavania dat.

Vysledky modelu poskytuji ziadané informécie pre obchody, z ktorych je mozé
zistit, s ¢im zakaznici boli spokojny a ¢o zdkaznikom prekdZa na obchode. Ak obchod
zavedie zlepSenia, mdZe prostrednictvom dat z modelu zistit’, ¢i zmeny pomohli odstranit’

tieto nedostatky alebo vnimané problémy u zakaznikov pretrvava.

74



Zaver

V diplomovej praci sme sa zamerali na ndvrh aimplementiciu modelu na
spracovanie, triedenie a analyzovanie Struktarovanych aj nestruktirovanych dat z webového
prostredia.

Prva kapitola pozostava z analyz moznosti, aké data mézeme extrahovat’ z webového
prostredia, ako mozeme spracovat’ neStruktirované data a nasledne, ako tieto data ulozit’.
Existuje mnoho pristupov, ktoré sa zameriavaju na pristup s nestruktirovanymi datami. My
sme sa V praci zamerali na definovanie a pouzitie Text Mining-u. V zavere prvej kapitoly
sme vymedzili v pojmy v oblasti relaénych databaz a NOSQL, ktory poskytuje alternativu
k tradi¢cnym databazam.

V tretej kapitole sme navrhli vSeobecne model, ktorym by sme mali byt schopni
extrahovat’, triedit’ a analyzovat’ r6zne typy dat. Na zacCiatku sme definovali zadklady modelu,
z akych faz by mal pozostavat’. Potom sme definovali podrobnejsie jednotlivé fazy modelu.

V zaverecnej kapitole sme implementovali navrhnuty model na rieSenie konkrétneho
problému, ktory suvisel s extrakciou recenzii z webovych sidiel, spracovanim
nestruktirovanych dat a ulozenim vysledkov relaénych databaz. Z vysledkov vyplynulo, ze
model by bolo mozné pouzit’ na takéto typy tloh. Vysledkom modelu pre toto rieSenie bol
zoznam slov charakterizujuce ur€ity tovar, sluzbu alebo atribat obchodu, s ktorymi sa

zékaznici obchodu stretavaju.
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Zoznam priloh

DVD obsahuje nasledovné skripty a jeden Excel stbor:

databazy,
extrakcia,
testovaciaFaza,
aplikacnaFaza,
stopwords_slova,

vizualizacia.
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