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ABSTRAKT

KUCHAR, Frantisek: Tendencie vyvoja zamestnanosti na trhu prace v Slovenskej
republike. — Ekonomicka univerzita v Bratislave. Fakulta hospodarskej informatiky,
Katedra Statistiky FHI — VedUci zavereénej prace: Ing. Katarina Moravéikova, PhD. —
Bratislava: FHI EU, 2020, 77 s.

Ciel'om diplomovej prace je analyzovanie vyvoja zamestnanosti na trhu prace v Slovenskej
republike za obdobie 1994-2018. Praca je rozdelena do Styroch kapitol. Obsahuje 31
grafov, 6 tabuliek a 12 obrdzkov. V prvej kapitole sa venujeme analyze stcasného stavu
zamestnanosti a vymedzeniu pojmov trh prace, zamestnanec, ekonomicky aktivne
obyvatel'stvo, uchadza¢ o zamestnanie, dodato¢na potreba pracovnych sil. V druhej
kapitole je stanoveny hlavny ciel’ a pomocné ciele. V tretej kapitole su popisané metody
potrebné na splnenie cielov. Stvrta kapitola pozostava z grafickej analyzy ¢asového radu.
Potom nasleduje tvorba modelu pomocou Box-Jenkinsovej metodologie. Na zaver tejto

Casti sa venujeme vyberu najvhodnej$ieho modelu a testovaniu jeho kvality.

KPacové slova: zamestnanost, trh prace, Box-Jenkins, ARIMA, stacionarita



ABSTRACT

KUCHAR, Frantigek: Employment trends of labour market in Slovakia. — The University
of Economics in Bratislava. Faculty of Economic Informatics, Department of Statistics —
The supervisor: Ing. Katarina Moravéikova, PhD. — Bratislava: FEI UE, 2020, 77 p.

The aim of the thesis is to analyze the development of employment on the labour market in
the Slovak Republic during 1993-2018. The thesis is divided into four chapters. It contains
31 graphs, 6 tables and 12 pictures. In the first chapter, we analyze the current state of
employment and define the terms labour market, employee, economically active
population, job seeker, additional need for labor. The second chapter sets the main
objective and auxiliary objectives. The third chapter describes the methods used to meet
the objectives. The fourth chapter consists of graphical analysis of time series. This is
followed by modeling using the Box-Jenkins methodology. The end of this section is

focused on selecting the most appropriate model and tests the robustness.

Keywords: employment, labour market, Box-Jenkins, ARIMA, stationarity
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Uvod

Sledovanie zamestnanosti v Slovenskej republike je jednou z najdélezitejSich uloh
Statu. Priaznivy vyvoj tohto ukazovatela je zakladom rozvoja ekonomiky. Neustale
prebieha analyza dat a hl'adanie pri¢in narastu alebo poklesu. Pre §tat je vyhodné, aby ¢o
najviac Tudi pracovalo, ateda nemusel vynakladat vela vydavkov na pomoc
nezamestnanym ob&anom. Casto moZe zamestnanost’ napovedat’ o Spokojnosti &i Zivotnej

arovni ob¢anov daného Statu.

Cielom tejto prace je oboznamit' Citatela so skiimanou problematikou. V prvej
kapitole sme pristupili k popisaniu trhu prace a jeho jednotlivych subjektov. Vymedzili
sme hlavné pojmy potrebné na pochopenie spravania trhu prace. Do tejto Casti sme
zahrnuli zoznamenie sa s metodikami Ustredia prace, socialnych veci a rodiny (UPSVaR),
Statistického tradu Slovenskej republiky (SU SR) aich odlisnostami v definiciach a
vypoc¢toch. Taktiez sme podrobne analyzovali zamestnanost’ na trhu prace, aby sme mali
obraz o tom, ako to v skuto¢nosti vyzerd na Slovensku. K tomu nam pomohol aj Narodny
projekt Progndzy vyvoja na trhu prace v SR Il, ktory vypracovala spolo¢nost TREXIMA.
Vymedzili sme nové pojmy, s ktorymi sme sa v minulosti nestretavali, ako napr. dodato¢na

potreba pracovnej sily.

Nasledne je nevyhnutné urcit si hlavny ciel, ktorého splnenie dosiahneme
pomocou ¢iastkovych cielov. V tretej kapitole sme pomocou slovenskej a zahrani¢nej
literatiry popisali problematiku analyzy c¢asovych radov, presnejSie Box-Jenkinsovu
metodolégiu. Hlavnou vyhodou pouzitia tejto metody je fakt, ze dokaze uspe$né popisat’
dynamické systémy, s ktorymi sa v sti¢asnej ekonomike Casto stretavame. Prognostické
metody su v sucasnosti dolezitym nastrojom pre pochopenie vyvoja dat. Na zaklade metod
v tejto kapitole sme schopny skonstruovat’ model, pomocou ktorého mézeme predpovedat’
buduci vyvoj. Je to vel'mi dolezite pre poskytnutie kvalitnych a zodpovednych rozhodnuti

pre trh préace.

V poslednej kapitole pristipime k praktickej casti tvorby modelu ana zaklade
analyzy vyvoja minulosti, sa pokusime vytvorit modely pre sledovany ukazovatelov.
Nésledne spomedzi vSetkych moznosti vyberieme najviac vyhovujuci model a porovname
ho so skuto¢nost’ou. V zavere stru¢ne zhodnotime vsetky ziskane informéacie a ich vyuzitie

Vv praxi.
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1. Sucasny stav rieSenej problematiky doma a v zahranic¢i

Stcasny ekonomicky rast Slovenska vyznamne ovplyviiuje dianie na trhu préce.
Pre spravnu analyzu je potrebné si prestudovat’ vSetky potrebné pojmy na pochopenie
problematiky. Je dolezité poznat skuto¢ny stav na Slovensku a Vv zahranici. Taktiez pre
analytika je dolezité poznat' oCakavania z externého prostredia, atak lepSie pochopit’

spravanie trhu préce.

1.1 Trh préace

Trh prace chapeme ako vel'mi citlivé a zranitelné miesto, kde sa stretava na jednej
strane ponuka po praci, ana tej druhej dopyt po praci. Do skupiny ponuka po praci
zarad’'ujeme obyvatelov, pricom cenou tejto prace je Casto mzda, resp. ind odmena za
vykonani pracu. Na strane dopytu to sa vSetci ti, ¢o potrebujii zamestnancov, teda
zamestnavatelia. Pre nich je ddlezita celkova cena préce, ktora obsahuju viaceré zlozky ako
napr. hruba mzda, pripadné odvody a aj naturalne a iné odmeny, ktoré mézu zamestnanci

ziskat’. VSetky vzt'ahy medzi tymito dvomi stranami ovplyviiuja Giroven ceny prace.

Zakladnou ¢rtou trhu prace je, ze sa na nom predava samotna praca. Tu chapeme
ako urcita pracovnu aktivitu viazan na individudlne osoby, ktord vykonava uvedomelu
¢innost’ za ohodnotenie. Aj napriek tomu, ze sa tento trh javi ako trhovy mechanizmus,
neplatia prei rovnaké principy ako pri ostatnych volnych trhoch. Napriklad nestretneme sa
t0 s automatickou rovnovahou ponuky a dopytu pri volnej sitazi. Dolezitym faktom je aj
opatrné zaobchadzanie s cenou prace, ktora sa nedokaze okamzite menit, ako pri
finanénych trhoch. Taktiez samotna cena prace sa nedokdze prisposobit’ vzniknutej
pripadnej rovnovdhe medzi dopytom a ponukou po praci, ato hlavne z rbznych
legislativnych dovodov, ako je napr. ur€enie minimalnej mzdy, vysledky kolektivneho

vyjedndvania ¢i rozne nastavené¢ mzdové tarify.

Apreto je trh prace spomedzi vSetkych trhov vel'mi Specifickym miestom,
vyznacujucim sa nizSou flexibilitou ako iné trhy. Za zmienku stoji oboznamenie sa
s dolezitym pojmom tzv. flexi-istoty. Tento pojem berie do Uvahy na jednej strane
pruznost trhu prace ana tej druhej zase urCité istoty pre pracovnikov. (Lubyovd,
Sodomova, 2016)

12



Podl'a zakonnika price povazujeme za zamestnanca, kazdu osobu, ktord je
v pracovhom pomere alebo Vv obdobnom pracovnom vztahu avykonava pre

zamestnavatela zavislu ¢innost’.

1.2 Metodika podl’a UPSVaR

Pri  vypocte ekonomického aktivneho obyvatel'stva dochaddza k urcitej
nekonzistencii, ked'ze sa tento ukazovatel' pocita z priemerného poctu pracujicich za
minuly rok podla SU SR a z priemerného poétu evidovanych nezamestnanych za minuly
rok podla metodiky UPSVaR. TakZe sa tu mie3aju dve rozne metodiky a tato hodnota sa

pouziva pre cely rok. Pre lepSie pochopenie sme uviedli vzorec:
EAOup, = ZAMg,—q + NEZgp g,
kde

EAOyp , — ekonomicky aktivne obyvatel'stvo podla UPSVaR v &ase t,
ZAMg ., — priemerny pocet pracujucich podla SU SR za obdobie t-1,
NEZgp ¢, — priemerny pocet evidovanych nezamestnanych podl'a UPSVaR za obdobie t-1.

Délezitym pojmom pri metodike UPSVaR je uchadza¢ o zamestnanie. Stava sa nim
kazdy obcan, ktory je schopny pracovat’, aktivne si hl'adda zamestnanie, chce pracovat
a dolezitou podmienkou je podanie pisomnej ziadosti o zaradenie do evidencie uchadzacov
0 zamestnanie na prislusnom trade prace. Tato osoba musi spifiat’ aj nasledujuce

podmienky:

® nie je zamestnanec,

e neprevadzkuje samostatnu zarobkovl €innost,

e nevykonava zarobkovu ¢innost’ v zahranici,

e nie je Vvpracovnopravnom pomere podla dohody o praci vykonavanej mimo
pracovného pomeru, pri¢om tu je vynimka, podl'a ktorej méze mat’ tito dohodu, ak
jeho pracovny pomer nepresiahne dokopy 40 dni v kalendarnom roku a mesa¢na

odmena nie je vyssia ako Zivotné minimum na jednu plnoletd osobu. (UPSVaR,
2020)
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Do tejto skupiny sa nezarad’'uju zaujemcovia o0 zamestnanie, t. j. osoby, ktoré
hladaji iné zamestnanie alebo si chcu zlepsit' popripade zmenit' kvalifikdciu pomocou
roznych kurzov a Skoleni. Taktiez sem nezarad’'ujeme osoby pripravujuce sa na vykon
povolania, dochodcov, doCasne praceneschopnych a ob¢anov, ktori poziadali o vyradenie
z tejto evidencie, nespolupracuju s Uradmi préce, vykonavaju pracu nelegalneho typu alebo

im bolo umoznené pracovat’ v zahranici.

Mieru evidovanej nezamestnanosti nasledne na zaklade dohovoru s Medzinarodnou
organizaciou prace, pocita ako podiel disponibilnych uchadza¢ov o zamestnanie, ktori
mozu okamzite nastipit do zamestnania a poctu ekonomicky aktivnych osob podla
metodiky UPSVaR. Taktiez sa rozliSuje registrovana miera nezamestnanosti, ktorej
vypocet je obdobny ako pri evidovanej s tym rozdielom, Ze sa nepouziva disponibilny ale

celkovy pocet uchadzacov 0 zamestnanie.

1.3 Metodika podr'a SU SR

Na Slovensku monitoruje SU SR zamestnanost a nezamestnanost pomocou
vyberového zist'ovania pracovnych sil (VZPS) v domécnostiach. Tato metdda ziskavania
Udajov bola spustené vroku 1993 aplne koreSponduje s pravidlami Medzinarodnej
organizacie prace (ILO). Vyberové zistovanie pozostava zo Stvrtrocného nihodného

vyberu bytov na Gzemi Slovenska.

Vzorku pri zistovani tvori 10 250 bytov, ktoré predstavuju 0,6 % trvalo obyvanych
bytov. Dolezitym krokom je aj pokrytie celeho Uzemia Slovenska, preto sa vyber robi vo
vietkych 79 okresoch. SU SR ziskava informécie o kazdej osobe, ktora Zije v domécnosti
zvoleného bytu. Takymto spdsobom sa kazdy Stvrtrok zahrnie do VZPS priblizne 23 tisic
0s0b s vekom vy§§im ako 15 rokov. (SU SR, 2020)

Do vyberu sa nezahffia tzv. inStitucionalne obyvatel'stvo, t. j. obyvatelia vo
vézniciach alebo klastoroch. Kazdy Stvrtrok pribieha obmena 20 % vzorky, pricom kazdy

vybrany byt je zahrnuty do vzorky na najblizsich pat’ obdobi.

Na zaklade vysledkov sa nasledne pocita ekonomicky aktivne obyvatel'stvo. Podl'a
VZPS tu zarad’'ujeme osoby starSie ako 15 rokov, ktoré pracuju alebo su nezamestnané. Je
potrebné podotknut, ze pocas rokov 1997 az 2005 do tejto skupiny patrili aj vojaci

vykonavajuci vojensku sluzbu.
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Za pracujlcich SU SR povazuje vietky osoby starsie ako 15 rokov, ktoré podas

sledovaného tyzdna:

e vykonali aspon 1 hodinu prace za mzdu, plat alebo ind odmenu (taktiez v pripade,
ze i8lo o pracu na plny alebo iny pracovny cas, ¢i uz to bola doCasna alebo stala
praca),

e pracovali v zahrani¢i menej ako jeden rok, pricom za pracou pravidelne
dochadzaju,

e maju pracu, ale kvoli r6znym dévodom nemohli pracovat’ (Cerpanie dovolenky,
choroba, Strajk, vyluka, materska dovolenka, s vynimkou os6b na rodicovskej
dovolenke a 0s6b na dlhodobom neplatenom vol'ne),

e zarad’'ujeme sem aj osoby, ktoré su ¢lenmi domacnosti podnikatelov a poméahaju

bez toho aby poberali mzdu alebo odmenu.

Za nezamestnani osobu SU SR povazuje vietky osoby od 15 do 74 rokov, ktoré
nemaju ziadnu platenti pracu v sledovanom tyzdni. Za posledné Styri tyzdne aktivne
pristupuju k hladaniu prace alebo Gz pracu maju dohodnutt, no nastlpia na vykon prace
najneskor do troch mesiacov. Patria sem aj osoby, ktoré dokazu zacat’ pracovat’ do dvoch
tyzdilov. Za aktivne hl'adanie povaZzujeme spdsob ndjdenia prace pomocou Uradu prace
alebo inych sprostredkovatelov prace, navStevy pohovorov alebo priprava sa na

podnikatel'skt ¢innost’.

Na zadklade vysSSie popisanych poznatkov medzi ekonomicky neaktivne

obyvatel’stvo podl'a VZPS zarad’'ujeme osoby mimo trhu préce, t. j.:

e 0soby do 15 rokov,
e 0soby starSie ako 15 rokov, ktoré st nezamestnané a nehladaju si pracu alebo

nedokazu zacat’ pracovat’ do 14 dni,

e osoby pripravujice sa na vykon prace, dochodcovia, osoby na rodi¢ovskej

dovolenke,
e azaujimavou skupinou su tzv. odradeni, ktori si nehl'adaji pracu, lebo jednoducho

neveria, e nejakd najdu aj ked’ chcu pracovat’. (SU SR, 2020)
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1.4 Analyza stucasného stavu zamestnanosti

Slovensko uz dlhsiu dobu patri pod EU, apreto nesmie zabudnut sledovat aj
ekonomické strategické ciele tohto zoskupenia krajin. Trh prace zarad'uje EU do oblasti
s vysokou prioritou. Prijatim stratégie Eurépa 2020, EU zdoraznila potrebu zvySovania
zamestnanosti a produktivity. V roku 2010 sa nastavil jeden z hlavnych cielov pre rok
2020, 7e Vpriemere traja zo Styroch ekonomicky aktivnych ob&anov EU bude
zamestnanych. To znamena v percentudlnom vyjadreni, Ze miera zamestnanosti ma mat’
hodnotu 75 %. Nevyhnutnou potrebou na dosiahnutie tohto ciel'a st investicie do

vzdelavania. (Stratégia Eurépa 2020, 2010)

Clenské taty EU maju za ulohu zvySovat' relevantnost’ vysokoskolského vzdelania
pre potreby trhu prace. Poskytovanie kvalitného vzdelania pocas celého pracovného Zivota,
zvysuje schopnost’ prispdsobovat’ sa zmendm pracovnych ¢innosti a odolnost’ hospodarstva
voc¢i vykyvom. A preto bol v roku 2017 prijaty Eurdpsky pilier socialnych prav. Medzi

zakladné zésady patria:

e rovnaka prilezitost’ a pristup na trh prace,
e spravodlivé mzdové oceniovanie a pracovné podmienky,

e socialna ochrana a zaclenenie.

Je vel'mi dolezite zabezpedit moznost’ rekvalifikacie pocas celého zivota a mladym

I'udom umoZnit’ pristup ku kvalitnému vzdelavaciemu systému a rdznym stdzam.

Aktualne sa na Slovensku zvySuje miera zamestnanosti, a to aj vdaka zvySenej
tvorbe poctu vol'nych pracovnych miest, ¢o sposobuje nasledny pokles poctu uchadzacov
0 zamestnanie. Zaujimavy je hlavne prilev pracovnikov z tretich krajin, ktory bol
zapric¢ineny hlavne rozhodnutim vlady o zjednoduSeni sposobu zamestnania migrujicich

pracovnikov.

Hospodarstvo SR rastic solidnym tempom, pricom hlavnym dévodom
ekonomického rastu je unas automobilovy priemysel. To modzeme povazovat za
vynikajucu vyhodu, no musime sa na to pozriet aj z druhej strany. Zavislost SR na

vysledok jedného typu priemyslu je hazard, a to hlavne kvéli citlivosti na externé vplyvy.

Firmy st menej optimistickejSie, ¢o sa reflektuje aj na Grovni zamestnanosti

v priemysle. Hlavnym limitom je unas nedostatok kvalifikovanej sily, ktorej kazdym
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rokom ubuda. V stcasnosti sa tento problém snazi vyrieSit' rezort prace, socialnych veci
arodiny, ktory zrealizoval projekt ,Pripraveny na pracu“. Tento projekt je velkou
prilezitostou pre evidovanych nezamestnanych, ktori maji chut pracovat
Vv automobilovom priemysle, pricom platnost projektu je do 31. marca 2021

s predpokladanymi nakladmi 30,9 miliéna eur. (UPSVaR, 2019)

Pocas trvania projektu je umoznené 20000 uchadzacom o zamestnanie sa
rekvalifikovat.  V prvotnej faze spozndvaju zakladnu odbornd  terminoldgiu
v automobilom, strojarskom a elektrotechnickom priemysle. Velkou vyhodou st hlavne
praktické ukazky a nacvik, ktory tak urychluje rekvalifikiciu. Taktiez pripravuju
uchadzacov na pohovor, pomahaji im s vytvorenim Standardizovaného zivotopisu a z0
zakladmi lean manazmentu, ¢i s d’als§im odbornym vzdelanim. Vdaka vSetkym tymto
krokom dokaze Slovensko zvysit’ kvalifikovanost’” zamestnancov a obsadit’ ich pre pozicie

ako st napr. mechatronik, elektrotechnik automatizacnej techniky, atd’.

Projekt realizuje konzorcium Deutsch-Slowakische Akademien (DSA), dcérska
spolocnost’ nemeckého vzdelavania koncernu EBG a spolo¢nost’ Newport Group (NG),
pricom spolupracuju aj rdoznymi dualnymi akadémiami, ktoré spolupracuju so

spolo¢nost’ami Siemens ¢i Volkswagen.

1.4.1 Dodatocna potreba pracovnych sil

Za poslednych pat’ rokov sa na uzemi SR zlepsilo vyhodnocovanie potrieb trhu
préace. Bolo to zapri¢inené hlavne realizdciou Narodného projektu Prognozy vyvoja na trhu
prace v SR. Tento projekt definoval dolezity faktor na trhu prace, a to dodatocnU potrebu
zamestnancov.  Tento  ukazovatel = vyjadruje  pocet pracovnych  prilezitosti
v nadchadzajucich rokoch, ktoré kvéli réznym okolnostiam nie je mozZne obsadit’
z aktudlneho poctu zamestnanych, pricom vypocet bral do uvahy pocet
vzniknutych, zaniknutych a uvol'nenych pracovnych miest z ddvodu odchodu pracovnikov

z trhu préce.

V roku 2016 Slovensko zaznamenalo historicky najvy$$i ndrast zamestnanych
0sOb, ato 55 tisic 0s6b. Nasledujuci rok sme si stile drzali slusni troven poctu
zamestnanych, presnejSie sme zaznamenali narast o 52 tisic osOb. Spomalenia sa vSak
dostavilo v roku 2018, ked pocet zamestnancov vzrastol o priblizne 46 tisic osob. Za

poklesom stoji fakt, Ze aj pri vytvarani novych pracovnych miest, nedokdZeme najst’
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dostato¢ne kvalifikovanych I'udi na tieto pozicie. Na zaklade grafu ¢. 1, zobrazujuci vyvoj
poctu zamestnancov vo vybranych odvetviach, je hlavnym t'ahtnom stale priemysel, ktory
tvoril priblizne 20 % z celkového narastu poétu zamestnanych 0s0b. K zvyseniu prispeli aj
oblast’ Vzdelavanie a Stavebnictvo, kde sme zaznamenali narast o priblizne 7 a5 tisic
0s6b. (MPSVaR, 2019)

Graf ¢. 1 — Podet zamestnancov v tis. 0s0b vo vybranych odvetviach 2015 - 2019
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m 2015
400 m 2016
300 w2017
200 m 2018
| 2019
100
0 -
Polnohospodarstvo, Priemyselnd vyroba Stavebnictvo Vzdelavanie
lesnictvo a rybolov

Zdroj: Vlastné spracovanie dat zo SU SR

K priaznivejsej situdcii na trhu prace neprispieva oblast’ pol'nohospodarstva, kde uz
od roku 2015 dochadza k postupnému poklesu poctu zamestnanych. V sii¢asnosti sa v§ak
stretivame so spolo¢nym problémom vo vSetkych oblastiach. ZI& alokacia absolventov do
potrebnych odvetvi azvySovanie disponibilného poétu uchadzacov o zamestnanie
spOsobuje spomalenie ekonomiky. Do Uvahy musime zobrat' aj fakt, Ze populécia
Slovenska starne, ¢o potvrdzuje aj graf ¢. 2 porovnavajtci vekovu Strukturu v roku 2008 a
2018.
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Graf ¢. 2 — Vyvoj vekovej Struktary v hospodarstve SR

do 20 rokowv II

k0 a viac rokov -_

m2008 w2018

Zdroj: TREXIMA, 2018

Na trh prace sa dostavaju tzv. miléniové deti, ktorych rocniky povazujeme
z hl'adiska pocetnosti za najslabSie. Zamestnadvatelom robi vrasky na tvari aj odchod
najsilnejSich ro¢nikov, tzv. povojnové ro¢niky. Aj napriek klesajucej miere
nezamestnanosti nedokdzu obsadzovat’ vsetky potrebné pozicie pre zvySujuci sa pocet
objednavok. Pomdct moéze prilev cudzincov ztretich krajin do oblasti s velkymi

problémami so zamestnanost'ou a ul'ahcenie procesu ich zamestnania.

Spolo¢nost  TREXIMA, ktord dlhodobo zbiera udaje od zamestnavatelov
naslednym analyzovanim dospela k zaveru, Ze do roku 2024 bude na Slovensku dodato¢na
potreba pracovnych sil dosahovat’ tiroven priblizne 490 tisic osob. TUto potrebu nasledne

rozdelili do troch zékladnych skupin, ktoré zobrazuje graf ¢. 3.
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Graf ¢. 3 — Dodato¢na potreba pracovnych sil do roku 2024
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Zdroj: TREXIMA, 2018

Predpokladd sa postupny pokles dodatocnej potreby, sposobeny postupnym

spomalenim expanzie ekonomiky od roku 2020. Prognézu od spolo¢nosti TREXIMA na

jednotlivé

Tisice osdb

roky zobrazuje nasledujuci graf ¢. 4.

Graf ¢. 4 — Vyvoj dodato¢nej potreby pracovnych sil 2019-2024
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Zdroj: TREXIMA, 2018

Nahradu pracovnych sil povazujeme za jeden z hlavnych faktorov pri potrebe

fyzickych

0s6b — podnikatel'ov. Za fyzické osoby — podnikatel'ov povazujeme osoby

vykonavajuce podnikavi ¢innost’ na vlastni zodpovednost’ a riadia sa podl'a osobitnych

predpisov.

Patria sem Zzivnostnici, osoby so slobodnym povolanim a samostatne

hospodariaci rol'nici.

20



V stcasnosti sa predpoklada postupny pokles poctu fyzickych os6b — podnikatel’'ov
priblizne o 6 tisic 0sob do roku 2024, ale tento jav mdzeme pozorovat’ uz poslednych 10
rokov. Struktura tejto zlozky pracovného trhu sa viak vyzna¢uje star§imi roénikmi, ¢o
zapri¢ini v najblizSich 5 rokoch pocetny odchod z trhu prace. Potreba fyzickych oséb —
podnikatelov na Slovensku je definovana na zaklade dopytu spolo¢nosti po tovaroch

a sluzbach. (MPSVaR, 2019)

Nedostatoénym poctom fyzickych osob — podnikatelov mé za nésledok rast cien
tovarov a sluzieb. Avsak prazdne miesto na trhu prace sa pri tejto situacii rychlo vyplni
konkurenciou. To znamena, Ze pri odchode z trhu prace nebude nahradeny inou fyzickou

0sobou — podnikatel'om, ale rozsirenim produkcie inych subjektov.

Prilev cudzincov do naSich radov zamestnanych nemd vzdy pozitivny vplyv.
Nespravnym alokovanim do potrebnych oblasti mozeme dospiet’ k stavu, ked’ pracovnici
zo zahrani¢ia spOsobia pokles miezd azamestnanosti domaceho obyvatel'stva.
Zamestnavatel'om na rozdiel od $tatu ide o zisk, a preto v pripade priaznivych podmienok
na zamestnanie cudzincov nastane nezaujem zamestnavatelov hladat’ v radoch

nezamestnanych l'udi Slovenska.

Stat musi dat’ pozor na to aby sa zahraniény pracovnici nestali substitu¢nou, ale
komplementarnou zlozkou pracovného trhu. Obsadenim tychto os6b do oblasti so
skuto¢nym nedostatkom zrad Slovakov, spdsobi zvySenie po¢tu zamestnanych, Groven
produkcie a hlavne sa zvysi vyska danovych prijmov $tatu, o je vyhodne pre Slovensko.
Pri spravnych rozhodnutiach v deciznej sfére cudzinci tak neohrozia doméce pracovné

zlozZky.

Dodato¢nt potrebu na Grovni odvetvi ndrodného hospodarstva méme zobrazenu na
nasledujucom grafe ¢. 5. Najdolezitej$imi odvetviami buda priemysel a obchod, pretoze
priblizne tretina vytvorenych pracovnych pontk v budlcnosti bude v tychto dvoch

odvetviach.
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Graf ¢. 5 — Dodato¢na potreba v odvetviach narodného hospodarstva v r. 2019-2024
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Zdroj: TREXIMA, 2018

Na Slovensku existuje mnozstvo podskupin zamestnani. TREXIMA predpoklada,
ze v rokoch 2019 az 2024 bude péitinu potrieb trhu prace tvorit’ dopyt po Specialistoch.
V tejto kategorii sa nachadza az 90 podskupin zamestnani. Na druhej strane priblizne len
30 podskupin obsahuju administrativne, pomocné a nekvalifikované pozicie. TaktieZ nizsie
mnozstvo podskupin v pripade réznych manuélnych préc. Z toho vyplyva Ze systém na
Slovensku v skupindch s postacujiicou nizkou kvalifikaciou koncentruje potreby do

niekol’kych zamestnani.

Az 56 % celkovej potreby je v pripade nekvalifikovanych pracovnikov
koncentrovand do troch podskupin, apreto pri porovnavani na drovni zamestnani su
Vv popredi nizko kvalifikované pozicie nez Specializované, ked’ze su viac pocetnejSie. Napr.
pri Specialistoch je do najpocetnejSich zamestnani koncentrovand len 21 % potreby.
Nesmieme ale zabudnut, Ze dopyt na trhu prace bude vzdy vyssi pri Specialistoch, len je
tento dopyt rozdeleni do viacerych podskupin, preto jeho relativne vyjadrenie na jednotlive
zamestnania nie je tak vysoké. (MPSVaR, 2019)

Najhor$ie na tom buda upratovacky, vodi¢i nakladnych automobilov a kamionov,
montazni pracovnici V strojarskej vyrobe, kde dodato¢na potrebe do roku 2024 presiahne
hranicu 10 tisic os6b. Tieto pozicie si na tom zle, ak sa na to pozrieme z absoltneho

hladiska. Dolezité je aj relativne postdenie, pretoze aj ked’ je absolitna potreba rovnaka
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relativne vyjadrenie mdze upozornit' na vysSSie zatazenie. Napriklad ak mame dvoch
zamestnavatel'ov, z ktorych jeden zamestndva 10 tisic osdb aten druhy 200, v pripade
potreby 100 o0s6b je dodato¢na potreba v relativnom vyjadreni u prvého len 1 %, no
u mensieho zamestnavatel’a je to az 50 %. Pri podskupinach ako st napr. vyvojari softveru,

programatori, spravcovia databaz, opatrovatelia starSich I'udi bude podiel viac ako 50 %.

1.4.2 Spravanie podnikov na trhu prace

Spolo¢nost’ TREXIMA v roku 2018 vykonala terénny prieskum, v ktorom oslovila
spolu 1418 podnikov sviac ako 620 tisic pracovnikmi, ¢o tvorilo priblizne 30 %
zamestnanych v podnikoch. Vyberova vzorku tvoril mix podnikov zo vSetkych odvetvi
ekonomickych ¢innosti vo vsetkych regionoch. Zber Gdajov prebiehal pomocou osobnych
rozhovorov a elektronicky. Pricom sa vyberova vzorka vytvorila na zaklade

stratifikovaného vyberu bez opakovania.

Néaslednym spracovanim Udajov, dospeli k zaujimavym ¢islam, ktoré nam pomézu
pochopit’ spravanie sa trhu prace. Podniky na Slovensku potrebuju v priemere az 128 dni
na obsadenie voI'ného miesta. Oproti roku 2016, kde bolo potrebnych 86 dni, ide o vyrazny
narast. Najva¢§im problémom je najst dostacujuco kvalifikovanych I'udi na riadiace
pozicie. Dal§im problémom je neochota mladych ludi vykonavat' pracu ako operator &i
montér strojov a zariadeni. Casto sa stretivame aj s neadekvatnymi poziadavkami na

ohodnotenie tychto prac.

NajkratSie potrebné obdobie na obsadenie pracovnej pozicie je Vv sluzbach
a obchode, kde dosahujeme hranicu 80 dni. TaktieZ sa rychlo obsadzuji administrativne
pozicie, ato v priemere za 110 dni. Aj tento fakt nasved¢uje su¢asnému trendu nezaujmu
0 manuélnu pracu. (TREXIMA, 2019)

Dolezité je aj zdoraznit, Ze volné pracovné miesto nam nezvySuje
automaticky dodato¢nu potreba trhu prace. V sucasnosti na trhu prace dochadza k vysokej
fluktudcii, ktord je pri¢inou az 62 % vol'nych miest. Takyto zamestnanec vSak ostava stale
na trhu prace len zmenil zamestnavatela. Krasnym prikladom je oblast ubytovacich

a stravovacich sluzieb, kde dochadza k fluktuacii 90 %.

Hlavnou pri¢inou st mzdy, ktoré si najnizsie spomedzi vSetkych odvetvi. Tento jav
pozorujeme aj v IT odvetvi. IT pracovnici, vd’aka svojej kvalifikovanosti vedia aki maju

hodnotu a mozu si vyberat’ zamestnavatel'ov. Takyto pracovnici opustaju pracovné miesta,
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no stale su sucastou trhu prace, pricom takéto volné pracovné miesta nie je potrebné

doplnit’ napr. z pracovnych sil zo zahranicia.

Podnikatelia v oblasti informa¢nych akomunikaénych technologii su vSak
pozitivne naladeni a ocakavaju zvySenie objemu poskytnutych sluzieb. Podobne aj
odvetvia ako napr. finan¢nictvo, poistovnictvo, vel’koobchod a maloobchod veria v narast
vyprodukovanych tovarov a sluzieb. Na druhej strane postupnym nezdujmom o manuélnu
pracu je kladne naladena len pétina zamestnavatel'ov v tazbe a stavebnictve. Sem patria aj
odvetvia polnohospodarstvo, doprava, lesnictvo a rybolov, kde narast predpoveda len

tretina zamestnavatel'ov.

TREXIMA taktiez tvrdi, Ze zamestnavatelia maji problém s obsadenim az
polovice vol'nych miest zapri¢inenych nedostatkom os6b s potrebnym odborom vzdelania.
Zaujimavé je, e problém s obsadenim nemajd iba v 8 % volnych miest. Dal§im faktorom

neobsadenia je aj nizka atraktivita prace, priblizne 17 % pripadov.

1.4.2 Prilev absolventov na trh prace

Za absolventov prichadzajacich na trh préce, povazujeme osoby, ktoré na
Slovensku ukoncia niektory stupen vzdeldvania anerozhodni sa pokracovat’ dalej

v Stadiu.

Potreby zamestnavatelov vyrazne zavisia od systému vzdeldvania a zloZenia
absolventov §kol. Tieto osoby tvoria vyznamnl zloZku ponuky prace. BohuZial za
klesajacim poctom prichodu absolventov na trh prace stoji demograficky vyvoj porodnosti
v rokoch 2002 az 2003. Pocas tohto obdobia dosiahlo Slovensko historicky najmene;j
narodenych deti. Preto predpokladame pokles prichodu absolventov na trh prace v rokoch
2020 az 2021.

Na zaklade demografického vyvoja pérodnosti, sa predpoklada v rokoch 2019 az
2024 prichod 275 tisic absolventov. Slovensko sa preto dostava do situécie, kedy dopyt
silno prevysi ponuku na trhu prace. V minulosti bola vyhoda na strane zamestnavatel'ov
a mohli si vyberat’ koho zamestnaju. Teraz vSak maju lepSie postavenie zamestnanci, ktori
si mOZu vyberat’ zamestnavatel’a a poZzadovat’ adekvatnejSie podmienky ohodnotenia. Preto
musia zamestnavatelia kvoli ich nedostatku zvadzat konkurenény boj. Vsetky tieto
okolnosti vyustuji do rastu miezd, ktoré mézu naspiat’ prildkat’ Slovakov pracujtcich

Vv zahranic¢i. Pokles a struktiru vysokoskolakov zobrazuje graf ¢. 6.
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Graf ¢. 6 — Podiel vysokoskolakov na trhu prace 2002 oproti 2017

2002

- 24 rocni
—

Prirodné vedy

24 rocni

2017

Zdroj: TREXIMA, 2018

Momentalne panuje znepokojujiica situacia ohladom uplatnenia absolventov
vysokych a strednych $kol z pohl'adu odboru, ktory vystudovali. Pocas stadia len priblizne
10 % Studentov predpokladd, ze sa nebudi venovat po Skole tomu, ¢o Studuju.
V skuto¢nosti ale nastava jav, ked az 50 % absolventov vysokych §kdél nachadza

uplatnenie mimo svojho odboru. (MPSVaR, 2019)

Absolventi pracujici mimo svoj vyStudovany odbor zniZuju vyuzite ekonomického
potencialu  Slovenska. Vznik4 tak neddvera v systém Skolstva a frustricia
zamestnavatel'ov, ktory musia vynakladat d’alSie dodatocné naklady na Skolenia oséb

z inych Studijnych smerov nez zamestnavatel’ potrebuje.

Postupnou neochotou absolventov, ¢i uz dobrovolne alebo vplyvom trhu préce,
vyuzit' vedomosti a zruénosti ziskane pocas Stadia, zvySuju neefektivitu vzdelavania
a vynalozenych finanénych prostriedkov. V takychto pripadoch sa casto stretdvame
s fluktuaciou a so zvySenou mierou vydavkov na aktivne opatrenia trhu prace. Tiez takéto
osoby nadobudaji nizSie mzdy a produktivitu prace nez ich spolupracovnici, ktori

vystudovali v prislichajicom odbore.

Na trhu prace mdze nastat’ aj situdcia, ze absolventi vysokych §kol zacinaji
obsadzovat’ pozicie, na ktoré je postacujtice stredoskolské vzdelanie. Jednym z dévodov je
nedostato¢na kvalitativna a Kvantitativna zhoda medzi trhom préce a systémom

vzdelavania.
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V roku 2012 takto pracovalo 23 % vysokoskolsky vzdelanych, v st¢asnosti je to uz
26 %. Pri¢inou je t'azsie uplatnenie mladych absolventov hned’ po skole, hlave ak pocas
Stadia nepracovali a nenadobudli tak prax. Situacia sa nemeni ani po piatich rokoch po
vyStudovani, ked” v roku 2012 pracovalo na stredoSkolskej pozicii 30 % absolventov

s vysokou Skolou. V stcasnosti sme presiahli hranicu 34 %. (MPSVaR, 2019)

Tento problém nie je len na Slovensku, ale tyka sa aj inych krajin Eurépskej Unie.
Kvalitné vzdelanie je jeden z hlavnych predpokladov dosiahnutia Ziadaného hospodarstva
¢lenskych krajin. Musime za zamerat’ na vyuzitic plného potencialu vzdelavania, aby sa
zabezpecoval rovnopravny pristup ku kvalitnému vzdeldvaniu alebo réznym skoleniam
pocas vietkych faz Zivota. KI'a¢ovou prioritou vietkych krajin EU je Gspe$né nastavenie
procesov vzdelavania, ktoré pomodze znizit nezamestnanost’ absolventov a zvysi ich

rychlost’ adaptovat’ sa na pracu v odbore.
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2. Ciel’ prace

Hlavnym cielom prace je analyza zamestnanosti na trhu prace v Slovenskej
republike. Pre naSe potreby sme si zvolili vyuzite ARIMA modelov. Ked’Ze ekonomické
Casové rady su Casto poznacené sezonnostou, budeme musiet’ pristupit’ ku komplexnej

analyze casového radu.

V tejto praci sme sa zamerali hlavne na vyvoj poCtu zamestnanych 0s0b
v sukromnom sektore, ziskanych pomocou vyberového zist'ovania pracovnych sil, ktoré
uskutoéiiuje Statisticky trad Slovenskej republiky. Analyzovat budeme $tvrtroéné Udaje
od roku 1994 po rok 2018, pomocou ktorych sa poktsime predpovedat’ vyvoj na d’alsie
Styri obdobia.

Na analyzu a modelovanie bude pouzity program Statgraphics Centurion XVI
a pomocné programy ako napr. Excel a SAS Enterprise Guide.

Pre dosiahnutic hlavného ciela sme museli pristapit’ k postupnému splneniu

nasledujucich pomocnych ciel'ov:

e popisanie vyvoja po¢tu zamestnanych 0s6b v sikromnom sektore,

e na zaklade predoslej analyzy vykonanie predbeznych tisudkov o tvare modelu,

e kombinaciou parametrov vytvorit' viacero modelov, spomedzi ktorych vyberieme
najvhodne;jsi,

e overenie kvality modelu, S$tatistickej vyznamnosti parametrov a preskimanie
heteroskedasticity hodnét,

e vytvorenie finalnej progn6zy na zaklade vybraného ARIMA modelu.
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3. Metodika prace

Skor ako pristupime k analyze ¢asového radu, je vel'mi délezite zhromazdit' ¢o
najviac informacii o danej problematike a prejst’ si Statistické poznatky o ¢asovych radoch.
V tejto kapitole sa budeme zaoberat’ teoretickym popisom zakladnych vlastnosti ¢asového

radu a metdd, ktoré v praci vyuzijeme.

Casovy rad, mozeme chapat’ ako subor pozorovani, ktoré st chronologicky
zoradené vo vzostupnom poradi. V nasej praci budeme pouzivat data, pri ktorych je

interval medzi jednotlivymi pozorovaniami konstantny.

3.1 Stacionarita ¢asového radu

Stacionarita je vlastnost’ ¢asového radu, ktora u hodnét vyvolava tendenciu vracat’

sa ku konstante. RozliSujeme dva zakladné typy stacionarity:

e Striktnd stacionaria tvrdi, ze spravanie sa ndhodného procesu je invariantné voci
posunu Vv ¢ase. Pravdepodobnostne rozdelenie nahodného vektoru (i , .., Xi) je
z definicie rovnaké ako rozdelenie nahodného vektoru (Xti+h, .., Xw+h) pre
I'ubovol'ny ¢asovy posun h a 'ubovol'né ¢asy ty, .., tk .

e Slab stacionarita na rozdiel od striktnej pozaduje, aby mal prislusny nédhodny
proces konstantnu stredni hodnotu (E(x;) = u), konstantny rozptyl (var(x) = ¢°) a
pre kovarianciu platnost’ vztahu cov(Xi,Xs) = COV(Xt+h,Xs+h) pre kazdé casové

okamihy t, s a pre kazdy ¢asovy posun h.

Av8ak pre viacsinu ekonomickych casovych radov je typicky opak, ateda
nestacionarnost’. Preto sa musi casovy rad hodnot casto transformovat. Medzi

najpouzivanejsie transformacie patria:

e odpocitanie priemeru Yyt — y zaru¢i Ey: = 0, ale nezaruci stacionaritu modelu,
tzn., Ze transformacia je vyhodna pri stacionarnych modeloch s Ey: &= 0,

e odpocitanie trendu y; — a — bt mbze odstranit’ nestacionaritu, transformacia
dobre funguje pri linedrnom trende v ¢asovej rade,

e 1. diferencia Dt =yt — yt-1 vyhodné pri nestacionarite v strednej hodnote,

e 2. diferencia D — Dt1 pouziva sa pri modeloch s nestacionaritou v rozptyle,

e logaritmovanie In yt,
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o diferencie logaritmov In y: — In yt1 casto pouzivané na modelovanie
finan¢nych ¢asovych radov,

e normované diferencie (yYe1)yt.

Nestacionarnost’ ¢asového radu vieme zistit' aj na zaklade grafického posudenia
priebehu autokorelacnej funkcie ACF, pri ktorej dochadza k extrémnemu a pomalému
klesaniu jednotlivych koeficientov. Casto je viak grafické postidenie nepostadujice a svoje
rozhodnutie musime podlozit’ vysledkom testu. V tomto pripade ndm poslazi Rozsireny
Dickey-Fullerov test. O tomto teste si viac povieme pri integrovanych procesoch ARIMA
(podkapitola 3.4.3).

3.2 Autokorela¢na a parcialna autokorela¢na funkcia

Typickym znakom, sktorym sa stretdvame pri ¢asovych radoch je silna
korelovanost. Na kvantitativny popis tohto javu v Statistike vyuZzivame autokorela¢né

funkcie, resp. parcialne autokorelacné funkcie.

Mierou linearnej zavislosti ¢asovo posunutych veli¢in ar aawk SU koeficienty
autokorelacie rezidui definované vztahom
T A A
_ Di=t+1 8t Qe

Te = P = T A2
t=14a¢

Graf, v ktorom st na vodorovnej osi ¢asové posuny a nha zvislej osi s rozpétim od -1
do 1 koeficienty autokorelacie rezidui rk, sa nazyva rezidualnou autokorela¢nou funkciou
(ACF). Taktiez sa v tomto grafe nachadzaji 95 % intervaly spolahlivosti (-2/\'T, 2/NT).
V pripade, Ze Ziadny autokorelacny koeficient rx nepresiahne tieto hranice, moéZeme

predpokladat’, Ze nesystematicka zloZka nie je autokorelovana.

Pomocou grafu autokorelacnej funkcie rezidui, dokdZeme zistit’ sezénnu zlozku
v reziduach. V pripade Stvrtroénych dat sa predpoklada, ze nam S$tvrty koeficient
autokorelacie prekro¢i hornu hranicu 95 % intervalu spolahlivosti pre koeficienty

autokorelécie rezidui, a teda bude Statisticky vyznamny.

Grafické posudenie spravania sa autokorelacnej funkcie je pre prakticka cast
vyznamnym prvkom, ktory nam napoveda, aky typ modelu zvolit’ a jeho pocet parametrov.
NajdolezitejSie je identifikovat’ tzv. bod useknutia ko. Za touto hodnotou zacina byt

autokorela¢na funkcia nulova.
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Autokorela¢éna funkcia nam poskytuje informacie o sile linedrnej zavislosti medzi
veli¢inami Yyt aywk. Korelacia medzi ndhodnymi veli¢inami y; ayik vSak moze byt
zapri€¢inend ich korelaciou s veli¢inami Yt1 Yi2 .., Yek+1. AvSak parcidlna autokorelacna
funkcia (PACF) ndm dava informécie o korelacii veli¢in ocistenti o vplyv veli¢in leZiacich
medzi nimi. Parcialnu autokorelaciu s posunom k vyjadruje parcilny regresny koeficient

ok V autoregresii k-tého radu
Y= PYer T Yo T T OVt 8
kde veli¢ina e; je nekorelovana s veli¢inami yj, j = 1,2, ..., k.

V pripade nahodného c¢asového radu sa hodnoty autokorela¢nych koeficientov
v kazdom Casovom posune priblizuju nule. Ak mame niekol’ko prvych autokorelaénych
koeficientov vysokych apotom ich hodnoty postupne klesaju k nule s pribadajucim

posunom, vykazuje ndm to pritomnost’ trendu.

3.3 Testovanie rezidui

Pri overovani modelu sa musime zaoberat’ aj reziduami. V tejto podkapitole si
popiseme testy tykajice sa podmienok o nahodnych zlozkach e modelu, ktorych platnost’
je nevyhnutnd pri ziskani modelu pomocou metddy najmensich Stvorcov. Ked'ze nahodné

zloZky nepozname, mbzeme tieto predpoklady overit’ na reziduach é;.

V pripade kratkodobych radov, a ked’ nepozname pravdepodobnostné rozdelenie
nahodnych premennych, pouzijeme neparametrické test ndhodnosti premennych. Sti¢astou

kazdého testovania je uspe$ne naformulovanie spravnych hypotéz:

e Ho: yt=fo + e, pricom fo je konstanta a et SU vzajomne linearne zavislé,

e Hi: non Ho, pricom fo nie je konstanta, alebo e SU vzajomne linedrne zavislé.

Prvy spdsob na overenie hypotéz sa vyuziva znamienkovy test sekvencii nad alebo

pod medianom (runs above and below median).

e prvym dolezitym krokom je usporiadanie ¢asového radu podla velkosti a ndsledne
najst’ median Yo so,
e nasledne budeme porovnavat hodnoty casového radu s medidnom (y: — Yos0),

pri¢om si v§imame znamienka + alebo —,
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e mnozstvo plusov alebo minusov za sebou vytvara sekvencie, tzv. runs alebo
obdobia,
e nasledne si urCime testovaciu Statistiku R pomocou, ktorej testujeme nulovu

hypotézu podl'a nasledujiuceho testovacieho kritéria pre ¢asové rady (T > 40):

R — ug

OR

zZ= ~N(0;1),

kde R — pocet sekvencii nad a pod medianom,
Ur = m + 1 — o€akavany pocet sekvencii,

m(m-1)

o smerodajnd odchylka poctu sekvencii,

O-R:

oy T f ,
prifomm = =, ak T je parne;

m= (T:), ak T je neparne,

e nulovul hypotézu zamietneme na hladine vyznamnosti a, ak:

|z] >z, a,

pricom rad obsahuje trend alebo e; sU vzajomne zavislé.

Druhym doélezitym testom pri tejto problematike je test nahodnosti zalozeny na

bodoch obratu (runs up and down or turning points test od randomness).

Postup testovania je nasledovny:

e na zaciatok si vytvorime rad prvych absolutnych diferencii (yt — y+.1) pret =2, 3, ...,
T,

e nasledne si diferencie ozna¢ime znamienkami + (Yt > yt-1) @ — (Yt < Y1),

e sledujeme pocet bodov obratov U, t. j. ¢asovy okamih ked je znamienko pri
diferencii iné ako v nasledujucom okamihu,

e vypocitame si testovaciu charakteristiku vhodnu pre ¢asové rady (T > 20):

U— uy
Oy

z= ~N(0; 1),

kde U — pocet bodov obratu,
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2(T-2 A
Uy = % — oCakavany pocet bodov obratu,

16T—29 . , y
oy = — smerodajna odchylka po¢tu bodov obratu,
v 90

e nulovl hypotézu zamietneme na hladine vyznamnosti a, ak:

|z| > Z,

pri¢om je pritomny trend alebo e; sU vzajomné zavislé.

,Zistenie, Ze rezidua s striedavo v kladnych alebo zdpornych zoskupeniach
znamena, ze ak je reziduum v case t kladné, ocakava sa, Ze aj reziduum v ¢ase t + 1 bude

kladné a naopak. Tieto cykly indikuji mozna pozitivnu autokorelaciu medzi susednymi

reziduami.“(Rublikova, 2007, s. 49)

Graficky na zéklade sledovania rezidui v ¢ase mézeme predvidat, ¢i sa tu nachadza
autokorelacia alebo nie. PresnejSie vysledky ziskame pomocou Durbin-Watsonovej

Statistiky, pricom testujeme hypotézy:

e Ho: rady et a er.1 U linedrne nezavislé, resp. p1(e) =0,

e Hi: rady et a er.1 SU pozitivne autokorelované, resp. pi(e) > 0,

Durbin-Watsonovu testovaciu $tatistiku vieme zapisat™:

D_W - 2?=Z(ét_ét—1)2 € (O; 4)

T 42
Yi=16

O zamietnuti alebo prijati nulovej hypotézy sa rozhodujeme na zéklade

empirickych pravidiel:

e ak D-W = 2, nahodné zlozky maju nahodny charakter, a teda nie s autokorelované,

e ak D-W < 2, ndhodné zlozky vykazuju systematicky pohyb v ase, ide o pozitivnu
autokorelovanost’, a preto je potrebné tento pohyb doplnit’ do modelu,

e ak D-W > 2, model nie je vhodny, ked’ze su e: negativne autokorelované (v pripade

ak D-W — 4, ide o silnu negativnu autokorelaciu).

Dalim uzitoénym testom je Box-Pierceov test rezidui, ktory na hladine
vyznamnosti a testuje skupinu prvych m koeficientov autokorelacie aich rovnost’ nule.

Hypotézy pre tento test vieme zapisat’™:
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o Hoipy=p;="=pn=0,
e Hji: non Ho.

Na testovanie sa pouziva testovacia Statistika Qm:
Qm = TZ;?:lrkz ~ Xz(m)-

AK Q =TYr 1# > x? ,(m), tak zamietame nulovi hypotézu na hladine

vyznamnosti a,
kde x2_,(m) je (1 — a) % percentil chi-kvadrat rozdelenia.

Dalsim z problémom pri analyze &asovych radov so sezonnou zlozkou je
heteroskedasticita pozorovani. Heteroskedasticita spésobuje rastucu variabilitu pozorovani
v ¢ase. Hlavnym dévodom je, ze v pripade pritomnosti rasticeho trendu v ¢asovom rade
ma sezénna zlozka tendenciu taktiez rast’ a naopak. Na postdenie homoskedasticity, teda
konstantnosti rozptylu rezidui v ¢ase, mozeme vyuzit' grafické vyobrazenie alebo rdzne

testy.

Graficky mozeme porovnavat rezidua s casom alebo s odhadnutymi, resp.
vyrovnanymi hodnotami. Typickym znakom homoskedastickych rezidui je podobnost
nahodnym reziduam, t. j. rezidua kolisu v uritom pasme okolo nuly s hranicami +
smerodajna odchylka rezidui. Z grafu vsak nie je vzdy jasné, ¢i je heteroskedasticita
Statisticky vyznamna, a preto je adekvatne pouzit’ aj parametricky test homoskedasticity

rezidui. Postup spociva v tom, Ze sa rad rezidui rozdeli na dve rovnako dlhé stibory, pricom

sa predpoklada rovnost’ rozptylov rezidui prvého a druhého suboru:

e Ho: o2 =02,

e Hi:o? # o7

Pri testovani sa vyuziva nasledujuca Statistika:

Fl=—1,=—-1

P rozptyl rezidui_1 (T T >
2 2 '

N rozptyl rezidui_2 -

Ho sa zamieta, ak F > F,_a alebo F < Fa, priCom F,_« a Fa si kvantily
2 2 2 2

Fisherovho rozdelenia pravdepodobnosti s (g -1; g— 1) stupfiami vol'nosti.
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V pripade potvrdenia heteroskedasticity rezidui, musime transformovat’ hodnoty
¢asového radu, pomocou ktorej dosiahneme stabilitu variability pozorovani. Tento fakt
nemdzeme ignorovat, pretoze by bolo znemoznené vyuzitie metody najmensich Stvorcov.
Pri heteroskedasticite ¢asového radu variabilita ndhodnych premennych zavisi od casu,
apreto moézeme tvrdit, Ze sa variabilita rezidui meni s rdznymi hodnotamiy,. Medzi

najcastejSie transformacie patria:

e /y:, ak sa smerodajna odchylka rezidui meni proporcionalne s /9, t. j. 6, =
Ve,
e log (yt), ak smerodajna odchylka rezidui rastie proporcionélne s y, t. j. 6, = k¥,

1 - v s P .
° ak sa smerodajna odchylka rezidui meni Umerne s druhou mocninou odhadov
t

ytz, t. J 6t = k(yt)z-

Pri pouziti regresnych modelov s konstantnym ¢lenom f,, nesmieme zabudnut
overit predpoklad o0 normalite nahodnych premennych, resp. ze maju normalne
pravdepodobnostné rozdelenie s nulovou strednou hodnotou a konstantnym rozptylom. Na

zaklade rezidui modelu vieme tento predpoklad overit:

e graficky,

e chi-kvadrat testom dobrej zhody,

e neparametrickymi testami: Kolmogotovo-Smirnovov test, Shapirov-Wilksov test,
e normovanou Sikmost’ou a Spicatost’ou,

e Jarqueovo-Beraovym testom, a pod.

Od dlhych casovych radov sa ocakdva, Ze vytvoreny histogram rezidui bude mat
hodnoty sustredené okolo strednej hodnoty nula, a je viditena podobnost’ s histogramom

normalneho rozdelenia pravdepodobnosti. TaktieZ sa vyuZzivaji empirické pravidla:

e 99,7 % Standardizovanych rezidui je z intervalu +3 az -3,
* 95 % Standardizovanych rezidui je z intervalu +2 az -2,

e 68 % Standardizovanych rezidui je z intervalu +1 az -1.

Grafické vyhodnotenie mézeme ziskat pomocou skatulového grafu Box-whisker
plot. Normalne rozdelenie je symetrické, ked modus = median = priemer. Od rezidui sa

o¢akava priblizna podobnost’ s normalnym rozdelenim, ak sd ich priemer a median skoro
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rovnake, apreto sa Vv skatulkovou grafe priemer(krizik) bude takmer zhodovat

s medianom(kolma ciara).

Medzi najznamejsi test normality patri chi-kvadrat test dobrej zhody. Bohuzial
hlavnhou nevyhodou tohto testu je, Ze vysledky zavisia od rozsahu suboru, pricom test
mozno pouzit’ len pre dlhé Gasové rady s dizkou okolo sto pozorovani. Preto sa odporuca

vyuzit’ neparametrické testy ako je napr. Kolmogorovov-Smirnovov test.
Pri testovani sa vyuzivaju hypotézy:

e Ho: yr ma normalne rozdelenie,

e Hi: yt nema normalne rozdelenie.

,,Kolmogorovov-Smirnovov test vychadza z predpokladu, Ze distribu¢na funkcia
nahodnej premennej y z vyberového suboru rozsahu n — Fn(y) ma podobné vlastnosti ako
distribu¢na funkcia nahodnej premennej Y v zakladnom subore pri platnosti nulovej
hypotézy — Fo(y).“(Rublikové, 2007, s. 65)

Ak ¢asovy rad ma normalne rozdelenie, plati ze rozdiely medzi Fn(y) a Fo(y) budu

minimalne. Na overenie vyuzivame testovaciu Statistiku:
max[Fo(y) — F,(0)],
pri¢om

polet Udajov v subore <y
Fn(y) = .

n

Test sa sklada z nasledujucich krokov:

e usporiadanie hodnot vyberového suboru podla velkosti,

Y—u ,
ny, kde , a o), st hodnoty pre

e vypocitanie normovanej hodnoty premennej z =

platnost’ Ho,
e urcenie distribu¢nej funkcie Fy(y) a F,(y) = ®(2),
e zistenie hodnoty testovacej $tatistiky: max[Fy,(y) — F,(y)],
e porovnanim hladiny vyznamnosti o S p-value rozhodneme o prijati nulovej

hypotézy, ak a < p-value a naopak zamietneme, ak a > p-value.
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3.4 Box—Jenkinsové modely

Vd’aka néstupu vypoctovej techniky koncom 20. storocia, Statistici mohli zacat’
uplatiiovat’ linearne stochastické modely inak nazyvané ako Boxova-Jenkinsovova
metodologia, ktord sa v sucasnosti pouziva ako novy smer dynamického modelovania
ekonomickych javov vo viacerych vyspelych krajinach. Taktiez by sme tito metédu mohli
zaradit' k matematicky naro¢nej$im metodam, a preto si v nasledujdcich podkapitolach

popiseme cely proces.

,Boxova-Jenkinsova metodologia ARIMA modelov (pre c¢asové rady bez
sezonnosti) alebo SARIMA modelov (pre ¢asové rady so sezoénnou zlozkou) slizi na
modelovanie stochastického vyvoja asového radu, t. j. na modelovanie ndhodnej zlozky
Casového radu (po vylaceni trendu a sezénnosti z Casového radu)“(Rublikova, 2007, s.
195)

Pomocou tychto modelov teda vieme spracovat’ ¢asové rady s navzajom zavislymi
pozorovaniami, ¢o je tazisko ich postupov. Nevyhnutnou podmienkou vyuzitia tychto
metod je stacionarita ¢asového radu, priCom tato vlastnost’ sme si popisali v podkapitole
3.1. Box-Jenkinsova metodologia vytvara ¢o najpresnejsie predpovedné modely pre kazdy
subor udajov. Tieto modely nam poskytuju viac usporiadanej$i postup budovania,

analyzovania a prognézovania modelov ¢asovych radov.

Tato metodika vyuziva najnovSie pozorovania Casového radu ako predvolené
hodnoty, a nasledne analyzuje chyby progndzy v minulosti, aby spravne nastavila budice
obdobie.

Medzi jednu z hlavnych vyhod Box-Jenkinsovej metodologie povazujeme
vyznaénu flexibilitu v analyzovani ¢asového radu. Taktiez sa rychlo prispdsobuje zmenam
a vyborne funguje v rizikovych analyzach a analyzach neistoty. Dokaze analyzovat’ rady,
pri ktorych klasické analyza nie je dostacujuca. Za vyhodu povazujeme aj systemati¢nost’
danej metodologie, ked’ze sa postup sklada z viacerych krokov, ktoré maju vopred dany
krag.

Aj tato metoda ma vSak nevyhody, pricom hlavnou je zlozitost' vypoctu, ked’ze
zahfna niekol’ko itera¢nych postupov. V désledku toho neexistuje Ziadny automatizovany

proces pre modelovanie. V urcitych pripadoch méze byt zna¢nou nevyhodou aj minimalna

potrebna dizka ¢asového radu 50 pozorovani.
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Box-Jenkinsova metodolégia vyuziva na prognozy autoregresné modely a kizavé
priemery. Podl'a toho, aku techniku model pouziva, pozndime modely AR (autoregresny
model), MA (kizavé priemery), ARMA (autoregresny model a kizavé priemery), ARIMA (
integrovany zmieSany model), ktoré moézu byt navyse ré6zneho radu. Tato moznost nam
prindsa znacnu flexibilitu, ale na druhu stranu vyzaduje vela analytickej subjektivity, ku

ktorej potrebujeme subjektivne rozhodovanie a vacsie sklisenosti.

Praktickd aplikdcia je teda c¢asovo aj financne nérocnejSia, kvoli potrebe

Statistického softvéru, a tak stracame prilezitost’ jednoduchsej interpretacie modelu.

3.4.1 Autoregresny proces AR

Najprirodzenejsou formulaciou modelu ¢asovych radov je linearna regresia z
minulych pozorovani, t. j. regresia samotného ¢asového radu. Toto vytvorilo termin

autoregresia. V praxi sa tieto modely ukazuju ako vel'mi dblezité a su najobl'ibenejsie.

Autoregresny proces funguje na principe modelovania vyvoja €asového radu
pomocou ¢asovo oneskorenych hodnoét. Teda pracuje so zavislostou medzi pévodnymi
hodnotami ¢asového radu a oneskorenymi hodnotami. Tento proces ndm poméaha
modelovat’ linearnu zavislost' hodnot ¢asového radu y: od viacerych (p) oneskorenych

hodnét, a preto ho mdzeme nazvat’ autoregresny proces p-teho stupna.
AK E(y;) = pu + 0, potomd ma model AR(p) tvar:
Ve = ¢ot+ 1Y+ + Ppyep te,
kde ¢ = (u— prpt — - — Ppu) = u(1 — X5, 8;).
Ak E(y;) = 0, model ma jednoduchy tvar:
Ve = 1Yt F GpYep Ter
Pomocou spétnéeho operatora B proces mézeme zapisat’:
(1 - ¢B—-— ¢po)}’t = €.

Aby sme mohli pouzit’ model AR musi byt’ splnend podmienka stacionarity, t. j.
proces neobsahuje systematickli zlozku a vieme ho zapisat' ako linearnu kombinaciu

nezavislych rovnako rozdelenych nahodnych premennych. Podmienka je splnend ak
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korene polynomickej rovnice (1 — ¢,B — -+ — ¢,BP)y, = 0 lezia mimo jednotkového
kruhu, resp. ak plati ¢; + ¢, + -+ ¢, < 1. Specilne pri modeli AR(1) nastava situdcia,
ked p; = ¢4, —1 < p; < 1. Pri modeli AR(2) mame musia platit’ podmienky ¢, + ¢, <
1, ¢, — 1 <1; —1 < ¢, < 1. Plati, Ze AR(p) proces je vzdy invertibilny.

Prisposobenie procesu AR(p) udajom casového radu zahfiia tri hlavné kroky.
Najprv je potrebné identifikovat model a jeho poradie. Nasledne pristapime k odhadu
parametrov a na koniec sa overi kvalita odhadnutého modelu pomocou analyzy rezidui,

ktor( sme popisali podkapitole 3.3.

Prvy krok identifikicia modelu najprv vyzaduje overenie, ¢i udaje ukazuju
vlastnosti, vd’aka ktorym je pravdepodobné, ze boli vygenerované z AR(p). Najma Casové
rady, ktoré sa snazime modelovat, musia byt stacionarne. Potrebu procesu AR(p) nam
naznaCuje graf ACF, pri ktorom dochddza k priblizne exponencidlnemu vyvoju v
sinusoidach agraf PACF s rozpoznatelnym skokom medzi koeficientmi pri uréitom

oneskoreni p mensom ako 5 az 10.

Ak dojde k silnému poruseniu ktorejkol'vek z tychto troch nedostatkov, je
nepravdepodobné, Ze AR(p) poskytne uspokojivy vysledok a mézu existovat modely,
ktoré st pre dany problém vhodnejSie. Vyber poradia modelu p sa potom spolicha na
analyzu grafu PACF. Sledovanim jednotlivych koeficientov by sme najskor vyskusali
najjednoduchsi model, ktory sa zda byt’ hodnoverny. To znamena vyber najmenSieho p, pri
ktorom sa predpoklada preruSenie, t. j. uZ spominany skok, po ktorom nenasleduje ziadna
alebo iba malo a slabo vyznamné Ciastocnd autokoreldcia. Pre lepSie pochopenie si

popiSeme nasledujlice grafy na obrazku ¢. 1.

Obrazok ¢. 1 — Teoretické grafy ACF a PACF
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Zdroj: Dettling, 2016
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Z T'avého grafu ACF pozorujeme cyklické spravanie, ktoré ma exponencialny vyvoj
s pomalym rozpadom. Na z&klade pravého grafu PACF najdeme hodnotu, kde dochadza
k danému skoku medzi hodnotami jednotlivych koeficientov autokorelacie, a teda potreby
procesu AR(p). Z grafu to nie je az také jasné, pretoZze mame viacero moznosti p (2, 4, 7
alebo 11). Vyber vysky parametra je diskutabilny, ale odporicéa sa zvolit' najmensieho

v

parametrov, aby model nebol prili$ zlozity.

3.4.2 Proces kizavych priemerov MA

V tejto Casti si popiseme modely kizavych priemerov. Tieto je mozné vnimat ako
roz§irenie procesu bieleho Sumu. Ako uvidime, vedie to k procesu ¢asovych radov, ktory je
stacionarny. Dalej uvidime, Ze¢ v mnohych ohl'adoch st modely s kizavym priemerom
komplementarne s autoregresivnymi modelmi. Niekedy je vhodnejSie namiesto vysokého

stupiia AR procesu pouzit model kizavych priemerov g-teho stupiia MA(q).

Modely kizavych priemerov MA(q) sa uspesné uplatiiujii v mnohych aplikovanych
oblastiach, najmé v ekonometrii. Samotné ¢asové rady ekonomickych ukazovatelov si
ovplyvnené réznymi ndhodnymi udalostami, ako su $trajky, rozhodnutie vlady, referenda,

nedostatok kl'aicovych komodit, atd’.

Takéto udalosti budii mat’ nielen okamzity ti¢inok, ale mozu tiez ovplyvnit hodnotu
(v menSej miere) vierohodnost’ po sebe nasledujlcich obdobi. Pretoze podstatou myslienky
kizavych priemerov je popisat vyvoj hodndt &asového radu pomocou Easového radu
nahodnych $okov. Je preto pravdepodobné, Ze sa kizavé priemerné procesy objavujii v

praxi. Niektoré z ich teoretickych vlastnosti stt navySe komplementarne s procesmi AR.

Vseobecny zapis tohto procesu teda vyjadruje linearnu zavislost hodnét ¢asového
radu y; od g oneskorenych hodnot ndhodnych Sokov et. Pri¢om proces kizavych priemerov

vieme nasledne zapisat’ v tvare (ak E(y;) = u # 0):
Vi = 6 +e—6rep g — - —0Oger_q,
kde 8, = u.
AK E(y;) = u = 0, potom ma model jednoduchsi tvar:
Ye= e — 0161 — - —0Ogeq.
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Pomocou spétného operatora B model MA(Q) vieme zapisat’:
Ve = Hq (B)e;.

Model MA je findlnou formou linearneho procesu, takze vSetky modely MA su
stacionarne. AvSak tento proces pre UspeSnu interpretaciu musi byt aj invertibilny.
Podmienku invertibility proces MA spiiia, ak ho dokdZeme vyjadrit’ vo forme reprezentécie
AR(0), ktord konverguje. To znamena, ze¢ korene polynomickej rovnice (1 — 0B —-—
6,BP) = 0 lezia mimo jednotkového kruhu, t. j. ak plati 6; + 6, + -+ + 6, < 1. Musime
vSak brat’ do tGvahy, Ze nie kazdy invertibilny proces je stacionarny. A taktiez kazdy
stacionarny proces nemusi byt invertibilnym. Podmienka inveribility je ale vyznamna

hlavne pre konstrukciu predpovedi.

3.4.3 Integrovane procesy ARIMA

ARIMA modely sa zameriavaju na popis ¢asovych radov s existujucim
deterministickym trendom, ktory moze byt’ odstraneni diferencovanim, a kde mézeme tieto
rozdiely popisat pomocou modelu ARMA(p,q). Nasledujica tabulka nam popisuje
spravanie ACF a PACF pri procesoch AR(p), MA(g) a ARMA(p,q).

Tabul’ka ¢. 1 — Spravanie ACF a PACF

autokorelacnd funkcia | parcialna autokorela¢na funkcia
AR(p) neprerusi sa prerusi sa od p
MA(Q) prerusi sa od q neprerusi sa
ARMA(p,q) neprerusi sa neprerusi sa

Zdroj: Rublikova, 2008

Pod pojmom ,,prerusi sa“ rozumieme situdciu, ked’ sa dand funkcia po ur¢itom
pocte posunov vynuluje. Pri sledovani autokorelacnej a parcidlnej autokorelaénej funkcii
v pripade AR a MA procesov mdze nastat’ situacia, kedy sa ani jedna funkcia neprerusi.
Ale stava sa to iba vtedy ked mame MA(o0) proces, ktory moze byt invertibilny na
AR(). Bohuzial’ sa tieto procesy nemozu pouzit’ na empirické modelovanie, pretoze st
charakterizované nekonec¢ne vela parametrami. Ale drzime sa pravidla, Ze v aplika¢nych

casovych radoch by sme mali mat’ poc¢et odhadovanych parametrov ¢o najmensi.

Pri vys$Sie popisanych procesoch sme uvazovali, Ze pracujeme so stacionarnym
Casovym radom. V praxi sa ale Casto stretdvame S tym, ze redlne data nedokdzu splnit’
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poziadavku nekorelovanosti chyby prognéz. V pripade, Ze Durbin-Watsonova $tatistika
poukazuje na pritomn0 autokorelaciu, nédsledna analyza rozptylu a regresia bude neplatna
a taktiez zavadzajuca. Preto sa pouziva model, ktory vie pracovat’ aj s takymito ¢asovymi

radmi, a to autoregresny integrovany model kizavych priemerov ARIMA.

Modelovanie pomocou ARIMA modelov je sofistikovana a komplexna metodika,
ktord nekladie doraz na konStrukciu jednorovnicového modelu, ale viacrovnicového.
Oproti regresnym modelom, kde je zavisla premennd Y vysvetlovana niekolkymi
regresormi, je pri ARIMA metode zavisla premennd Y vysvetlovana datami tej istej
premennej Y Vv minulosti spolu s chybovymi ¢lenmi v sucasnych alebo minulych

pozorovaniach.

ARIMA modely mézme povazovat aj za tzv. zachranné modely Vv pripade, Ze naSe
udaje, ktoré sme chceli pouzit’ na linedrne alebo logistické regresné modelovanie, obsahuju
autokorelaciu. NajcastejSie sa tieto modely pouzivaju v marketingovych a socidlnych

predpovediach, priCom sa skladaji z nasledujtcich ¢lenov:

e AR —autoregresny ¢len vyjadruje vztah k predos§lym pozorovaniam ¢asového radu,

e MA — ¢&len kizavych priemerov v modeli vyuziva hodnoty chyb predoslych
predpovedi,

e | — integrany clen nam popisuje vySku diferencidcie potrebnej na odstrdnenie

nestacionarity ¢asového radu.

Pri tvorbe modelov ARIMA je dodlezit¢ urcit rad integrovania resp. stupeii
diferencie. Kedze ekonomické casové rady nie st Casto staciondrne, najcastejSie sa
pouziva prvy alebo druhy stupen diferencovania. V pripade skuseného analytika mézeme
pouzit na odhad stupna diferencovania jednoduchti graficki analyzu Casového radu.
V pripade viditeI'ného stochastického linearneho trendu pouzijeme prva diferenciu, a pri
odstraneni stochastického kvadratického trendu musime pouzit’ druht diferenciu. Zvycajne
sa porovnava variabilita nediferencovaného povodného ¢asového radu s hodnotami po

diferencidcii.

Druhou moznost'ou je posudenie vyberovej autokorelacnej funkcie a vyberovej

parcidlnej autokorelac¢nej funkcie. Diferencidcia je potrebna ak sa:

e prvy koeficient VACF priblizuje kjednej a zvy$né koeficienty klesaju velmi
pomaly linearnym trendom,
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e a sucasne VPACF ma prvu hodnotu blizku k jednej, no ostatné hodnoty klesaju

exponencialne v sinusovych vinach k nule.

Takyto ¢asovy rad je nestacionarny a najvhodne;jsi stupen diferencovania volime na

zaklade najnizSej smerodajnej odchylky.

Musime si dat pozor na to, aby sme rad prili§ nepoddiferencovali alebo
neprediferencovali. Preto okrem subjektivneho posudenia grafov pouzijeme testy
jednotkového korena. Medzi najpouzivanejsi test zarad'ujeme Dickeyov-Fullerov test (DF

test). Overuje sa hypotéza, Zze odhad parametra ¢,z rovnice procesu AR(1):

Ve = P1¥Ve-1 t e,

sa rovna jednej, t. j. existuje jednotkovy koren. Na testovanie sa vyuziva odhad parametrov

regresnej rovnice:

Ay = (p1 — D)ye—1 + e = 8yq +e;.

,,Dickeyov-Fullerov test po odhade parametra ¢ a vypoéte Studentovej Statistiky ts,
porovnava tito hodnotu s tabelovanou t hodnotou. NizSia zadpornd hodnota Statistiky ts
znamena zamietnutie nulovej hypotézy, a teda stacionaritu radu. Pri nezamietnuti nulovej
hypotézy o nestacionarite sa moZe proces testovania opakovat’ s modelmi vysSich
diferencii, az kym nie je nulova hypotéza zamietnutd. Podl'a stupnia diferencie premennej
pri zamietnutej nulovej hypotéze o jej parametri sa potom ur¢i stupen integracie casového

radu.“(Lukacik a Pekar, 2006)

Pri tomto teste vSak kritické hodnoty zavisia od typu modelu. Preto existuju
tabelované kritické hodnoty pre model s absoldtnym ¢lenom aj pre model s absolGtnym
¢lenom a linearnym trendom. Ak nastane situacia, Ze je nahodna zlozka autokorelovana,
DF test prestava fungovat. Preto bol model rozsireny z prvého stupiia na v§eobecny proces

p-teho stupiia, ktory odstrani autokorelaciu nahodnej zlozky.
Nésledne ma rozsireny model tvar:
Ay =6y;1 + Z}):z Dj—1DYe_jr1 t+ €,
rozSireny model, ak obsahuje absolutny ¢len:
Ay, =u+8y;-1 + Z?:z Dj-1Dye—ji1 + e,
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a model, ktory obsahuje navyse aj linearny ¢asovy trend:
Ay, = pu+a;t + 8y, + 25:2 Gj—18y_j1 te; .

V praxi sa tento vylepSeny test vola rozsireny Dickeyov-Fullerov test (augumented
DF test; ADF). Na testovanie pouZzijeme povodné tabelované kritické hodnoty a na vol'bu
optimalnej vysky autoregresného stupnia p nam poslazi Akaikeho alebo Schwarzovho

informacné kritérium (SC).
Postup ADF testu pozostava s nasledujucich siedmych krokov:

1. ako prvé odhadneme metdédou najmensich Stvorcov najvseobecnejsi model,

2. pre testovanie pritomnosti trendu pouZijeme hypotézu a:1=0, ak §=0, v pripade
potvrdenia tejto hypotézy, ¢asovy rad obsahuje deterministicky trend a ideme na
krok 4,

3. pri zamietnuti hypotézy vykoname test o parametri §, ze nadobudne hodnotu nula —
nevyznamnost' tohto parametra potvrdzuje, ze casovy rad je proces nédhodnej
prechadzky s trendom,

4. nasledne testujeme model s absolttnym ¢lenom, ale bez trendu,

5. pre testovanie pritomnosti posunu Vtomto modeli vyuzivame podmienenu
hypotézu u=0, ak §=0 — prijatie hypotézy potvrdzuje, Ze rad je proces nahodnej
prechadzky bez posunu a trendu.

6. Vv pripade zamietnutia hypotézy o nulovom parametri u, testujeme parameter § —
nevyznamnost’ § napoveda, ze ide o proces ndhodnej prechadzky s posunom.

7. ak je 6§ vyznamny v kroku tri alebo Sest’, procedtra sa zastavi, pretoze rad uz je
stacionarny, pricom pre zistenie trendu alebo posunu sa pouZzije klasicky t-test.

(Lukagik, 2006)

Diferencovanim odstranime nestacionaritu v strednej hodnote, ale v praxi sa
moézeme stretnit’ s pripadmi, ked’ ju musime odstranit’ v rozptyle. Pri takejto situdcii
musime uvazovat, ze procesy maju nelinearny charakter a linedrne modely ARIMA
nebudt teda vhodné. Tu ndm pomdze linearizujuca transformécia, ktorda musi byt
vykonana este pred diferencovanim. Linearizovanie logaritmickou transformaciou (log(yx))
zabezpe€i nahodnym zmenam strednych hodnét podobu bieleho Sumu, s normalnym

rozdelenim a konstantnym rozptylom.
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3.4.4 Sezonne procesy SARIMA

Po zozndmeni sa s modelmi ARIMA je uplne prirodzené popisat’ si informacie
0 sezoénnosti Casovych radov, ked’ze pomocou diferencii vieme vplyvy sezonnosti
odstranit’. ,,Myslienka sezonneho procesu je nasledujica: ako v pripade procesu ARIMA
predpokladame vzajomnu zavislost’ medzi veli¢inami ... Yi3, Yt-2, Y1, Yt Vi1, Yi+2, Vi3, ...
Pretoze tento proces obsahuje eSte sezonne kolisanie, mdézeme ocakavat’ i zavislost’ medzi
navzajom zodpovedajucimi veli¢inami v jednotlivych sezonach, t. j. medzi veliCinami ... Yt
25, Yee1s, Vi, Yer1s, Yezs, ... , Kde s je dizka sezonnej periody (pri mesaénych ¢asovych radoch

je to 12, pri Stvrtro¢nych 4 atd’.).“(Rublikova, 2003, s. 134)
Proces SAR(P)s ma nasledujtci vzt'ah:
Ve = P1YVes + Poyros+ -+ Ppyeps + €¢ .
Pomocou spitného operatora ho vieme zapisat’:
(1— @B — ®;B* — -+~ ®pB™)y, = ¢,
resp.
®p(B)y: = e .

Stabilitu procesu zabezpe€uje rovnica ®p(BS)y, = 0, t. j. korene rovnice lezia
mimo jednotkového kruhu. Stacionaritu procesu dosiahneme, ak je mozné ho prepisat’ do

sezénneho linearneho procesu:
Y, = W(BS)e, .
Na zéklade zistenych vedomosti vieme popisat’ proces SMA(Q)s:
Ve =€ — 0165 — 0z 55— — Oper_gs,
a pomocou spéatného operatora:
ye = (1= 0,85 —0,B% — .= 0,8%)e, = 0,(BS)e; .

Obdobne ako pri procese MA(q) aj SMA(Q) je vZdy stacionarny. Pri tomto procese

bude autokorela¢na funkcia nenulové hodnoty nadobudat’ len v sezonnych posunoch s, 2s,
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3s, ..., Qs. Podmienku invertibility spiiia, ak korene rovnice 0y (B®) = 0 lezia mimo

jednotkového kruhu.

ZmieSany proces SARMA(p,q)(P,Q)s vieme =zapisat’ matematicky pomocou

spatného operatora B:

bp(BYPp(B%)y: = 6,(B)0(B%)e,

kde
¢p(B) = (1 — ¢1B — ¢p,B* — -+ — ¢,BP) — nesezénny operator procesu AR(p),
0,(B) = (1 — 6,B — 6,B* — --- — 6,,B7) — nesezbnny operator procesu MA(g),
®,(B%) = (1 — ®,BS — ®,B?5 — ... — &, BPS) — sezonny operator procesu AR(P),
0y(B%) = (1 — ©,B5 — 0,B% — ... — 0,B?) —sezénny operétor procesu MA(Q),

Stacionarita nastdva, ak jeho rovnica autoregresnych procesov ¢, (B)®p(B%) =0
ma korene mimo jednotkového kruhu ainvertibilitu dosiahneme, ak ma

rovnica 6,(B)0, (BS) = 0 korene mimo jednotkového kruhu.

V pripade sezonneho c¢asového radu musime sledovat’ splnenie podmienky
stacionarity aj z pohl'adu sezonnosti. Problém nastava pri stacionarizacii sezonnej irovne,
pretoze dosiahnutie stacionarizacie v celkovej Udrovni nam nemusi automaticky

stacionarizovat’ ¢asovy rad hodnét aj v sezonnej Grovni.
Sezénnu diferenciu ¢asového radu yt s periodou dizky s vyjadrime:
Viye =y — Ye-s = (1 = By, .
Nésledne SARIMA(p, d, q)(P, D, Q)s s konStantou vieme zapisat’ v tvare:
¢p(B)P,(B5)VIVSy, = 6,(B)0,(B*)e; .

Zistit’ potrebu sezonnej diferencie, resp. ¢i budeme musiet’ pouzit’ aj diferenciu
nesezénnu, je nevyhnutnym a velmi doélezitym prvym krokom pri sezonnych ¢asovych
radoch. Zvycajne sa nepouziva druha alebo vyssia sezonna diferencia, a taktiez dokopy sa
v modeli nepouzivaju viac ako dve diferencie spolu. Ak pri grafickej analyze zistime, Ze

koeficienty autokorelacie so sezonnym oneskorenim s postupne klesaju je potrebné pouzit
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sezonnu diferenciu. Pri pouziti sezéonnej diferenciacie stupnia D sa ¢asovy rad skracuje
0 D*s pozorovani. V pripade, ze pouzijeme aj nesezonnu diferenciaciu, nasledne si ¢asovy

rad skratime o d + D*s hodn6t.

Na zéklade ziskanych vedomosti z predoslych casti prace, dokazeme zapisat’ model

SARIMA(p,d,q)(P,D,Q)s pomocou spéatného operatora B nasledujiicim vzt'ahom:
®,(B*)pp(B)(1 — B)H(1 — B*)Py; = 0,(B)0y(B)e; .

Tento model mézeme chéapat’ ako rozsireny, resp. Specidlny typ modelu ARIMA.
Preto su vSetky postupy identifikacie, odhadovania parametrov, predpovedania a kontroly

obdobné ako pri modeloch ARIMA.

3.5 Fazy tvorby modelu

Tvorba modelov pomocou Box-Jenkinsovych modelov pozostava zo S$tyroch
zakladnych krokov. Prvym anajdolezitejSim krokom je identifikacia. Pri tejto Casti
pozorne preskiimame graf casového radu. Niektoré javy nemozno pozorovat’ hned’ na prvy
pohlad, ako napr. pritomnost’ trendu. Ale V tejto pociatocnej faze ide hlavne o subjektivne
posudenie situdcie. Nevyhnutnou podmienkou pouzitia tejto metodologie je stacionarita

¢asového radu. Preto uz v tomto kroku vieme zistit’ potrebu réznych transformacii.

V pripade nestacionarity v rozptyle je vhodné pouzit' linearizaciu ¢asového radu,
teda logaritmickd transforméciu. Nesmieme zabudnut’, ze je vhodné pouzit’ tato techniku
eSte pred samotnym diferencovanim. Hlavnym doévodom je, Zze pouzitim diferencidcie

mozeme dostat’ aj zdporné hodnoty.

Na z&klade grafickej analyzy ACF aPACF pre stacionarny casovy rad
uskuto¢iiujeme vyber vhodnych parametrov do vysledného modelu. Teoretické tvary pre
rozne stupne procesov sme si popisali v podkapitole 3.4. Nevyhodou je ale fakt, ze

rozhodnutie zavisi na skisenosti a cite analytika.

Postupnym pridanim parametrov do modelu zvySujeme jeho presnost, no strdcame
zrozumitelnost. Preto je dolezité najst zlata strednil cestu medzi presnostou

a jednoduchost'ou modelu. Nasledne mozeme pristapit’ k samotnému odhadu modelu.

V tejto faze si odhadneme pomocou softvéru vSetky predpokladané modely, ktoré

berieme do Gvahy na zéklade poznatkov z prvej fazy, ato identifikacie. Na odhad
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parametrov sa zvyc¢ajne vyuziva metdda najmensich Stvorcov. V praxi sa mézeme stretnit’
aj S vyuzitim metody momentov alebo metdody maximalnej vierohodnosti. Kazdopadne to

zavisi hlavne od softvéru, ktory analytik vyuziva.

Pri praktickych analyzach sa Casto stava, ze postupnym kombinovanim parametrov
sa nevieme rozhodnut’ medzi velkym mnozstvom modelov. V tomto pripade si musime
dat’ pozor nato, aby sme modely nepreparametrizovali. Aby sme takejto situacii predisli,
mdzeme pouzit tzv. penalizaéné miery kvality modelu, ako su napr. Akaikeovo

informacné kritérium (AIC) a Swarz-Bayesovo kritérium (SBC).

Tieto doplnkové kritéria su zaloZene na porovnavani rezidui vSetkych dostupnych

modelov pomocou sumarnych Statistik. Pricom tvary tychto kritérii su:

2(p +
AIC = logé}), —I—(qu),
+g)logn
SBC = logé?2, +%,

kde
6§,q — odhadnuty rozptyl bieleho sumu procesu ARMA(p,q),
n — dizka ¢asového radu.

V literatire sa Casto mézeme stretnut’ s inym oznacenim ako SBC, napr. BIC. Pri
porovnavani modelov vyberiem ten, ktory ma hodnoty tychto kritérii najnizsie. Otazne je,
ale podla ktorého kritéria sa rozhodnat’. V praxi sa CastejSie vyuziva hodnota SBC a ma

prioritu pred AIC. Zalezi vSak opét’ na analytikovi, ktorej penalizacnej miere d4 prednost’.

SBC nam poskytuje silne konzistentné odhady parametrov p aq, ale na druhd
stranu s vel’kym rozptylom. Pri poziti AIC je to v8ak naopak, odhady su nekonzistentné
a taktiez sa potvrdilo, Ze tato miera nadhodnocuje stupenn autoregresie. Vyhodou AIC
kritéria je maly rozptyl oproti SBC.

Tieto miery su teda pouzivané na penalizaciu zbyto¢ne vysokych hodnét p aq.
Kritérium bude nizsie, ¢im je niz$ia smerodajna chyba, a ¢im je nizsi pocet vysvetl'ujicich
premennych, ateda parametrov nami vytvoreneho modelu. V tomto kroku nemoézeme

zabudnut’ na podmienku, aby bol ¢asovy rad stacionarny a model invertibilny.
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Po odhadnuti modelu nasleduje faza verifikacie. Pri tejto faze je dolezité
skontrolovat’ kvalitu modelu, a to najmé rezidua. Nasou ulohou je odhadnut’ model tak,
aby jeho rezidud mali viac-menej ndhodné spravanic. To znamenad zabezpeCenie
nekorelovanosti v ¢ase. Vsetky potrebné metodiky sme zmienili v podkapitole 3.3, kde

sme si popisali vSetky vyuzité testy rezidui v praci.

Poslednou fazou je samotné progndzovanie na zéklade vytvoreného modelu.
Hlavnym cielom ARIMA modelov je prognosticka aplik4cia. Preto sa kvalita modelu
uskutodiiuje aj po progndze, ato hlavne za pomoci mier presnosti prognéz. Ulohou
analytika je odhadnat’ model tak, aby sa ¢o najmenej odliSoval od skuto¢nosti. Preto chybu

progndzy vieme zapisat’ nasledujucim vztahom:
€t =YVt — Ve -

Medzi miery presnosti patri viacero priemernych charakteristik, ktoré si postupne
popiSeme. Ako prvua si rozoberieme priemernti chybu oznacovanu aj ako ME, t. j. mean
error. Tato miera nadobuda zapornG hodnotu v pripade, ze nadhodnocuje skuto¢nost’
a kladd hodnotu, ak podhodnocuje realne data. Tato mieru povazujeme za mieru skreslenia

a interpretujeme ju na z&klade jej znamienka, pricom matematicky zapis je nasledovny:

n n

ME =1 0n=90 =1,
~ Ye =Vt = €t .

t=1 1

t=

Priemern& absolutna chyba, ozna¢ovana aj MAE podl'a anglického znenia mean
absolute error, vyjadruje priemernt absolatnu odchylku realnych hodnét ¢asového radu od
tych predikovanych modelom. Tato miera sa vyjadruje v rovnakych jednotkach ako

hodnoty ¢asového radu a matematicky zapis je nasledovny:

n n
MAE—lzI Al—lzl I
T Yt =Vt = €¢l -

t=1 t=1

Dalsou mierou je rozptyl chyb, ktort v literatire oznaduju ako priemernu §tvorcovu
chybu MSE podla anglického vyrazu mean square error. Oproti priemernej absolutne]
odchylky je rozptyl viac citlivy na velké chyby, ktorym pripisuje vyssiu vahu. Tato mieru
¢asto vyuzivame pri vybere z viacerych modelov, ked’ volime model s najnizSou hodnotou

MSE. Vypocet prebieha na zaklade nasledujiceho vzorca:
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n n
MSEzlz (Ve — 91)? =1262
n t — Ve n t -

t=1 t=1

Pricom casto sa stretavame v programoch s hodnotou RMSE (root mean square

error), ¢o je vlastne smerodajna odchylka chyb progndz a vypocitame ju ako:

RMSE = VMSE .

Predchadzajuce miery su vyjadrené v rovnakych jednotkach ako ¢asovy rad, ale
pozndme aj miery, ktoré sa vyjadruju percentuéalne. Patri sem priemernd percentudlna

chyba MPE (mean percentage error), ktort vypocitame podl'a vztahu:

1 n ( 5) 1 n
- e
MPE == %" 210096 =~ =5 100 % .
n = Yt n = Yt
Tak ako MAE ide o mieru skreslenia a interpretuje sa na zaklade znamienka, Cize

ak nadobuda zaporn hodnotu potom systematicky nadhodnocuje realitu a naopak.

Poslednou pouzivanou mierou je priemernd absolutna percentualna chyba, ktord sa
oznacuje taktieZ podl'a anglického znenia MAPE (mean aboslute percentage error). Tato
miera napoveda aku priemernt velkost’ chyb v percentach dosahuje odhadnuty model na
celom useku prognézovania:

n
1 e

n
. .
MAPEz—ZM*mO%:— o 100 %.
nt:l Yt

n
= Yt
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4. Vysledky prace

V tejto Casti prace budeme analyzovat’ ¢asovy rad poctu pracujucich v sGkromnom
sektore za obdobie Q1/1994 — Q4/2018 v Slovenskej republike. Mame presne 100
pozorovani, ¢o je postacujuce pre pouzite Box-Jenkinsovych modelov. Tieto $tvrtro¢né
Udaje sme ziskali z databazy DATACUBE Statistického uradu SR. Udaje s v tisickach
0sdb pracujlcich v sukromnom sektore, ktoré Statisticky tirad zistuje pomocou VZPS.
Nasledne otestujeme stacionaritu ¢asového radu. V pripade, Ze tento predpoklad nespiname
pristipime K vyuzitiu potrebnych transformacii na dosiahnutie stacionarity. Po splneni
tohto poziadavku mézeme modelovat’ pomocou Box-Jenkinsovej metodoldgie. Pokusime
sa najst’ najvhodnejs$i model na prognozu na zaklade ziskanych vedomosti z prvej a tretej

kapitoly.
4.1 Deskriptivna analyza ¢asového radu

Skor ako pristapime k samotnému modelovaniu, musime poznat’ spravanie vyvoja
¢asového radu hodnét. Je dolezite zistit' pritomnost sezénnosti, trendu a stacionarnost’
hodn6t. Na grafe ¢. 7 mame zndzorneny Casovy rad hodndt pocétu pracujicich os6b
v sukromnom sektore v SR, ktory sme si zobrazili v programe Statgraphics Centurion XVI,

pricom sme si ho pomenovali SS ako skratku sukromného sektora.

Graf ¢. 7 — Pocet pracujucich v sukromnom sektore Q1/1994 — Q4/2018
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Zdroj: Vlastné spracovanie dat SU SR

Vyvoj poétu zamestnancov vieme rozdelit do viacerych obdobi. Po vzniku
Slovenskej republiky nastalo obdobie velkych reforiem a doslo K zruseniu vacSiny

dodévatel'skych vztahov medzi Slovenskom a Ceskom. Pozitivom bolo prijatie dafiove;
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reformy, ktord nasmerovala Slovensko k trhovému typu ekonomiky. Vyznamnym krokom
bolo spomalenie privatizacie, ¢o sposobilo rozmach zamestnanosti v suikromnom sektore.
Napomahala tomu aj aktivna politika zamestnanosti, ktora dotovala zamestnavatel'ov pri
zamestnani absolventov. Tato expanzia pokrac¢ovala do roku 1999, ked’ doslo k miernemu
poklesu zapri¢ineny zavretim velkych podnikov. Slovenska vlada, ale v roku 2000 zriadila

Garan¢ny fond, ktory pomahal zamestnancom z velkych podnikov.

Délezitym krokom bolo prijatie Narodného planu zamestnanosti v roku 1999, ktory
zlepSoval schopnost’ ziskat’ zamestnanie, podporoval rozvoj podnikania. Vd’aka tymto
krokom zacali zahrani¢ny investori prichadzat na Slovensko a Vv roku 2002 sme zacali
d’alSiu etapu miernu expanzie poctu zamestnanych v sukromnom sektore. Vyraznejsia
expanzia sa dostavila po vstupe do EU, ked” Slovensko prijalo Narodny akény plan,
ktorého heslom bolo ,,pracovat sa oplati“. Zacalo sa mnozstvo reforiem hlavne sa

pristUpilo k novelizécii zakonnika préace.

Do konca roka 2008 rastol pocet zamestnanych velmi priaznivym tempom, no
potom nastala kriza, ktord zasiahla vSetkych. V roku 2009 doslo k vyraznému prepustaniu
zamestnancov v stikromnej sfére. Nasledky tejto krizy sa zacali zmiernovat’ v roku 2011,
ked’ sa cela EU dostala znajhorSicho. V nasledujicich rokoch nedoslo k extrémnym

narastom alebo poklesom a ich pocet rastol miernym tempom.

Po identifik&cii vyvoja zamestnanych 0sdb v sikromnom sektore mézeme pristapit’
k vyuzitiu $tatistickych metod, ktoré sme si popisali v kapitole ¢. 3. Na zaklade grafu ¢. 7
usudzujeme, ze nie je stacionarny v strednej hodnote, ked’ze hodnoty nekoliSu okolo
konstantného priemeru a maju rastlci trend. Taktiez sa domnievame, Ze ¢asovy rad nie je

stacionarny v rozptyle, to zistime pomocou grafu 1. nesezénnej diferenciacie (graf ¢. 8).

Graf ¢. 8 — 1. nesez6nna diferenciacia
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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Z grafu prvej diferenciacie pozorujeme, Ze variabilita po druhom Stvrtroku 2009 je

niz§ia ako v predoslych obdobiach. Rad je potrebné preto stacionarizovat’ v rozptyle

pomocou logaritmickej transformacie. Nestacionaritu vieme zistit’ aj nasledujucim grafom

¢. 9, kde je zobrazena autokorela¢na funkcia (ACF) povodného ¢asového radu.

Autocorrelations

Graf ¢. 9 — ACF ¢asového radu pracujtacich v stkromnom sektore
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

V grafe autokorelacnej funkcie pdvodnych hodnét casového radu pozorujeme

nestacionarnost’ ¢asového radu v strednej hodnote. Napoveda nam to vel'mi pomaly,

schodovity pokles jednotlivych autokorelacnych koeficientov, ktory nam spésobuje

pritomnost’ trendu. TaktieZ ndm zobrazuje Statistickli nevyznamnost’ prvych 6smych

autokorelacnych koeficientov, ked’ze prekracuju 95 % hranicu intervalu spolahlivosti.

Graf ¢ 10 né&m zobrazuje parcialnu funkciu koeficientov autokorélacie.

Pozorujeme, Ze prvy koeficient je velmi blizky 0 anasledné koeficienty maju tvar

sinusoidnych vin.

Partial Autocorrelations

Graf ¢. 10 — PACF ¢asového radu pracujticich v sukromnom sektore
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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Aj tento pohlad na graf ndm potvrdil nestacionarnost’ ¢asového radu. Zo zistenych
informacii s istotou tvrdime, Ze budeme ¢asovy rad logaritmovat, aby sme odstranili
nestacionaritu vo variabilite a nasledne diferencovat’, ¢im odstranime nestacionaritu
v strednej hodnote. Ked’Ze pouzivame S$tvrtroéne Udaje, je potrebné overit' aj potrebu
sezonnej diferenciacie. Ktomu nam pomdze graf autokorelacnej funkcie prvych

diferenciécii logaritmovaného ¢asového radu, ktory je zobrazeny na grafe ¢. 11.

Graf ¢. 11 — ACF logaritmovaného ¢asového radu 1. diferenciécii
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Na zaklade grafickej analyzy vieme povedat, Ze Stvrty autokorelacny koeficient je
na 5 % hladine vyznamnosti Statisticky vyznamny, a preto bude potrebnd aj sezénna
diferenciécia. Este pred samotnym diferencovanim pouzijeme logaritmickd transformaciu
hodn6t. Nasledne sa pokusime diferencovat’ casovy rad, az kym nedosiahneme
pozadovanu stacionarnost’. Porovname si nasledujuce 3 grafy, kde pouzijeme 1. nesezénnu
diferenciéciu (graf ¢. 12), 1. nesezonnu diferenciaciu a 1. sezonnu diferenciaciu (graf ¢.

13), 2. nesezdnnu diferenciaciu a 1. sezonnu diferenciéciu (graf ¢. 14).

Graf ¢. 12— 1. nesezénna diferenciacia logaritmovaného CR
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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Graf ¢. 13 — 1. nesezonna diferenciacia a 1. sezonna diferenciacia logaritmovaného CR
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Graf &. 14 — 2. nesezénna diferenciécia a 1. sezonna diferenciacia logaritmovaného CR
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Vizualne najstacionarnejsie vyzera graf ¢. 14 po pouziti 2. nesezénnej diferenciacie
a 1. sezonnej diferencidcie. Pri tomto kroku si ale musime dat’ pozor nato, aby nas ¢asovy
rad nebol prediferencovany. Na to nam poslazi nasledujice porovnanie, kde vyberieme

vhodnu diferenciaciu podl'a najniZ$ej hodnoty Standardnej chyby odhadu, teda RMSE.

Obrazok &. 2 — Porovnanie diferenciécii logaritmovaného CR pracujucich v SS

Models

(A) ARIDAACD,1,0) with constant
Math adjustment: Natural log

(B) ARINACD,1,00=00, 1,004 with constant
Math adjustment: Natural log

(Cy ARINACD,2.00:00, 1,004 with constant
Math adjustment: Natural log

Estimation Period

Model | RMSE MAE MAPE ME MPE

(&) 216119 162331 (146144 (-2.05384 0,0194272
(B) 21,003 16,9332 |144638 |0.161235 0.0161912
(C) 229775 |18.4383 [1,55073 |[-023887%9 [-0,018492

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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Po zvazeni jednotlivych hodn6t RMSE z vystupu na obrazku ¢. 2 pre jednotlivé
typy diferencidcii, pouZijeme 1. nesezonnu diferenciaciu a 1. sezénnu diferencidciu. Na
zistenie pritomnosti stacionarity v ¢asovom rade sme vyuzivali hlavne graficka analyzu.
V stcasnosti ale mame aj dokladnejSie techniky ako je napr. rozSireny Dickey-Fullerov
test, ktorym zistime ¢i naSe transformacie pretvorili na§ povodny casovy rad na
stacionarny. V tabulke ¢. 2 mame zobrazené vysledky tohto testu ziskaného v programe
SASEGS5.1

Tabulka ¢. 2 — Rozsireny DF test

Dickey-Fuller Unit Root Tests
Type Lags Rho | Pr <Rho Tau | Pr < Tau F' Pr>F
Zero Mean 0 -52.8563| <.0001| -6.05 <.0001
Single Mean 0 -53.4682| 0.0009 -6.07| <.0001|18.42 0.0010
Trend 0/ -55.0036| 0.0003| -6.18| <.0001|19.09 0.0010

Zdroj: Vlastné spracovanie v programe SAS EG 5.1

Na zaklade p-hodnot testu, mozeme potvrdit’ spravnost’ vol'by stupna diferenciacie,
ked’ze je pri kazdej testovacej Statistike p-hodnota nizsia ako nami zvolena 5 % hladina

vyznamnosti, a teda sme mézeme zamietnut’ nulovi hypotézu o nestacionarite.

4.2 ldentifikacia modelu

Teraz pristipime k jednej z najt'az8ich uloh Box-Jenkinsovych modelov, a to vyber
parametrov ndsho modelu. Na zdklade zobrazenia autokorelacnej funkcie (graf €. 15)
a parcialnej autokorelacnej funkcie (graf ¢. 16) asového radu dokaZeme zvolit vhodné

parametre pre tvorbu modelu.

Graf ¢. 15 — ACF po diferenciacii logaritmovaného CR
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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Na z&klade grafu ¢. 15 zobrazujici autokorela¢nti funkciu diferencovaného
¢asového radu, rozhodneme o predpokladanej vyske procesov MA resp. SMA. Vyrazny
pokles v tretom stipci nam naznacuje pouZitie procesu MA s parametrom 3. Aj napriek
tomu, ze piaty autokorelaény koeficient nepresiahol hranicu Statistickej nevyznamosti,
kvoli naslednému velkému poklesu v Siestom autokorelatnom koeficiente uvazujeme aj

0 procese SMA s parametrom 1.

Graf ¢. 16 — PACF po diferenciacii logaritmovaného CR
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Graf ¢. 16, na ktorom sme si znazornili parcidlnu autokorelacni funkciu
diferencovaného casového radu, nam pomdze identifikovat’ procesy AR resp. SAR.
Statistickd vyznamnost' prvého koeficientu a nasledny pokles ndm naznacuje AR proces
s parametrom 2. Podobnd situaciu mame aj v stvrtom koeficiente, po ktorom nasleduje

pokles, uvazujeme teda aj o procese SAR s parametrom 1.

V nasledujucich krokoch sa pokusime vhodnou kombinaciou parametrov najst’

model na progndézovanie, popripade viacero modelov a vyberieme ten najvhodne;jsi.
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4.3 Tvorba modelov

V predoslej podkapitole sme predpokladali, aké parametre pouZzijeme. Teraz si
postupnym vkladanim parametrov a sledovanim autokorela¢nej funkcie a parcialnej
autokorelac¢nej funkcie vytvorime vhodné modely na progndzu. KedZze na§ casovy rad
tvoria Stvrtroéné Udaje zaéneme so sezonnymi procesmi SAR a SMA. V pripade, Ze

konstanta v modeli nebude vyznamné, odstranime ju.
4.3.1 ARIMA(0,1,0)x(1,1,1)4c

Na zaciatok zistime ako vplyvaju sezénne parametre na nads ¢asovy rad. Na zéklade
vystupu z obrazka ¢. 3 pozorujeme, ze bodové odhady parametrov su $tatisticky vyznamne,

¢o nam potvrdila p-hodnota, ktora je nizsia ako nami zvolena 5 % hladina vyznamnosti.

Obrazok &. 3 — Model ARIMA(0,1,0)x(1,1,1)ac

Forecast Summary

Miath adjustment: Natural log

Moenseazonal differencing of order: 1

Seasonal differencing of order: 1

Forecazt model zelected: ARIBAACD, 1, 001,11 with constant
MNumber of forecasts generated: 0

MNumber of periods withheld for validation: 0

Estimation Falidation
Statistic Period Period
FMSE 18,0973
MAE 13,9973
MAPE 1,19948
ME -2.81454
MPE -0, 277008

AFRIMA Model Summary

Parameter | Estivuate Stnd Error i Pvalue
SAR(L) 0,420172 0,0048231 443111 0,000026
ShACLY 0,233357 0,0210041 45,1954 0, QoM
Mdean -0,0009866358 0000393140 -2.50963 0013834
Constant -0,0005 72092

Baclkforecasting: yes

Estimated white noise variance = 0000257209 with 02 degrees of freedom
E=stimated white noise standard deviation = 0,0160378

MNumber of iterations: 8

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Taktiez dolezitym krokom je otestovanie podmienok stacionarity a invertibiliy
parametrov. V nasom pripade to spifiame, ked’Ze absoliitne hodnoty parametrov st mensie
ako jedna. Pozrime sa blizSie na grafy autokorelacnej a parcialnej autokorelacnej funkcie

a zistime nasledok vlozenia tychto parametrov do modelu.
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Graf &. 17 — ACF modelu ARIMA(0,1,0)x(1,1,1)4c
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
Graf ¢. 18 — PACF modelu ARIMA(0,1,0)x(1,1,1)4c
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Z grafov ¢. 17 a 18 indikujeme potrebu pridat’ do modelu proces AR s parametrom
2 aproces MA s parametrom 3. Vysku parametrov sme zvolili na zdklade skokov, ktoré
vznikaji medzi autokorelacnymi koeficientmi nad hranicou spol’ahlivosti a naslednymi
autokorelacnymi koeficientmi v hraniciach intervalu spolahlivosti. Mali by sme sa vSak
pozriet’ blizSie na proces SAR, ktory modzeme identifikovat’ v grafe parcialnej
autokorelac¢nej funkcie. Momentélne ma tento proces parameter 1, no kvéli vysokému
rozdielu koeficientov v piatom a Siestom autokorelacnom koeficiente, zvazime aj model

s parametrami na drovni 2.
4.3.2 ARIMA(0,1,0)x(2,1,1) 4c

Nasledujuci obrazok ¢. 4 nam popisuje d’alSiu mozni kombinaciu parametrov
modelu, presnejsie zo zvySenim stupiia sezonnej autoregresnej ¢asti SAR na 2. Takymito

postupnymi iteraénymi krokmi sa pokusime ngjst’ rézne modely a vyberieme najvhodnejsi.
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Obrézok ¢. 4 — Model ARIMA(0,1,0)x(2,1,1)ac

Forecast Summary

Math adjustment: Natural log

MNonzeazonal differencing of order: 1

Seazonal differencing of order: 1

Forecast model zelected: ARTAMACD 1 000(2, 1,104 with constant
MNumber of forecasts generated: 0
Number of periods withheld for validation: 0

Estimation Validation

Statiztic Period Period
EMSE 18,0581
MAE 13,7913
MMAPE 117115
MAE -2 23343
MLPE -0.230034

ARIMA Model Summary
Parameter | Estimoie Sind Error i Povalue
SAR(D 0471437 010203 4 61966 0000013
SAR(2) 0157125 0103716 -1.514935  |0,133251
ShAA(L) 0.048102 0,022306 42 5043 (0, 000000
Ivizan -0,0010334 0000340206 -3,095333 | 0,002611
Constant -0,000722306

Backforscasting: yes
Estimated white noize vartance = 0000237173 with 91 degrees of freedom
Eztimated white noize standard deviation = 0,0160367
MNumber of iterations: 10

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

P- hodnota parametra SAR(2) je vysSia ako nami zvolana hladina vyznamnosti 5 %,
teda tento parameter nie je Statisticky vyznamny. V nasledujucich modeloch vsak budeme
S tymto parametrom pocitat’, ked'ze pridanim dalSich parametrov sa mdze stat’ SAR(2)
Statisticky vyznamny. TaktieZz s splnené aj podmienky stacionarity a invertibility. Pre

tento model si zobrazime graf ¢. 19, na ktorom mdzeme sledovat’ zmenu autokorelacnej

funkcie po pridani sezénnych parametrov.

Graf ¢. 19- ACF mo

delu ARIMA(0,1,0)X(2,1,1)ac
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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Graf &. 20 — PACF modelu ARIMA(0,1,0)x(2,1,1)4c
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Z grafu ¢. 20 pozorujeme, ze zvySenie parametra SAR na uroven 2 spdsobilo
zniZenie skoku medzi 5. a 6. koeficientom parcialnej autokorelaénej funkcie, a to spésobilo

znizenie zavislost’ rezidui na predchadzajucich pozorovaniach.
4.3.3 ARIMA(2,1,3)x(0,1,0)4

Teraz sa mdzeme pokusit’ namodelovat’ model s procesmi AR a MA. Z vystupu na
obrazku ¢. 5 pozorujeme Statistickli nevyznamnost’ parametra AR(1), ked’ze je jeho p-

hodnota mierne nad hranicou vyznamnosti 5 %.

Obrazok &. 5 — Model ARIMA(2,1,3)x(0,1,0)4

Forecast Summary

Miath adjustment: Natural log

Monszeazonal differencing of ordar: 1

Seazonal differencing of order: 1

Forecazt modsl zelected: ARTNAC2, 13m0, 1,004
MNumber of forscasts generated: 0

MNumber of periods withheld for vahidation: 0

Esfimetion Falidation
Statistic Period Period

RMSE 17.0722
MMAE 13,0662
MAPE 1.10774

ME -1.21053
MPE 0114468

AFRIMA Model Summary
Parameter | Estimate Stnd Error | Povalue
AR(L) -0.194679 0,100206 -1.941035 0055381
AR(2) -0.476338 0.106893 -4 45638 0,000024
WAL -0,588673 00731459 -8,047935 0, (00000
WA 0. 957502 0.0357272 -26. 3004 0, (HOCROR00
WA(3) 0,611392 00873786 -6.99705 0, 000000

Backforacasting: yes

Estimated white noise variance = 0,000217762 with 90 degrees of freedom
E=ztimated white noize standard deviation = 0,0147568

MNumber of iterations: 12

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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Budeme ale s tymto parametrom pocitat’ aj d’alej, ked’ze naslednou kombinaciou so
sezénnymi procesmi moze byt tento parameter vyznamny. Doélezitym poznatkom je aj
fakt, Ze nie je splnend podmienka invertibility, ked’Zze absolatna hodnota stuc¢tu parametrov
procesu MA nie je nizSia ako 1. AvSak vloZenie tychto parametrov spdsobilo, ze vSetky
koeficienty autokorela¢nej (graf ¢. 21) aj parcidlnej autokorelacnej funkcie (graf ¢. 22) su

V ramci hranic Statistickej vyznamnosti. Tento vysledok zoberieme do uvahy pri d’alSom

modelovani.
Graf ¢. 21 — ACF modelu ARIMA(2,1,3)x(0,1,0)4
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
Graf &. 22 — PACF modelu ARIMA(2,1,3)x(0,1,0)4
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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4.3.4 ARIMA(2,1,3)x(1,1,1)4

Pomocou predoslych troch tzv. ,,pomocnych modelov* pristupime ku kombinacii
tychto modelov a porovname ich medzi sebou. Tento krok bude potrebovat’ mnozstvo
iteraCnych krokov a postupov, ktoré¢ sme uz aplikovali v predoslych cCastiach. Preto Casto

d6jdeme k podobnym zaverom, ktorych interpretacia sa bude mozno podobat’.

Obrazok & 6 — Model ARIMA(2,1,3)x(L,1,1)a

Forecast Summary
Miath adjustment: Natural log
Nonseasonal differsncing of order: 1
Seasonal differencing of order: 1
Forecazt model zelected: ARIDAAC 1 3w(1,1,104
MNumber of forecasts generated: 0
MNumber of periods withheld for validation: 0

Estimation Falidation
Statistic FPeriod Period
EMIEE 15,8900
MAE 11,8307
MAPE 0,997952
ME -2,66817
MFPE -0,216405

ARIMA Model Summary

Parameter | Estimate Stnd Error |f

AR 0,823463 0,13848 3.9600

AR 0,62877 0,127934 -4.0148 0, 000004
MACL) 0439012 0,147888 2968355 0.003854
MAC) 0,68733 0,116838 -5,88447 0, (U Oe0er
MLAC3) -0,281637 0,126166 -2,23227 0028136
SAR(1) 0477347 0,104356 457422 0,000016
ShALLY 0952279 0,0204442 46,5704 0, OO0

EBackforecasting: ves

Estimated white noise variance = 0000193628 with 38 degrees of freedom
E=timated white noise standard deviation = 0,013915

MNumber of iterations: 11

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Pri porovnani p-hodnoty na obrazku ¢. 6 s5 % hladinou vyznamnosti mozeme
tvrdit, Ze vSetky parametre st Statisticky vyznamné. Stacionaritu procesu AR nam
potvrdila platnost’ nasledujdcich podmienok ¢p2 + ¢p1 <1, ¢p2 —p1 <1, -1 < ¢po < 1. Pri
procese SAR pouzijeme nasledujicu podmienku |®i] < 1, ktord& nam potvrdila
staciondrnost. Nesmieme zabudnut' overit podmienky invertibility pre procesy MA
a SMA. O SMA mdzeme potvrdit’ invertibilnost’ pri splneni podmienky |@;]| < 1, ¢o sa
v nasom pripade potvrdilo. V pripade MA procesu sme potvrdili tuto poziadavku, kedze

musi byt absolutna hodnota stuctu vsetkych parametrov mensia ako 1.
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Graf &. 23 — ACF modelu ARIMA(2,1,3)x(1,1,1)4
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
Graf ¢. 24 — PACF modelu ARIMA(2,1,3)x(1,1,1)4
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Vsetky koeficienty ACF a PACF v grafoch ¢. 23 a 24 sU na hladine vyznamnosti 5
% Statisticky vyznamné, ked’Ze neprekrocili hranice znazornene Cervenou ciarou. TO

napoveda o nezavislosti rezidui a vhodnosti modelu na d’al$iu prognozu.
4.3.5 ARIMA(2,1,3)x(2,1,1) 4

Predchadzajuci model spifa vsetky zakladné poziadavky, ale ako sme uZ zistili
Box-Jenkinsonova metodologia je zaloZzend na opakovani krokov. Kombinéciou inych

parametrov mozeme nasledne dospiet’ k ispeSnejSiemu modelu.
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Obrézok ¢. 7 — Model ARIMA(2,1,3)x(2,1,1)ac

Forecast Summary

hiath adjustment: Natural log

Nonseazonal differencing of order: 1

Seasonal differencing of order: 1

Forecazt model zelected: ARIDAAC, 1 3w(2,1, 1 with constant
Number of forecasts generated: 0

Number of periods withheld for validation: 0

Estimation Falidation

Statistic FPeriod FPeriod
FMSE 15,1100
MAE 11,3503
MAPE 0951812
ME -1,04351
MPE -0, 109961

ARIMA Model Summary
Parameter | Estfimaie Sind Error i P-value
AR(L) 08882 00876475 10,1452 0,000000)
AR2) -0,749546 0,0760200 -0,83973 0,000000
ALY 0,300133 0,081743 6,11864 0, QOO0
LAY -0,796184 0049222 -16,1754 0, QOO0 0e0
NACS) 0,237737 0,0385681 4 ADD63 0,000031
SAR(IL) 0,557316 0,110397 504820 0,000002
SAR(2) 0,32718 0108293 -3.02118 0003316
ShAA(T) 0,934547 0,023080:6 40,4903 0, QOO0
Miean -0,000908866 0,000483162 -2, 06733 0041707
Constant -0,000661598

Baclforecasting: yes

Estimated white noise variance = 0000177377 with 36 degrees of freedom
E=ztimated white noize standard deviation = 0,0133183

Number of iterations: &

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Na obrazku ¢. 7 st vSetky parametre $tatisticky vyznamné, ked’ze ich p-hodnoty sU
niz8ie ako nami zvolena 5 % hladina vyznamnosti. Stacionaritu procesu AR nam potvrdila
platnost’ nasledujucich podmienok ¢p2 + ¢p1 < 1, p2 —¢p1 < 1, -1 < ¢ < 1. Pri procese
SAR pouzijeme obdobné podmienky ako pri AR, ktoré aj pri tomto procese potvrdili
stacionarnost. Tak ako pri predchddzajicom modeli, zistime invertibilnost naSich
procesov MA a SMA. Invertibilitu procesu SMA nam potvrdzuje podmienka |0,| < 1.
V pripade MA procesu sme potvrdili tito poziadavku, ked’ze absolitna hodnota suétu

vSetkych parametrov je mensia ako 1.
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Graf ¢. 25 — ACF modelu ARIMA(2,1,3)x(2,1,1)4c
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
Graf ¢. 26 — PACF modelu ARIMA(2,1,3)x(2,1,1)4c
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Tak ako pri predoslom modeli vSetky koeficienty podla grafu ¢. 25 a 26 sU na
hladine vyznamnosti 5 % Sstatisticky vyznamne, ¢o nasvedCuje spravnemu usudku pri

vybere parametrov jednotlivych procesov.

4.4 Vyber modelu

Pomocou kombindcie parametrov. ARIMA modelov sme dospeli k dvom

vyhovujucim modelov:

e ARIMA(2,1,3)x(2,1,1)ac,
e ARIMA(2,1,3)x(1,1,1)a.

V nasledujticej Casti zvolime vhodnejsi model na prognézu poctu pracujucich
Vv stkromnom sektore. Prognozovat’ budeme rok 2019, preto budeme potrebovat’ prognézu
na daldie tyri obdobia. Vyber modelu zvaZzime taktiez na validaénom obdobi o dizke

osem. K zvoleniu spravneho modelu nam dopomoézu aj usudky o statistickej vyznamnosti
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parametrov a o invertibilite, stacionarnosti procesov, ktoré sme ziskali v predchadzajucej
Casti. Taktiez sa rozhodneme na zaklade priemernych charakteristik rezidui a zvazime aj
hodnoty AIC resp. BIC kritéria.

Obrazok ¢. 8 — Porovnanie vyslednych modelov
Models
(A) ARIMIA. L 3)w(2, 1,14 with constant
Math adjustment: Natural log
(B) ARTMIA2.1 3)m(1,1,1)4
Math adjustment: Natural log

Estimation Period
Model | EMSE MAE MAFPE ME MPE
(&) 15,1109 (113505 (0951812 |-1,04331 |-0,100061
(B) 15,8000 118307 (0997952 |-2.66817 |-02164035

Model | RMSE RUNS (RUNM  |AUTO | MEAN |T4R
(A) 15,110¢  |OK 0K 0K OK 0K
B) 13,8000 JOK 0K 0K OK 0K

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Porovnanim RMSE jednotlivych modelov z obrazku ¢. 8, mézeme usudzovat’ ze
model A je vhodnejsi na prognézu, ked’ze model s niz§ou hodnotou RMSE poskytuje uzsie
intervaly spolahlivosti. Podl'a priemernych charakteristik rezidui sa dopustime v obdobi
odhadu chyby v priemere 0,95 % (MAPE) a hodnoty odhadu sa bud( v priemere lisit" od
skuto¢nosti o +/- 15,11 tisic pracujucich v sukromnom sektore. Model mierne
nadhodnocuje tdaje, ¢o ndm potvrdila Statistika MPE, ktora je zdporna. Kazdy Stvrtrok je

nadhodnoteny v priemere 0 0,10 %. VSetky tieto $tatistiky si v prospech modelu A.

Prijatie modelu A ndm potvrdili aj hodnoty AIC a BIC kritéria, ktoré st nizsie ako

v modeli B. Presné hodnoty su v tabul’ke ¢. 3.

Tabul'ka ¢. 3 — AIC/BIC kritérium

Model AIC BIC
(A) | ARIMA(2,1,3)x(2,1,1)sc | 5,61084 5,8453
(B) | ARIMA(2,1,3)x(1,1,1)4 5,67263 5,85499

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Na zaklade vsetkych ziskanych vedomosti z vystupov a nasich vypoctov, volime na
progndzovanie model ARIMA(2,1,3)x(2,1,1)4c. Hoci na§ model spita podmienky
stacionarity a invertibility, ma Statisticky vyznamne vSetky parametre, musime jeho

vhodnost’ a adekvatnost’ na prognozovanie overit pomocou analyzy rezidui s cielom
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overit podmienky bieleho Sumu pre ndhodné zlozky. PresnejSie ich nezavislost,

homoskedasticitu a normalitu.

4.5 Splnenie predpokladov 0 nahodnej zlozke modelu

Ako prvii podmienku otestujeme nezéavislost ndhodnych zloziek. Testovacie

hypotézy zapiSeme do nasledujuceho vzt'ahu:

e Ho: pk(er) = 0, teda nahodné premenné st linearne nezavislé,

e Hi: pk(ey) # 0, teda nahodné premenné su linearne zavislé (autokorelované).

Graficky m6zeme potvrdit’ nezavislost pomocou grafov autokorela¢nej a parcialnej

autokorela¢nej funkcie rezidui na nasledujucich grafoch ¢. 27 a 28.

Graf ¢. 27 — ACF rezidui modelu
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
Graf ¢. 28 — PACF rezidui modelu
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Ziadny z koeficientov nepresahuje svoju 95 % hranicu spolahlivosti, takze mozeme
prijat’ nulovl hypotézu o nezavislosti rezidui modelu. Aby sme nemuseli testovat’ kazdy

koeficient autokorelacie v grafe a nepouzivali len graficka analyzu, pouzijeme aj testy ako
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st napr. znamienkovy test sekvencii nad alebo pod medianom (runs above and below
median), test nahodnosti zalozeny na bodoch obratu (runs up and down) a Boxov-Piercov
test, ktoré sme si popisali v kapitole 3. Vsetky vysledky testov st zobrazené na obrazku ¢.
9.

Obrazok ¢. 9 — Testy nezavislosti nahodnych zloziek

Model: ARTAAC2 1 32,1, 104 with constant
Mdath adjnstment: Matural log

(1) Funs above and below median
MAedian = -0.00172313
MNumber of runz abowve and below median = 52
Expected number of muns = 48,0
Large sample test statistic = =10,723508
P-value =0, 457823

2) Runs up and down
Number of runs up and down = 39
Expected number of mns = 63,0
Large sample test statistic == 0839003
P-wvalue = 0,38984

(3) Box-Pierce Test

Test based on first 24 antocorrelations
Large sample test statistic = 662332
P-value = 0,979854

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Pri vSetkych testoch mame dostato¢né vysokt p-hodnotu na prijatie nulovej

hypotézy, teda koeficienty autokorel&cie sa rovnaju 0, a teda rezidu& modelu st nezavislé.

Pri tvorbe modelu nesmieme zabudnut na heteroskedasticitu, ktora sa cCasto
nachadza v modeloch so sezénnou zlozkou. Nechceme aby nam variabilita ¢asom rastla.

Pre testovanie pouzijeme hypotézy:

L4 H0:0281202821
o Hi o # 0%,

Graf ¢. 29 — Graf rezidui modelu
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

W

Na grafe ¢. 29 pozorujeme vyvoj rezidui v urcitom kon$tantnom pasme bez
nejakého systematického priebehu, a teda variabilita ¢asom nerastie. No aby sme si nase
subjektivne rozhodnutie potvrdili, pristipime k pokroc€ilejSim metédam a pouzijeme testy
0 zhode rozptylov. Sem zarad’'ujeme Bartlettov test, Leveneho test a Cochranov test. My
sme ale v kapitole 3 popisali jednoduchy test homoskedasticity nahodnych zloziek, a to F-
test pre reziduad modelu, ktory je kvoli moznostiam programu pristupnejsi ako predtym
spominane testy a vykoname rozhodnutie o prijati resp. zamietnuti hypotézy na zaklade

tohto testu.

Obrazok ¢. 10 — F-test homoskedasticity ndhodnych zloziek
F-test to Compare Standard Deviations
Mull hypothesis: sigmal = sigmal
Ale. hypothesis: sigmal NE sigma?
F=103614 P-value= 01833831
Do not reject the null hypothesiz for alpha = 0,03,

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Na zéklade vysokej p-hodnoty z obrazku ¢&. 10 potvrdzujeme prijatie nulovej

hypotézy o homoskedasticite rezidui na 5 % hladine vyznamnosti.

Jednou z podmienok bieleho Sumu je aj normalita nahodnych zloziek. Tento
predpoklad ndm umoziuje vypocitat’ intervaly spolahlivosti skuto¢nych hodndt ¢asového
radu, ale aj jeho kratkodobych progn6z. Tak ako pri predchadzajucich testoch mdézeme

pristupit’ najprv ku grafickému overeniu pomocou histogramu.

Graf ¢. 30 — Histogram rezidui modelu
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI
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Z grafického zobrazenia histrogramu rezidui (graf ¢. 30) nemdZeme s urcitostou
tvrdit’ normalitu rezidui, a preto pristipime k sofistikovanej$im metodam ako je napr. Chi-
kvadrat test dobrej zhody, Shapiro-Wilkov test alebo Kolmogorov-Smirnov test. Ked'ze
sme si V kapitole 3 blizSie popisali posledny spominany test, tak pomocou programu

spustime potrebnu proceddru a urobime rozhodnutie pomocou tohto testu.

Obrazok ¢. 11 — Kolmogorov-Smirnov test normality rezidui modelu
Kolmogorov-Smirnov Test
Nermal
DPLUS 0,0404704
DMINUS | 0,0620336
DN 0,0620336
P-Value 0,838068

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

%

Aj pri tomto teste sme pomocou vysokej p-hodnoty z obrazku ¢. 11 potvrdili
prijatie nulovej hypotézy o zhode rezidui s teoretickym normalnym rozdelenim. Po
otestovani vSetkych podmienok bieleho Sumu, mézeme potvrdit vhodnost modelu na

progn6zu. Teraz mozeme pristupit’ k matematickému zapisu nasho modelu.

4.6 Zapis modelu

Pomocou spitného operatora B vieme zapisat model na prognozovanie do

nasledujlceho tvaru:
[1 - (¢1 - q)l)B + (()blcbl - ¢2)Bz + ¢ZCDIBS - CDZBS + ¢1¢2B9¢2®2310]Zt =
=u+(1—6,B—6,B>—0;B3—0,B*+6,0,B5 + 6,0,B° + 6,0,B")e,,
kde
z; = (1 — B)(1 — B*)log (y,) — stacionarny ¢asovy rad po transformaciich,
b1; Py; P5; P1; D, — parametre autoregresnych procesov AR a SAR,

61; 0;; 01; O, — parametre procesov kizavych priemerov MA a SMA,

e; —nahodné zlozky,

U — konstanta.
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Kvoli obtiaznosti zdpisu sme nezapisali model pomocou konkrétnych hodn6t
parametrov ataktiez sme stacionarny casovy rad nechali vtvare z;, teda sme ho

nerozpisovali pomocou hodnét povodného ¢asového radu Y:.

4.7 Simulécia ex-post

Pred progndzou ex-ante sme vykonali simulaciu ex-post a overili si ako na§ model
uspesne namodeloval hodnoty za poslednych 8 obdobi. Vysledné porovnanie sa nachadza
Vv tabul’ke €. 4.

Tabul’ka ¢. 4 — Progndza ex-post od Q1/2017 do Q4/2018

Obdobie | Skuto¢nost’| Ex-post | Chyba prognézy
Q1/17 1458,4| 1432,54 25,86
Q2/17 1467,5| 1466,85 0,65
Q3/17 1479,4| 1478,25 1,15
Q4/17 1478 | 1468,04 9,96
Q1/18 1495,3| 1473,85 21,45
Q2/18 1494,4| 1504,91 -10,51
Qa3/18 1518,5| 1501,68 16,82
Q4/18 1515,3| 1523,35 -8,05

Zdroj: Vlastné vypocty a program Statgraphic Centurion XVI

Pre zistenie kvality progndzy na validacnej mnoZine 8 obdobi pouzijeme miery

presnosti, ktoré mame vo vystupe na obrazku €. 12.

Obrazok ¢. 12 — Miery presnosti prognozy ex-post

Validation Period
Model | RMSE MAE MAPE ME MPE
[4) 143266 |11.8063 (0793228 |7.16547 |0.484536

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Pri testovani modelu na validacnom obdobi 8 Stvrtrokov sme zistili, Ze sme sa
dopustili v priemere 0,79 % chyby (MAPE). Model podhodnocoval hodnoty ¢asového radu
kazdy stvrtrok v priemere 0 0,48 % (MPE). Taktiez sme zistili na zaklade RMSE, Ze sa
odhad odchyl'uje od skuto¢nosti v priemere 0 14,53 tisic pracujucich v sukromnom

sektore.
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4.8 Prognoza ex-ante

Po vSetkom analyzach sme pristapili k findlnej progn6ze na d’alie 4 obdobia, teda

na cely rok 2019. Prognoza aj hranice 95 % intervalu spol’ahlivosti st v tabul’ke €. 5.

Tabulka ¢. 5— Progn6za ex-ante na rok 2019

Lower 95,0% Upper 95,0%
Period |Forecast |Limit Limit
Q1/19 |1503,13 (1463,85 1543,46
Q2/19 |(1495,15 |1428,91 1564,46
Q3/19 |1507,66 (1412,2 1609,58
Q4/19 (1499,7 |1376,4 1634,05

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Na zéklade vystupu prognozy ex-ante na rok 2019, moézeme konStatovat, ze
v prvom kvartali 2019 klesne pocet pracujtcich v sikromnom sektore na hodnotu 1503,13
tis 0s6b. Zaroven sa s pravdepodobnostou 95 % ocakava, Ze sa pocet pracujucich bude

nachadzat’ v intervale od 1463,85 do 1543,46 tisic 0sOb.

V druhom kvartali 2019 sa pocet pracujucich v suikromnom sektore opat’ znizi na
uroven 1495,15 tis. 0sdb. Zaroven sa s pravdepodobnostou 95 % ocakava, ze sa pocet

pracujucich bude nachadzat’ v intervale od 1428,91 do 1564,46 tisic 0séb.

V tretom kvartdli 2019 dbjde k priaznivému nérastu poc¢tu pracujucich
v sukromnom sektore, a to na hodnotu 1507,66 tis. 0s6b. Zaroven sa s pravdepodobnostou
95 % ocakava, ze sa pocet pracujucich bude nachadzat’ v intervale od 1412,2 do 1609,58

tisic oséb.

V stvrtom kvartali 2019 bude pocet pracujicich v sUkromnom sektore vo vyske
1499,7 tis. Zaroven sa s pravdepodobnost’ou 95 % ocakava, ze sa pocet pracujucich bude

nachadzat’ v intervale od 1376,4 do 1634,05 tisic 0s0b.

Pre lepSiu vizualizaciu sme si prognézované hodnoty vlozili do grafu ¢. 31.
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Graf ¢. 31 — Progno6za ex-ante na rok 2019
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Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

V nasledujtcej tabulke ¢. 6 mame porovnanie prognozy ex-ante na rok 2019 so
skutoénymi hodnotami, ktoré sme dokazali ziskat pomocou databiazy SU SR

DATACUBE.

Tabulka ¢. 6 — Porovnanie skuto¢nych hodnét a prognéz

Obdobie | Skutoénost’| Prognoza| ME MPE

Q1/19 1516,8 1503,13 13,67 | 0,90 %
Q2/19 1474,6 1495,15 | -20,55 |-1,39%
Q3/19 1501,5 1507,66 | - 6,16 [-0,41%
Q4/19 1505,8 1499,7 6,1 0,41 %

Zdroj: Vlastné spracovanie v programe Statgraphic Centurion XVI

Nas model prognoézoval prvy aStvrty Stvrtrok menej pracujucich v sukromnom
sektore ako naozaj bolo. Model nadhodnocoval hodnoty ¢asového radu kazdy Stvrtrok
v priemere 0,12 % (MPE). To znamend, ze model nadhodnotil kazdy Stvrtrok v priemere
01,74 (ME) tisic zamestnanych os6b. Na zéklade nizkych priemernych hodndt mier

presnosti MPE a ME usudzujeme, ze sme zvolili vhodny model na prognozu.
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Zaver

Je nesmierne dolezite poznat minuly, sucasny aaj budici vyvoj poctu
zamestnanych o0s6b v sukromnom sektore. Rozvoj zamestnanosti je pre ekonomiku
Slovenka jednou z moznosti ako podporit’ rast domacej ekonomiky audrzat’ si poziciu
prosperujlcej krajiny EU. Schopnost odhadnut vyvoj poétu zamestnanych o0sob
v stkromnom sektore pomdha krajine lepSie sa pripravit na nadchadzajiice obdobie
a hlavne pomaha prijat’ véas spravne rozhodnutia, ktoré pomozu zabranit' nepriaznivému
vyvoju ekonomiky Slovenska. Preto sme uznali za dblezité zanalyzovat vyvoj poctu
zamestnanych o0s6b v sukromnom sektore, aby mohli mat politické rozhodnutia aj

kvantitativne dévody.

Cielom diplomovej prace bolo pomocou vyuzitia Box-Jenkinsovej metodologie
navrhnit’ vhodny model na prognozu po¢tu zamestnanych 0sdb v stkromnom sektore na
vSetky Stvrtroky roku 2019.

Nevyhnutnou podmienkou vyuzitia ARIMA modelov bola stacionarnost’ casového
radu hodn6t. Bohuzial’ va¢sina ekonomickych &asovych radov tato podmienku nespia.
Preto sme ¢asovy rad poc¢tu zamestnanych oséb v sikromnom sektore v tisickach osobach
za obdobie Q1/94 az Q4/18 museli stacionarizovat’ pomocou potrebnych transformacii,
ato logaritmickou transforméciou, aby sme dosiahli stacionaritu v rozptyle a vyuzitim
sezonnej anesezonnej diferenciacie sme dosiahli stacionaritu v strednej hodnote.
Sledovanim vyvoja autokorelacnej a parcialnej autokorela¢nej funkcie transformovaného

radu sme dospeli k vyberu vhodného prognostického modelu.

Na zaklade S$tandardnej chyby RMSE sme vybrali vhodnejsi model, ato
ARIMA(2,1,3)x(2,1,1)4 s konstantou. VyuZitim modelu sme sa dopustili pri odhade roku
2019 v priemere 0,95 % chyby (MAPE), pri¢om hodnoty sa mézu odchyl'ovat’ v priemere
o cca + 15,11 (RMSE) tisic zamestnanych oséb v sitkromnom sektore. Ked’ze je hodnota
MPE<0 model mierne systematicky nadhodnocuje skuto¢nost, ¢o je v absoldtnom
vyjadreni nadhodnotenie kazdého Stvrtroka v priemere 0 1,04 tisic zamestnanych o0séb
v sukromnom sektore. Vsetky parametre modelu su podla testov Statisticky vyznamne
a spihaju podmienky invertibity a stacionarity. Analyzou rezidui sme dospeli k zaveru, ze

spiiajii podmienky bieleho sumu.
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Taktiez sme vykonali analyzu ex-post na valida¢nej mnozine osem obdobi, t. j. rok
2018 a2017. Zistili sme, ze model sa dopustil v priemere 0,79 % chyby (MAPE) a
podhodnocoval hodnoty ¢asového radu kazdy Stvrtrok v priemere o 0,48 % (MPE). Na
zaklade RMSE moézeme tvrdit, Zze sa odhad odchyl'uje od skuto¢nosti v priemere o +
14,53 tisic zamestnanych v sikromnom sektore. Progndza ex-ante na posledny Stvrtrok

2019 predpokladala pokles na tiroven 1499,7 tisic osob.

Tvorba modelu, ktory najlepSie vystihuje vyvoj je citliva zalezitost' a zalezi na
skusenostiach analytika. My sme zvolili ARIMA modely, pomocou ktorych vieme
pomerne rychlo a jednoducho zistit' budiuce hodnoty ukazovatela. Vyhodou je schopnost’
modelovat’ ¢asové rady s periodicitou alebo cyklickymi pohybmi. Nevyhodou tychto
modelov je analyzovanie iba jedného casového radu a fakt, Ze sa oddialuju od
ekonomickej tedrie oproti inym typom modelov. Je nesmierne dolezite model udrziavat’

aktualny a reagovat’ na vyvoj novych pozorovani Gipravou parametrov vysledného modelu.
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