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Úvod 

V současnosti jsou k prognóze finančních časových řad široce využívány lineární 
modely, nicméně tyto modely jsou značně omezeny zejména při aplikaci na sezónní 
a nelineární problémy spojené s nejistotou. Z toho důvodu nelineární metody jako jsou 
neuronové sítě, fuzzy logika a genetické algoritmy přitahují stále větší pozornost. 
Fuzzy logika poskytuje způsob, jak vyvodit definitivní závěry z nejasných, 
nejednoznačných nebo nepřesných informací. Umělá neuronová síť je široce přijímaná 
zejména kvůli její schopnosti naučit se a odhalovat vztahy mezi nelineárními 
proměnnými. Tung a Le (2017) uvádí, že umělá inteligence překonává modely 
statistické regrese a umožňuje hlubší analýzu velkých datových souborů.  

Jak uvádí Novák (2000), fuzzy logika umožňuje obsáhnout nepřesnost a poměrně 
jednoduchým způsobem pracovat s významy slov přirozeného jazyka. Důvod proč 
fuzzy logika funguje, je poměrně překvapivý, neboť využívá vágně charakterizované 
expertní znalosti. Jde o vztah mezi relevancí a přesností informace, tedy princip, který 
hlavní představitel fuzzy logiky Lotfi A. Zadeh (1965), nazval principem 
inkompatibility. Jura (2005) dodává, že člověk se v řadě situací rozhoduje na základě 
nepřesných či neurčitých informací, které získává z vnějšího okolí, nicméně i přesto je 
výsledek jeho činnosti dosažený na základě těchto vágních údajů dostačující. Potenciál 
fuzzy logiky při zlepšování prognostických modelů lze nalézt v různých aplikacích 
díky své známé schopnosti překlenout propast mezi číselnými údaji (kvantitativní 
informace) a jazykovým výrazem (kvalitativní informace). 

Zejména finanční trhy jsou ovlivněny deterministickými a náhodnými faktory. 
Dostál (2011) dále dodává, že hodnoty časových řad cen akciových titulů, komodit, 
kurzů měn apod. jsou ovlivněny složitými ekonomickými a psychologickými jevy, 
které obsahují vysoký podíl chaotičnosti, z toho důvodu patří fuzzy logika a ostatní 
nástroje soft computingu k tomu nejlepšímu, co v současné době existuje pro 
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zpracování a vyhodnocování informací a dat z ekonomické a finanční oblasti. Chang 
a spol. (2011) navazují a uvádějí, že prognóza akciového trhu může být úspěšná pouze 
s použitím nástrojů a technik, které mohou překonat problém nejistoty a nelinearity 
cen. Wang a Wang (2015) uvádějí, že fuzzy logika a neuronové sítě jsou stále častěji 
využívány na finančních trzích a jejich umění predikce je široce uznáváno zejména 
díky schopnosti zachytit nelineární chování. Rao a spol. (2017) tvrdí, že investiční 
rozhodování založené na fuzzy modelu může být velmi užitečné zejména pro 
investory, kteří hledají cestu k minimalizaci rizika při řešení jejich dlouhodobého 
investičního portfolia. Jilani a Burney (2008) představili jednoduchou prognostickou 
metodu fuzzy časové řady. Obdobně Janková (2018) se zabývá využitím fuzzy logiky 
při optimalizaci investičního portfolio jako efektivního nástroje v nastupující digitální 
éře. Dourra a spol. (2002) využívají ve své práci fuzzy informační technologie 
prostřednictvím technické analýzy a simulují lidské chování v obchodování s akciemi. 
Autoři doporučují fuzzy logiku jako vhodnou metodu k řešení složitosti akciového 
trhu. Othman a Schneider (2010) na základě provedené studie považují fuzzy logiku za 
jednodušší a přínosnější pro investory.  

Nicméně, jak uvádí Melin a Castillo (2014) a Castillo a spol. (2007) není rozumné 
využívat přesné funkce příslušnosti fuzzy logiky pro něco nejistého, jako jsou 
například výkyvy akciových indexů či akciových titulů. Tyto přesné funkce 
příslušnosti nejsou schopny zvládnout problémy se začleněním nejistoty, jako jsou 
data se šumem, nestacionární podmínky či chaotické chování typické pro investiční 
prostředí. V tomto případě je nezbytné využít k řešení jiný typ fuzzy logiky, která je 
schopna zvládnout tyto nejistoty, a sice systém type-2 fuzzy logiky (T2FLS). Castillo a 
spol. (2013) uvádí, že T2FLS jsou v podstatě „fuzzy fuzzy“ množiny. Nicméně 
výzkumníci museli nějakou dobu vyčkat, aby se teorie mohla dále vyvíjet a rozvíjet. 
Pokrok T2FLS primárně omezovalo hardwarové vybavení. Chen a spol. (2018) 
upozorňují, že T2FLS mají vyšší aproximační schopnost než neuronové sítě.  

Cílem příspěvku je využití type-2 fuzzy logiky jako podpůrného nástroje 
k investičnímu rozhodování. T2FLS je aplikována na český akciový trh, který doposud 
nebyl využit k testování vyššího stupně fuzzy logiky. Český akciový trh je méně 
efektivní a je charakteristický nižší likviditou než ostatní finanční trh ve vyspělých 
státech. Z toho důvodu je vhodnější na tento trh aplikovat type-2 fuzzy logiku než-li 
type-1 fuzzy logiku, neboť T2FLS je schopna pokrýt vyšší stupeň nejistoty vyplývající 
z těchto typických znaků zkoumaného akciového trhu. T2FLS je navržen tak, aby se 
zvýšila srozumitelnost generovaného modelu a dosáhlo se lepšího výkonu.    

1 Systém type-2 fuzzy logiky 

Nedávno získal systém type-2 fuzzy logiky popularitu v široké škále aplikací 
zejména díky své schopnosti zvládnout vyšší stupeň nejistoty. Linag a Mendel (2000) 
upozorňují na skutečnost, že znalosti, které jsou využívány při konstrukci pravidel 
v systému type-1 fuzzy logiky (T1FLS), jsou nejisté. Existují tři způsoby, jak se 
taková nejistota v pravidlech může objevit: (1) slova, která jsou používána 
v antecedentech a konsekventech pravidel mohou pro různé lidi znamenat různé věci; 
(2) konsekventy získané při hlasování skupiny odborníků se často liší pro stejná 
pravidla; (3) šum v trénovacích datech. Antecedentní nebo konsekventní nejistota se 
transformuje do antecedentní a konsekventní funkce příslušnosti. Systémy type-1 

80



fuzzy logiky nejsou schopny přímo zapracovat tyto nejistoty, naproti tomu systémy 
type-2 fuzzy logiky mohou tuto nejistotu úspěšně zvládnout.  

Z důvodu zvládání vyššího stupně nejistoty, je T2FLS aplikován na problematiku 
finančních trhů. Mezi tyto studie lze zařadit například Jianga a spol. (2018), kteří 
navrhují intervalový T2FLS pro prognózu akciového indexu v Tchaj-wanu, DJIA 
a NASDAQ s využitím fuzzy časové řady. Výsledky fuzzy logiky srovnávají 
s neparametrickým statistickým testování s konstatováním, že jejich navrhovaný 
model převyšuje ostatní metody. Zarandi a spol. (2009) aplikují type-2 fuzzy model 
pro analýzu cen akciových instrumentů automobilového průmyslu v Asii s využitím 
technických a fundamentálních indikátorů. Jejich výsledky jsou velmi povzbudivé 
a mohou být implementovány pro předpovídání cen instrumentů v obchodních 
systémech. Huarng a Yu (2005) navrhli type-2 fuzzy model pro prognózu indexu 
TAIEX, který dosahuje lepších výsledků než type-1 fuzzy model. Liuet a spol. (2012) 
představil type-2 neuro-fuzzy model pro predikci TAIEX. Jejich výsledky ukázaly, že 
tato metoda vykazuje vyšší přesnost předpovědi bez použití dodatečných informací. 
Hasuike a Ishii (2009) diskutují o problému výběru portfolia s type-2 fuzzy 
s očekávanými výnosy s ohledem na subjektivitu investora. Bernardo a spol. (2012) 
navrhli T2FLS, který je schopen generovat souhrnné modely z předem stanoveného 
počtu jazykových pravidel, což uživateli umožňuje pochopit generované modely pro 
predikci arbitrážních příležitostí na akciových trzích. 

1.1 Struktura systému type-2 fuzzy logiky 

Struktura T2FLS je velice podobná struktuře T1FLS. Naměřené reálné proměnné 
jsou nejprve transformovány v bloku fuzzifikace na jazykové proměnné, přičemž 
jazykové proměnné vycházejí ze základních lingvistických proměnných. Dostál a spol. 
(2005) konstatují, že se obvykle využívá tři až sedm atributů této základní proměnné. 
Stupeň příslušnosti atributů dané proměnné v množině je znázorňován matematickou 
funkcí. V T2FLS jsou k dispozici tři typy fuzzifikace. Jestliže jsou naměřená data 
perfektní, modelují se jako ostrá množina, data se šumem a data se stacionárním 
šumem se modelují jako type-1 fuzzy množiny a nakonec data s nestacionárním 
šumem se modelují jako type-2 fuzzy množiny. Přičemž posledně jmenovaný typ 
fuzzifikace nelze provést v T1FLS. 

Obr. 1: Struktura systému type-2 fuzzy logiky 
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Zdroj: (vlastní zpracování., 2018) 

Jak uvádí Medasani a spol. (1998), všechny existující T2FLS funkce příslušnosti 
nejsou nic jiného než modifikované verze konvenčních T1FLS funkcí. Jinými slovy, 
základ původní funkce příslušnosti type-1 je rozmazaný, jestliže si odborník není jistý 
hodnotami funkce příslušnosti kolem určitého konkrétního bodu. Existuje řada fuzzy 
funkcí příslušnosti typu 2, tj. trojúhelníkové, Gaussovy, lichoběžníkové, sigmoidální 
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apod. Gaussova funkce příslušnosti je široce využívána v literatuře, v níž je nejistota 
spojena se střední hodnotou a směrodatnou odchylkou. Na Obr. 2 jsou uvedeny fuzzy 
množiny Gaussova T2FLS s nejistou směrodatnou odchylkou a nejistou střední 
hodnotou. Matematický výraz pro funkci příslušnosti lze vyjádřit následovně: 

 
(1)

kde c a  jsou středem a šířkou funkce příslušnosti a x je vstupní vektor, jak 
popisují Khanesar a spol. (2011). 

Obr. 2: Gaussova funkce příslušnosti T2FLS 

Horní funkce příslušnosti
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Horní funkce příslušnosti

Dolní funkce příslušnosti

c2 c1

 
Zdroj: (vlastní zpracování dle Khanesar a spol., 2011) 

Kayacan a spol. (2018) dodávají, že v aplikacích teorie fuzzy množin jsou funkce 
příslušnosti voleny na základě subjektivního vnímání nejasných nebo nepřesných 
kategorií. Krom toho neexistují žádná kritéria, která by hodnotila vhodnost či 
korektnost zvolené funkce příslušnosti.  

Po fuzzifikaci následuje fuzzy inference, která definuje chování systému za 
pomoci pravidel IF-THEN a na jazykové úrovni vyhodnocujíce stav příslušnosti či 
pravdivosti proměnné. Každá kombinace atributů proměnných, vstupujících do 
systému a vyskytujících se v podmínce, vyjadřuje jedno pravidlo. Následně je potřeba 
pro každé pravidlo stanovit stupeň podpory neboli váhu pravidla v daném systému. 
Výsledkem fuzzy inference, jak uvádí Dostál a spol. (2005), je jazyková proměnná. Ve 
většině aplikací je ovšem zapotřebí konečný výstup jako konkrétní číslo, a ne fuzzy 
množina. V důsledku toho musí být výstupní fuzzy množina konvertována na číslo.  

Fuzzy pravidla definují spojení mezi vstupními a výstupními fuzzy proměnnými. 
Pravidla T2FLS mohou nabízet alternativu v případě potřeba modelovat nejistotu 
problému a dále jsou lepší pro nevyužití přesných stupňů členství, například když jsou 
tréninková data ovlivněna šumem. Fuzzy pravidlo má, dle Castillo a spol. (2007), 
následující formu, kde antecedent a konsekvent jsou nyní typu 2:  

 (2)

kde  je antecedent T2FLS a  je konsekvent T2FLS. Zde  a , jak 
uvádí Taskin a Kumbasar (2015), mohou být konsekventy nebo lineární funkce: 
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 (3)

 (4)

přičemž antecedent je složený fuzzy logický výraz jednoho nebo více 
jednoduchých fuzzy výrazů spojených s fuzzy operátory. Konsekvent je výraz, který 
přiřazuje fuzzy hodnotám výstupní proměnnou. Inferenční systém vyhodnocuje 
všechna pravidla a kombinuje váhy konsekventu všech příslušných pravidel do jedné 
fuzzy množiny pomocí souhrnné operace. 

V T1FLS je proces konverze na konkrétní číslo nazvaný defuzzifikace. Existuje 
mnoho způsobů, jak výsledku docílit, např. výpočet těžiště funkce příslušnosti pro 
danou množinu, výpočet váženého průměru těžiště jednotlivých funkcí příslušnosti 
atd. Nicméně celá záležitost je mnohem komplikovanější pro T2FLS, protože přejít 
z type-2 fuzzy množiny na konkrétní číslo vyžaduje dva kroky. První krok je 
pojmenován jako reduktor typu, ve kterém je type-2 fuzzy množina snížena na type-1 
fuzzy množinu. Existuje tolik reduktorů typů jako je metod defuzifikace T1FLS. 
Nejčastěji se využívá algoritmus vyvinutý Karnikem a Mendelem (2001) a Mendelem 
(2001), který je iterativní a rychlý. Reduktor typu generuje fuzzy množinu T1FLS, 
která se následně transformuje na číselný výstup pomocí defuzzifikace. V případě 
využití metody středu součtů (cos), reduktor typu má následující matematické 
vyjádření, dle Taskina a Kumbasara (2015): 

 
(5)

kde  a  definovány jako: 

 
(6)

 

(7)

přičemž R a L jsou body, které lze nalézt pomocí iterativního algoritmu KM. 

Druhý krok zpracování výstupu, který následuje za reduktorem typu, se také 
nazývá defuzzifikace. Z Obr. 1 je patrné, že mohou existovat dva číselné výstupy 
u T2FLS označené jako „ostrý“ výstup a typ redukované množiny. Posledně 
jmenovaná vyjadřuje míru nejistoty, které mají T2FLS kvůli nejistým vstupním 
měření, jak poznamenává Mendel (2007) a Zarandi a spol. (2009). Z reduktoru typu 
jsou získány průměrné hodnoty ,  a výpočet výstupu procesu defuzzifikace je 
následující: 

 
(8)

2 Metody 

V příspěvku je využit T2FLS pro rozhodování o investování do akciových titulů 
kótovaných na Burze cenných papírů Praha, a.s. (BCPP). Aplikace vyššího stupně 
fuzzy logiky byla prozatím nedostatečně využit pro prognózu akciového trhu, o čemž 
svědčí literární přehled. Navíc autoři si nejsou vědomi aplikace type-2 fuzzy logiky na 
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českém akciovém trhu. Z toho důvodu je praktická aplikace zaměřena na největší 
a nejstarší organizátora trhu s cennými papíry v České republice. Jsou využity akciové 
tituly obsažené v oficiálním indexu BCPP, kterým je index PX. Sledované období je 
od roku 2015 do konce roku 2017, tj. tříletá perioda, přičemž je využito měsíčních 
údajů akciových titulů zalistovaných v daném období v indexu PX. Konkrétně se jedná 
o následující akciové tituly: Erste Group Bank, Komerční Banka, ČEZ, VIG, O2 C.R., 
Philip Morris ČR.  

Tab. 1 Sumarizace statistických údajů vstupních proměnných 

Statistické údaje 
Riziko Výnos 

Max Min Max Min 
Erste Group Bank  6.171%  5.711%  1.659% -2.372%  
Komerční banka 20.18% 3.30% 11.24% -0.67% 
ČEZ 3.84% 3.21% 2.07% 0.57% 
VIG 9.40% 3.94% 2.35% -0.08% 
O2 C.R. 5.03% 2.91% 0.28% -1.04% 
Philip Morris ČR 6.65% 3.59% 0.89% 0.68% 

Zdroj: (vlastní zpracování., 2019) 

Riziko lze charakterizovat jako možnost odchýlení očekávaného výnosu od 
skutečného výnosu. Jde o určitý stupeň nejistoty související s očekávaným výnosem. 
Matematický zápis rizika je : 

 (9)

Výnos poskytovaný danou investicí je klíčovým investičním ukazatelem. Výnos lze 
charakterizovat jako odměnu investora za podstupované riziko. Výpočet je proveden 
dle následujícího vzorce: 

 (10)

 Rozbor problému 

Fuzzy logika je schopna přijmout vysvětlení nejednoznačného a vágního myšlení. 
Fuzzy logika je v poslední době velice populární nástroj pro řešení různorodých 
problémů. Dva nejrozšířenější typy fuzzy inferenčního systému jsou Mamdani 
a Sugeno. Následující studie využívá T2FLS typ Sugeno. Návrh modelu Sugeno 
T2FLS se skládá celkem ze dvou vstupních proměnných a jedné výstupní proměnné. 
Struktura modelu je znázorněna na Obr. 3.  

Obr. 3: Struktura modelu Sugeno T2FLS 

 
Zdroj: (vlastní zpracování, 2019) 
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Přestože volba funkce příslušnosti je subjektivní a záleží na volbě odborníka 
a vzorku datového souboru, je provedeno několik studií se zaměřením na komparaci 
jednotlivých typů těchto funkcí za účelem nalezení té nejvhodnější. Mayilvaganan 
a Naidu (2011) zjistili, že nejlepší výkon a výsledky byly dosaženy pomocí Gaussovy 
funkce příslušnosti. Zvonová a lichoběžníková funkce příslušnosti dosahuje horších 
výsledků než Gaussova. Na výše uvedenou studii navazuje Talpur a kol. (2017), kteří 
se zaměřili na porovnání Gaussovy, trojúhelníkové, lichoběžníkové a zvonové funkce 
příslušnosti. Jejich studie ukazuje, že Gaussova funkce příslušnosti je nejvhodnější 
v modelu ANFIS. Esfahanipour a Aghamiri (2010) ve svém výzkumu využili 
Gaussovu funkce příslušnosti v ANFIS modelu a doporučují ji k testování údajů 
o investičních instrumentech. Z toho důvodu je v navrhovaném modelu 2TFLS 
zvolena právě Gaussova funkce příslušnosti.  

Investoři při rozhodování o investování do investičních instrumentů mohou 
zvažovat hned několik finančních ukazatelů. Nicméně nejdůležitějším ukazatelem je 
výnos a riziko dané investice. Tyto dva zásadní ukazatele byly zkoumány 
a doporučovány v mnoha studiích v kontextu soft computingu, jako například 
v Arenas a kol. (2001), Fang a spol. (2006), Gupta a spol. (2008). Riziko lze 
charakterizovat jako možnost, že se očekávaný výnos odchýlí od výnosu skutečného. 
Jedná se o určitou míru nejistoty spojenou s očekávaným výnosem. Gaussova funkce 
příslušnosti pro riziko je znázorněna na Obr. 4. 

Obr. 4: Funkce příslušnosti pro riziko 

Zdroj: (vlastní zpracování, 2019)

Obr. 5: Funkce příslušnosti pro výnos  

Zdroj: (vlastní zpracování, 2019)

Výnos lze chápat jako odměnu investora za podstupované riziko. Gaussova funkce 
příslušnosti pro výnos je znázorněna na Obr. 5.  

Parametry funkcí příslušnosti T2FLS byly odvozeny z funkcí příslušnosti T1FLS. 
Nejistota obsažená ve funkcích příslušnosti T2FLS byla stanovena subjektivně. 
Vzhledem k turbulentnímu a vysoce volatilnímu prostředí akciových trhů, byla 
stanovena nejistota na 50%. Konkrétně, horní funkce příslušnosti obsahuje od původní 
funkce z T1FLS navíc 25% nejistotu, spodní funkce příslušnosti vzhledem k původní 
funkci z T1FLS také obsahuje navíc 25% nejistoty. 

Ve vytvořeném modelu T2FLS je využito devět IF-THEN pravidel, která jsou 
znázorněna na Obr. 6. Slovní interpretace fuzzy pravidel je následující: Je-li riziko 
investičního instrumentu nízké a výnos investičního instrumentu vysoký, potom je 
doporučováno daný instrument koupit. Obdobně jsou navolena další pravidla. Pravidel 
je nastaven takový počet, který vystihuje řešenou problematiku. Báze pravidel je 
nastavena pomocí znalostí a zkušeností expertů a autorů článku. 

85



Obr. 6: IF-THEN pravidla pro vytvořený model 

 
Zdroj: (vlastní zpracování, 2019) 

Vytvořený model T2FLS simuluje investiční rozhodování do akciových titulů 
zahrnutých v indexu PX a kótovaných na českém akciovém trhu. Model lze na základě 
vytvořených funkcí příslušnosti a pravidel typu Sugeno demonstrovat na případové 
studii. V případě, že je výnos akciového instrumentu 1,45 % a riziko dosahuje hodnoty 
2,5 % měsíčně, je dle T2FLS vhodné daný akciový titul nakoupit do investičního 
portfolia, neboť je hodnota výstupu je 1. Naopak v případě, že je výnos akciového 
instrumentu záporný, tedy investor realizuje ztrátu z dané investice, a riziko je na 
hodnotě 6,58 %, je výstupem modelu hodnota blízké 0. To znamená, že je modelem 
T2FLS doporučováno danou investici prodat nebo vůbec nekupovat.  

Obr. 7: Fuzzy rozhodovací proces 

 
Zdroj: (vlastní zpracování., 2019) 

Na závěr jsou výsledky dosažené z T2FLS komparovány s výsledky z T1FLS. 
K tomuto účelu je využit ukazatel střední průměrné chyby (RMSE) který porovnává 
původní data  a data získaná z výstupu modelu . Matematický zápis ukazatel 
RMSE je následující: 

 

(11)

Tab. 2 Komparace T1FLS a T2FLS 
Model RMSE 
T2FLS Sugeno 0.07286
T1FLS Sugeno 0.07879
T1FLS Mamdani 0.08632

Zdroj: (vlastní zpracování., 2019) 
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V Tab. 2 jsou znázorněny výsledky porovnání T1FLS Mamdani i Sugeno s T2FLS 
Sugeno pomocí ukazatele RMSE. Z hodnot RMSE je patrné, ze nejmenší chyby 
dosahuje T2FLS oproti T1FLS. Konkrétně T2FLS při zkoumání investičního 
rozhodování dosahuje chyby 0.07286. T1FLS typu Sugeno dosahuje chyby nepatrně 
vyšší než T2FLS s hodnotou 0.07879. Nejhorších výsledků pro zkoumaný problém 
dosahuje T1FLS typu Mamdani s chybovou hodnotu 0.08632. Nespornou výhodou pro 
aplikaci T2FLS na finančních trzích je schopnost pojmout vyšší stupeň nejistoty oproti 
T1FLS. T2FLS prokázal výpočetní flexibilitu a vhodnosti pro modelování systémů 
komplexních, dynamických a nelineárních vztahů, které jsou běžné na finančních trzích. 

Diskuze 

Akciový trh je dynamický a velice složitý systém, jak uvádí Brož a Dostál (2013), 
tudíž neexistuje zcela jednoduchý způsob, jak předpovědět budoucí vývoj. Cílem 
vytvořeného modelu není predikovat budoucí vývoj, nýbrž identifikovat ziskové 
příležitosti, usnadnit rozhodovací proces pro investory a stanovit doporučení ze 
zvolených vstupních proměnných. Do vytvořeného modelu by bylo samozřejmě 
možné přidat další vstupní proměnné a vytvořit revidovaný model poněkud složitější, 
nicméně cílem tohoto příspěvku bylo udržet sadu vstupních proměnných a samotný 
model co nejjednodušší. Dále jak uvádí Doskočil a Dostál (2017), pouze ověřený 
model může být v praxi využit jako nástroj pro investiční rozhodování. Z toho důvodu 
nelze navržený fuzzy model považovat a konečný a jediný správný. 

Fullér (1995) definuje některá omezení týkající se fuzzy logiky. Mezi tyto 
problémy lze zařadit skutečnost, že neexistují žádné záruky, že fuzzy systém zůstane 
stabilní. Navíc postrádá schopnost učení se a nedisponuje žádnou pamětí. Samotné 
stanovení vhodné funkce příslušnosti a fuzzy pravidel je samo o sobě velice obtížné, 
neboť i po rozsáhlém testování není snadné říci, kolik funkcí příslušnosti je 
nezbytných. Verifikace a validace fuzzy systému vyžaduje rozsáhlé testování 
s hardwarem ve smyčce, což nemusí být přijatelné pro všechny vývojáře.  

Závěr 

Proces rozhodování o investičních příležitostech je v dnešní době široce 
diskutovaným tématem. Modely založené na umělé inteligenci používané v mnoha 
vědních oborech mohou být použity k tomuto účelu. V tomto příspěvku je představena 
implementace systému type-2 fuzzy logiky na problém investičního rozhodování. 
Využití T2FLS může vést k reálnějším a přesnějším výsledkům oproti T1FLS. 
V příspěvku je vyvinut snadno využitelný model, který obsahuje jednoduché vstupní 
proměnné zásadně ovlivňující rozhodnutí o investování peněžních prostředků na českém 
akciovém trhu, přesto model poskytuje investorům spolehlivé doporučení o investici. 
Pro další výzkum by bylo vhodné rozšířit navržený model o další významné 
fundamentální indikátory, popřípadě zakomponovat technické a psychologické 
indikátory a sledovat sílu revidovaného modelu i na jiných akciových trzích. 
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